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EESSONA

Kéesolev raamat edastab pisikest osa teadustdost, mida andmeteaduse (Data Science) valdkonnas on
enam kui 50 aasta jooksul emeriitprofessor Leo Vdhandu juhtimisel tehtud TTU tarkvarateaduse
instituudis, mille Uhtedeks eellasteks olid informaatikainstituut (1992—2016), infotootluse kateeder
(1973-1992), arvutusmatemaatika kateeder (1966—-1973) ja arvutustehnika kateeder (1964—1966).

Professor Leo V8handu ja dotsent J. Mullat arendasid 1970-ndatel aastatel uue monotoonsete
stisteemide teooria, mis vBimaldas luua kiireid algoritme andmetddétluse tarbeks. J. Mullat 16i kasitluse,
mille esitas oma doktoritods 1973. a ja publitseeris artiklitena 1971-1977 (Mullat 1971, 1976, 1977a,
1977b, Mullat & V6handu 1979). Monotoonsete stisteemide nime vottis kasutusele J. Mullat 1976.a.
(Mullat 1976). J. Mullati hilisemad artiklid MS teooria valdkonnas on kétte saadavad TTU digikogus
(https://ws.lib.ttu.ee/digibase/Publ/Search). Leo V8handu monotoonsete siisteemide rakendused on
publitseeritud artiklites (Bbixandy 1979, 1980, 1981, Vyhandu 1989, Véhandu et al. 2006).

Kdik kdesolevas raamatus esitatud algoritmid ja meetodid rakendavad vahemal v6i suuremal maaral
nimetatud teooriat. Kuna meetodite kasutajaskonnaks olid valdavalt avaliku arvamuse ja turu-uuringu
firmad (ankeetkisitlused), siis kogu loodud metoodika ja algoritmika l&htus andmetabelist, mitte aga
andmebaasist — té6deldavad andmed anti ette struktuurse objekt-tunnus tabelina.

Raamatus kasitletakse lahemalt monotoonsete slsteemide teoorial baseeruvaid meetodeid ja
algoritmikat andmekaeve ja masindppe valdkonnas. Andmetabeli korrastusmeetodid ning nn Mullati
tuumad on loodud juba 1970-ndatel aastatel, Hipoteeside generaator ja mitmed determinatsioon-
analtisi (DA) meetodid loodi algselt 1980-1990-ndatel aastatel, uued arendused 2000-ndatel, nn
nullfaktori vaba DA aga peale 2010-ndat aastat.

Kuna mitmed késitlused ja baasalgoritmid on loodud enne Eesti taasiseseisvumist, siis kédesolevas
t60s esitatud meetodid ja algoritmika on vahe mdjutatud valdkonna maailma parimate teadurite poolt —
arendusideed on pigem kujunenud oma koolkonna keskselt.

Andmetabelite korrastamise teemat on véaga poOhjalikult kasitlenud meie kolleeg Tallinna
Tehnikaulikoolist professor Innar Liiv oma doktorité6s ,Mustrite kasutamine kasutades jarjestamist ning
maatriksi Umberkorrastamist: unifitseeritud vaade, edasiarendused ning rakendus ladude juhtimises”
(Pattern Discovery Using Seriation and Matrix Reordering: A Unified View, Extensions and an
Application to Inventory Management). See t66 tunnistati organisatsiooni Classification Society poolt
selle valdkonna parimaks doktoritooks 2008. a (https://tcs.wildapricot.org/Dissertation-Award).

Kdikide raamatus kirjeldatud algoritmide t66d selgitatakse tekstis naiteandmetabelite peal,
muutmaks nahtavaks olulisemaid nilansse nende t66s. YouTube’is on ka algoritmide samm-sammulist
todd demonstreerivad videod: konformismiskaala, mdojuskaala, plusstehnika, miinustehnika,
segatehnika, Mullati tuumad, kdik maksimaalsed klikid (KMK), Pardalose algoritm, otsustuspuu,
hiipoteeside generaator, MONSIL, determinatsioonanaliius.

Paljude antud raamatus kéasitletud rakenduste tarbeks on olemas mitmeid teisi meetodeid teistelt
autoritelt (R. Agrawal, M. J. Zaki, T. Uno, H. Mannila jt). Neist igatihel on oma algoritmika ja spetsiifilised
nduded algandmete esitusele, oma tugevused ja ndrkused. Vaieldamatult kiireim nendest meetoditest
on Takeaki Uno LCM-meetod suletud hulkade leidmiseks, mis baseerub sagedaste hulkade leidmise
erilisel, vaga efektiivsel ja ratsionaalsel tehnikal. Seevastu monotoonsete silisteemide teooria on Uldine
teooria, mida lisaks andmeteadusele oleme rakendanud edukalt ka teistes ainevaldkondades, nagu
naiteks otsustuspuude formeerimisel, kdikide maksimaalsete klikkide ja suurima Kliki leidmisel,
disjunktiivsete normaalkujude minimeerimisel jms. Osa nende rakenduste tulemustest on publitseeritud
teadusartiklitena, osa seevastu on publitseerimata, kuid on osaliselt kattesaadavad TTU
digiraamatukogus doktori- vdi magistritdddena. Raamatu autorite poolt juhendatud andmeteaduse
valdkonna I6putdtde osaline loetelu on toodud raamatu lisas.

Lisaks monotoonsete siisteemide teooria rakenduste huvilistele on see raamat sobilik ka neile, kes
opivad andmestruktuure. Nimelt mitmete kirjeldatud algoritmide efektiivne realisatsioon eeldab sobivate
andmestruktuuride kasutamist — erinevad andmestruktuurid mdjutavad oluliselt realisatsiooni tookiirust.
Seetbttu raamatus kasitletud algoritmid on heaks proovikiviks andmestruktuuridega katsetamisel.
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| MONOTOONSED SUSTEEMID

Sissejuhatus

Sagedaseks llesandeks keeruliste siisteemide kaitumise uurimisel on konkreetse siisteemi arvandmete
(nt stisteemi kirjeldav N*M andmetabel, kus N on tabeli ridade, M aga veergude arv) analliis. Andmete
alusel tuleb selgitada, kas stisteemis esinevad erilised elemendid v6i elementide riihmad (allslisteemid),
mis reageerivad mingitele mdjutustele Ghtemoodi, samuti selliste allsiisteemide omavahelisi suhteid.
Teisiti 6eldes, tuleb leida stisteemi struktuur.

Susteemi struktuur on stisteemi elementide selline organiseerumine allsiisteemideks, mis valjendub
allsisteemide vaheliste suhete hulgana. Susteemi struktuuriks v8ib olla naiteks meetod allstisteemide
Uhendamiseks terviklikuks silsteemiks, kui see toimub slisteemi elementide vaheliste tugevate ja
ndrkade seoste alusel.

Sisteemiteoorias tavaliselt vaadeldakse mittevahetuid seoseid elementide vahel. Sellised seosed
on dunaamilised selles mdottes, et seose tase madratakse allsiisteemi poolt, milles seda seost
vaadeldakse. Allpool k&sitletaksegi Uhte sellist dinaamiliste sisteemide klassi — monotoonseid
susteeme (Mullat 1971, 1976, 1977a, 1977b, BbixaHdy 1980).

Monotoonsete slisteemide omadused vdimaldavad Uldisel kujul formuleerida stisteemi tuuma Kui
allsisteemi, mis peegeldab kogu stisteemi struktuuri tervikuna. Tuum on allslisteem, mille elemendid
on tundlikud kahe tegevuse (pluss vai miinus (Mullat 1976)) suhtes, kusjuures see tundlikkus tegevuste
suhtes on maaratud stisteemi sisemise struktuuriga. Pluss- ja miinustegevuste sissetoomine pdhjustab
kahte liiki tuumade olemasolu — pluss- ja miinustuumad.

Tuumade (eriliste omadustega allstisteemide) olemasolu garanteeritakse vastava matemaatilise
mudeliga. Tuumade eraldamine kujutab aga endast tulpilist suure silsteemi vaikeste slsteemide
(tuumade) kaudu kirjeldamise Ulesannet. Selles mdttes tuum kujutab endast allstisteemi, mille
eemaldamine silisteemist kardinaalselt muudab selle omadusi: siisteem kaotab oma esialgse struktuuri.

Pdhimodisted
Defineerime pdhimdisted lahtuvalt Mullati tdddest (1971, 1976).
Definitsioon 1. Olgu antud I6plik hulk X, |X|=K, ja sellel funktsioon tx, mis seab igale elemendile a € X

vastavusse vaartuse Ty, mx(a). Funktsiooni 1y nimetatakse kaalufunktsiooniks, kui ta on maaratud

suvalisel alamhulgal X' < X. Vaartust ty(a) nimetatakse elemendi a € X kaaluks hulgal X'.

Definitsioon 2. Hulka X koos kaalufunktsiooniga myx himetatakse slsteemiks ja téhistatakse
P= (X,TCx).
Definitsioon 3. Stisteemi P' = (X',1ty), kus X' C X, nimetatakse slisteemi P = (X,1tyx) allslisteemiks.

Definitsioon 4. Susteemi P = (X,1tx) nimetatakse monotoonseks, kui suvalise a € X\{c}, ¢ € X korral

Tix\{c}(@) < mx(a), kus X' on suvaline hulga X alamhulk.

Definitsioon 5. Funktsiooni Q, mis seab igale monotoonse siisteemi P alamhulgale X'C X vastavusse
mittenegatiivse vaartuse Q(X') = mingeyx Tx(a), nimetatakse sihifunktsiooniks.

Definitsioon 6. Monotoonse susteemi P = (X,tx) allsisteemi P* = (W,m), millel sihifunktsioon Q

saavutab oma maksimaalse vaartuse Q(W) = maxxcx Q(X') = maxyxcx MingexTx(a), nimetatakse
ststeemi P tuumaks; vaartust Q(W) nimetatakse tuuma kvaliteedi naitajaks.



Monotoonse susteemi ehitamine andmetabelile

Jargnevalt kirjeldame, kuidas andmetabelile ehitada monotoonset siisteemi. Siin eeldame, et meil on
lahteststeemina vaatluse all andmetabel X(N,M), kus iga element Xjj voib omada diskreetset vaartust
vahemikus hj=0,1,...,Kj-1.

Monotoonse siisteemi ehitamiseks:

1. Maaratakse sobiv kaalufunktsioon 1t(Xjj).

2. Maaratakse elementidele rakendatavad tegevused (+ v&i -) ning kaalu Umberarvutamise eeskiri.
Miinustegevuse (-) korral toimub elemendi elimineerimisel andmetabelist temaga seotud elementide
kaalude vahendamine, plusstegevuse (+) korral aga suurendamine. Plusstegevuse korral aset leidvat
kaalude suurenemist saame pdhjendada jargmiselt: toimuks nagu uuritava elemendi lisamine
(dubleerimine) andmetabelisse (fiktiivselt), mis po&hjustabki temaga seotud elementide kaalu
suurenemist. Sisuliselt tAhendab see seda, et me vimendame teatud omadusega elemente.

3. Rakendatav tegevus (+ vdi -) ja kaalu Umberarvutamise eeskiri on seotud selliselt, et nad tagaksid

susteemi monotoonsuse. St et suvalisele elemendile a € X rakendatud tegevus (+ v&i -) p6hjustab kaigil

sellistel elementidel b € X, mis on seotud elemendiga a, kaalu Tx(b) muutust samas suunas
(+ kasvatab, - kahandab). Kui a ja b pole seotud, siis kaalu muutus = 0.

Eelpool kirjeldatud kolm eeldust vBimaldavad defineerida praktiliselt 16pmatu hulga erinevaid
monotoonseid kaalufunktsioone. Milliste omadustega need olema peavad, see s6ltub juba konkreetsest
Ulesandest ja pustitatud eesmarkidest.

Voimalused monotoonse stisteemi ehitamisel

Monotoonse susteemi ehitamisel on enamlevinud jargmised moodused. Elementidena, millele
rakendatakse teatud (+ v@i -) tegevusi, vaadeldakse:

1) tabeli elemente Xijj: X={Xijj}, i=1,...,N; j=1,...,M, W={Xij}, W < X. Sel juhul tuuma elementide arv

[W]| < N*M;

2) tabeli ridu: X={Xj}, W={Xij}, W < X, [W| £N;

3) tabeli veerge: X={Xj}, W={Xj}, W < X, [W| = M;

4) tabeli ridu ja veerge: X={Xj u Xj}, W={Xj N Xj}, W < X, W[ < N*M.

Olenevalt valitud moodusest omab tuum W kuju:
1) ,laik” voi ristkilik,
2) horisontaalne riba,
3) vertikaalne riba,
4) ,rist” voi ristkilik.

Loetletud kujudest vajab selgitusi ilmselt ,laik”. Tema isearasuseks on elementide erinev arv tuuma eri
ridades ja eri veergudes. Seetdttu ta kuju on ebamaérane ja sellest ka nimetus. Mullati baasalgoritmist
taiendavate hinnangukriteeriumite rakendamise poolest. Lahemalt kasitleme seda Mullati algoritmi
(1971) juures (4.2 Taiendavad vdimalused tuuma madiste maaratlemisel).
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Il MONOTOONSETE SUSTEEMIDE RAKENDUSED

Jargnevalt kirjeldame terve rea monotoonsetel sisteemidel baseeruvaid algoritme, mis on leidnud
kasutamist praktikas. Nende pohiliseks kasutusvaldkondadeks on andmeanaliiis, tehisintellekt,
ekspertsusteemid, graafiteooria, Boole'i algebra jne.

Andmetabelite korrastamine

Andmeanaliilisis on sagedaseks Ulesandeks osata hinnata kogutud andmestu kaitumist, ilma et me
oleksime eelnevalt kasutanud mingeid t6sisemaid andmeanaliiiisi meetodeid (korrelatsioon-, klaster-,
faktoranalliis jt). See on vajalik selleks, et pistitada toohipoteese eesmargiga selgitada, millised
objektid milliste tunnuste korral kaituvad Ghtemoodi.

Klassikaline lahenemine té6hipoteeside pustitamisel oleks jargmine: kdigepealt tehakse kirjeldavat
analtisi, mille kaigus véaljastatakse tunnuste sagedusribad ja elementaarstatistikud. Seejarel tellitakse
olulisemate (uurija seisukohalt) tunnuste vahelisi risttabeleid. Sellise lahenemise suureks puuduseks
on, et me saame niiviisi jalgida tunnuste kooslusi ainult kahe, parimal juhul ka kolme kaupa,
suuremaarvulised tunnuste kooslused jddvad vaatluse alt vélja.

Kéesolevas peatikis kirjeldame terve rea meetodeid, mis vdimaldavad lahteandmetabeleid
korrastada nii, et selles sisalduvad k8ige tuupilisemad ja kbige omanaolisemad andmekooslused
muutuvad ndhtavaks. Seejuures ei pea me omama mittemingisugust eelnevat informatsiooni andmete
kaitumise kohta.

Eeldame, et meil on antud lahteandmetabel X(N,M), kus N on tabeli ridade (objektide) arv, M on
tabeli veergude (tunnuste) arv. Omagu iga tunnus j, j = 1,2,...,M, diskreetseid vaartusi hj = 0,1,... Kj-1.

Oletame, et meil on vaatluse all andmetabel X(6,5):

i\j|1 2 3 4 5
1. [1 0 0 0 0
2. /01 01 1
3. /01011
4. |1 101 0
5. /0 01 0 1
6. |01 1 1 1

Andmetabeli esimene tunnus tahistab sugu (0 — mees, 1 — naine), tunnus 2 korteri omamist (0O — ei oma,
1 - omab), tunnus 3 haridust (0 — keskharidus, 1 — kdrgem haridus), tunnus 4 aktiivsust (0 — pole
aktiivne, 1 — on aktiivne), tunnus 5 auto omamist (O — ei oma, 1 — omab).

Seda andmetabelit kasutame kéesoleva peatikis koikide kasitletavate korrastusmeetodite
selgitamisel.

Mida tahendab andmetabeli korrastamine? Eelpool kirjeldatud lesande kontekstis tdhendab see
seda, et me peaksime leidma mdddu, mille alusel saaksime hinnata objektide/tunnuste lahedust.
Korrastuse tulemusena peaksid selle mdddu jargi lahedased objektid paiknema lahestikku. Nagu
edaspidi ndeme, on selliseid mddte vdimalik defineerida mitmeid, samamoodi esineb ka mitmeid
erinevaid korrastustehnikaid.

Jargnevalt kirjeldame professor Leo V8handu poolt vélja tottatud erinevaid médtusid ja tehnikaid
andmetabelite korrastamiseks (Vohandu et al. 2006).

1 Konformismiskaala

Uheks vGimaluseks objektide laheduse hindamisel on lahtuda teda kirjeldavate tunnuste vaartuste
tulpilisusest. Sellel baseerubki jargnevalt kirjeldatav skaala nimega ,konformismiskaala”.

Algoritm

Samm 1. Leiame igale tunnusele j tema vaartuste hj esinemissagedused Zhj andmetabelis X(N,M).

Samm 2. Asendame andmetabeli iga elemendi Xjj (i=1,...,N, j=1,...,M) tema esinemissagedusega Zjj.

Saame andmetabeli Z(N,M).
Samm 3. Leiame andmetabeli Z igale reale i tema likmete summa S;.
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Samm 4. Teostame tabeli ridade Umberjarjestamise (kahanevalt) vastavalt summadele S;.

Summa S;j kujutabki endast objekti vaartust konformismiskaalal. V&ib tekkida kiisimus, et mida see
suurus Sj sisuliselt naitab? Vastuseks on: mida suurem see on, seda konformsem (ttitpilisem) on antud
objekt, mida vaiksem on see summa, seda omandaolisem on see objekt. Kui objekt omab suuremaid
sagedusi, siis omab ta tuupilisemaid (enimlevinumaid) tunnuste vaartusi antud andmetabelis. Kui ta
omab véaiksemaid sagedusi, siis omab ta véhem esinevaid tunnuste vaartusi antud andmetabelis.

Konformismiskaala korral saame leida ka antud andmetabeli suhtes minimaalse v8i maksimaalse
konformismi, st selle skaala algus ja 16pp-punkti antud andmetabeli X jaoks. Selleks on vaja summeerida
kdéikide tunnuste korral vastavalt minimaalsed v6i maksimaalsed sagedused.

Konformismiskaala arvutuslik keerukus on O(MN) operatsiooni.

Naide

Oletame, et meil on andmetabel X(6,5):

i\jl[1 2 3 4 5
1.1 0 0 0 O
2210 1 0 1 1
3.0 1 0 1 1
4./1 1 0 1 0
50 0 1 0 1
6.0 1 1 1 1

Rakendame eelpool kirjeldatud algoritmi.
Samml. Leiame vaartuste 0 ja 1 esinemissagedused.

04 2 4 2 2
112 4 2 4 4

Sammud 2 ja 3. Teeme sagedusteisenduse ja leiame reasummad.
Oletame, et meil on vaatluse all andmetabel X(6,5):

i\j|1 2 3 4 5| Sj
1. |2 2 4 2 2] 12
2. |4 4 4 4 4] 20
3. |4 4 4 4 4] 20
4, |2 4 4 4 2| 16
5. |4 2 2 2 4] 14
6. |4 4 2 4 4] 18

Samm 4. Jarjestame lahtetabeli read kahanevalt vastavalt vaartusele S;.

i\j|l1 2 3 4 5| Sj
2. |4 4 4 4 4] 20
3. |4 4 4 4 4] 20
6. |4 4 2 4 4] 18
4, |2 4 4 4 2| 16
5. |4 2 2 2 4] 14
1. |2 2 4 2 2] 12

Nagu ndeme, on andmetabel muutunud paremini loetavaks kui enne. Ei maksa unustada, et me oleme
andmetabeli korrastanud vaid ridu pidi. Korrastades ta veerge pidi, muutub ta veelgi informatiivsemaks.
Veergude korrastamiseks on mitu véimalust. Kirjeldame siin tihte véimalikku varianti.
Vétame aluseks sagedusteisenduse ja summeerime veerule j vastavad sageduste ruudud:
Sj=27Zj? i=1,...,N.
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Mida suurem on summa Sj, seda konformsem (homogeensem, vaiksema varieeruvusega) on antud

tunnus.
Meie naite korral saame tulemuseks
S1=72, Sy=72, S3=72, S4,=72, S5=72.

Nagu ndeme, on k8ik suurused Sj vordsed ja selle m&ddu kasutamine tabeli veergude korrastamiseks
ei garanteeri soovitud tulemust. Antud naide on vaga Opetlik just selle poolest, et valitud ma6ét vdib
osutuda liiga ,ndrgaks” anallisitava andmetabeli sisemise struktuuri seisukohalt, ta ei suuda tabelit
lahutada homogeenseteks allosadeks.

Konformismiskaala ei vélista vBimalust, et erineva struktuuriga objektid andmetabelis véivad omada
Uhesugust vOi lahedast vaartust — skaala on liiga ,ndrk” nende objektide eristamiseks. Jargnevalt
kirjeldame uut mdoobtskaalat nimega mdojuskaala, mille lahutusv8ime on oluliselt parem
konformismiskaalast. Algoritmi samm-sammulist t66d demonstreerib ka video: konformismiskaala.

2 Mdjuskaala

Oletame, et oleme teinud sagedusteisenduse Xijj = Zjj ning et andmetabeli iga objekti i varieeruvus on

kirjeldatud talle vastavate tunnuste vaartuste ruutude summaga
Si= ZZijZ, i=1,..,M,

siis on kogu susteemi varieeruvus
S=3Si=233 Zjj? i=1,.,N, j=1,.. .M.

Nuld saame maératleda i-nda objekti m@ju kui ruutude summa, mille vBrra vaheneb sisteemi
koguvarieeruvus S, kui objekt i lUlitada analtUsist vélja.
Objekti elimineerimine tahendab talle vastavate elementide Xjj valjalulitamist. Sellega kaasneb aga

elemendile Xjj vastava tunnuse vaartuse hj esinemissageduse vahenemine the vorra. Niid saame
modta elemendi Xjj elimineerimisest tingitud stisteemi koguvarieeruvuse muutust Gjj. Kuna tunnuse |
vaartus hj parast objekti i elimineerimist omab veel Zhj-1 samasugust vaartust (hj), siis stisteemi uus
varieeruvus uhe elemendi korral vérdub

Gij = (Zihj-1)(Zihij2 - (Zihj-1)?) = 2Zjhj2 - 3Zjhj + 1.

Teades elementide mdjusid, saame arvutada objekti mju
Gj = 2Gijj, j=1,....M.

Saadud vaartuste alusel jarjestame andmetabeli read.

Samamoodi v8ime kaituda ka tabeli veergude suhtes. Arvutame igale veerule j suuruse
Gj = 2Gij, i=1,...,N.

Saadud summade Gj alusel jarjestame tabeli veerud.

M@ojuskaala rakendamise algoritm on jargmine.

Algoritm

Samm 1. Leiame igale tunnusele j tema vaartuste hj esinemissagedused Zjhj andmetabelis X(N,M).
Samm 2. Arvutame andmetabeli igale elemendile Xjj tema mgju Gjj. Leiame nende alusel kd&ik
reasummad G;j.

Samm 3. Leiame iga rea igale elemendile Xjj tema vaartuste hj esinemissagedused Zjhj andmetabelis
X(N,M).

Samm 4. Arvutame andmetabeli igale elemendile Xjj reasageduste Zjhj alusel tema mgju Gjj. Leiame
nende alusel k6ik veerusummad G;j.

Samm 5. Teostame tabeli ridade ja veergude Umberjarjestamise (kahanevalt) vastavalt summadele G;j
jaG;j.
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Naide

Kasutame eelmise naite andmetabelit

\il1 2 3 45

a bk wbdpRE
O, OO R
= N =)
B O O O O
= N =)
= =

6. (01 1 1

Rakendame eelpool kirjeldatud algoritmi.

Samm1. Leiame vaartuste O ja 1 esinemissagedused Zjh.

0 |4 2 4 2 2
112 4 2 4 4

Samm 2. Arvutame elementidele Xjj mojud Gij.
X]_]_:l, 211:2, 611:(2-1)(22 - (2-1)2):1(4-1):3
X12=0, Z15=2, G12=(2-1)(22 - (2-1)?)=1(4-1)=3
X13=0, Z13=4, G13=(4-1)(42 - (4-1)%)=3(16-9)=21

Esitame elementidele vastavad mdjud tabelina. Selle aaresummadeks on tabeli ridadele ja veergudele
vastavad mojud.

i\j 1 2 3 4 5 Gi  Jarjestus
1. 3 3 21 3 3 33 6.

21 21 21 21 21 105

21 21 21 21 21 105
3 21 21 21 3 69

21 3 3 3 21 51

6. 21 21 3 21 21 87

a s> wbd
w oo srDd R

Parast korrastamist saame tulemuseks

i\] 1 2 3 4 5 Gji Jarjestus

21 21 21 21 21 105 1.

21 21 21 21 21 105

21 21 3 21 21 87
3 21 21 21 3 69

21 3 3 3 21 51

3 3 21 3 3 33

oo w N =
o0 A WN

Samm 3. Leia igale vaartusele Xijj tema esinemissagedus Zjhj reasi.

i\jl1 2 3 4 5 0 1
1./1 000 0 4 1
2/0 101 1 2 3
3]0 1 01 1 2 3
411 1 0 1 0 2 3
50 0 1 0 1 3 2
6. |0 1 1 1 1 1 4

Tehes sagedusteisenduse Xjj 2 Zjhj (mdttes, sest elemendi mgju saab arvutada lahtudes elemendi
sagedusest, seega vahepealse tabeli tekitamine on dleliigne t66!), saaksime tabel
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6. 4 4

Samm 4. Arvutame elementide Xj; mgjud Gjj lahtudes reasagedustest Zjh;.
X11=1, Z13=1, G11=(1-1)(12 - (1-1)?)=0
X12=0, Z15=4, G1o=(4-1)(42 - (4-1)2)=3(16-9)=21

.).(.21:0, Z21=2, G1=(2-1)(2? - (2-1)?)=1(4-1)=3
Xoo=1, Z55=3, 622:(3-1)(32 - (3-1)2):2(9-4):10

Esitame elementidele vastavad mdjud tabelina. Selle tabeli veerusummadeks on tabeli veergudele
(tunnustele) vastavad mdjud. Saame tabeli

2 3 4 5
21 21 21 21
10 3 10 10
10 3 10 10
10 10 3 10 3
10 10 3 10 3

0 21 21 21 21

G |26 82 54 82 68
Jarjestus 5. 1. 4, 2. 3.

Y

o U h WN P
W w Ok

Samm 5. Korrastame andmetabeli saadud rea- ja veerum@jude alusel. Saame tabeli:

i\j| 2 4 5 3 1 Gi Jarjestus
2. 1 1 1 0 O 105 1.
3. 1 1 1 0 O 105 2.
6. 1 1 1 1 O 87 3.
4, 1 1 0 0 1 69 4.
5. 0O 0 1 1 O 51 5.
1. 0O 0 O o0 1 33 6.
Gj | 82 82 68 54 26
Jarjestus 1. 2. 3. 4. 5.

Nagu ndeme, on tabel muutunud oluliselt informatiivsemaks. Tabeli Glemises vasakus nurgas paiknevad
siisteemi kui terviku seisukohalt kdige tulpilisemad elemendid. Tabeli allosas paiknevad seevastu kdige
omanaolisemad elemendid (vaadake tunnuste ja vaartuste sisu ning puudke ise interpreteerida ja
jareldadal). Algoritmi samm-sammulist t66d demonstreerib ka video: mojuskaala.

Kuidas on seotud konformismi- ja mdjuskaala?
M@&ju- ja konformismiskaala on vahetult seotud, Uihe vaartused on teisest tuletatavad.
Gi = XGj = 2(2Zjhj? - 3Zjhj + 1)=2>Zjhj2 - 32.Zjhj + M = 2S;j - 3Kj - M.
Saadud avaldises téhistab Sji-nda objekti varieeruvust, K i-nda objekti konformsust ja M tunnuste arvu

(veerge andmetabelis).
Arvestades, et mdjufunktsioon Gijj on ruutfunktsioon, siis ta véimendab neid objekte, mis on

konformsemad.
M@6juskaala arvutuslik keerukus on O(MN) operatsiooni.
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Monotoonsete susteemide elementaartehnikad

3 Andmetabeli korrastamine: miinustehnika, plusstehnika ja segatehnika

Eelmises alajaotuses kirjeldasime the klassi keerukamat kaalufunktsiooni — nn mdjuskaalat. Selle
kasutamine andis vorreldes konformismiskaalaga paremaid tulemusi, sest tegemist on ruut-
funktsiooniga ja seetfttu on tema vBime objekte eristada suurem.

Kéesolevas peatikis kirjeldame kahte monotoonsete tegevuste gruppi: miinus- ja plusstehnikat.
Need demonstreerivad eriti ilmekalt, kuidas on omavahel seotud kaalufunktsiooni vaartus ja
andmetabeli elementidele rakendatavad tegevused (elementide eemaldamine, elementide lisamine).

3.1 Miinustehnika

Kirjeldatav tehnika baseerub jéllegi sagedusteisendusel. Idee seisneb objektide jarjestikusel
eemaldamisel andmetabelist ja anallilsi jdanud objektidele uute kaalude arvutamises. Erinevalt
mdjuskaalast, kus i-nda objekti eemaldamisel jai analtlsi N-1 objekti, jaab siin anallitisi N-i objekti.
Algoritm

Samm 1. Leiame igale tunnusele j (objektile i) tema vaartuste hj (elementide Xjj) esinemissagedused
Zjhj (Zihj) andmetabelis X(N,M) ja arvutame igale objektile (tunnusele) tema konformsuse (kaalu).

Samm 2. Elimineerime objekti (tunnuse), mis omab véaikseimat kaalu. Objekti (tunnuse) elimineerimine
pdhjustab temaga seotud objektide (tunnuste) kaalude vahenemist.

Samm 3. Anallilsi jadnud objektidele (tunnustele) arvutatakse uued kaalud jargmise eeskirja alusel:
leitakse anallilisis oleva objektii (tunnusej) ja elimineeritava objekti (tunnuse) positsiooniliselt
Uhesugust vaartust omavate elementide arv A.

i-nda objekti (j-nda tunnuse) uus kaal Syys=Svana - A.

Samm 4. Kui anallusis on objekte (tunnuseid), mine Samm 2.
Samm 5. Rakendame Samme 1 kuni 5 andmetabeli veergudele (tunnustele).

Samm 6. Vottes aluseks objektide ja tunnuste elimineerimise jarjekorra, korrastame andmetabeli read
ja veerud.

Naide

Kasutame eelmise naite andmetabelit

i\jl1 2 3 4 s
.11 0 0o 0 o
2210 1 0 1 1
3.0 1 0 1 1
401 1 0 1 0
510 0 1 0 1
6.0 1 1 1 1

Rakendame eelpool kirjeldatud algoritmi k&igepealt objektidele.

Samm1. Leiame vaartuste O ja 1 esinemissagedused Zjh;.
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Arvutame objektidele kaalud.

i\jl1 2 3 4 5] S
1. |2 2 4 2 2] 12
2.4 4 4 4 4|20
314 4 4 4 4|20
4. 12 4 4 4 2| 16
514 2 2 2 4] 14
6. |4 4 2 4 4| 18

Samm 2. Vahimat kaalu omab esimene objekt: kaal=12. Elimineerime selle.

Samm 3. Arvutame allesjaénud objektidele uued kaalud.

1. 10000 1.10000 1.10000 1. 10000
2.01011 3.01011 4, 11010 5. 00101
**0** **0** 1*0*0 *0*0*
Kokkulangevaid elemente (A) on jargnevalt:
objekti: 2 3 4 5 6
Ao 1 1 3 2 0
Arvutame uued kaalud:
objekti: 2 3 4 5 6
Svana: 20 20 16 14 18
-A: 11 3 2 0
Suus: 19 19 13 12 18
Samm 4. Analtisi on jaanud 5 objekti. Mine Samm 2.
Samm 2. Jne.
Jargnevalt esitame algoritmi kogu t66 tabeli kujul.
i\jla 2 3 4 5| S Kaal
1. |2 2 4 2 2| 12 -
2. 14 4 4 4 4] 20 19 17 14 10 -
3.4 4 4 4 4|20 19 17 14 10 5
4. |2 4 4 4 2| 16 13 13 -
5. 14 2 2 2 4|14 12 -
6. |4 4 2 4 4| 18 18 15 13 -

1.10000
6. 01111

* k k k %

Jarjestus
1.

A wo v

Samm 5. Rakendame nild algoritmi samme Samm 1 kuni Samm 5 tunnustele.

Samm 1. Leia igale vaartusele Xjj tema esinemissageduse Zjhj reas i.

ij

2

3

4

O TN WN PR
O O Fr O O |k

P O R BFP PO

= B O O O O

P O R L L O

P P O R P O|lu

0

P w NN DN DS
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Arvutame tunnustele nende kaalud.

i\j| 1 2 3

N N
P W W NN
A W W W WD
AN DNDNDDND D
A W W W WHMNDH>
A NN W WPHMOOC

Sj |12 20 16 20 18

Samm 2. Elimineerime tunnuse 1 kui ndrgima: kaal=12.
Samm 3. Leiame analliisi jadnud tunnustele kokkulangevate elementide arvu elimineeritava tunnuse
suhtes.

1 2 1 3 1 4 1 5

1 0 * 1 0 * 1 0 * 1 0 *
o 1 ~* 0 0 O o 1 ~* o 1 *
o 1 ~* 0 0 O o 1 * o 1 *
1 1 1 1 0 * 1 1 1 1 0 *
0 0 O o 1 * 0 0 O o 1 *
o 1 ~* o 1 * o 1 * o 1 *
A 2 2 2 0

Arvutame tunnustele uued kaalud:

Tunnus j: 2 3 4 5
Svana: 20 16 20 18
-A 2 2 2 0
Suus: 18 14 18 18

Samm 4. Analtisi on jaanud jarele 4 tunnust. Mine Samm 2.
Samm 2. Jne.

Jargnevalt esitame algoritmi kogu t66 tabeli kujul:

3 4 5

ivj| 1

© 0k~ WD P
OO0 r OO R
B O R Rk Rk OoN
B Pk OO OO
=l e =)
= e =)

Sj|12 20 16 20 18

16 - 16 14
12 12 -
- 6

Jéarjestus | 1. 4, 2. 5. 3.
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Samm 6. Korrastame andmetabeli read ja veerud.

3 5 2 4 S
12
12
13
13
10
5

Ay

W N o RO
O 0O O Fr O R|R
OO kr O r O
P R Rk O R O
el = =)
e = =)

S |12 14 14 12 6

Vorreldes lahtetabeliga on korrastatud tabel hulga informatiivsem, sest ndhtavaks saavad andmete
tudpilisus ja isedrasused. Kéige homogeensem elementide grupp tekib korrastatud tabeli alumisse
paremasse nurka, k8ige isepdisem Ulesse vasakusse nurka. Lisaks vBimaldab miinustehnika ka objekte
ja tunnuseid grupeerida. Selleks peame objektide korral liikuma piki kaalusid alt Ules, tunnuste korral
paremalt vasakule. Kui kaal enam ei kasva, siis algab uute omadustega grupp, st et see objekt voi
tunnus erineb eelmistest rohkem kui temale jargnevates, seega on tekkinud uus kvaliteet:

Si
12
12
13
13
10

5

i 3| 5 2

j

W N oMo =
O O O, |O|kF |k
o O r|O|F+r,|O
P R RP|O|FR|O
P P PP |O|O
P P RP(RPO|lO|M

Sj 12| 14|14 12 6
Selle eeskirja jargi tdddeldud tabelist ndeme, et objektide osas on leitud 4 gruppi: Gol (objektid 3,2 ja
6), Go2 (4), Go3 (5), Go4 (1). Tunnuste osas 3 gruppi: Gtl (tunnused 4, 2 ja 5), Gt2 (3), Gt3 (1).
Kirjeldatud tehnika on tegelikult ammusest ajast olnud kasutusel ja p&hjendatud psihholoogide
poolt. Nimelt, kui kedagi tuleks vallandada, siis on selleks kollektiiviga kdige vahem seotud v&i sinna
mitte sobiv isik.
Algoritmi samm-sammulist t66d demonstreerib ka video: miinustehnika

3.2 Plusstehnika

Plusstehnika on algoritmiliste tegevuste seisukohalt sarnane miinustehnikale. Pdhiline erinevus seisneb
uute kaalude arvutamises parast mingi objekti/tunnuse valjalllitamist:
uus kaal Syys = Svana + A.

Teiseks oluliseks erinevuseks oleks see, et alati elimineeritakse k&ige suuremat kaalu omav
objekt/tunnus.

Muus osas jadb algoritm samaks.
Algoritm
Samm 1. Leiame igale tunnusele j (objektile i) tema vaartuste hj (elementide Xjj) esinemissagedused
Zjhj (Zjhj) andmetabelis X(N,M) ja arvutame igale objektile (tunnusele) tema konformsuse (kaalu).

Samm 2. Elimineerime objekti (tunnuse), mis omab suurimat kaalu. Objekti (tunnuse) elimineerimine
pbhjustab temaga seotud objektide (tunnuste) kaalude suurenemist.

Samm 3. Analliisi jadnud objektidele (tunnustele) arvutatakse uued kaalud jargmise eeskirja alusel:
leitakse anallilisis oleva objektii (tunnusej) ja elimineeritava objekti (tunnuse) positsiooniliselt
Uhesugust vaartust omavate elementide arv A.

i-nda objekti (j-nda tunnuse) uus kaal Syys=Svana*A.

Samm 4. Kui analiitsis on objekte (tunnuseid), mine Samm 2.

Samm 5. Rakendame Samme 1 kuni 5 andmetabeli veergudele (tunnustele).
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Samm 6. Vottes aluseks objektide ja tunnuste elimineerimise jarjekorra, korrastame andmetabeli read
ja veerud.

Naide

Kasutame eelmise naite andmetabelit
i\j 1 2 3 4 5
1. 1 0 0 0 o
2. O 1 o0 1 1
3. O 1 o0 1 1
4, 1 1 0 1 o0
5. 0O 0 1 o0 1
6. o 1 1 1 1

Rakendame eelpool kirjeldatud algoritmi kdigepealt objektidele.

Samm1. Leiame vaartuste O ja 1 esinemissagedused Zjh.

0 4 2 4 2 2
1 2 4 2 4 4
Arvutame objektidele kaalud.

i\j 1 2 3 4 5| §j
1. 2 2 4 2 2|12
2. 4 4 4 4 4|20
3. 4 4 4 4 4120
4, 2 4 4 4 2|16
5. 4 2 2 2 4]14
6. 4 4 2 4 418

Samm 2. Suurimat kaalu omab teine objekt: kaal=20. Elimineerime selle.
Samm 3. Arvutame allesjaénud objektidele uued kaalud.

2.01011 2.01011 2.01011 2.01011 2.01011
1.10000 3.01011 4.11010 5.00101 6. 01111
FERQOFF 01011 *101* 0***1 01*11

Kokkulangevaid elemente (A) on jargnevalt:

objekti: 1 3 4 5 6
AL 1 5 3 2 4

Arvutame uued kaalud:

objekti: 1 3 4 5 6
Svana: 12 20 16 14 18

A- 1 5 3 2 4
Suus: 13 25 19 16 22

Samm 4. Analililsi on jaanud 5 objekti. Mine Samm 2.

Samm 2. Jne.
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Jargnevalt esitame algoritmi kogu t66 tabeli kujul.

i/j| 1 2 3 4 5| Si Kaal Jéarjestus
1. 2 2 4 2 2| 12 13 14 14 17 19 - 6.
2. 4 4 4 4 4| 20 - 1.
3. 4 4 4 4 4| 20 25 - 2.
4. 2 4 4 4 2| 16 19 22 24 - 4.
5. 4 2 2 2 4| 14 16 18 21 21 - 5.
6. 4 4 2 4 4| 18 22 26 - 3.

Samm 5. Rakendame niilid algoritmi samme Samm 1 kuni Samm 5 tunnustele.

Samm 1. Leiaigale vaartusele Xijj tema esinemissageduse reas i Zjh.

i\j 1 2 3 4 5 0 1
1. 1 0 0 o0 o 4 1
2. O 1 o0 1 1 2 3
3. O 1 o0 1 1 2 3
4, 1 1 0 1 o0 2 3
5. O 0 1 o0 1 3 2
6 o 1 1 1 1 1 4
Arvutame tunnustele nende kaalud.
i\j 1 2 3 4 5
1. 1 4 4 4 4
2. 2 3 2 3 3
3. 2 3 2 3 3
4, 3 3 2 3 2
5. 3 3 2 3 2
6. 1 4 4 4 4
Sj |12 20 16 20 18

Samm 2. Elimineerime tunnuse 2 kui tugevaima: kaal=20.
Samm 3. Leiame anallilsi jadnud tunnustele kokkulangevate elementide arvu elimineeritava tunnuse
suhtes.

2 1 2 3 2 4 2 5

0 1 * 0O 0 O 0O 0 O 0O 0 O
1 0 * 1 0 * 1 1 1 1 1 1
1 0 * 1 0 * 1 1 1 1 1 1
1 1 1 1 0 * 1 1 1 1 0 *
0O 0O O 0 1 * 0O 0 O 0 1 *
1 0 * 1 1 1 1 1 1 1 1

A 2 2 6

Arvutame tunnustele uued kaalud:

Tunnusj: 2 3 4 5
Svana: 20 16 20 18
A 2 2 6 4

Suus: 22 18 26 22

Samm 4. Analiiisi on jaanud 4 tunnust. Mine Samm 2.

Samm 2. Jne.
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Jargnevalt esitame algoritmi kogu t66 tabeli kujul.

i\jl1 2 3 4 5
./1 o o o0 o0
2lo0 1 o 1 1
3.0 1 0o 1 1
4.1 1 0 1 o0
50 0o 1 o0 1
6.0 1 1 1 1
Sj|12 20 16 20 18

14 - 18 26 22
16 20 - 26
16 24 -
18 -

Jarjestus | 5. 1. 4, 2. 3.
Samm 6. Korrastame andmetabeli read ja veerud.

i\j| 2 3 1 Kaali
20
25
26
24
21

19

ok~ w N T
O R R B R
OO R E R BRI~
O R OFr kL RO
Or OFr OO
L ORr OO O

0
Kaalj | 20 26 26 24 18

Vorreldes lahtetabeliga on korrastatud tabel palju informatiivsem, sest nédhtavaks saavad andmete
tuupilisus ja isedrasused. Kéige homogeensem elementide grupp tekib korrastatud tabeli Glemisse
vasakusse nurka, kdige isepaisem alla paremasse nurka. Lisaks vdimaldab plusstehnika ka objekte ja
tunnuseid grupeerida. Selleks peame objektide korral liikuma piki kaalusid Ulalt alla, tunnuste korral
vasakult paremale. Kui kaal enam ei kasva, siis algab uute omadustega grupp — see objekt vdi tunnus
erineb eelmistest rohkem kui temale jargnevates ning seega on tekkinud uus kvaliteet:

i\j| 2 4| 5| 3| 1| Kaali
2 1 1) 1| 0] O 20
3./ 1 1| 1] 0| O 25
6. 1 1| 1| 1| O 26
4 1 1) 0| 0] 1 24
5 0O o 1] 1| O 21
1 0O 0| 0] 0] 1 19
Kaalj | 20 26|26 | 24| 18

Selle eeskirja jargi toddeldud tabelist ndeme, et objektide osas on leitud 4 gruppi: Gol (objektid 2,3 ja
6), Go2 (4), Go3 (5), Go4 (1). Tunnuste osas samuti 4 gruppi: Gtl (tunnused 2 ja 4), Gt2 (5), Gt3 (3),
Gt4 (1).

Kirjeldatud tehnika on tegelikult ammusest ajast olnud rakendusel ja phjendatud psiihholoogide
poolt. Nimelt, kui kollektiivis t60 ligub vales suunas, siis tuleks vallandada vastava suuna liider. Ja l&abi
plusstehnika vdimendatakse neid objekte (isikuid), kes on liidriga lahedalt seotud, st on temaga
sarnased. See teeb vdimalikuks jargmisena elimineerida eelmise liidri vdimaliku jarglase.

Algoritmi samm-sammulist t66d demonstreerib ka video: plusstehnika.
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3.3 Segatehnika

Segatehnika erineb algoritmiliste tegevuste seisukohalt miinus- ja plusstehnikast. P&hiline erinevus
seisneb uute kaalude arvutamise mehhanismis ja otsustamises, milline objekti/tunnus jargmisena vélja
lulitada. Meetod eeldab, et objektidele/tunnustele on leitud algselt mingid kaalud, néiteks konformismi-
skaalal selleks juhuks, kui ei suudeta valida, milline objekt esimesena vélja lllitada. (Tegelikult vdib
alustada suvalisest objektist. Maérav on, millise objekti suhtes jarjestust soovitakse saavutada). Alati
eemaldatakse objekt/tunnus, mis on eelmisele eemaldatule kdige sarnasem — vaartuste
kokkulangemiste arv on kdige suurem.

Teiseks oluliseks erinevuseks on korrastamisel rakendatav tehnika. Iga jargmisena eemaldatava
kandidaadi kaalu ei arvutata ldhtudes algtabeli vaartuste esinemissagedustest, vaid korrastamise
tulemusena formeeruva objekt/tunnus tabeli vaartuste esinemissagedustest. Kuni pole Gihtegi kandidaati
eemaldatud, on tulemustabel tiihi — kbik sagedused=0. Objektid/tunnused lisanduvad tulemustabelisse
Uhekaupa, vastavalt hakkavad kasvama (+1) ka lisanduvate vaartuste esinemissagedused. Iga jargmise
iteratsiooni objekti/tunnuse kaalude arvutamise aluseks on tulemustabeli hetkeseis. Algoritmi t66
I6ppemisel on tulemustabeli ja algtabeli vaartuste esinemissagedused vrdsed.

Algoritm
Samm 1. Leiame igale tunnusele j (objektile i) tema vaartuste hj (elementide Xjj) esinemissagedused
Zjhj (Zjhj) andmetabelis X(N,M) ja arvutame igale objektile (tunnusele) tema konformsuse (kaalu).

Samm 2. Elimineerime objekti (tunnuse), mis omab suurimat kaalu. Objekti (tunnuse) elimineerimine
pdhjustab temaga seotud objektide (tunnuste) kaalude suurenemist.

Samm 3. Analllsi jadnud objektidele (tunnustele) arvutatakse uued kaalud jargmise eeskirja alusel:
leitakse anallilisis oleva objektii (tunnusej) ja elimineeritava objekti (tunnuse) positsiooniliselt
Uhesugust vaartust omavate elementide arv A.

i-nda objekti (j-nda tunnuse) uus kaal Syys=Svana *+ A.

Samm 4. Kui anallusis on objekte (tunnuseid), mine Samm 2.
Samm 5. Rakendame Samme 1 kuni 5 andmetabeli veergudele (tunnustele).

Samm 6. Vottes aluseks objektide ja tunnuste elimineerimise jarjekorra, korrastame andmetabeli read
ja veerud.

Naide
Kasutame eelmise naite andmetabelit

i\jl1 2 3 4

o r w NP -
O r O O R
O Fr P L O
m O O o o
O Fr P L O
B O R L O|lu,

6. | 0 1 1 1 1

Rakendame eelpool kirjeldatud algoritmi kdigepealt objektidele.

Samm1. Leiame vaartuste O ja 1 esinemissagedused Zjh;.

o]l 4 2 4 2 2
1|2 4 2 4 4

Eeldame naiteks, et esimese vélja visatava objekti leiame konformismiskaala alusel (vahima kaaluga
objekt). Arvutame objektidele kaalud.
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S
12
20
20
16
14
4 418

a s wDd P —

AN DA DN
N DA BMDNIDN
N BB B DNA
AN A B DNO

NN A BMD DM

6. 4 4
Véahimat kaalu omab objekt 1, kaal=12. Moodustame uue sagedustabeli, mille kdik sagedused=0.

Samm 2. Elimineerime objekti. (Kuna uus sagedustabel on tihi, siis esimesena elimineeritava objekti
algne kaal Sygna uues susteemis =0, Sygna=0+0+0+0+0). Suurendame uues sagedustabelis

elimineeritavate vaartuste esinemissagedusi the vorra (+1):
0 o 1 1 1 1
1 1 0 0 0 O

Samm 3. Arvutame allesjdénud objektidele véljavisatud objekti suhtes kokkulangevuste arvu ja uued
kaalud Suus.

1.10000 1.10000 1.10000 1.10000 1.10000
2.01011 3.01011 4.11010 5.00101 6.01111
**0** **0** 1*0*0 *0*0* * x x % %

Kokkulangevaid elemente (A) on jargnevalt:

objekti: 2 3 4 5 6
Ao 1 1 3 2 0

Arvutame uued kaalud:

objekti: 2 3 4 5 6
Svana. 0 0 0 0 O
+A: 1 1 3 2 0
Sws: 1 1 3 2 0

Jargmisena tuleb elimineerida objekt 4, sest tema A vaartus (kokkulangevuste arv) on kdige suurem.
Samm 4. Analtlsi on jaanud 5 objekti. Mine Samm 2.
Samm 2. Elimineerime objekti 4
4.1 1 0 1 0
Suurendame uues sagedustabelis elimineeritavate vaartuste esinemissagedusi iihe vorra (+1):

0 0 1 1+1=2 1 1+1=2
1 | 1+1=2 O0+1=1 0 0+1=2 0

Samm 3. Arvutame allesjaanud objektidele valjavisatud objekti suhtes kokkulangevuste arvu ja uued
kaalud Suus.

411010 4.11010 4. 11010 4. 11010
2.01011 3.01011 5.00101 6. 01111
*101* *101* * % % % % *l*l*

Kokkulangevaid elemente (A) on jargnevalt:

objekti: 2 3 5 6
A 3 3 0 2
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Arvutame uued kaalud:

objekti: 2 3 5 6
Svana: 1 1 2 0
+A: 3 3 0 2
SuusZ 4 4 2 2

Naeme, et suurima kaaluga objekte on kaks (nr 2 ja nr 3.) Vordsete kaalude korral tuleb jargmisena
elimineerida neist esimene, s.0 objekt 2,

Samm 4. Anallitsi on jaanud 4 objekti. Mine Samm 2.
Selguse mottes labime ka teise iteratsiooni.
Samm 2. Jne.

Jargnevalt esitame objektide elimineerimise protsessi tabeli kujul.

i\j| 1 2 3 4 5 Sj A Jarjestus
1. 1 0 0 0 O 0 - 1.
210 1 0o 1 1 0 1 3 - 3.
3.0 1 0o 1 1 0 1 3 5 - 4,
4, 1 1 0 1 0 0 3 - 2.
5/0 0 1 o0 1 0 2 0 2 2 3 - 6.
6. | 0 1 1 1 1 0 o 2 4 4 - 5.
i\j| 1 2 3 4 5 Sj Kaal

1. 1 0 0 0 O 0 -

210 1 0o 1 1 0 1 4 -

3.0 1 0o 1 1 0 1 4 9 -

4, 1 1 0 1 0 0 3 -

5/0 0 1 0 1 0 2 2 4 6 9 -

6. | 0 1 1 1 1 0 0O 2 6 10 -

Samm 5. Rakendame nild algoritmi samme Samm 1 kuni Samm 4 tunnustele.

Samm 1. Leiame igale vaartusele Xijj tema esinemissageduse Zjh; reas i.

i\jl 1 2 3 4 5 0 1
1./1 0 0 0 O 4 1
2/0 1 0 1 1 2 3
3./0 1 0 1 1 2 3
4. /1 1 0 1 0 2 3
5. /0 0 1 0 1 3 2
6. [0 1 1 1 1 1 4

Arvutame tunnustele nende kaalud.

ivj | 1 2 3

2B O o\ ol e
P wwNN R
A wwww s
AN NN A
AW www AN
AN W®W RO

Sj |12 20 16 20 18

Samm 2. Elimineerime tunnuse 1 kui ndrgima: kaal=12.
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Samm 3. Leiame analiiisi jadnud tunnustele kokkulangevate elementide arvu elimineeritava tunnuse
suhtes.

1 2 1 3 1 4 1 5

1 0 * 1 0 * 1 0 * 1 0 *
o 1 ~* 0 0 O o 1 o 1 =
o 1 ~* 0 0 O o 1 ~* o 1 =
1 1 1 1 0 * 1 1 1 1 0 *
0 0 O o 1 ~* 0 0 O o 1 =
o 1 ~* o 1 ~* o 1 =~ o 1 =
A 2 2 2 0

Arvutame tunnustele uued kaalud:

Tunnus j: 2 3 4 5
Svana: 20 16 20 18
A 2 2 2 0
Suus: 18 14 18 18

Samm 4. Analtisi on jaanud jarele 4 tunnust. Mine Samm 2.
Samm 2. Jne.

Jargnevalt esitame algoritmi kogu t66 tabeli kujul:
4

i/j| 1 2

S N o
OO r OO0 R
P O R B P O
B P, O OO0 OoO|w
B O R B P O
B P O R P OO

Sj|12 20 16 20 18
- 18 14 18 18

16 - 16 14
12 12 -
- 6

Jarjestus | 1. 4, 2. 5. 3.

Samm 6. Korrastame andmetabeli read ja veerud.

i\j|1 3 5 2 4 Kaali
1.1 0 0 0 0 0
4. 11 0 0 1 1 3
2.0 0 1 1 1 4
3.10 0 1 1 1 9
6.0 1 1 1 1 10
5.0 1 1 0 0 9
Kaalj | O 2 4 8 14

Vorreldes eelnenud tehnikate tulemustabelitega annab segatehnika tabel hoopis teistsugust
informatsiooni, Kuna jarjestuse aluseks on sarnasus (kokkulangevuste arv), siis saab jélgida kujunemise
diinaamikat lahtudes mingist kindlast objektist (antud naites objekt 1) vdi tunnusest (tunnus 1). Siin pole
eesmargiks mitte homogeensete elementide gruppide leidmine, vaid nende kujunemise diinaamika
nagemine.
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Paremaks illustreerimiseks oletagem, et andmetabel kirjeldab konna elutsiikli andmeid tema
arengus kullesest konnaks jne. Olgu k&ik tunnused m&ddetud ei/jah tllpi skaalal, st kas vastav omadus
esineb voi ei esine. Tunnus 1 — saba olemasolu, tunnus 3 — tiibade olemasolu, 5 — esijalgade olemasolu,
2 — tagajalgade olemasolu, 4 — toitub putukatest. Seega objekt 1 kirjeldus oleks jargmine: omab saba,
pole tiibu, esijalgu ega tagajalgu ning ei toitu putukatest.

Korrastatud tabel toob esile jargmise arengu diinaamika: kullesest kasvab moonde tulemusena
sabaga olend, kes ei toitu putukatest (objekt 1), seejarel kasvavad tagajalad (objekt 4), seejarel
lisanduvad esijalad ja kaob saba, isend toitub putukatest (objekt 2), ning seejarel toimub mingi moondus,
mida antud tabeli tunnused ei mddda (objekt 3). Seejéarel lisanduvad tiivad (objekt 6) ning Ghed jalad
kaovad ja tekkinud olend ei toitu enam putukatest (objekt 5).

Lisaks vBimaldab segatehnika ka objekte ja tunnuseid grupeerida. Selleks peame objektide korral
liikuma piki kaalusid Ulevalt alla, tunnuste korral vasakult paremale. Kui kaal enam ei kasva, siis algab
uute omadustega grupp, st see objekt vdi tunnus erineb eelmistest rohkem kui temale jargnevates,
seega on tekkinud uus kvaliteet:

i\j 1 3 5 2 4 Kaali
1.1 1 0o 0 0 O 0
411 0 0 1 1 3
21 0 0 1 1 1 4
3.0 0 1 1 1 9
6./ 0 1 1 1 1 10
5/ 0 1 1 0 O 9

Kaalj| 0 2 4 8 14

Selle eeskirja jargi téodeldud tabelist ndeme, et objektide osas on leitud 2 gruppi: Gol (objektid 1, 4, 2,
3 ja 6), Go2 (5), Kui me jalgime objektide kaalu muutust, siis objekti 5 kaal on vaiksem talle eelnenud
objekti kaalust: 9<10. See tahendab, et parast objekti 6 on toimunud oluline hiipe — arengus on tekkinud
uus kvaliteet, st objekt 5 erineb objektide riihmast objektid 1, 2, 3, 4, 6 rohkem kui sarnaneb neile.
Tunnuste osas tekib ainult 1 grupp: Gt1 (tunnused 1, 3, 5, 2 ja 4).

Algoritmi samm-sammulist t66d demonstreerib ka video: segatehnika.

4 Mullati tehnika tuumade eraldamiseks

Eespool kirjeldatud tehnikad olid oma olemuselt vaga lihtsad ja interpretatsioonilt kergelt mdistetavad.
Kuid andmeanallitsi aspektist, kui tegemist on suurte andmemassiividega, on niimoodi korrastatud
tabelite interpreteerimine kuillaltki raske, sest mingis méttes lahedased objektid ei pruugi sattuda
lahestikku. Seetdttu vdib vaga palju olulist informatsiooni kaotsi minna. Seda esiteks. Teiseks,
homogeensete gruppide piiride tdlgendamine on siin subjektiivne, st oleneb paljuski uurija suvast ja
tema kogemustest/oskustest ndha seaduspérasusi. Tekib kisimus, kas poleks v8imalik minimeerida
subjektivismi tulemuste interpreteerimisel?

Vajaliku matemaatilise aparatuuri (teooria ja algoritmid) selle tarbeks tootas vélja endine TTU
dotsent Joseph Mullat. Selle jargi on homogeensete elementide grupp méaaratud kasutatava
monotoonse funktsiooniga, st erinevad monotoonsed funktsioonid véivad eraldada erinevad elementide
hulgad. Algoritm véljastab homogeense grupi ja elimineerib selle edaspidisest toé6st. Seega vdib sellese
lahenemise tulemusena andmetabeli iga element kuuluda ainult thte gruppi. Uurija Ulesandeks jaab
ainult valjastatud gruppide interpreteerimine ja gruppide omavaheline voérdlus.

J. Mullat kirjeldas oma algoritmi ja teooriat artiklite sarjas (1971, 1976, 1977a). Tema algoritmi
kirjeldamisel eeldame siin, et me kaalume tabeli X(N,M) elemente Xjj.

4.1 J. Mullati algoritm
Samm 1. Maaratleda kaalufunktsioon. Valime selleks naiteks Gjj = mx(Xij) = inj,i* inj'j (elemendi
vaartuse esinemissagedus reas korrutatud elemendi esinemissagedusega veerus), Xjj € X.

Samm 2. Arvutada igale tabeli elemendile Xjj tema kaal Gjj. Kui andmetabelis X elemente pole (parast

viimati leitud tuuma elementide elimineerimist l&htetabelist muutus tabel tiihjaks), minna LOPP. Leida
suurused L = minxij e xGij, U:maxxij e xGij-
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Samm 3. Arvutada lavekaal U* = L + 0,5(U-L). Kéivitada protseduur KIHT(U*) (vt allpool).
Samm 4. Algoritmi Sammul 3 v6ib tekkida kaks olukorda:

a) protseduuri KIHT(U*) tulemusena kdik hulga X elemendid X;j; |Ulitatakse analtUsist valja;
b) KIHT(U*) ei lulita kdiki elemente Xijj analtlsist valja.

Kui kaivitub juht a), siis U = U* ja minna Samm 3.

Kui kéivitub juht b), siis allesjdanud elementidel a € X leida vahim kaal inf(U*) < U*. Seejérel rakendada
allesjdanud elementidele a € X protseduuri KIHT(inf(U*)).

Kui KIHT (inf(U*)) rakendamisel tekib olukord a), st et kdik elemendid ltlituvad anallisist valja, siis need
elemendid moodustavad tuuma lavega inf(U*). Kérvaldada tuuma elemendid edasisest anallilsist ja
minna Samm 2.

Kui KIHT(inf(U*)) rakendamisel tekib olukord b), siis L=inf(U*) ja minna Samm 3.
LOPP. Koik tuumad on leitud.
Protseduur KIHT(U*)

BEGIN
FORK=1TO R DO
FORi=1 TO N DO
FOR j=1TO M DO
IF Gjj < U* THEN {element Xjj |ulitada analtusist vélja;
Roxijoi= R - 17 Vxij = V -1}
ENDIF
ENDDO
ENDDO

ENDDO
END.

Protseduuris KIHT(U*) suuruse R vaartus on teadmata, R < N*M. Nagu nédeme, p8hjustab mingi
elemendi valjalllitamine talle vastavate rea- ja veerusageduste vahendamist. See aga omakorda
pdhjustab temaga seotud elementide kaalude vahenemist — tekivad uued potentsiaalsed kandidaadid
vdljalllitamiseks, n.6 elemendid, millede kaal muutub sageduste vahenemise tulemusena vaiksemaks
lavest U*. Kui andmetabel on esimest korda labitud, siis sellesse alles jdanud elemendid ei pruugi enam
omada esialgset kaalu. See aga tahendab, et andmetabeli uuel labimisel osa alles jaanud elemente
voib jalle vélja lllituda, mis pbéhjustab uute elementide kaalu vahenemist. See omakorda p&hjustab
andmetabeli uue labimise jne. Kogu see protsess toimub senikaua, kuni
kas

a) andmetabelist on kdik elemendid valja lllitatud,

b) andmetabelisse on jaanud Uksteisega seotud elemendid, mille kaal on stabiliseerunud, st need

kéik omavad alles jaanud elementide suhtes kaalu = U*,

Eelpool kirjeldatud J. Mullati algoritmi keerukuseks on O(N>).

Algoritmi isedrasuseks on see, et kui tuum on leitud, siis tema elemendid elimineeritakse edasisest
analliusist ja allesjaganud andmekogumit kasitletakse kui uut lAhteandmekogumit. Selline |&henemine
tagab algoritmi koonduvuse, st kdik tuumad on leitud, kui lahteandmetabelis peale mingi tuuma leidmist
ja selle elementide eemaldamist pole anallilisi jadnud enam Uhtegi elementi.
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Naide algoritmi to6 selgituseks

Algoritmi t66 paremaks selgitamiseks vaatleme jargmist naidet. Olgu meil lahteandmetabeliks tabel
X(6,5), mida kasutasime andmekorrastusalgoritmide t60 selgitamisel.

i\

3

4

5

oA W R|=
O O Fr O O |k
R O FR P P OfN

6.

B O O O O

P O R L RFL O

P P O R P O

Samm 1. Valime kaalufunktsiooniks Gijj = mtx(Xij) = inj’i * injvj (elemendi vaartuse esinemissagedus

reas korrutatud elemendi esinemissagedusega veerus), Xjj € X.

Samm 2. Kuna lahteandmetabel pole tiihi, arvutame igale tabeli elemendile Xjj tema kaalu Gijj. Selleks

leiame elementide vaartustele sagedusribad nii tabeli ridade kui ka veergude suhtes.

i’/j| 1 2 3 4 5
1. 1 0 0 0 O
210 1 0 1 1
3.J70 1 0 1 1
4, 1 1 0 1 o0
5./0 0 1 0 1
6./ 0 1 1 1 1
0 4 2 4 2 2
1 2 4 2 4 4
VXij,i

0

P W NN N D

AN W W WER|(PF

RXij,i

Lahtudes leitud sagedustest, oleks elementide kaalude Gjj tabel jargmine:

i/jl 1 2 3 4 s
.| 2 8 16 8 8
2.1 8 12 8 12 12
3./ 8 12 8 12 12
4.1 6 12 8 12 4
5. 112 6 4 6 8
6. | 4 16 8 16 16

Leiame vahima ja suurima kaalu: L=2, U=16.

Samm 3. Arvutame lavekaalu U* = 2 + 0,5(16-2) = 9. Kaivitame protseduuri KIHT(U*=9).

R=1.

I=1. X11=1; G11= 1*2 = 2 < U*=9, elimineerime elemendi X1 ja vdhendame vastavaid sagedusi
R jaV ihe vorra: R(1,1)=1-1=0, V(1,1)=2-1=1;
X12=0; G1o= 4*2 = 8 < 9, elimineerime, R(1,0)=4-1=3, V(0,2)=2-1=1;

X13=0; G13= 3*4 =12 (pangem téhele, et tdnu eelmise elemendi X13=0 elimineerimisele

reasagedus vahenes Uhe varra, mistdttu elemendi X4 kaal ka védhenes vdrreldes esialgsega
(16)") > 9, jaab analtiusi;
X14=0; G14= 3*2 = 6 < 9, elimineerime, R(1,0)=3-1=2, V(0,4)=2-1=1;
X15=0; G15= 2*2 = 4 < 9, elimineerime, R(1,0)=2-1=1, V(0,5)=2-1=1;
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1=2. X1=0; Gp1= 2*4 = 8 < 9, elimineerime, R(2,0)=2-1=1, V(0,1)=4-1=3;
Xoo=1; Goo= 3*4 =12 > 9, j48b analllsi;
X23=0; Gy3= 1*4 = 4 < 9, elimineerime, R(2,0)=1-1=0, V(0,3)=4-1=3;
X24=1; Gpy= 3*4 =12 > 9, j48b analllsi;
Xo5=1; Gy5= 3*4 =12 > 9, j4db analulsi;

[=3. X31=0; G31= 2*3 = 6 < 9, elimineerime, R(3,0)=2-1=1, V(0,1)=3-1=2;
X32=1; G3o= 3*4 =12 > 9, j4db analulsi;
X33=0; G33= 1*3 = 3 < 9, elimineerime, R(3,0)=1-1=0, V(0,3)=3-1=2;
X34=1; Gay= 3*4 =12 > 9, j4db analllsi;
X35=1; G35= 3*4 =12 > 9, j4db analulsi;

I=4. X41=1; G41= 3*1 = 3 < 9, elimineerime, R(4,1)=3-1=2, V(1,1)=1-1=0;
Xa2=1; Gyo= 2*4 = 8 < 9, elimineerime, R(4,1)=2-1=1, V(1,2)=4-1=3;
X43=0; Gg3= 2*2 = 4 < 9, elimineerime, R(4,0)=2-1=1, V(0,3)=2-1=1;
Xa4=1; Gygy= 1*4 = 4 < 9, elimineerime, R(4,1)=1-1=0, V(1,4)=4-1=3;
X45=0; Gyg5= 1*1 = 1 < 9, elimineerime, R(4,0)=1-1=0, V(0,5)=1-1=0;

I=5. X51=0; Gg1= 3*2 =6 < 9, elimineerime, R(5,0)=3-1=2, V(0,1)=2-1=1;
X52=0; Ggp= 2*1 = 2 < 9, elimineerime, R(5,0)=2-1=1, V(0,2)=1-1=0;
X53=1; Ggz= 2*2 = 4 < 9, elimineerime, R(5,1)=2-1=1, V(1,3)=2-1=1,;
X54=0; Ggg= 1*1 = 1 < 9, elimineerime, R(5,0)=1-1=0, V(0,4)=1-1=0;
X55=1; Ggg= 1*4 = 4 < 9, elimineerime, R(5,1)=1-1=0, V(1,5)=4-1=3;

1=6. Xg1=0; Gg1= 1*1 =1 < 9, elimineerime, R(6,0)=1-1=0, V(0,1)=1-1=0;
Xg2=1; Ggo= 4*3 =12 > 9, jadb analllsi;
Xg3=1; Ggz= 4*1 = 4 < 9, elimineerime, R(6,1)=4-1=3, V(1,3)=1-1=0;
Xga=1; Ggg= 3*3 =9 £ 9, elimineerime, R(6,1)=3-1=2, V(1,4)=3-1=2;
Xg5=1; Ggs= 2*3 = 6 < 9, elimineerime, R(6,1)=2-1=1, V(1,5)=3-1=2;

Andmetabeli esimese labimise tulemusena jaid analiilsi jargmised elemendid:

i/lj| 1 2 3 4 5 Xiji= 0 1
1 * * 0 * * l 0
2.0 * 1 * 1 1 0 3
3l 1 ox 11 0 3 Rl
4 * * * * * 0 0
5 * * * * * 0 0
6. | * 1 * x x 0 1

0O 0 0O 1 0 O
1 0 3 0 2 2

Xij Viji

Nende kaalud selle arvutamise hetkel olid jargmised:

i\jl 1 2 3 4 5
L] * * 12 x %
2. * 12 * 12 12
3. * 12 * 12 12
a4 | x x x s
5 | o+ o« x x x
6| * 12+ s
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See, et need kaalud kdikidel elementidel on vrdsed, on juhus. Kui nttd ekslikult rakendada protseduuri
KIHT(inf(U*)), vbttes aluseks elementide esialgsed kaalud, arvestamata nendega seotud elementide
jargnenud elimineerimist, siis oleks ,tuum” leitud, sest inf(U*)=12 ja k&ik elemendid lulituksid vélja
lavekontrolli Gjj < inf(U*) tulemusena, kuid tegemist pole tuumaga. Miks — seda selgitame allpool.

Tegelikkuses oleme andmetabeli labinud ainult Uks kord, kusjuures tabelisse allesjaanud
elementidega seotud elementide jargneva elimineerimise tulemusena on muutunud need rea- ja
veerusagedusd, mille alusel allesjaanud elementide kaalud arvutati. Jargmises tabelis on toodud
analtisi jadnud elementide tegelikud kaalud pérast tabeli esmakordset labimist (R=1).

i\jl 1 2 3 4 5
1. * * 1 * *
2.1 * 9 * 6 6
3./ * 9 * 6 6
4. * * * * *
5. * * * * *
6. * 3 * * *

Antud tabel néitab véaga ilmekalt, kuivérd on muutunud elementide kaalud pérast tabeli [bimist vorreldes
kaaludega nende arvutamise hetkel. Sellest on selgesti ndha, kuidas monotoonsete siisteemide korral
madratletakse elementide vahelist seost.

Antud kaalufunktsiooni Gjj = Ttx(Xijj) = inj,i* VXij’j korral on elemendid seotud labi oma positsiooni rea-
javeerusageduste, kusjuures see seos maaratletakse labi elemendile rakendatava tegevuse. St, kui me
elemendi elimineerime, siis me vahendame ka vastavaid sagedusi. Seega, mingi elemendi Xjj korral

temaga seotud elementide leidmiseks andmetabelist ei pea me flusiliselt teda vérdlema juba
elimineeritud elementidega, et otsustada tema analllsi jaamise Ule. Piisab kui me vahendame
sagedusi, mis omakorda toob kaasa elimineeritava elemendiga seotud elementide kaalu muutuse.

R=2. Algseis teiseks iteratsiooniks:

i\j| 1 2 3 4 5 Xj= 0 1
1 * * 0 * * l 0
2 * 1 0*x 1 1 0 3
3|+ 1+ 1 1 0o 3 Rxi
4 * * * * * 0 0
5 * * * * * 0 0
6 * 1 * x 0 1

0O 0 0 1 0 O
1 0 3 0 2 2

Xij inj,j
I=1. X33=0; G13= 1*1 =1 < 9, elimineerime, R(1,0)=1-1=0, V(0,3)=1-1=0;

[=2. X20=1; Gpo=3*3 =9 <9, elimineerime, R(2,1)=3-1=2, V(1,2)=3-1=2;
Xo4=1; Gpy=2*2 = 4 < 9, elimineerime, R(2,1)=2-1=1, V(1,4)=2-1=1;
Xos=1; Gys= 1*2 = 2 < 9, elimineerime, R(2,1)=1-1=0, V(1,5)=2-1=1;
[=3. X30=1; G3o=3*2 =6 < 9, elimineerime, R(3,1)=3-1=2, V(1,2)=2-1=1;
X34=1; Gay=2*1 = 2 < 9, elimineerime, R(3,1)=2-1=1, V(1,4)=1-1=0;
X35=1; G3z= 1*1 = 1 < 9, elimineerime, R(3,1)=1-1=0, V(1,5)=1-1=0;
[=6. Xg2=1; Ggp= 1*1 = 1 < 9, elimineerime, R(6,1)=1-1=0, V(1,2)=1-1=0.
Samm 4. Andmetabeli teistkordsel labimisel ei jaa tabelisse alles tihtegi elementi.
Jarelikult oli esialgne lavi U*=9 liiga kdrge. U=U* ning laheme Samm 3.

31



Samm 3. U*= 2+0,5%(9-2)=5,5. Kaivitame protseduuri KIHT(5,5).

i\jl 1 2 3 4 5 Xij= 0 1
./1 0 0 0 O 4 1
2210 1 0 1 1 2 3
3230 1 0 1 1 2 3 Rxji
411 1 0 1 0 2 3
510 0 1 0 1 3 2
6.0 1 1 1 1 1 4

0 2 4 2 2

1 2 4 2 4 4

Xij Vx|

R=1.
I=1. X11=1; G11= 1*2 = 2 < U*=5,5, elimineerime elemendi X11 ja vAhendame vastavaid
sagedusi R ja V Uhe vorra: R(1,1)=1-1=0, V(1,1)=2-1=1;
X12=0; G1o= 4*2 =8> 5,5, jaab anallisi;
X13=0; G13= 4*4 =16 > 5,5, jaab anallsi;
X14=0; G14= 4*2 = 8 > 5,5, jaab anallsi;
X15=0; G15= 4*2 = 8 > 5,5, jaab anallisi;

1=2. X51=0; G»1=2*4 =8 > 5,5, jaédb anallusi;
X29=1; Gyo= 3*4 =12 > 5,5, jadb anallilsi;
X23=0; Gy3= 2*4 = 8 > 5,5, jaab anallilsi;
Xo4=1; Gyyu= 3*4 =12 > 5,5, jaab anallilsi;
Xo5=1; Gos= 3*4 =12 > 5,5, jaab anallilsi;

1=3. X31=0; G31=2*4 = 8 > 5,5, jaab analliusi;
X32=1; G3o= 3*4 =12 > 5,5, jaab anallilsi;
X33=0; G33= 2*4 = 8 > 5,5, jaab anallsi;
X34=1; Gay= 3*4 =12 > 5,5, jaab analllsi;
X35=1; Ga5= 3*4 =12 > 5,5, jaab analllsi;

1=4. X41=1; G41= 3*1 = 3< 5,5, elimineerime, R(4,1)=3-1=2, V(1,1)=1-1=0;
Xa2=1; Gyp= 2*4 = 8 > 5,5, jadb analllsi;
X43=0; Gy3= 2*4 = 8 > 5,5, jadb analllsi;
Xaa=1; Gya= 2*4 = 8 > 5,5, jadb analllsi;
Xq5=0; Gy5= 2*2 = 4 < 5,5, elimineerime, R(4,0)=2-1=1, V(0,5)=2-1=1;

I=5. X51=0; Gg1= 3*4 =12 > 5,5, jadb analluisi;
X52=0; Ggpo= 3*2 = 6 > 5,5, jadb analllsi;
X53=1; Ggz= 2*2 = 4 < 5,5, elimineerime, R(5,1)=2-1=1, V(1,3)=2-1=1;
X54=0; Ggy4= 3*2 = 6 > 5,5, jadb analllsi;
Xs5=1; Ggs= 1*4 = 4 < 5,5, elimineerime, R(5,1)=1-1=0; V(1,5)=4-1=3;

I=6. Xg1=0; Gg1= 1*4 = 4 < 5,5, elimineerime, R(6,0)=1-1=0, V(0,1)=4-1=3;
Xg2=1; Ggo= 4*4 =16 > 5,5, jaab anallusi;
Xg3=1; Ggaz= 4*1 = 4 < 5,5, elimineerime, R(6,1)=4-1=3, V(1,3)=1-1=0;
Xea=1; Ggs= 3*4 = 12 > 5,5, jadb anallusi;
Xe5=1; Ggs= 3*4 = 12 > 5,5, jaab anallusi.
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Andmetabeli esimese labimise tulemusena jaid analldsi jargmised elemendid:

i\jl1 2 3 4 5
. /* 0 0 0 0
2210 1 0 1 1
3.0 1 0 1 1
4. | * 1 0 1 *
5 /0 0 * 0 *
6. | * 1 * 1 1
0 3 2 4 2 1
1 0 4 0 4 3
Xij Vxij |

Xij=

O W kL NN MO

W O N W WwWolkr

Ry i

Lahtudes elimineerimisest tingitud sageduste muutusest oleks elementide kaalude Gijj tabel enne
teistkordset labimist jargmine:

i\jl 1 2 3 4 5
1. | * 8 16 8 4
2.6 12 8 12 9
3./ 6 12 8 12 9
4. | * 8 4 8 *
519 6 * 6 *
6. | * 12 * 12 9

R=2. Teisel iteratsioonil langeb véalja kaks elementi:

I=1. X15=0, G15=4*1=4 < 5,5, elimineerime, R(1,0)=4-1=3, V(0,5)=1-1=0;

1=4. X43=0, G43=1*4=4 < 5,5, elimineerime, R(4,0)=1-1=0, V(0,3)=4-1=3.

Andmetabeli teise labimise tulemusena jaid anallitsi jargmised elemendid:

i\il1 2 3 4 5
1./ * 0o o o =
210 1 0 1 1
3/]0 1 0 1 1
4.+ 1 0+ 1+
5/ 0 0 * 0 *
6. * 1 * 1 1

0 3 2 3 0
1 0 4 0 4 3
Xij Vxijid

Xjj=

0

O W O N N W

W O N W WOolr

inj,i

Lahtudes elimineerimisest tingitud sageduste muutusest oleks elementide kaalude Gijj tabel enne
kolmandat labimist jargmine:
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i\jl 1 2 3 5
1. * 6 9 6 *
2.1 6 12 6 12 9
3./ 6 12 6 12 9
4. | » 8 * 8 *
519 6 * 6 *
6. | * 12 * 12 9

R=3. Kolmandal iteratsioonil ei lange analiilsist vélja Uhtegi elementi (kontrollige!). St oleme leidnud
stabiilse elementide alamhulga.

i\jl 1 2 3 4 5 Xij= 0 1

. |* 0o 0o 0 = 3 0
2/0 1 0 1 1 2 3
3.0 1 0 1 1 2 3 Rxji
4. | * 1 * 1 * 0 2

5./ 0 0 * 0 * 3 0

6. | * 1 * 1 1 0 3

0 3 2 3 2 0

1 0 4 0 4 3

Xij Vxij |

Samm 4. Nuud peame kontrollima, kas tegu on tuumaga. Selleks leiame inf(U*)=minG;ij=6 ja kaivitame
KIHT(inf(U*)=6).
R=1.
I=1. X12=0; G12= 3*2 = 6 < 6, elimineerime, R(1,0)=3-1=2, V(0,2)=2-1=1;
X13=0; G13= 2*3 = 6 < 6, elimineerime, R(1,0)=2-1=1, V(0,3)=3-1=2;
X14=0; G14= 1*2 = 2 < 6, elimineerime, R(1,0)=1-1=0, V(0,4)=2-1=1,

I=2. X51=0; G21= 2*3 = 6 < 6, elimineerime, R(2,0)=2-1=1, V(0,1)=3-1=2;
Xoo=1; Gyo= 3*4 =12 > 6, jadb analllsi;
X23=0; Gy3= 1*2 = 2 < 6, elimineerime, R(2,0)=1-1=0, V(0,3)=2-1=1,
Xo4=1; Gyyu= 3*4 =12 > 6, jadb analllsi;
Xo5=1; Gog= 3*3 = 9 > 6, jadb analllsi;

I=3. X31=0; G31= 2*2 = 4 < 6, elimineerime, R(3,0)=2-1=1, V(0,1)=2-1=1;

X3o=1; G3p= 3*4 =12 > 6, jadb anallusi;
X33=0; G33= 1*1 = 1 < 6, elimineerime, R(3,0)=1-1=0, V(0,3)=1-1=0;
X34=1; Gg4= 3*4 =12 > 6, jadb anallusi;
X35=1; G35= 3*3 = 9 > 6, jadb analliusi;
I=4. X40=1; Ggo=2*4 =8 > 6, jadb analliusi;
X44=1; Ggy=2*4 = 8 > 6, ja8b analliUsi;

I=5. X51=0; Gg;= 3*1 = 3 < 6, elimineerime, R(5,0)=3-1=2, V(0,1)=1-1=0;
X52=0; Ggo= 2*1 = 2 < 6, elimineerime, R(5,0)=2-1=1, V(0,2)=1-1=0;
X54=0; Ggy= 1*1 = 1 < 6, elimineerime, R(5,0)=1-1=0, V(0,4)=1-1=0;

1=6. Xgo=1; Ggp= 3*4 =12 > 6, jaab analiisi;
Xga=1; Ggg= 3*4 =12 > 6, Jaab anallisi;
Xg5=1; Gg5= 3*3 =9 > 6, Jaab anallisi.
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Andmetabeli esimese labimise tulemusena jaid anallisi jargmised elemendid:

i\jl 1 2 3 4 5 Xij= 0 1

1 * * * * * 0 0
2.1+ 1 * 1 1 0 3
3.0+ 1 0+ 1 1 0 3 Rxji
4. |+ 1 o+ 1 o+ 0 2

5 * * * * * 0 0

6. * 1 * 1 1 0o 3

0 0 0 0 0 O

1 0 4 0 4 3

Xij Viji

Nad omavad jargmisi kaalusid:

i\jl 1 2 3 4 s
1. * * * * *
2. * 12 * 12 9
3. * 12 * 12 9
4. | » 8 * 8 *
5. * * * * *
6. | * 12 * 12 9

R=2. Ette rutates vBime Oelda, et sellel iteratsioonil ei lange vélja Uhtegi elementi (kontrollige!), mis
tdhendab, et oleme leidnud stabiilse elementide alamhulga. Kuna see oli tuuma eksisteerimise kontroll
ja analllsi jaid méned elemendid, siis antud elementide alamhulk pole tuum. Samal ajal tdhendab
asjaolu, et osa elemente jai analllsi, seda, et lavi U*=6 on liiga madal. L=U*=6 ja laheme Samm 3.
Pangem téahele, et me ei lahe anallilisima lahtetabeli elemente, vaid jatkame anallilsi tuumakontrollist
allesjaanud elementide alamhulgal. Selline kaik on taiesti pdhjendatud, sest toimus lavesageduse tdus.
Edasisest anallilsist langevad jarelikult kindlasti vélja ka kdik need elemendid, mis langesid valja
eelmise lave (U*=5,5) korral. Seega ei pea me nende kaalusid uuesti arvutama.

Samm 3. U=9, L=6. Arvutame uue lave U* =6 - 0,5(9 - 6) = 7,5. Rakendame protseduuri KIHT(U*=7,5)
jargmisele elementide alamhulgale:

i\jl 1 2 3 4 5 Xj= 0 1
1 * * * * 0 0
2 * 1 0*x 1 1 0 3
3.l 1 0+ 1 1 o 3 Rxjl
4. | * 1 * 1 0 2
5 * * * * * 0 0
6. | * 1 * 1 1 0 3
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R=1. Kuna U*=7,5, siis sellest alamhulgast ei lange vélja Ukski element (kontrollige!). Nad omavad
jargmisi kaalusid:

|1 2 3 4 5
1 * * * *
2. * 12 * 12 9
3. * 12 * 12 9
4. | * 8 * 8 *
5. * * * * *
6. | * 12 * 12 9

Samm 4. Peame rakendama tuumakontrolli Inf(7,5)=8. Kaivitame protseduuri KIHT(inf(U*)=8).
R=1.
1=2. X55=1; Gyp= 3*4 =12 > 8, jaéb analllsi;
Xo4=1; Gyyu= 3*4 =12 > 8, jadb analllsi;
Xo5=1; Gy5= 3*3 = 9 > 8, jadb analllsi;
1=3. X3p=1; G3p= 3*4 =12 > 8, jaéb analllsi;
X34=1; Gay= 3*4 =12 > 8, jadb analulsi;
X35=1; G35= 3*3 = 9 > 8, jadb analllsi;
1=4. X42=1; G4p= 2*4 = 8 < 8, elimineerime, R(4,0)=2-1=1, V(1,2)=4-1=3;
Xa4=1; Gygy= 1*4 = 4 < 8, elimineerime, R(4,0)=1-1=0, V(1,4)=4-1=3;
1=6. Xg2=1; Ggo= 3*3 =9 > 8, jadb analllsi;
Xea=1; Ggg= 3*3 = 9 > 8, jadb analllsi;
Xe5=1; Ggs= 3*3 = 9 > 8, jadb analllsi.

Parast esimest iteratsiooni on anallilsi jaanud jargmised elemendid:

i\jl 1 2 3 4 5 Xj= 0 1
1 * * * * * 0 0
2 * 1 0*x 1 1 0 3
3l x 1 0+ 1 1 o 3 Rxjl
4 * * * * * 0 0
5 * * * * * 0 0
6. | * 1 * 1 1 0 3

0O 0 0O O o0 O
1 0 3 0 3 3

Xij Vi jil

Nad omavad jargmisi kaalusid:

i\j| 1 2 3

1| * * + * =
2.0 * 9 * 9 9
3./ * 9 * 9 9
A
5 | o« o« o+ s o«
6| * 9 * 9 9

R=2. Sellel iteratsioonil ei lange anallisist valja tihtegi elementi. Oleme leidnud stabiilse elementide
alamhulga. Kuna leidis aset tuumakontroll ning kdik elemendid ei langenud analiiisist vélja, pole
tegemist tuumaga. Seega on praegune lavi liiga madal L=inf(7,5)=8 ja |l&heme Samm 3.
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Samm 3. L=inf(U*)=8, U=9. Arvutame uue lave: U*=8+0,5(9-8)=8,5. Rakendame protseduuri
KIHT(U*=8,5) alamhulgale:

i\jl 1 2 3 4 5 Xij= 0 1
1 * * * * * 0 0
2.0 1 * 1 1 0 3
3.0+ 1 0+ 1 1 0 3 Rxji
4 * * * * * 0 0
5 * * * * * 0 0
6. | * 1 * 1 1 0 3

0O 0 0O O o0 O
1 0 3 0 3 3

Xij inj,j

Nad omavad jargmisi kaalusid:
i\j| 1 2 3 5
1. * * * * *
2. *9 * 9 9
3. *9 * 9 9
4. * * * * *
5. * * * * *
6. *9 * 9 9

R=1. Kaalude tabelist on naha, et Ukski element analllsist vélja ei lange. St esimesel iteratsioonil oleme
leidnud stabiilse elementide alamhulga. Rakendame sellele tuumakontrolli.

Samm 4. Inf(U*=8,5)=9. Rakendame protseduuri KIHT (inf(U*)=9).

R=1.

1=2. X55=1; Gop= 3*3 =9 <9, elimineerime, R(2,1)=3-1=2, V(1,2)=3-1=2;
Xo4=1; Gyy= 2*3 = 6 < 9, elimineerime, R(2,1)=2-1=1, V(1,4)=3-1=2;
Xo5=1; Gys= 1*3 = 3 < 9, elimineerime, R(2,1)=1-1=0, V(1,5)=3-1=2;

1=3. X35=1; G3p= 3*2 = 6 < 9, elimineerime, R(3,1)=3-1=2, V(1,2)=2-1=1;
X34=1; Gay= 2*2 = 4 < 9, elimineerime, R(3,1)=2-1=1, V(1,4)=2-1=1,
X35=1; Gg5= 1*2 = 2 < 9, elimineerime, R(3,1)=1-1=0, V(1,5)=2-1=1,
1=6. Xg2=1; Ggo= 3*1 = 3 < 9, elimineerime, R(6,1)=3-1=2, V(1,2)=1-1=0;
Xga=1; Gga= 2*1 = 2 < 9, elimineerime, R(6,1)=2-1=1, V(1,4)=1-1=0;
Xe5=1; Ggs= 1*1 =1 < 9, elimineerime, R(6,1)=1-1=0, V(1,5)=1-1=0.

KIHT(inf(U*)) rakendamise tulemusena lilitati kdik elemendid analtisist vélja — eraldatud elementide
alamhulk on tuum kvaliteediga U*=9:

i\jl 1 2 3 4 5
1. * * * * *
2.0 1+ 1 1
3. 1 o+ 1 1
4. * * * * *
5. * * * * *
6. | * 1 * 1 1

Vastavalt algoritmile toimub niid tuuma elementide elimineerimine lahteandmetabelist ja tuleb minna
Samm 2.

37



Samm 2. Saadud andmetabel on I&hteks jargmise tuuma leidmisel:

i\jl 1 2 3 4 5 Xij= 0 1
1./1 0 0 0 © 4 1
2210 * o * 2 0
3./]0 * o * = 2 o Rxji
4.1 1 0 1 O 2 3
5./0 0 1 0 1 3 2

6. | 0 * 1 * * 1 1

0 4 2 4 2 2

1 2 1 2 1 1

Xij inj,j

Antud kohal me |8petame oma néite. Lugeja vBib nlud ise jatkata, sest algoritmi kdik sammud on
vahemalt Uhe korra l&bi méngitud.

Algoritmi samm-sammulist t66d demonstreerib ka video: Mullati tuumad.

Kui lahtesisteemi struktuuri seisukohalt eraldatud tuuma iseloomustada, siis ndeme, et tema
elimineerimine [&hteandmetabelist on pdhjustanud selle struktuuri olulist muutust. Nimelt analtusi
jaénud elementide seosed (vt Uhtesid) on muutunud, samuti on selginenud nullide struktuur.

4.2 Taiendavad vOoimalused tuuma moiste maaratlemisel

Ulalpool kirjeldatud Mullati algoritmi rakendamisel véivad tekkida mitmed eri olukorrad, mille
lahendamine pd&hjustab teatud jareleandmisi tuuma mdiste maaratlemisel. Sellised olukorrad oleksid
jargmised.

1) Toodud naitest nagime, et tuum kujutab endast mingis mbttes sarnaste elementide alamhulka.
Vastavalt monotoonsuse omadusele on iga jargneva tuuma kvaliteet — headus, m&6detuna lavekaaluga
inf(u*) — mitte suurem eelmise eraldatud tuuma kvaliteedist. Praktikas see igakord nii ei valjendu.
Véimalikud on olukorrad, kus algoritm ei suuda eraldada Uksteisest kahte (v8i enamat) tuuma.
Kompromissina véljastatakse nad Uiheskoos.

2) Vdimalikud on olukorrad, kus algoritm vdib jadda nn ,igavesse tsiiklisse”. Need on olukorrad, kus
tuumal puudub range struktuur — elemendid moodustavad laigu, mitte ristkiliku — tuuma elementide arv
eri ridades ja veergudes on erinev. Selle olukorra lahendamiseks kasutatakse tavaliselt kahte vdimalikku
[ahenemist:
a) sisuline lahenemine — kui elementide alamhulka kuuluvad ainult ihe vaartusega elemendid,
loetakse see tuumaks. Antud olukorras lahtutakse eeldusest, et elementide alamhulk on
homogeenne ja seega sisuliselt interpreteeritav;
b) algoritmiline lahenemine — inf(u*)=inf(u*)+1.

3) Véimalikud on juhud, kus tuuma kuulub ks/kaks elementi. Analiilisi seisukohalt ei paku sellised
alamhulgad mingit huvi. Seeparast luuakse v8imalused piiritleda tuuma elementide arvu, st kasutaja
saab defineerida alamhulga minimaalse elementide arvu, mille korral tegemist on veel sisulise tuumaga.

Lisame siia Uhe soovituse algoritmi kiiruslike nditajate parandamiseks. Siiani kasutasime lave U*
arvutamise valemis koefitsienti 0,5. Algoritmi kiirema koonduvuse huvides soovitatakse kasutada
koefitsienti 0,381 (U*=L+0,381(U-L)).

5 Vvaljavottude tehnika

Andmetabelite korrastusalgoritmides kasutatav tehnika (+ ja -) objektide/tunnuste imber jarjestamiseks
oli imelihtne — elimineeriti tiks tabeli rida/veerg ja hinnati, kuivdrd ta mdjutas Ulejaanuid. Selle hinnangu
jargi otsustati, milline tabeli rida/veerg jargmisena elimineerida.

J. Mullati algoritmis kasutatav tehnika oli keerulisem. Tabeli elemente vdidakse elimineerida
korraga mitmeid, s@ltuvalt lavesagedusest. Seejuures voib tekkida olukord, kus andmetabeli |&bimisel
osutuvad elimineerituks kdik selle elemendid. Nimetatu on tingitud eelkdige sellest, et jargmiste
elementide kaal (mdju) arvutatakse Umber kohe peale mingi elemendi elimineerimist andmetabelist.
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https://youtu.be/VCTxAGR1GRE

Seetdttu selgub 16plik elementide hulk, millele rakendatakse tuuma tingimuste téidetuse kontrolli, alles
parast andmetabeli mitmekordset I&abimist. Kui tuum on leitud, siis tema elemendid elimineeritakse
andmetabelist ja alles jAdnud elementide hulgale rakendatakse jalle tlalpool kirjeldatud tehnikat. See
vélistab olukorra, kus ks andmetabeli element v8ib kuuluda mitmesse tuuma (elementide alamhulka).

Jargnevalt kirjeldame tehnikat, mille korral on lubatud elemendi kuulumine mitmesse alamhulka. Antud
tehnika on tunduvalt keerulisem eelpool kirjeldatutest, kuna tdsiseks probleemiks on korduvate
alamhulkade véaljastamise valtimine.

Vastavat tehnikat kirjeldame jargmise probleemiseade kaudu.

Keeleteadlastel on sagedaseks llesandeks leida tekstis esinevate téahtede esinemissagedused.
Selle lahendamiseks vBetakse mingi tekstiosa ja loendatakse, missugused tédhed mitu korda esinevad.
Selliseid tekstiosa véljavotteid ja loendusi tehakse mitmeid. Saadud andmete alusel arvutatakse iga
tédhe keskmine esinemissagedus (%) tekstis. Nagu naeme, on ulesanne kergesti lahendatav, kuna tegu
on ainult téhtede loendamisega. Lahendatav on see tekstiosa Uihekordse labimisega.

Muudame nuud Ulesande keerukamaks. Oletame, et teadlane peab leidma téhelhendite
esinemissagedused sBnade alguste suhtes (tdpsustus: tdheiihendi all m&tleme sbnas jarjestikku
asuvaid tahti). Naiteks olgu antud sénad MERI ja METS. Pustitatud Ulesande lahenduseks oleks siis
M=2, ME=2, MER=1, MET=1, MERI=1, METS=1. Nagu nédeme, on jalle tegemist loendusilesandega,
kuid selle raskusaste on oluliselt suurenenud, sest tekstiosa labimiste arv on tunduvalt kasvanud.
Seejuures on teksti lAbimiste arv maaratud erinevate tahelhendite arvuga sbnade alguse suhtes.

Antud Ulesanne vdimaldab vaga hésti selgitada meie poolt kirjeldatavat tehnikat. Nimelt igale
tahelihendile vastab terve tekstiosa suhtes mingite sénade alamhulk. Kuna suvaline tdhelihend vdib
sisalduda mingis teises tdhelhendis, siis meie poolt kirjeldatava tehnika méttes v8ib see kuuluda
mitmesse erinevasse sdnade alamhulka.

Meie poolt kirjeldatava tehnika esitame jargmise algoritmina (méarkus: kbik kdesolevas peatikis
kirjeldatavad algoritmid esitatakse tdestusteta).

Algoritm S1

Samm 1. Valime algustédhe, mida me veel pole vaadelnud. Kui sellist pole, mine LOPP. Eraldame
tekstist kdik s6nad, mis algavad selle thega (moodustame alamhulga e véljavétu 1). Leitud sdnade arv
maarab selle tdhe esinemissageduse. Leiame valjavdtus sisalduvate sdnade teisel positsioonil asuvate
téahtede esinemissagedused.

Samm 2. Valime Uhe neist teise positsiooni tahtedest, mida varem pole vaadeldud, taheks, mille alusel
teeme valjavetu. Kui sellist pole, mine Samm 1. Eraldame k&ik sénad, mis algavad niiviisi moodustatud
tahellhendiga sbGna algusest (valjavott 2 ehk valjavott valjavétust 1). See maarab talle vastava
tahellhendi esinemissageduse alates s6na algusest. Leiame nende kolmandal positsioonil asuvate
téhtede esinemissagedused.

Samm i. Valime (he neist i-nda positsiooni tdhtedest, mida varem pole vaadeldud, taheks, mille alusel
teeme valjavdtu. Kui sellist pole, mine Sammule (i-1). Eraldame kdik sdnad, mis algavad selliselt
moodustatud téahelihendiga sfna algusest — véljavétt valjavotust (i-1). See méaarab talle vastava
tahelihendi esinemissageduse alates s6na algusest. Leiame valjavdtus sisalduvate sdnade (i+1)-ndal
positsioonil asuvate tahtede esinemissagedused.

LOPP. Kdik taheuihendid on leitud.

Selle algoritmi suurim sammude arv mingi tdhethendi leidmisel on maaratud pikima sdna tahtede
arvuga.

Selgitame algoritmi t66d jargmise ndite kaudu.

Oletame, et tekstiosa koosneb sdnadest

MERI METS MIISU MERSU RIST RISU

Ulesanne
Leida tekstiosas sisalduvate taheiihendite esinemissagedused s6nade alguse suhtes.
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Lahendus

Samm 1. M=4. Véljavott: MERI METS MIISU MERSU
Samm 2. ME=3. Valjavott: MERI METS MERSU
Samm 3. MER=2. Véljavott: MERI MERSU
Samm 4. MERI=1.

Samm 4. MERS=1. Véljavott: MERSU

Samm 5. MERSU=1

Samm 3. MET=1. Véljavott: METS

Samm 4. METS=1

Samm 2. MI=1. Véljavott: MIISU

Samm 3. MII=1. Véljavott: MIISU

Samm 4. MIIS=1. Véaljavott: MIISU

Samm 5. MIISU=1

Samm 1. R=2. Véljavott: RIST RISU

Samm 2. RI=2. Véljavott: RIST RISU

Samm 3. RIS=2. Véljavott: RIST RISU

Samm 4. RIST=1
Samm 4. RISU=1
LOPP. Kdik tahelihendid sdnade alguse suhtes leitud.

Eelpool pustitatud Ulesannet saab lahendada ka teise, eelmisele vaga sarnase, algoritmi alusel.

Algoritm S2

Samm 0. Leiame sbnade algustdhtede esinemissagedused. Véljasta Uhetédheliste sdnaiihendite
esinemissagedused.

Samm 1. Valime sdnade algustdhe (esimese positsiooni tahe), mis pole veel vaatluse all olnud. Kui
selliseid pole, mine LOPP. Eraldame tekstist kdik sdnad, mis algavad selle tahega (teeme véaljavtu 1).
Leiame valjavGtus sisalduvate sBnade teisel positsioonil asuvate tahtede esinemissagedused. Need
kirjeldavad neile vastavad kahetéhelised téahelihendid sdnade alguse suhtes (esimeseks tdheks on
algustéaht, mille alusel valiti sGnad valjavéttu).

Samm 2. Valime Uhe neist teise positsiooni tdhtedest, mis pole veel selles véljavdtus vaatluse all olnud,
taheks, mille alusel teeme véljav6tu 2. Kui selliseid pole, mine Samm 1. Eraldame k&ik s6nad, mis
algavad selliselt moodustatud tahetihendiga — esimese ja teise positsiooni tdht — teine véljavott
e valjavott valjavotust 1. Leiame nende kolmandal positsioonil asuvate téahtede esinemissagedused,
mis kirjeldavad neile vastavad kolmetahelised tdhelihendid sdnade alguse suhtes.

Samm i. Valime Uhe neist i-nda positsiooni tdhtedest, mis pole veel selles véljavétus vaatluse all olnud,
téaheks, mille alusel teeme valjavotu (i+1). Kui selliseid pole, mine Samm (i-1). Eraldame kdik s6nad,
mis algavad selliselt moodustatud téahelhendiga sdna algusest (valjavott valjavotust i). Leiame
valjavdtus sisalduvate sbnade (i+1)-sel positsioonil asuvate tahtede esinemissagedused, mis
kirieldavad neile vastavad (i+1)-sed taheihendid sGnade alguse suhtes.

LOPP. Kdik tahelihendid sdnade alguse suhtes leitud.

Nii nagu algoritmi S1 korral, on ka siin suurim sammude arv tahethendi leidmisel maaratud téhtede
arvuga pikimas sonas.

Rakendades algoritmi S2 eelmisele néitele
MERI METS MIISU MERSU RIST RISU,
saame tulemuseks:
Samm 0. M=4, R=2, Véljavott: MERI METS MIISU MERSU
Samm 1. ME=3, MI=1. Véaljavott: MERI METS MERSU
Samm 2. MER=2, MET=1. Véljavott: MERI MERSU
Samm 3. MERI=1, MERS=1. Valjavott: MERSU
Samm 4. MERSU=1
Samm 3. METS=1
Samm 2. MII=1. Véljavott: MIISU
Samm 3. MIIS=1. Véljavott: MIISU
Samm 4. MIISU=1
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Samm 1. RI=2. Valjavétt: RIST RISU
Samm 2. RIS=2. Valjavétt: RIST RISU
Samm 3. RIST=1, RISU=1

LOPP. Kdik tahetihendid sdnade alguse suhtes on leitud.

Nagu ndeme, erineb saadud tulemus algoritmi S1 omast ainult tdéhelihendite véljastamise jarjekorra
poolest. Algoritmide keerukus on Uhesugune — mélemad labivad t66 k&igus n-puu, kus n on mingist
tipust véljuvate harude arv.

Seejuures algoritmi S1 tulemus annab meile rohkem informatsiooni, kuna vdimaldab véljastada
tdhelhendid korrastatuna, st tdhestikulises jarjekorras. Algoritm S2 seda ei vGimalda.

Uheks elementaartegevuseks mdlemas algoritmis on tagasipoordumine (backtracking), mis
kaivitub, kui selgub, et analtusitavat tahelihendit ei saa rohkem laiendada, kuna tekstis pole rohkem
seda téhelihendit sisaldavaid sdnu.

Muudame nuid tdhethendite leidmise Ulesande natuke keerulisemaks ja néitame, et dlalpool
kirjeldatud tehnika vdimaldab vaga efektiivselt, ilma mingite taiendusteta, lahendada ka oluliselt
keerukamaid tlesandeid kui senini lahendasime.

Ulesanne
Leida tekstiosas sisalduvate kdikide tdhelhendite esinemissagedused séltumata nende asukohast
sBnas.

Selgitame seda jargmise naite kaudu.
Oletame, et tekstiosa koosneb sGnadest
ERIMERI ERIM MERI METS MERSU

Lahendus

Kasutame ulesande lahendamiseks algoritmi S1, asendades selles Samm 1-s termini ,séna” terminiga
»S0naosa”’. Uue Samm 1 sdnastus oleks siis jargmine:

Samm_1. Valime algustdhe, mida me pole veel vaadelnud. Kui sellist pole, mine LOPP. Eraldame
tekstist kbik sBnaosad, mis algavad selle tdahega, antud tdhest sGna |I6puni (teeme véljavétu 1). Leitud
sBnaosade arv maarab selle tdhe esinemissageduse. Leiame véljavdtus sisalduvate sdnaosade teisel
positsioonil asuvate tahtede esinemissagedused.

Algoritmi rakendus, valides esimeseks algustaheks ,E”, annaks meie naite korral jargmise tulemuse.

Samm 1. E=6. Valjavdtt oleks jargmine: ERIMERI ERI ERIM ERI ETS ERSU
Samm 2. ER=5. Valjavott: ERIMERI ERI ERIM ERI ERSU

Samm 3. ERI=5 Valjavott: ERIMERI ERI ERIM ERI ERSU

Samm 4. ERIM=2, Valjavott: ERIMERI ERIM

Samm 5. ERIME=1. Valjavott: ERIMERI

Samm 6. ERIMER=1
Samm 7. ERIMERI=1

Samm 3. ERS=1. Véljavott: ERSU

Samm 4. ERSU=1

Samm 2. ET=1. Véljavott: ETS

Samm 3. ETS=1

Samm 1. M=5, Véljavott: MERI M MERI METS MERSU
Samm 2. ME=4, Valjavott: MERI MERI METS MERSU
Samm 3. MER=3. Valjavott: MERI MERI MERSU

Samm 4. MERI=2, Valjavott: MERI MERI

Samm 4. MERS=1. Valjavott: MERSU

Samm 5. MERSU=1

Samm 3. MET=1. Valjavott: METS

Samm 4. METS=1

Samm 1. R=5, Valjavott: RIMERI Rl RIM Rl RSU

Kes on mdistnud algoritmi loogikat, sellele ei tee mingit raskust ise jatkata.
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Nagu naeme, ei ole kasutatud tehnika muutunud, kuid muutunud on ainult lahteandmehulga
formeerimise tingimused. Seejuures oleme viimase Ulesande raames lahendanud ka esialgse tlesande
— leida Uksikute tdhtede esinemissagedused tekstis.

Alapeatiki kokkuvotteks
Kéesolevas alapeattikis kirjeldatud algoritmid S1 ja S2 erinevad klassikalistest algoritmidest eelk8ige
selle poolest, et nendesse on orgaaniliselt sulatatud nn valjavdttude tehnika. Selle asemel, et otsida
teatud omadustega sdnu tervest tekstiosast, kasutatakse siin suunatud liikumist ehk nn véljavattu
véljavotust. Selle tulemusena toimub sobivate sdnade otsimine ainult eelmise tdheiihendi eraldamiseks
olnud sBnade seast, mis garanteerib, et vaatluse all on kdik ndutud omadustega sdénad vaadeldavast
tekstiosast. Samas on tegu ka monotoonse kasitlusega, sest sbnade esinemissagedus véljavéttude
ahelas saab ainult vdheneda.

Iga eraldatav tahetihend on méaaratud ta esinemissagedusega. Antud juhul esinemissagedus on
funktsiooniks, mille alusel otsustatakse algoritmi mingi sammu I8petamise ja backtrackingu kohta.
Tegemist on monotoonse funktsiooniga, kuna tdhelhendi laiendamisel mingi tahe- véi tdhelihendiga
tema esinemissagedus vdib ainult mitte kasvada, st, kas ainult samaks jaédda vai siis vaheneda.

Jargmistes peatiikkides kasitleme keerulisemaid meetodeid, mis on tervenisti arendatud endises TTU
informaatikainstituudis.
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Hlpoteeside generaator
Jargnevalt siseneme andmekaeve valdkonda ja kasitleme meetodit ,Hlpoteeside generaator”.

6 Andmete klasterdamine

Selles jaotises késitleme eelmises peatikis kirjeldatud véaljavttude tehnikat andmetabelist klastrite
leidmiseks. Eesmargiks on ette antud andmestu sisemise struktuuri avamine.

Maaratleme klastri kui Uhesuguse kaitumisega elementide riihma. Meie eesmérgiks on leida range
struktuuriga klastreid, st k@iki klastrisse kuuluvad objekte kirjeldatakse Uhesuguste tunnuste kaudu, kus
tunnuste arv leitud klastris K < M, kus M on tunnuste arv tdddeldavas andmetabelis.

Seda on lihtne selgitada hulgateoreetilise maiste ,16ige” abil .

Olgu antud 2 hulka X1 ja X2.
Definitsioon 1. Hulkade X1 ja X2 I8ikeks X1 n X2 nimetatakse elementide hulka {Xij}, Xij € X1, X2.

Naide 1
X1 ={a,b,c} X2 ={b,d}
X1 N X2 = {b}

Olgu antud andmetabel X(N,M) = {Xi}, i=1,...,N, Xi = {Xij}, j=1,...,M; Xij=hj=0,1,...,Kj-1.
Definitsioon 2. L&ikeks tabelil X = {Xi} nimetatakse tunnuste {j} vaartuste hulka {Xij = hj}, mis on
positsiooniliselt Uhised k&ikidele objektidele {Xij: Vi, Xij € Xi}
Naide 2
Olgu antud andmetabel X(2,3).
i\j ‘ 1 2 3
1. 1 2 2
2. 1 1 2

L&ige ‘ 1 * 2
NX=in Xi={1*2} kus * téhistab tihja elementi.
Kui i=1, siis N X =X,
Kui i=0, siis N X =@.
Oluline on ka teadmine, et kui iga tunnuse j korral Kj=K, siis max N=KM ning kdikvdimalikke 6ikeid
(K+1)M-1, Jargnevalt vaatame, kuidas klassikaliselt IGigete leidmise tlesannet lahendatakse.

Algoritm Al
Leitakse |6iked Ule objektipaaride, seejarel (le objektikolmikute, -nelikute, ..., -M-ikute. Sellise
lahenemise korral on 2N-1 véimalust I8ikamiseks.
Naide
Algtabel
X T1 T2 T3
o1 1 2 2
02 1 1 2
03 1 3 1
o4 1 1 2

Objektide I16ikamine.
Korduvad 16iked on varvitud kollaseks.

o1 1 2 20112201122 021120211203131
02 1 1 20313104 112031310411204112
Tulem 1 * 2 1 * * 1 * 2 1 * * 112 1 * *
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01 1 2 201 1220112202112
02 1 1 202 1120313103131
03 1 3 1 04 1120411204112
Tulem 1 * * 1 * 2 1 * = 1 * =
o1 1 2 2
02 1 1 2
03 1 3 1
04 1 1 2
Tulem 1 * *

Naeme, et leitakse palju korduvaid 16ikeid. Tuhildiked on antud naites valistatud tingituna tabeli
olemusest — kdigil objektidel on tunnuse T1 vaartus Uhesugune, st T1=1.

Algoritm A2

Leitakse IBiked Ule koikide objektipaaride, seejarel I6iked Ule kdikide saadud Idigete paaride
(objektipaaride 18igete), seejarel 16iked Ule niiviisi saadud 18igete paaride (objektipaaride 16igete paaride
IBigete) jne, jattes kogu aeg jarele ainult originaalsed I6iked, kuni Uhtegi uut 18iget enam ei lisandu vdi
kuni kdik saadud 18iked on tihilGiked.

Sellise lahenemise korral max iteratsioonide arv = min{M-1, logz(max; |hj|)}

Naide
Algtabel
X T1 T2 T3
01
02

03
04

N =
N R NN

P W kDN

Objektide I16ikamine:

0T 1 2 20112201122021120211203131
02 1 1 20313104 112031310411204112
Tulem 1 * 2 1 =~ = 1 * 2 1 * = 112 1 * =

Leitud I18igetest (tulem) formeerub uus tabel X1:

X1 T1 T2 T3
L 1 * 2
L2 1 * *
L3 1 1 2

Loigete (tabel X1) I6ikamine:
T 1 * 2 L1 1 * 2 12 1 =* *

L2 12 * * 131 1 2 L3 1 1 2
Tulem 1 * * 1 * 2 i * =

Naeme, et |digete I6ikamisel Uhtegi uut 18iget ei leitud.

X2 T1 T2 T3

Tahi, uusi 1dikeid pole
Taas naeme, et leitakse palju korduvaid 18ikeid. Tahildiked on antud naites vélistatud tabeli olemusest
tingituna — kaigil objektidel on tunnuse T1 vaartus Ghesugune, st T1=1.

Algoritmid Al ja A2 on vaga tddmahukad ja seda kahel p&hjusel.
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1) Objektide I6ikamine toimub stiihiliselt, st me ei oska 6elda, missuguseid objekte (I6ikeid) me
peaksime I6ikama uute I6igete saamiseks. Sellel pdhjusel teeme tohutult tiihja t66d, sest suurem
osa I6ikeid on kas tiihjad v6i korduvad.

2) Véga tulikas on maérata saadud 16ike originaalsust — kas I6ige on korra juba véljastatud voi mitte.

Algoritm A3

FOR I1=1 TO NDO
FOR I2=11+1 TO N DO
leia I1Bige
IF I6ige=2 THEN NEXT I2
FOR I3=I2+1 TO N DO
leia I1Bige
IF I6ige=2 THEN NEXT I3

FOR IN=I(N-1)+1 TO N DO
NEXT IN

NEXT 12
NEXT 11

Nagu naeme, toimub igas FOR tsiklis andmetabeli jargmise objekti I6ikamine eelmise FORI
tulemusl&ikega. Juhul, kui tulemuseks on tuhildige, tunnistatakse antud haru tupikuks, st jargnevad FOR
tsuklid selle sees on méttetud, sest edasine |6ikamine annaks alati tulemuseks tihja 18ike. Sellise
kontrollimehhanismi olemasolu v8imaldab minimeerida tUhildigete arvu, mistbttu algoritm on kahest
eelmisest efektiivsem. Algoritmi A3 korral jaéb aga alles teine puudus — leitud |18ike korduvus. Kui me
kujutaksime IBigete genereerimist hierarhilise puuna, siis algoritmi A3 korral on korduva |8ike leidmine
samavaarne korduva sattumisega juba labitud harru. Seejuures ei tea me ka 6elda, kas selle haru
alamharud on juba labitud vGi veel labimata. Algoritmi A3 korral l&heks sellise kontrollimehhanismi
loomine véaga Kkalliks, sest IBigete genereerimine toimub stiihiliselt (objekte I[Bigatakse sellises
jarjekorras, nagu need paiknevad lahteandmetabelis X). Ka selle algoritmi korral on tegemist rohke
Ulearuse tdoga.

Naide
Algtabel

X T1 T2 T3

orL 1 2 2
c2 1 1 2
o3 1 3 1
o4 1 1 2

Ldikamine
o1 1 2 2 01 1 2 2
02 1 2 03 1 3 1
Tulem 1 * 2 Tulem 1 * *
M M M
03 1 3 1 04 1 1 2 04 1 1 2
Tulem 1 u * Tulem 1 o 2 Tulem 1 k3 %
M
04 1
Tulem 1 & “
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Oo1 1 2 2 02 1 1 2 02 1 1 2
04 1 2 03 1 o4 1 1 2
Tulem 1 * 2 Tulem 1 * B Tulem 1 1 2
N
04 1
Tulem 1 * &
03 1 3 1
04 1 1 2
Tulem 1 * &

Naeme, et kdikide nimetatud algoritmide korral kerkivad Ules jargmised probleemid.

1) Kuidas valtida tihildikeid?

2) Kuidas véltida korduvaid 16ikeid?

3) Kuidas muuta Idigete leidmine juhitavaks? St milliseid tehnikaid kasutada andmetabeli [abimisel,
et tingimused 1) ja 2) oleksid rahuldatud, st et ei leitaks tuhilGikeid ega korduvaid I8ikeid.

Eelpool kirjeldatud algoritmide pdhiliseks puuduseks on see, et ei teata, milliseid objekte tuleks
omavahel I6igata originaalse 16ike saamiseks.

Allpool kirjeldame monotoonsete susteemide |&henemist nimetatud probleemide lahendamisel.
Monotoonsete Susteemide Teooriast [&htuvalt me peaksime
1) leidma monotoonse kaalufunktsiooni ja maératlema sihifunktsiooni, mis saavutaks oma globaalse
maksimumi (miinimumi) antud omadustega objektide alamhulgal (st eraldaks I6ike),
2) leidma tegevused, mis garanteeriksid stisteemi monotoonsuse ja leitud 18ike kordumatuse.

7 Monotoonsete stisteemide lahendus
Lahtekoht: vaartuse esinemissagedus andmetabelis identifitseerib 16ike elemendid Uheselt.
Naide
Olgu antud andmetabel X(2,3).
|1 2 3
1. 1 2 2
2. 1 1 2

Arvutame vastava sagedustabeli:

vaartus 1 2 3

1 2 1 0

2 o 1 2
Sagedustabelist on ndha, et kui elemendi Xij sagedus = N (antud naites N=2), siis kuulub element
I6ikesse. Edasi on tarvis leida sobivad tehnikad, et vélistada tihjade ja korduvate Idigete leidmine

Sobivaks tehnikaks osutub MS elementaartehnikate peattikis viimasena kasitletud véljavéttude tehnika,
mida tuleb tdiendada kordusi valistatavate tegevustega.

Algoritmi t66pdhimdtte selgitamine

Jargnevalt lisaksime mdned kommentaarid algoritmi t66 selgitamiseks.

Algoritmi t66p8&him&te on lihtne:
1) eraldatakse teatud omadustega objektide alamhulk Xt+1< Xt (Xg on algtabel).
2) seejarel leitakse I8ige lle selle alamhulga Xt+1.

Neid kahte sammu korratakse (t=0,1,...,U, 0<U<M) seni, kuni leidub veel eraldamata alamhulki
Xt+1< Xt, -

L&ike leidmine hulgal Xt+1 toimub talle vastava sagedustabeli kaudu jargmiselt.
Alamhulga Xt+1 mingi elemendi maksimaalne esinemissagedus MAX sagedustabelis FTt+1 on
maaratud selle alamhulga eraldamise aluseks olnhud elementaarkonjunktsiooni (see moodustub
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véljavbttude jada aluseks olnud tunnus.vaértustest, mille alusel eelnevad véljavétud on tehtud)
esinemissagedusega sagedustabelis FTt. Jarelikult kdik Xt+1 elemendid, mille sagedus vérdub MAX,

esinevad Uiheaegselt kdikides Xt+1 objektides ja moodustavad seega I6ike Ule hulga Xt+1.

Uhtlasi saame algoritmi t66d suunata nn sageduspiiranguga, st véime ette anda otsitavate I8igete
minimaalse esinemissageduse SP (nditeks SP=2. Sel juhul eraldatakse k&ik I6iked, mille
esinemissagedus on suurem-vordne 2).

Monotoonsete Susteemide Teooria seisukohalt 18ige on
1) tuum J. Mullati mdttes,

2) mx\{c}(Xij) = Tx(Xij), kus X' on suvaline hulga X alamhulk.

Keda huvitab vastav matemaatiline kasitlus teoreemide tasemel, siis on see esitatud artiklis (Kuusik
1993).

Algoritm

Et IGigata sobivaid objektide hulki, valitakse jargmine tipp elemendi sageduse jargi (sagedustabelist)
ning korduste valtimiseks kasutatakse kolme elimineerimis-tehnikat. Tegemist on stigavuti otsinguga.

Iga objektidest tehtud véljavotu jaoks leitakse sellele vastav sagedustabel. Null esialgses
sagedustabelis tdhendab, et vastavat elementi algandmetes ei eksisteeri. T66 kéaigus nullitakse
sagedustabelis jarjest elemente, mis on taielikult analtusitud. Sellisel moel keelatud/elimineeritud
elemente ei lisata edaspidi leitavatesse I8igetesse; 16igete moodustamisel lahevad arvesse vaid nullist
(vdi kdrgemast sageduslavest) suurema sagedusega elemendid.

MONSA tulemuseks on I8igete hulk (mis vastab suletud hulkadele?) ja/v6i puud (mets). Tulemused
esitatakse leidmise jarjekorras, see jarjestus ei sbltu objektide esialgsest jarjestusest. Tippude (IBigete)
sagedused vahenevad rangelt piki puu harusid (juurest lehtede suunas). See vahenemine vdimaldab
harusid karpida vastavalt ette antud sageduslavele (minimaalne lubatud sagedus). Asjaolu, et
sageduste vahenemine on range, annab ldikele (tippude/elementide kombinatsioonile alates juurest
kuni jooksva tipuni) suure potentsiaali olla suletud hulk. Igal tasemel leitakse Uhise vanema jarglastipud
nende sageduste ndrgalt kahanevas jarjestuses. Puude juured leitakse samuti sageduste ndérgalt
kahanevas jarjestuses. Vordse sagedusega tippude leidmise/valimise jarjekord sO6ltub otsingu
printsiibist (tavaliselt piki sagedustabeli veerge vai piki selle ridu).

Olemuselt on MONSA rekursiivne algoritm. Siinkohal esitame selle tagurdamist kasutava versiooni
(vastavalt artiklile (Kuusik & Lind 2008)).

Pseudokoodis kasutame jargmisi tahistusi:

t — rekursiooni tase (stigavus)
FT; — hulga X; sagedustabel
LBige; — |8ige Ule hulga X; (elementide vektor)

Algoritm MONSA

1 Algvaartustamine

2: t«-0, Loigeg«{}

3: Leida FTg

4: DO WHILE leidub FT¢#d IN {FTg}, s<t

5: FOR EACH element h;eFT: sagedusega V=max FT(h;)#0 DO
6: IF on vaja karpida (hy) THEN GOTO Tagurda

7 Eraldada alamtabel Xi+1<X; nii et Xt+1:{XijeXt| X.f=h¢}
8: Leida FTi41

9: NullidAlla(t+1)

10: KontrolliUnikaalsust(t+1)

11: IF uus I6ige on unikaalne THEN

12: Lisa elemendid j sagedusega V (FT1())=V) vektorisse Lbiget+;
13: Tagasivordlus(t+1)

14: Véljasta Léiget+;

1 Suletud hulk (closed set) - on objektide hulga thiste elementide maksimaalne hulk. Mistahes elemendi lisamine
suletud hulgale vahendab selle katet ja sagedust.
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15: IF leidub analliiisiks sobivaid tunnuseid THEN t«t+1

16: ENDIF
17: NEXT

18: Tagurda: t«t-1
19: LOiget+1<LBige;
20: ENDDO

21: Kdik 16iked on leitud
Algoritmi 16pp

PROCEDURE NullidAlla(t+1)
FOR EACH element h,eFT; DO
IF FT¢(hy)=0 THEN FTy1(hy)«0

NEXT
END PROCEDURE

PROCEDURE Tagasivordlus(t+1)
FOR EACH element h,eFT4 sagedusega #0 DO
IF FTi+1(hy)=FTy(hy) THEN FTy(h,)<-0

NEXT
END PROCEDURE

PROCEDURE KontrolliUnikaalsust(t+1)
IF hulgal X1 leidub element hy, 1<u<M nii et
[hyeLBigei1 AND FT1(hy)=0 AND hy sagedus hulgal Xi+1=V] THEN
IGige ei ole unikaalne
ELSE
I6ige on unikaalne
ENDIF
END PROCEDURE

MONSA on stigavuti otsingu algoritm, mis tagurdab siis, kui jooksev haru on ammendatud vdi seda tuleb
karpida. Algoritmi pdhisammud igal (rekursiooni)tasemel:

S1: Valida juhtelement — esimene element maksimaalse sagedusega (Ule nulli; vahemalt kasutaja
poolt maaratud lavesagedusega) (rida 5), lisada see element (potentsiaalsesse) 18ikesse and nullida
vastav lahter sagedustabelis

S2: Leida jargmine sagedustabel objektidele, mis sisaldavad juhtelementi (rida 8)

S3: Kui leidub element(e), mille sagedus on vérdne juhtsagedusega, kontrollida |6ike unikaalsust
(rida 10) => kui see on unikaalne, lisada need elemendid (millede sagedus on vdrdne juhtsagedusega)
I6ikesse (rida 12); vastasel korral tagurdada

S4: Véljastada I6ige (rida 14)

S5: Eelmise taseme sagedustabeli nullid “alla tuua” st jooksval tasemel nullida nende elementide
sagedused, millede sagedus eelmisel tasemel on nullitud (rida 9)

S6: “Tagasivordlus™: eelmisel tasemel nullida nende elementide sagedus, millede sagedused
eelmisel ja jooksval tasemel on vérdsed (rida 13)

Korduste (s.o juba leitud I8igete permutatsioonide) leidmise &ara hoidmiseks kasutatakse MONSAs
jargmisi elimineerimistehnikaid:
1) “nullide alla toomine” — tegevus, mis takistab juba leitud I6ike véljastamise jargmis(t)el
(stigavama(te)l) taseme(te)l;
2) *“tagasivordlus” — tegevus, mis keelab leitud 18ike véljastamise samal (jooksval) tasemel ja ka
kdrgema(te)l taseme(te)l (parast tagurdamist);
3) ‘“unikaalsuskontroll” — tdkestab juba leitud I18igete alamldigete véljastamise.

Kahe esimese tehnika mdju on tdestatud artiklis (Kuusik 1993) (vastavalt teoreemid 5.3 ja 5.4).
Unikaalsuskontrolli  selgitatakse l&ahemalt artiklis (Kuusik & Lind 2008). Ilma nende
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elimineerimistehnikateta leiaks algoritm kdigi eksisteerivate v&artuskombinatsioonide  ko&ik
permutatsioonid.

Naide
lllustreerimaks algoritmi t60pShimotteid paremini, peame valima teistsuguse l|ahtetabeli, kui
korrastusmeetodite korral. Aga et korrastusmeetodite tulemused oleksid vdrreldavad hipoteeside

generaatori (HG) tulemustega, valjastame k&esoleva ndite jarel ka HG tulemused korrastusmeetodite
naitetabelil.

Olgu antud algtabel:

Xo |Al A2 A3
1. 1 0 3
2. 2 2 1
3. 2 3 0
4. 2 0 2
5. 0 1 3
6. 0 1 3
7. 1 1 2
8. 1 0 3
9. 2 3 0

Seame leitavate IBigete sageduspiiriks SP=2, st véljastame kdik 16iked, mille esinemissagedus on
vahemalt 2. Rakendame eelpool kirjeldatud algoritmi MONSA.

Leiame algtabeli tunnuste vaartuste esinemissagedused sagedustabelisse FT (FTt, t=0). (rida 3)

FTo | A1 A2 A3
0| 2 3 2
1, 3 3 1
2 4 1 2
3/ 0 2 4

S1: Valime suurima sagedusega elemendi juhttipuks. Kui neid on mitu, valime positsiooniliselt esimese.
Antud néaites on selliseid kaks: Al.2 ja A3.3. Positsiooniliselt on esimeseks tunnuse Al vaartus 2
sagedusega 4 (Al.2=4; V=4). Nullime selle esinemissageduse sagedustabelis (FTy(A1.2)=4->0).

FTo | A1 A2 A3
0| 2 3 2
1, 3 3 1
21 0 1 2
3] 0 2 4

Jooksev tase on t+1=0+1=1. Lisame Al.2 |dikesse: L8ige1=Al1.2. Teeme valjavltu X1, st eraldame uude

tabelisse kdik objektid, mis sisaldavad elementi Al.2 (tegelikult me ei pea sellist tabelit fudsiliselt
tekitama, piisab, kui jatame meelde vastavad tabeli rea numbrid kui indeksid):

Xq:

Al2 | A1 A2 A3
2. 2 2 1
3. 2 3 0
4, 2 0 2
9 2 3 0
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S2: Leiame tabelile X; vastavad esinemissagedused FT4, seejuures juhttipule vastav tunnus (A1)
[Ulitatakse edasistes tegevustes (t+1, t+2 jne) vélja:

FT1 | A1 A2 A3
0 1 2
1 0 1
2 1 1
3 2 0

S3: Kontrollime, kas sagedustabelis leidub elemendi sagedust=V=4. Sellist ei ole, seega me ei saa
I6iget mingi(te) uu(t)e elementidega laiendada. S4: Véljastame |6ike L1: Al1.2=4.

S5: Jargmisena kanname eelmise sagedustabeli FTy sagedused=0 positsiooniliselt jooksvasse
sagedustabelisse FTq1 (hetkel selliseid uusi ,0” pole). S6: Seejarel teeme tagasivordluse. Selleks
vordleme hetkel vaatluse all olevat sagedustabelit (t+1=1) positsiooniliselt eelmise taseme (t=0)
sagedustabeliga. Kui mingi positsiooni sagedused on vordsed (varvitud kollaseks), siis eelmise taseme
sagedustabelis vastav sagedus nullitakse.

Uus
FTo | A1 A2 A3 FT1 A1 A2 A3 FTo A1 A2 A3
0 2 3 2 1 2 0 2 3 0
1 3 3 1 0 1 1 3 3 0
2 o 1 2 1 1 2 o o0 2
3 0 2 4 2 0 3 0O 0 4

t=t+1=0+1=1. S1: Valime sagedustabelist FT juhttipu. Meil on kaks kandidaati A2.3=2 ja A3.2=2,
mdlema sagedus rahuldab kehtestatud sageduspiiri SP=2. Valime juhttipuks positsiooniliselt esimese,
A2.3, lisame selle I6ikesse: Ldige,: A1.2 & A2.3. V=2. Nullime juhttipule vastava sageduse:

FT1 | A1 A2 A3
0 1 2
1 0o 1
2 1 1
3 0 O

Teeme valjavotu A2.3 jargi:

Xo:

A2.3 ‘ Al A2 A3
3. 2 3 0
9. 2 3 0

S2: Leiame esinemissagedused, seejuures juhttipule vastav tunnus lilitatakse edasistes tegevustes
(t+1, t+2 jne) valja:

FTo | A1 A2 A3
0 2
1 0
2 0
3 0

S3: Kontrollime, kas sagedustabelis FT, leidub elementi, mille sagedus=V=2. Selline leidub, A3.0=2.
See tdhendab, et saame I8iget laiendada, kuid peame kontrollima, kas formeeruv 18ige on unikaalne.
Selleks vordleme A3.0 sagedust tasemel 2 (sagedustabelis FT5) selle sagedusega tasemel 1 (FT1). Kui
need on vdrdsed, siis on tegu originaalse I6ikega, kui mitte, siis korduva IBikega.
FT,(A3.0)=FT1(A3.0)=2, seega on formeeruv |0ige originaalne. Lisame A3.0 Ibikesse: Ldigey:
A1.2&A2.3&A3.0=2, véljastame IGike L2: A1.2&A2.3&A3.0=2 (S4).
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S5: Kanname FT, sagedused=0 sagedustabelisse FT,, kusjuures FT, sisu ei muutu.
S6: Teeme tagasivordluse:

Uus
FT1 | A1 A2 A3 FT, A1 A2 A3 FT, A1 A2 A3
0 2 0 2 0 1 0
1 0 1 0 0 1 0 1
2 1 1 0 0 2 1 1
3 0 0 0 0 3 0 0

Nullime A3.0 esinemissageduse FT,-s:

FTo | A1 A2 A3
0

w N = O

0
0
0

Kuna sagedustabel FT, on tihi, siis Uhtegi uut juhttippu valida pole. Jatkame tasemel 1, kus
LBige;=Al.2.

FT1 | A1 A2 A3
0 1 0
1 0 1
2 1 1
3 0 O

S1: Kontrollime, kas leidub tippe, millede sagedus =2SP. Selliseid pole, seega juhttippu valida ei saa.
Tagurdame: t=t-1=1-1=0 (rida 18).

FTo A1 A2 A3
0 2 3 0

1 3 3 O
2 0O 0 2
3 0O 0 4

S1: Valime juhttipu, suurim sagedus A3.3=4 >SP, kanname A3.3 I6ikesse: L8ige1=A3.3. V=4. Nullime
juhttipu esinemissageduse FTg-s:

FTo A1 A2 A3

0 2 0

1 3 3 o0

2 0O 0 2

3 0O 0 O
Teeme véljavotu:

Xq:

A3.3| Al A2 A3
1. 1 0 3
5. 0o 1 3
6. 0O 1 3
8. 1 0 3
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S2: Leiame sagedused:

FT1

w N = O

Al A2 A3
2 2
2 2
0 O
0 O

S3: Kontrollime, kas sagedustabelis FT, leidub elementi sagedusega 4, kuid ei leidu — seega |6iget

laiendada ei saa —

véljastame 16ike L3: A3.3=4 (S4).

S5: Kanname eelmise sagedustabeli FTq nullid FT41-sse, FT1 ei muutu. S6: Teeme tagasivordluse:

FTo

w N - O

Uus
Al A2 A3 FT1 A1 A2 A3 FTo A1 A2 A3
2 3 0 2 2 0 0o 3 O
3 3 0 2 2 1 3 3 0
0O 0 2 0 0 2 o o0 2
0O 0 O 0 O 3 0O 0 O

t=t+1=0+1=1. LGige,=A3.3, V=4,
FT41-s on meil neli juhttipu kandidaati sagedusega=2 =SP. Valime positsiooniliselt esimese: A1.0=2,
V=2. Lisame selle I6ikesse: LOige,=A3.3 & A1.0=2. Nullime selle esinemissageduse FT1-s:

FT1 | A1l A2 A3
0 0o 2

1 2 2

2 0O O

3 0O O

Teeme valjavotu:

Xo:

Al1.0 ‘ Al A2 A3
5. o 1 3
6. o 1 3

Formeerime sagedustabeli (S2):

FTo

w N = O

S3: Kontrollime,

Al A2 A3
0
2
0
0

kas tabelis leidub sagedust=V=2. Leidub: A2.1=2. Kontrollime formeeruva |bike

originaalsust: FT1(A2.1)=FT»(A2.1)=2, seega I6ige originaalne, lisame elemendi Idikesse: L8ige,=A3.3

& A1.0 & A2.1=2,

véaljastame I6ike L4: A3.3 & A1.0 & A2.1=2 (S4).

Kanname FT; nullid alla, FT, ei muutu (S5). Teeme tagasivordluse (S6):

FT1

w N B O

Uus
Al A2 A3 FT, A1 A2 A3 FT1 A1 A2 A3
0 2 0 0 0 2
2 2 2 1 2 0
0O O 0 2 0 O
0O O 0 3 0 O
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Nullime A2.0 sageduse: FT»(A2.0)=0:

FTo | A1 A2 A3
0 0
1 0
2 0
3 0

Sagedustabel on tihi. Jatkame tasemel 1, kus L8ige1=A3.3.
FT1 | A1 A2 A3

0 0o 2
1 2 0
2 0 O
3 0 O

S1: Valime juhttipu: kaks kandidaati, mdlema sagedus=SP. Valime esimese: A1.1=2. V=2. Lisame selle
I6ikesse: LBige,=A3.3 & Al.1. Nullime selle esinemissageduse FT;(A1.1)=0.

FT1 | A1 A2 A3

0 0o 2
1 0O O
2 0O o0
3 0 O
Teeme valjavotu:
Xo:
Al.l ‘ Al A2 A3
1. 1 0 3
8. 1 0 3
Leiame sagedused (S2):
FTo | A1 A2 A3
0 2
1 0
2 0
3 0

S3: Kontrollime, kas tabelis leidub sagedust=V=2. Leidub: A2.0=2. Kontrollime formeeruva |dike
originaalsust: FT1(A2.0)=FT,(A2.0)=2, seega Idige on originaalne, lisame elemendi Ibikesse:

LBige,=A3.3 & Al.1 & A2.0=2, valjastame I6ike L5: A3.3 & Al.1 & A2.0=2 (S4).
Kanname FT1 nullid FT,-sse (S5). FT» ei muutu. Teeme tagasivordluse (S6):

Uus
FT1 | A1 A2 A3 FT, A1 A2 A3 FT1 A1 A2 A3
0 0 2 2 0 0 O
1 0O O 0 1 0 o0
2 0O O 0 2 0 O
3 0O O 0 3 0 O

Nullime A2.0 sageduse: FT»(A2.0)=0:
FT, | A1 A2 A3

w N - O
o O O o
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Sagedustabel FT5 on tihi, jatkame tasemel 1.

FT1 | A1 A2 A3
0| 0 O
1 0 O
2 0O O
3 0O O
Sagedustabel FT1 on tihi, tagurdame: t:=t-1=1-1=0.
FTo | A1 A2 A3
0 0O 3 O
1 3 3 0
2 0O 0 2
3 0O 0 O

S1: Valime juhttipu: kolm kandidaati, k8igi sagedus=3 =SP. Valime esimese: A1.1=3. Lisame selle
I6ikesse: Ldige;=A1.1. V=3. Nullime selle esinemissageduse FTy(A1.1)=0.

FTo | A1 A2 A3

0 0 3 O
1 0O 3 O
2 o o0 2
3 0O 0 O

Teeme valjav6tu Al.1 jargi:
Xq:
A1l | A1l A2 A3

1. 1 0 3

7. 1 1 2

8. 1 0 3

S2: Leiame sagedused:

FT1 | A1 A2 A3
2
1
0
0

w N = O
N P, O O

S3: Kontrollime, kas tabelis FT4 leidub sagedust=V=3. Ei leidu, véljastame I6ike L6: A1.1=3 (S4).

S5: Kanname eelmise taseme nullid sagedustabelist FT vaadeldavasse sagedustabelisse FTq:

Uus
FTo A1l A2 A3 FT. Al A2 A3 FT. Al A2 A3
0O 0 3 ©O 2 0 0 0o 2 0
1 0 3 O 1 0 1 0 1 O
2 0 0 2 0o 1 2 0o o0 1
3 0 0 O o 2 3 0O 0 O
S6: Teeme tagasivordluse, kokkulangevusi pole:
Uus
FTo A1l A2 A3 FT: A1 A2 A3 FTo Al A2 A3
0O 0 3 0 0O 0 3 o0
1 0 3 o0 1 0 1 0 3 O
2 0 0 2 0 1 2 0 0 2
3 0 0 O 0 O 3 0 0 O



t=t+1=0+1=1. Lb6ige;=Al.1.
S1: Leiame FTj-st juhttipu, selleks on A2.0=2 =SP. Lisame selle I6ikesse: Loige,=Al.1 & A2.0=2.
V=2,
FT. A1 A2 A3
2

w NN - O
o » O O

1
0
0
Nullime A2.0 esinemissageduse: FT1(A2.0)=2->0:

FT1 A1 A2 A3

0 0O O
1 1 0
2 0 1
3 0O O

Teeme valjav6tu A2.0 jargi:

Xo:

A2.0 ‘ Al A2 A3
1. 1 0 3
8. 1 0 3

Leiame sagedused (S2):

FT, A1 A2 A3
0

w N -k O

0
0
2

S3: Kontrollime, kas tabelis leidub sagedust=V=2. Leidub — A3.3. Kontrolime formeeruva |8ike
originaalsust: FT»(A3.3)=2 # FT1(A3.3)=0, seega saadav Idige pole originaalne (muidu saavutaksime
IGike L5: A3.3 & Al.1 & A2.0=2, mis on korra juba eraldatud).

Jatkame tasemel 1, Loige;= Al.1.

FT; A1 A2 A3

0 0O O
1 1 0
2 0 1
3 0O O

Kuna kdikide analliiisis olevate elementide sagedused on <SP, siis tagurdame: t:=t-1=1-1=0.

FTo A1 A2 A3

0 0 3 O
1 0 3 O
2 0 0 2
3 0 0 O

S1: Valime juhttipu: kaks kandidaati, kdigi sagedus=3 =SP. Valime esimese: A2.0=3. Lisame selle
IGikesse: Ldige;=A2.0. V=3.
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Nullime selle esinemissageduse FTy(A2.0)=0.

FTo A1 A2 A3

0 0 0 O
1 0 3 O
2 0 0 2
3 0 0 O

Teeme véljavotu A2.0 jargi:

Xq:
A20 | A1 A2 A3
1. 1 0 3
4, 2 0 2
8. 1 0 3

Leiame sagedused (S2):

FT1 A1 A2 A3

w N P O
o N O
N B O O

S3: Kontrollime, kas uues tabelis FT, leidub sagedust=V=3. Ei leidu, I18iget laiendada ei saa, véljastame
IGike: L7: A2.0=3 (S4).

Kanname eelmise taseme sagedustabeli FTq nullid sagedustabelisse FT1 (S5):

Uus
FTo A1 A2 A3 FT1 A1 A2 A3 FT1 A1 A2 A3
0O 0 0 ©O 0 0 0 0 0
1 0 3 o0 2 0 1 0 0
2 0 0 2 1 1 2 0 1
3 0 0 O 0 2 3 0 0

Teeme tagasivlrdluse, see ei rakendu (S6). Kuna alles jaanud elementide sagedus FTi-s <SP, siis
juhttippu valida ei saa. Jatkame tasemel 0.

FTo A1 A2 A3

0O 0 0 O
1 0 3 O
2 0 0 2
3 0 0 oO

(S1) Valime juhttipu: selleks on A2.1=3, lisame selle I6ikesse: L8ige;=A2.1 =3. V=3. Nullime vastava
sageduse sagedustabelis FTy:

FTo A1 A2 A3

o O O o
o O O o
O N O O

w N = O
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Teeme valjavotu:

Xq:

A21 | A1 A2 A3
5. o 1 3
6. o 1 3
7. 1 1 2

Leiame sagedused FTq (S2):
FT. A1 A2 A3

w N - O
o O N
N B O O

Kontrollime, kas uues tabelis FT4 leidub sagedust=V=3. Ei leidu, I8iget laiendada ei saa, véljastame
IGike: L8: A2.1=3 (S4).

Kanname eelmise taseme sagedustabeli FTq nullid sagedustabelisse FT1 (S5):

Uus
FTo A1 A2 A3 FT1 A1 A2 A3 FT1 A1 A2 A3
O 0 0 o©O 2 0 0 0 0
1 0 0 O 1 0 1 0 0
2 0 0 2 0 1 2 0 1
3 0 0 O 0 2 3 0 0

Teeme tagasivlrdluse, see ei rakendu (S6). Kuna alles jaanud elementide sagedus FTq-s <SP, siis
juhttippu valida ei saa. Jatkame tasemel 0.
FTo A1 A2 A3

0O 0 0 O
1 0 0 O
2 0 0 2
3 0 0 oO

(S1) Leiame FTg-st juhttipu, ainuke kandidaat A3.2=2 =2SP. Kanname selle |18ikesse: L6ige1=A3.2. V=2.
Nullime vastava sageduse FTg-s:

FTo A1 A2 A3

0O 0 0 O
1 0 0 O
2 0 0 o
3 0 0 O
Teeme valjavotu Xi:
Xq:
A3.2 ‘ Al A2 A3
4, 2 0 2
7. 1 1 2

Leiame sagedused FT1 (S2):
FT. Al A2 A3

w N = O
O - = O
O O - -
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(S3) Kontrollime, kas uues tabelis FT1 leidub sagedust=V=2. Ei leidu, |16iget laiendada ei saa, véljastame
I6ike: L9: A3.2=2 (S4). Kanname eelmise taseme sagedustabeli FTy nullid sagedustabelisse FT1 (S5):

FT1

Al A2 A3
0 1
1 1
1 O
0 O

Uus
FTq1

0
1
2
3

Al A2 A3
0 O
0O O
0 O
0 O

Teeme tagasivordliuse, see ei rakendu (S6). Kuna sagedustabel on tiihi, juhttippu valida ei saa. Jatkame
tasemel 0.

Naeme, et sagedustabel FTq on tihi. Et rohkem tagurdada ei saa, I8petame t66, kdik 16iked on leitud:

L1:
L2:
L3:
L4:
L5:
L6:
L7:
L8:
L9:

FTo A1 A2 A3
0O 0 0 O
1 0 0 O
2 0 0 O
3 0 0 O
FTo A1 A2 A3
0O 0 0 O
1 0 0 O
2 0 0 O
3 0 0 O
Al.2=4
Al.2 & A2.3 & A3.0=2
A3.3=4
A3.3 & A1.0 & A2.1=2
A3.3 & Al.1 & A2.0=2
Al1.1=3
A2.0=3
A2.1=3
A3.2=2

Et saada mingitki vOrdlusaspekti korrastusmeetoditega, véljastame hipoteeside generaatori (HG)
rakendamise tulemuse andmetabeli korral, millel selgitasime korrastusmeetodeid:

HG tulemused korrastusmeetodite néitetabelil. Minimaalne lubatud sagedus = 1.

if {1 2 3 4 5
1.1 0O 0O 0 ©O
210 1 0 1 1
3.J]0 1 0 1 1
4 (1 1 0 1 o0
5/]0 0 1 0 1
6. |0 1 1 1 1
Leitud I6iked:
T1.0&T5.1=4
T1.0&T5.16T2.1&T4.1=3
T1.0&T5.16T2.1&T4.1&T3.0=2
T1.0&T5.16T2.1&T4.1&T3.1=1
T1.0&T5.16&T3.1=2
T1.0&T5.16T3.1&T2.0&T4.0=1
T2.1&T4.1=4
T2.1&T4.16&T3.0=3
T2.1&T4.1&T3.0&T1.1&T5.0=1
T3.0=4
T3.0&T1.16&T5.0=2
T3.0&T1.1&T5.0&T2.0&T4.0=1
T2.0&T4.0=2
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Naeme, et iga Idige kirjeldab mingit Ghtemoodi kaituvat elementide rihma andmetabelis. Teame, et
korrastusmeetodite korral muutus korrastatud andmetabel oluliselt informatiivsemaks, kuna néhtavaks
muutus andmestu sisemine struktuur. Samas, kui andmetabel on piisavalt suur, ei suuda inimsilm kdike
haarata ja palju olulist jAdb markamata. HG valjastatud I6iked toovad aga esile kbik ette antud
sageduspiirile vastavad mustrid ehk objekt-tunnus siisteemi allsiisteemid ehk Uhtemoodi kaituvad
elementide alamhulgad. Siin tekib aga jallegi probleem: mida selle infohulgaga teha? Asi muutub
oluliselt paremini hoomatavamaks, kui véljastame HG tulemuse puu kujul:

Uus puu
(4) 0.750 (3) 0.667(2)
T1.0&T5.1=>T2.1&T4.1->T3.0
0.333(1)
->T3.1
0.500(2)0.500(1)
=>T3.1 ->T2.0&T4.0
Uus puu
(4) 0.750(3)0.333(1)
T2.16&T4.1=>T3.0 ->T1.1&T5.0
Uus puu
(4) 0.500(2) 0.500 (1)
T3.0=>T1.1&T5.0->T2.0&T4.0
Uus puu
(2)
T2.0&T4.0

Kuidas interpreteerida HG-puud? Esimene tipp selles on alati nn juurtipp (,Uus puu”), jargnevad tipud
samal tasandil tuleb interpreteerida kui ,ja” seost, naiteks: T1.0 ja T5.1 ja T2.1 ja T4.1 ja T3.0. Tipu
kohal sulgudes on vastava I6ike esinemissagedus, teiseks suuruseks on, kui suure osa moodustab
jargmise tipu lisamisel saadud I6ike objektide arv eelmise |8ike objektide arvust, st see on kahe
jarjestikuse I6ike esinemissageduste suhe. Naiteks: 3/4=0,750; 2/3=0,667 jne. Lisaks ,ja” suhtele
kajastub HG-puus ka ,v&i” suhe, naiteks: (T1.0jaT5.1ja T2.1jaT4.1ja) T3.0vdi (T1.0jaT5.1jaT2.1
jaT4.1ja) T3.1. Teine ndide: (T1.0jaT5.1ja) T2.1jaT4.1jaT3.0vG6i (T1.0ja T5.1ja) T3.1ja T2.0 ja
T4.0.
Algoritmi samm-sammulist t66d demonstreerib video: hiipoteeside generaator.

Determinatsioonanaltis

Jargnevalt tutvustame determinatsioonanalliisi (DA) meetodit, mille to6tas vélja vene teadlane
Dr Sergei TSesnokov. Oleme seda meetodit edasi arendanud, luues uusi v@imalusi, mida
originaalmeetodis ei leidunud. Oma olemuselt on tegu masindppe valdkonna meetodiga, mis véimaldab
teatud omadustega objektide hulga (Y) tarbeks leitud reegleid kasutada selle objektide hulga
kirjeldamiseks. Kirjeldamise p&hikiisimuseks on: Kes nad on? Mis on neile omane? Mis eristab neid
teistest?

Jargnevates peatiikkides tutvustame meetodi olemust ja meetodi erinevate omadustega versioone.

8 Determinatsioonanaltisi pohimadisted

DA pdhimdisted esitame vastavalt TSesnokovi tdddele (HYecHokos 1980, 1982, 2002).
Kui omadusega X kaasneb alati omadus Y, siis eksisteerib reegel X—Y (kui X siis Y). Sellist seost
X ja Y vahel nimetatakse determinatsiooniks (X-st Y-sse). X on determineeriv (determineerija) ja Y
determineeritav.
Determinatsioonil X—Y on viis karakteristikut:
¢ n(X) — nende objektide arv, millel on omadus X
o n(XY) — nende objektide arv, millel on nii omadus X kui ka omadus Y
¢ n(Y) — nende objektide arv, millel on omadus Y
o A(X=Y) =n(XY) / n(X) — determinatsiooni téapsus (accuracy)
o C(X>Y) =n(XY)/n(Y) — determinatsiooni taielikkus (completeness)

Determinatsiooni tapsus naitab, mil maarab X determineerib Y-i, st kui suur osa omadusega X
objektidest kuulub omadusega Y objektide hulka.
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https://youtu.be/GJ-Y-p7JY6o

Determinatsiooni taielikkus nditab, kui suur osa Y-st on determineeritud X-i poolt, st kui palju Y
objektidest sisaldavad omadust X.

M@6lema néitaja vaartused jadvad vahemikku 0..1 (0%..100%). Vaartuse 1 korral on determinatsioon
taiesti tdpne, st kbik objektid omadusega X kuuluvad ainult omadusega Y kirjeldatud objektide hulka,
vOi taielik, st kdik objektid omadusega Y sisaldavad omadust X.

Omadus X koosneb faktoritest. Faktoriks on konkreetne tunnus konkreetse vaartusega. lga tunnuse
kohta on nii mitu erinevat faktorit, kui on sel tunnusel erinevaid vaartusi.

Lisades reeglisse X—Y uue faktori Z, saame uue reegli XZ—Y, mille tapsus ja taielikkus vdivad
erineda esialgse omast. Uue faktori panust reegli tapsusesse/téielikkusesse mdoddetakse reegli
tépsuse/taielikkuse juurdekasvuga:

o  AA(Z) = A(XZ—Y) — A(X—>Y) —faktori Z panus reegli XZ—Y tapsusesse
o AC(Z) = C(XZ—Y) — C(X—Y) —faktori Z panus reegli XZ—Y taielikkusesse

Panus tapsusesse vdib olla vahemikus -1..1. Vastavalt sellele jaotatakse faktorid positiivseteks e
olulisteks (AA(Z)>0 — Z lisamine muudab reegli tapsemaks), negatiivseteks (AA(Z)<0 — Z lisamisel reegli
tédpsus vaheneb) ja ebaolulisteks e nullfaktoriteks (AA(Z)=0 — Z lisamine ei mdjuta reegli tapsust).

Tapne reegel ei sisalda negatiivseid faktoreid. Kui reegel koosneb ainult positiivsetest faktoritest,
nimetatakse seda normaalseks reegliks.

Faktori panus reegli taielikkusesse vdib olla negatiivne (AC(Z)<0, st Z lisamine vahendab reegli
arvukust) vai null (AC(Z)=0, st Z lisamine ei muuda reegli arvukust).

Reeglite susteem on reeglite hulk Sq = {Xj—>Y [i=1,2,...,q}, kus g on reeglite arv. Reeglislisteemi
iseloomustavad keskmine tépsus, summaarne taielikkus ja summaarne vdimsus (reeglitega kaetud
objektide koguarv).

Reeglislisteem S, on aditiivne, kui reeglid X; paarikaupa ei IGiku/Ulekattu (st ei kata samu objekte).
Aditiivse susteemi taielikkus ja vOimsus saadakse reeglite taielikkuste C; ja voimsuste n(X;)
summeerimisel. Reeglite tapsusi ei saa liita.

Reeglislisteem on tapne, kui kbik selle reeglid on tapsed (A(Xi—Y) = 1).

Determinatsioonanalliiisi peamiseks Ulesandeks on leida omadusest X omadusse Y kdik
determinatsioonid, millel on vahemalt minimaalne lubatud tépsus ja minimaalne lubatud taielikkus.
Ideaaljuhul maksimaalselt tdpne ja maksimaalselt taielik reeglisiisteem (YecHokos 1982). Sellise
stisteemi saab leida ainult juhul, kui andmetes pole vastuolusid st olukorda, kus Uhesuguse eeldusosaga
(X) objektid on erineva jareldusega (Y).

9 Kuidas kasutada determinatsioonanaluusi
DA kasutusmetoodikat kirjeldame jargmisel néaitel.

Naide

Oletame, et oleme méadratlenud omadused X ja Y.

Omadus X:

Tunnus T1: suhtlemisvajaduse realiseerimine
1 — piisavalt
2 — mittepiisavalt
3 —raske delda/ei tea

Omadus V:

Tunnus T2: tddalased eelistused
1 — eelistab huvitavat t66d kdrgele palgale
2 — eelistab tasuvamat, kuid vahem huvitavat t66d
3 —raske oelda/ei tea
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Esitame vastavad andmed sagedustabelina, olgu selleks jargmine tabel:

X (T1\Y (T2) 1 2 3 | Kokku
L 32 23 24 79

41% 29% 30% = 100%

5 9 6 11 26

35% 23% 42%  100%

3 11 14 22 47

23% 30% 47% = 100%

Kokku 52 43 57 152

34% 28% 38% 100%

Uurime valimit Y=1, s.o0 ,kes on need inimesed, kes eelistavad huvitavat t66d kdrgele palgale”.
[Y=T2.1] = 52
Vastus: huvitavat t66d eelistavad kbrgele palgale need, kes
1) on piisavalt realiseerinud suhtlemisvajadust
A(X—Y) =32/79=0,41; C(X—Y)=32/52=0,62.
2) eiole piisavalt realiseerinud suhtlemisvajadust
A(X—Y) =9/26=0,35; C(X—Y)=9/52=0,17.
3) raske telda/ei tea
A(X—Y) =11/47=0,23; C(X—Y)=11/52 =0,21.

Kuna Uhegi determinatsiooni tdpsus ei vordu 1, siis peame lisaks omadusele X analtusi juurde tooma
mingi teise tunnuse Z (millise, otsustab kasutaja). Tunnuste lisamine toimub senikaua, kuni
determinatsiooni taielikkus=100% (st Y saab 100% kaetud reeglitega, milledel tdpsus=1).

10 Determinatsioonanaliitsi originaalmeetodi kasitlus

Determinatsioonanallitsi originaalmeetodi korral leitakse kdik sellised reeglid Xj—Y, milles X; sisaldab

kdiki etteantud tunnuseid. Seega on kdik reeglid Uhepikkused. Selline reeglisiisteem on aditiivne.
Reeglid ei I6iku omavahel ja iga objekti jaoks saab olla maksimaalselt Uks reegel.

Igale sisendile vastab tapselt Uks reeglisiisteem. Teistsuguse reeglislisteemi saamiseks tuleb
sisendit muuta.

Sisendiks on X tunnuste loeteluna ja Y — Uhe tunnuse Uks konkreetne vaartus. Lisaks saab ette
anda piiranguid reegli ja faktori tasemel.

Valjund esitatakse tabelina, mille iga rida esitab Uht reeglit (determinatsiooni). Iga reegli Xj—Y kohta

esitatakse koéigepealt faktorid, millest X koosneb, ja nende jarel determinatsiooni karakteristikud:
A(X=Y), C(X-=Y), n(X), n(XY), n(Y). Neist vimane on Uhesugune kb&igi sama Y-t méaaravate
determinatsioonide jaoks, seega v6ib seda naidata (ihe korra (mitte kdigil ridadel).

(Iga reegli) iga faktori kohta leitakse selle panus tédpsusse AA ja panus taielikkusse AC. Panused
arvutatakse koigi teiste faktorite suhtes (sdltumata nende esitamise jarjekorrast).

Lisaks leitakse terve reeglisiisteemi kohta selle (keskmine) tapsus, taielikkus (reeglite taielikkuste
summa), n(X) summa ja n(XY) summa.

Kasutaja saab seada piiranguid reeglite tapsusele ja taielikkusele ning faktorite panusele
tapsusesse ja panusele taielikkusesse. Kui vahemalt tiks piirangutest ei kehti, jaab reegel tulemusest
vélja.

Kui vdimalikud piirangud ei kdrvalda thtki reeglit, on leitud stisteem téielik — iga objekti jaoks leidub
(tapselt Uks) reegel. See slisteem sisaldab tunnuste X kdiki eksisteerivaid vaartuskombinatsioone, iga
kombinatsioon on Uhe reegli eeldusosaks. Piirangute kasutamisel ei pruugi leitud reeglisiisteem olla
taielik.

Et reeglisisteem oleks tdpne (koosneks ainult tapsetest reeglitest), tuleb seada reegli tapsusele
piirang 100%. Selline siisteem vaib olla mittetéielik (C < 100%).

Et leida reegleid, mis koosnevad ainult positiivsetest (ja ebaolulistest) faktoritest, saab seada faktori
panusele tapsusesse piirangu >0 (20).

Selline lahenemine ei vBimalda leida reeglististeeme, milles reeglid oleksid erineva pikkusega ja vdiksid
I6ikuda.
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Naide
Olgu meil jargmised andmed (Quinlan, 1984):

i/j | Height Hair Eyes Class
1 tall dark blue -
2 short  dark blue -
3. tall blond blue

4, tall red blue

5 tall blond brown -
6 short blond blue +
7 short blond brown -
8. tall dark brown -

Kui eesmargiks on determineerida Class.— tunnuste Eyes ja Hair abil, saame t&pse ja taieliku (aditiivse)
stisteemi:

e Eyes.blue & Hair.dark — Class.— (C = 40%)
e Eyes.brown & Hair.dark — Class.— (C = 20%)
e Eyes.brown & Hair.blond — Class.— (C = 40%)

Originaaltarkvara DA-System (lUhidalt DAS) 4.0 esitab tulemuse tabelina:
Y: Class.—
N(Y)=5

Selgitavad tunnused Reeglisiisteemi karakteristikud

Eyes Hair A C N(X) N(XY)
Reegel 1 blue dark
AA 0,00 0,60 1,00 0,40 2 2
AC -0,20 0,00
Reegel 2 brown dark
AA 0,00 0,00 1,00 0,20 1 1
AC -0,40 -0,40
Reegel 3 brown blond
AA 0,50 0,00 1,00 0,40 2 2
AC 0,00 -0,20

Reeglislisteemi summaarsed

karakteristikud: 1,00 1,00 5 5

Laved: 0<A<=1 -1<=AA<=1 0<=C<=1 -1<=AC<=1

Selline originaalvaljund annab meile infot faktorite panuste kohta. Tunnuste esitamise jarjekord ei oma
sisulist tAhtsust. Panused on arvutatud (sama reegli) kdigi tlejaanud faktorite suhtes. Kui reegli vasakul
poolel oleks 4 faktorit, siis oleks nt 1. faktori panus arvutatud nii, nagu oleks 2., 3. ja 4. faktor olemas ja
siis lisataks see esimene. Ja kdigi teistega samamoodi.

Panus tapsusse AA néitab, kui palju suurendab konkreetne faktor reegli tdpsust. Vétame naiteks
reegli 3, mille tdpsus on 1 (A=1). AA(Eyes.brown)=0,50 naitab, et ilma faktorita Eyes.brown oleks reegli
tapsus 0,50 vorra vaiksem s.o A(Hair.blond—Class.—)=1-0,5=0,5. AA(Hair.blond)=0 néitab, et reegel
oleks tapne ka ilma selle faktorita: A(Eyes.brown—Class.—)=1-0=1. Seega on Hair.blond antud reeglis
ebaoluline (klassi tuvastamise seisukohalt). Reeglis 2 on mélemad faktorid nullfaktorid, see naitab, et
(klassi tuvastamiseks) piisab emmast-kummast.
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Panus téielikkusse AC néitab, kui palju suurendab konkreetne faktor reegli taielikkust. See panus ei
saa kunagi positiivne olla, sest iga uue faktori lisamisel kaetavate objektide arv n(XY) vaheneb voi jaab
samaks. Reegli 2 puhul on mélema faktori panuseks -0,40, mis nditab, et kahe faktoriga reegel katab
40% véhem objekte kui (emma-kumma) Uhe faktoriga. Nt AC(Eyes.brown)=-0,4 néitab, et
C(Hair.dark—Class.—)=0,2-(-0,4)=0,6. Reeglis 3 AC(Eyes.brown)=0, mis tdhendab, et selle faktori
lisamisel ei muutu (antud klassi kuuluvate) kaetud objektide arv: C(Hair.blond—Class.—)=0,4-0=0,4.

DAS on pdhjalikumalt kirjeldatud artiklis (Lind & Kuusik 2007), abiks olid DALSolutioni (2007) ja
Contexti materjalid (KoHmekcm 1998, 1999).

11 Samm-sammuline lahenemine

Vorreldes originaalse l&éhenemisega, véimaldab samm-sammuline lahenemine leida erineva pikkusega
reegleid, sailitades aditiivsuse (reeglite mitteldikumise). Kui reeglid on lihemad, jaéb neist vélja osa
ebaolulisi faktoreid (nullfaktoreid), see vahendab liiasust. Endiselt on kitsenduseks maksimaalselt Uks
reegel objekti kohta.

Oluliseks muutub tunnuste jarjekord. Tunnuseid lisatakse kdigisse reeglitesse samas jarjekorras.
Kui reegel osutub tapseks (A=1), siis seda enam ei laiendata. Teistesse reeglitesse lisatakse tunnuseid
edasi, kuni ka need saavad tapseks (v6i I6pevad tunnused otsa). Saadud véljund vastab otsustuspuule.

Erinevad tunnuste jarjekorrad annavad uldjuhul erinevad tulemused. Vdimalike erinevate jarjestuste
arv on faktoriaal tunnuste arvust. Tunnuste jarjekorra saab ette anda vdi maarata s6ltuvalt t66 kaigus
leitavast infost kas automaatselt v6i kasutaja poolt (interaktiivse liidese korral).

Panuseid saab arvutada vaid jooksva reegliosa suhtes, mitte (veel-mitte-teadaoleva) 18pliku reegli
suhtes.

Algoritm

Pseudokoodis kasutame jargmisi tahistusi:
tunnused - reeglites kasutatavate tunnuste hulk

pot — potentsiaalsete reeglite hulk
uus_pot —jargmise iteratsiooni potentsiaalsete reeglite hulk
vastus - leitud reeglite hulk

Maaratle Y, tunnused

vastus < J, C_kokku « 0
pot « {[I}
Leia n(Y)
FOR EACH tunnus IN tunnused DO
uus_pot « J
FOR EACH reegel IN pot DO
FOR EACH véartus OF tunnus DO
X = reegel & tunnus.vaartus
leia n(X), n(XY), A(X—>Y), C(X>Y)
IF A(X—>Y)=1 THEN
vastus <« vastus U {X—Y}
C_kokku « C_kokku + C(X—Y)
IF C_kokku=1 THEN GOTO L&pp
ELSEIF A(X—Y)>0 AND A(X—Y)<1 THEN
uus_pot < uus_pot U X
ELSE
IIXY ei eksisteeri
ENDIF
NEXT vaartus
NEXT reegel
pot < uus_pot
NEXT tunnus
LBpp. Kdik reeglid on leitud

Algoritm on avaldatud artiklis (Lind & Kuusik 2008a).
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Naide

Naites kasutame sama tabelit (Quinlan 1984).

i/j | Height Hair Eyes Class
1. tall dark blue -
2. short  dark blue -
3. tall blond blue

4, tall red blue

5. tall blond brown -
6. short blond blue +
7. short blond brown —
8. tall dark brown -

Eesmargiks on determineerida Class.+ (kirjeldada isikuid, kes kuuluvad sellesse klassi). Selles klassis
on 3 objekti (isikut): n(Y)=3. Olgu tunnuste lisamise jarjekorraks nende esitamise jarjekord algtabelis: 1)
Height, 2) Hair, 3) Eyes.

Esiteks leitakse reeglid, mis koosnevad vaid atribuudist Height:

Height nX) n(Xy) A C ZxC
short 3 1 1/3 1/3
tall 5 2 2/5 2/3

Kumbki kahest (kandidaat)reeglist pole tapne. Seega tuleb lisada mdlemasse jargmine tunnus — Hair.
Teoreetiliselt on 6 erinevat kombinatsiooni tunnuste Height ja Hair vaartustest. Tegelikkuses Uht neist
(Height.short&Hair.red) ei eksisteeri (n(X)=0) ja kaks kombinatsiooni (Height.short&Hair.dark;
Height.tall&Hair.dark) on sellised, mis ei esine antud klassis (n(XY)=0). Need kolm jaetakse analiilsist
vélja (kuna need reaalses andmestus ei eksisteeri, siis neid ei leita, st t60 lahtub reaalsest andmestust,
teoreetilisvbimalikke kombinatsioone ei leita).

Height Hair nxX) n(xXy) A C Zx£C
short  dark 1 0 0O O
short red 0

short  blond 2 1 1/2 1/3

tall dark 2 0 0O O

tall red 1 1 1 1/3 1/3
tall blond 2 1 1/2 1/3

Kolm jarelejaanud reeglit esinevad klassis Y. Uks neist (Height.tall&Hair.red) on tapne (A=1) ega vaja
rohkem faktoreid. See reegel katab 1/3 klassist (C=1/3). Tapne reegel laheb tulemusse. Tapsete reeglite
taielikkused C summeeritakse (XC) eesmargiga jduda 100%-lise katteni.

Kaht reeglit, mille tdpsus jadb 0 ja 1 vahele, laiendatakse jargmise tunnusega (Eyes):

Height Hair Eyes n(X) n(XY) A C XC

short blond blue 1 1 1 1/3 2/3
short blond brown 1 0 0 O
tall blond blue 1 1 1 131
tall blond brown 1 0 0 O

Neljast reeglist kaks on tapsed (A=1), mdlema taielikkus on 1/3. Oleme leidnud 3 tépset reeglit klassile
»+ kogutaielikkusega 100% (2C=1). Samal ajal on kahe llejaanud reegli tpsus 0 ja neid me ei laienda.
Seega on klass taielikult kirjeldatud (reeglististeem S1):

e Height.tall&Hair.red — Class.+ (C=1/3)
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e Height.short&Hair.blond&Eyes.blue — Class.+ (C=1/3)
e Height.tall&Hair.blond&Eyes.blue — Class.+ (C=1/3)

Kasutades teistsugust tunnuste jarjekorda, vime saada teistsuguse tulemuse. Naiteks jarjestuse 1)
Hair, 2) Eyes, 3) Height korral saame 2 tapset reeglit, mis katavad klassi ,+” taielikult (reeglisisteem
S2):

e Hair.red — Class.+ (C=1/3)
e Hair.blond&Eyes.blue — Class.+ (C=2/3)

Nagu naha, tunnus Height pole siin klasside eristamiseks vajalik.

Anallusi seisukohalt (,kes nad on?”) tdhendab see, et uuritavat valimit Y (antud juhul Class.+) saab
kirjeldada mitut moodi: kas kirjeldus S1 vai kirjeldus S2. Kumba eelistada, jadb kasutaja enda otsustada.
V@imalus valida Y kirjeldamiseks mingid reeglid mdlemast reeglihulgast pole korrektne, sest ndudeks
on, et valitud reeglitega peab Y olema kaetud 100% (C=1).

Algoritmi samm-sammulist t66d demonstreerib video: determinatsioonanaltds.

12 Esimene I6ikuvate reeglite algoritm

MittelGikuvate reeglitega (s.o aditivne) sisteem pohimdtteliselt ei vdimalda vabaneda liiasusest
nullfaktorite ndol (kuigi mne véaikese naite puhul vBib see nii olla). Seepéarast on maistlik lubada reeglitel
I6ikuda, samuti kasutada erinevates reeglites erinevat tunnuste jarjekorda. Reeglite pikkused (faktorite
arv reeglis) véivad olla erinevad.

Esimene IBikuvate reeglite algoritm leiab vdimalikult vaikese reeglite hulga, jalgides ja arvestades
objektide kaetust. Potentsiaalne reegel lisatakse tulemusse vaid juhul, kui see katab vahemalt tiht veel
katmata objekti.

Tulemuseks on (ks mitte-aditivne (s.o Idikuvate reeglitega) ststeem. Kui algandmetes pole
vastuolusid, on leitud sisteem tépne (koosneb vaid tapsetest reeglitest) ja téielik (kik objektid on
kaetud). Vastuolu on olukord, kus samasuguse Kkirjeldusega objektid kuuluvad erinevatesse
klassidesse, kasutatavatest tunnustest ei piisa nende eristamiseks.

Sdoltuvalt faktorite valiku pdhimdttest vBime saada samade andmetega erinevad reeglislisteemid.

Varreldes aditiivsete reeglislisteemidega, on reeglite arv tavaliselt vaiksem ja reeglid [ihemad. Siiski
ei garanteeri see lahenemine lihimate vbimalike reeglite leidmist, samuti valimi Y objektide kaetust
vahima reeglite arvuga.

Algoritm
Maaratleda X and Y
Samm 0.t:=0; Up.=J
IF kbik Y-sse kuuluvad objektid on kaetud THEN GOTO L&pp
Samm 1.Leida sagedused tabelites X; ja Y. Fx, Fy;
Samm 2. FOR EACH faktor A, mille korral Fy;(A)=Fx(A) ja A katab mdnda veel katmata objekti
véljasta reegel {Ui}&A, i=0,...,t
IF leiti vahemalt ks uus reegel THEN GOTO SammO
Samm 3. Valida vaba faktor U;
IF selliseid faktoreid ei leidu THEN
{U3}, i=0,...,t on vastuolu;
GOTO SammO
t:=t+1; teha valjavott objektidest, mis sisaldavad faktorit Uy;
GOTO Samm1
Ldpp. Reeglististeem on leitud

Et leida reegli tapsust, vajame kaht sagedust: n(XY) ja n(X). Igal iteratsioonil t (objektidest valjavdtu
tegemisel) kogume need kaks sagedust kdigi faktorite kohta kahte sagedustabelisse: Fx; (sagedused
n(X)) ja Fy; (sagedused n(XY)) (Samm1). Fx; ja Fy; kokku moodustavad nn 3D-sagedustabeli. Nende
abil saame iga faktori kohta leida selle reegli tdpsuse, mille saame antud faktori lisamisel reeglisse.
Taiendavalt kasutatakse veel sagedustabelit Fc;, milles peetakse arvet reeglitega (juba) kaetud

objektide Ule. Sagedusi tabelis Fc uuendatakse iga kord, kui leitakse uus reegel. Fc abil saame kindlaks
teha 1) millised faktorid on vabad, 2) kas potentsiaalne reegel katab ménd veel katmata objekti ning 3)
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kas vOib t66 I6petada. Alternatiivselt vdib kaetud objektide sageduste Fc asemel kasutada (Y-sse
kuuluvate) vabade (s.o veel katmata) objektide sagedusi (Fy-Fc).

Allpool seletame sageduste kasutamist |ahemalt.

Tegemist on rekursiivse algoritmiga. Igal tasemel t valitakse faktor U;, tehakse véljavott X;
objektidest, mis sisaldavad faktorit U; (Samm3), ja leitakse sellele vastavad sagedustabelid Fx;, Fy;, Fct
(Samm1l).

Igas véljavotus (mistahes tasemel) kehtib: kui mingi faktor esineb vaid Uhe klassi objektidel, siis
saame selle faktori lisamisel (juba varem selekteeritud faktoritele, mis on Uhised kdigile jooksva
véljavotu X; objektidele) tapse reegli. Sellise faktori sagedused on vérdsed sagedustabelites Fx; ja Fy;
(vBrdsete sageduste korral on tapsus 1). Kui selline uus reegel katab vahemalt tihte (klassi Y kuuluvat)
objekti, mis pole veel reeglitega kaetud, lisatakse see reegel tulemusse. Seda tingimust saab kontrollida,
kasutades kaetud objektide sagedusi (Fc;). Kui faktori sagedus Fc-s on sama nagu Fx-s ja Fy-s, siis on
kdik seda faktorit sisaldavad objektid juba reeglitega kaetud ja selle faktoriga reeglit tulemusse ei lisata,
kui aga sagedus Fc-s on vaiksem, on uus reegel sobiv. Sel viisil leitakse iga reegli viimane faktor
(Samm2).

Ko6ik faktorid enne viimast valitakse rekursiivselt jooksvast (alam)hulgast X; (Samm3). Faktori
vabadust saame kontrollida Fc abil: faktori sagedus tabelis Fc; peab olema vaiksem kui Fy-s. Valik
(vabade faktorite hulgast) tehakse sageduste baasil.

Valitakse maksimaalse vaba sagedusega (Fyi-Fc;) faktor, vordsete maksimaalsete vaartuste korral
eelistatakse faktorit, millel on suurem sagedus ka Fx-s.

Iga kord peale uu(t)e reegli(te) leidmist podrdub algoritm tagasi algtasemele ja alustab jalle esimese
faktori valimisega. Vorreldes (v@imaliku) tagasipodrdumisega eelmisele tasemele, saame leida
vBimalikult lihikesed (vaheste faktoritega) reeglid.

Algoritm vBimaldab kindlaks teha ka vastuolusid — olukordi, kus erinevatesse klassidesse kuuluvad
objektid on Uhesuguse kirjeldusega (kasutatud atribuutide ulatuses). See olukord saabub siis, kui pole
enam uhtki faktorit, mille jargi saaks teha jargmise véaljavdtu st kdik tunnused on juba kasutatud, kuid
tapsus on <1 (Samma3). Ka sellised vastuolulised objektid loetakse kaetuks tabeli Fc uuendamisel.

Fc abil saame ka kindlaks teha, millal Idpetada t66. T66 vGib 18petada siis, kui kdik Y-sse kuuluvad
objektid on reeglitega kaetud. Sellisel juhul on sagedused tabelis Fcg vérdsed sagedustega tabelis Fyg.
Muidugi piisab lihtsalt sellest, et kdik Y-sse kuuluvad objektid on kaetud (v8i vastuolulised).

Kui algtabelis esineb vastuolusid, pole v8imalik saavutada taielikku katet (s.0 maksimaalset
taielikkust) tapsete reeglitega. Uks variant on véljastada ka vastuolusid kajastavad mitte-tapsed reeglid
(néidates nende madalama tapsuse). Sel juhul pole reeglististeem enam tapne.

Algoritm on avaldatud artiklis (Kuusik & Lind 2010).

Naide

Algoritmi demonstreerimiseks kasutame jalle Quinlani andmeid (1984), seekord kodeeritud kujul.
Jargnev tabel esitab kasutatud kodeeringut.

Tunnus Height Hair Eyes Class
Kood 1 2 3 4

1 short dark  blue -

2 tall red brown +

3 blond
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Kodeeritud algandmed:
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Olgu X X(8,3), Xjj = 1,...,.3 ja Y=4.1{Yj: 1,2,5,7,8} (s.0 Class.—). Leiame esialgsed sagedustabelid Fx ja
Fy (Samml):

Fx|Kj\j|1 2 3||Fy|Kj\j|1 2 3
1 3 3 5 1 2 3 2
2 5 1 3 2 3 0 3
3 0 4 0 3 0 2 0

Faktori 2.1 (tunnus 2 vaartusega 1) sagedused Fx-s ja Fy-s on vdrdsed. See tdahendab, et kdik objektid,
mis sisaldavad faktorit 2.1, kuuluvad klassi Y. Saame reegli 2.1=3 (Hair.dark—Class.—). Parast ,=” marki
on reegli sagedus, mis néitab, et antud reegel katab 3 objekti (nimelt objektid 1, 2 ja 8). Ka faktori 3.2
sagedused Fx-s ja Fy-s on vdrdsed. Saame reegli 3.2=3 (Eyes.brown—Class.—), mis katab samuti 3
objekti (objektid 5, 7 ja 8), sh selliseid, mis pole eelmise reegliga kaetud. (Samm?2)

Nende kahe reegliga

e Hair.dark—Class.— (3 objekti)
e Eyes.brown—Class.— (3 objekti)

on koik klassi Y objektid kaetud (Samm0). Seejuures objekti 8 katavad mdlemad reeglid, siin ilmneb
reeglite kattumine/IGikumine.

Demonstreerimaks algoritmi teisi samme, leiame niitd teise klassi (Class.+) reeglid. Seekord Y=4.2
{Yi: 3,4,6}. Esialgsed sagedustabelid Fx and Fy (Samml):

Fx0| Kj\j | 1 2 3 H Fyol Kj\j | 1 2 3
1 3 3 5 1 1 0 3
2 5 1 3 2 2 1 0
3 0 4 0 3 0 2 0

Samm 2. Faktori 2.2 sagedused tabelites Fx and Fy on vdrdsed. Saame reegli 2.2=1
(Hair.red—Class.+), mis katab objekti 4.
Seejarel suurendatakse (esialgseid nulliseid) sagedusi kaetud objektide sagedustabelis Fc:

Fco‘Kj\j‘ 1 2 3

1 0 0 1
2 1 1 0
3 0 0 0

vOi alternatiivselt leitakse vabad sagedused Fy-s (reeglitega katmata Y-sse kuuluvate objektide
sagedused):

Ffreeg | Kj\j |
1

2
3

O r Rk
N O o
o o N[ w
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Pdordume tagasi sammu 0. Kdik objektid ei ole veel kaetud (seda naitab ka: Fcg ei lange kokku Fyp-ga
vOi Ffreeg sisaldab nullist suuremaid sagedusi). Kuna sellel tasemel rohkem reegleid pole, jbuame
sammu 3.

Uue reegli alustamiseks leiame maksimaalse vaba sagedusega faktori (Ffree jargi). Et neid on kaks,
vaatame samade faktorite sagedusi Fx-s. Faktori 3.1 sagedus on 5 ja faktori 2.3 sagedus 4. Eelistades
suurema Fx sagedusega faktorit, valime faktori 3.1. Teeme objektidest valjav6tu 3.1 jargi:

i\j | 1 2 3 4
1) 2 1 1 1
2, 1 1 1 1
3. 2 3 1 2
4. 2 2 1 2
6. 1 3 1 2

Selle véljavdtu sagedustabelid (Samm1):

Fxo [ KV 1 2 3 R | KV 1 2 3
1 2 2 5 1 1 0 3

2 3 11 o 2 2 1 o0

3 o . 2 0 3 0 2 0
Fc1 | Kj\j 1 2 3

1 o o0 1

2 1 1 o

3 o 0 0

Samm?2. Fx ja Fy pdhjal ndeme kaht potentsiaalset reeglit: (3.1&) 2.2 ning (3.1&) 2.3. Sagedustabelis
Fc on faktori 2.2 sagedus sama mis Fx-s ja Fy-s. See tdhendab, et objektid, mis sisaldavad faktorit 2.2,
on juba reeglitega kaetud. Seet6ttu sellist reeglit tulemusse ei lisata (reegel 3.1&2.2=1 olekski liiane,
kattes sama objekti kui reegel 2.2=1). Faktori 2.3 sagedus Fc-s on vaiksem kui 2 (Fx-s ja Fy-s), seega
sobib see faktor reegli moodustamiseks. Saame teise reegli: 3.1&2.3=2
(Eyes.blue&Hair.blond—Class.+), see katab objekte 3 ja 6.

Pdordudes tagasi algtasemele (SammO), varskendame tabelit Fc:

Fco‘Kj\j‘l 2 3
1 1 0 3

2 2 1 0
3 0 2 0

Vorreldes tabelit Fc esialgse Fy-ga, naeme, et kdik sagedused neis on vdrdsed — jarelikult véime t66
I6petada. Téepoolest, kaks leitud reeglit

e Hair.red — Class.+ (1 objekt)
e Eyes.blue&Hair.blond—Class.+ (2 objekti)

katavad koik klassi Y (4.2) kuuluvad objektid. Antud klassi kuuluvad objektid on véimalik katta
mitteldikuvate mitteliiaste reeglitega.

13 Determineeriv Reeglite Hulk

Selle asemel, et leida Uks reeglisiisteem, vdiks leida kdik liiasusi mitte sisaldavad reeglid ja nendest
moodustada vastavalt vajadusele erinevaid katteid (reeglihulki). Selleks on vaja algoritmi, mis leiaks
(vahemalt) kéik niisugused reeglid, ja protseduuri, mis kérvaldaks liigsed reeglid (kui algoritmi tulemus
neid sisaldab). Vastav algoritm on toodud jargmises alapeatikis.

Siinkohal tutvustame nn determineerivat reeglite hulka.

Voérdleme kaht tapset reeglit:

e Eyes.blue & Hair.dark — Class.— (C = 40%; 2 objekti)
e Hair.dark — Class.— (C = 60%; 3 objekti)
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Olles huvitatud vBimalikult Iihikestest reeglitest, eelistame teist reeglit. See katab neid kaht objekti, mida
ka esimene reegel, ja lisaks veel tht objekti. Niisugusel juhul ttleme, et esimene reegel sisaldub teises
ehk on teise reegli alamreegel. Vorreldes reeglite vasakuid pooli ndeme, et esimene on pikem,
sisaldades koiki teise reegli faktoreid ja mdningaid tadiendavaid faktoreid. Niisugusel juhul loeme
esimese reegli liigseks.

Olgu antud tabel X(N,M) ja (ainult) klassi Y kirjeldavate kdikvdimalike reeglite hulk B, kus iga reegel
esineb vaid tks kord.

Klassi Y determineeriv reeglite hulk (DRH) koosneb kdigist sellistest hulga B reeglitest, mis ei sisaldu
hulga B teistes reeglites.

B = {Rj}, i=1, 2,..., K, kus K on kdikv8imalike (ainult) klassi Y kirjeldavate reeglite hulk.

Rj # Rj, i #]j.

DRH = {Ry}. Ry e DRHkui /3 Rj € B,RycRj,i#u. DRHc B

See tdhendab, et DRH ei sisalda oma reeglite alamreegleid. B-st DRH saamiseks peame kdik
alamreeglid vélja viskama. Seda protsessi nimetame reeglite kompresseerimiseks.

Naide. Koosnegu B 4 reeglist (kdikvBimalikud reeglid klassile Y=Class.1):

rl: IFT1.1 & T2.1 THEN Class.1
r2:IFT1.1 & T3.2 THEN Class.1
r3: IF T2.1 THEN Class.1
r4: IF T3.2 THEN Class.1

Nagu naha, rl sisaldub r3-s ja r2 r4-s. Vastavalt definitsioonile DRHB = {r3, r4}.
DRH peamised omadused on:

1. reeglid ei sisalda liiaseid faktoreid/tunnuseid (nullfaktoreid),
2. klassi Y kuuluv objekt v8ib olla kaetud mitme reegliga.

Sellist kompresseerimist saab kasutada nii eraldi protseduurina parast po&hialgoritmi (mis leiab
potentsiaalseid DRH reegleid) kui ka pdhialgoritmi t66 ajal, iga kord, kui leitakse uus reegel.
Kompresseerimise hdlbustamiseks tuleks silmas pidada:

o Liigne reegel on pikem (selle vasak pool sisaldab rohkem faktoreid) kui see reegel, mis antud
reegli valja tdrjub;

Selle liigse reegli vasak pool sisaldab kdiki neid faktoreid mis lihem reegel;

Selle reegli sagedus < lihema reegli sagedus;

Mélemad reeglid kirjeldavad sama klassi;

Pikem (liiane) reegel leitakse alati enne kui see lihem.

Viimasena nimetatud omadus on iseloomulik nii MS algoritmidele kui ka paljudele teistele
algoritmidele.

Kompresserimisprotseduuri saab rakendada soltumata sellest, kas reeglihulk sisaldab kaiki
vajalikke reegleid v6i mitte. Kui ei sisalda, siis ei saa ka I6pptulemus neid sisaldada.

Meie algoritm k&igi DRH jaoks vajalike reeglite leidmiseks (mida tutvustame jargmises peatiikis)
leiab vdimalikult vahe liigseid reegleid.

DRH baasil saame pustitada ja lahendada jargmisi Ulesandeid — leida:

Luhimad reeglid (faktorite arvu poolest),

Pikimad reeglid (faktorite arvu poolest),

Kindlate omadustega reeglid, nt kdik kindla pikkusega reeglid DRH-s,
Luhim reeglististeem (s.0 vahima arvu reeglitega stisteem),
Siisteem, mis koosneb minimaalse pikkusega reeglitest,

6. Koikvbéimalikud reeglisiisteemid, mida saab DRH baasil moodustada.

aprwD PR

Ulesanded 1-3 on kergesti lahendatavad. Ulesanded 4-5 on NP-taielikud. K&ik need tlesanded on
olulised reeglite jareltddtluse jaoks.

DRH leidmine on tédmahukas ja ei pruugi sobida kiireks tihekordseks info kogumiseks, kuid annab
sobiva baasi reeglite jareltodtlemise jaoks.

DRH on avaldatud artiklis (Kuusik & Lind 2011).
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14 Koigi voimalikult lihikeste reeglite leidmise algoritm

Algoritm leiab k8ik need reeglid, mida on vaja DRH jaoks s.0 kdik reeglid, mis ei sisaldu teistes reeglites
ja moned liilased reeglid, mis kdrvaldatakse kompresseerimisega. Reeglid vdivad I6ikuda/ tlekattuda,
sBltumata sellest, kui mitmekordselt objektid juba kaetud on. Algoritm valdib nii palju kui vBimalik liasust
(nullfaktorite n&ol), leides vdimalikult Ithikesed reeglid.

Erinevalt eelmisena esitatud 3D-algoritmist (esimene I6ikuvate reeglite algoritm), kasutatakse siin
tavaparast tagurdamist eelmisele tasemele (mitte algtasemele), ei jalgita objektide kaetust ning
kasutatakse MONSAst tuttavat ,nullide alla toomise” tehnikat.

Algoritm
Maératleda X and Y
SammO. t:=0; Up=g
Samml. Leida sagedused tabelites X; ja Yi: Fx, Fy;
IF t>0 THEN
FOR EACH faktor A, mille korral Fy;.1(A)=0
Fyi(A) < 0
Samm2. FOR EACH faktor A, mille korral Fy(A)=Fx(A)
véljasta reegel {Uj}&A, i=0,...,t
Fyi(A) < 0
Samma3. IF pole piisavalt vabu faktoreid véljavotu tegemiseks THEN
IF t=0 THEN GOTO Ldpp
t:=t-1, GOTO Samm3
Samm4. Valida kasutamata faktor U;
Fyi(A) <0
t:=t+1; teha valjavott objektidest, mis sisaldavad faktorit U;
GOTO Samm1
LBpp. Reeglisisteem on leitud

Tegemist on siigavuti otsinguga, algoritm teeb jarjestikuseid valjavotte valitud faktorite jargi. Igal tasemel
tehakse kdigepealt kindlaks reeglid, mis sellelt tasemelt tulevad (Samm2), ja seejarel Ukshaaval faktorid,
millede jargi tehakse valjav6tud (Samm4).

Kasutatakse kaht sagedustabelit: X; (valjavdtu kbik objektid) jaoks Fx; ja Yt (need valjav6tu objektid,
mis kuuluvad Y-sse) jaoks Fy;. Kui mdne faktori sagedus on vdrdne mdlemas tabelis, siis see faktor
I6petab reegli, mis sisaldab ka kdiki eelmiste véljavéttude aluseks olevaid faktoreid.

Valjavdtu tegemiseks kasutatavad faktorid valitakse sageduste jargi, esmalt maksimaalse sageduse
jargi Fy-s, ja kui neid faktoreid on rohkem kui Uks, siis vaiksema sageduse jargi Fx-s. Kui (jooksvas
véaljavbtus) on ,vabu” (kasutamata) vaartusi (mida naitab nullist suurem sagedus Fy-s) vaid Uhel
tunnusel, siis pole métet teha jargmist valjavottu, sest selles véljavétus poleks vabu faktoreid, mille abil
eristada eri klassidesse kuuluvaid objekte. Kui vabu faktoreid tldse pole (st pole nullist suuremaid
sagedusi), siis mdistagi pole vdimalik valjavdttu teha. Mdlemal juhul tagurdab algoritm eelmisele
tasemele (Samm3).

Iga faktori, mida on kasutatud kas reegli I6petamiseks (Samm?2) vdi valjavotu tegemiseks (Samm4),
sagedus nullitakse jooksva taseme Fy-s. Iga Fy (v.a algtasemel) parib kdik eelmise taseme nullid
(kutsume seda ,nullide alla toomiseks®) (Samm1). Need nullimistehnikad hoiavad &ra palju liigseid
véljavotte ja reegleid, kaotamata samas DRH jaoks vajalikke reegleid.

Erinevused varreldes esimese I8ikuvate reeglite algoritmiga:
o Objektide kaetust (Fc abil) ei jalgita;
o Parast reegli leidmist ei tagurdata algtasemele
o Kasutatakse elimineerimistehnikat ,nullide alla toomine®
e Vastuolusid ei tuvastata

Algoritm on avaldatud artiklis (Kuusik & Lind 2011). Algoritmi laiendades on vdimalik leida reeglid kdigi
klasside jaoks (Kuusik & Lind 2012).

70



Naide

Naites kasutame jélle Quinlani andmeid (1984) kodeeritud kujul:

No o pwNpe|Z
[EEN
N
w
D

P P NNMNDNEPDN
W W wNWPRF P

N R NR R R
P P NR NN R R

©

2 1 2

Koodide tdhendused on esitatud lehekiiljel 66.
Olgu X X(8,3), Xjj=1,...,3ja Y=4.2 {Yj: 3,4,6} (s.0 Class.+). Leiame esialgsed sagedustabelid Fx ja
Fy (Samml):

Fx0| Kj\j | 1 2 3 || Fyol Kj\j | 1 2 3
1 3 3 5 1 1 0 3
2 5 1 3 2 2 1 0
3 0 4 0 3 0 2 0

Samm2: Faktori 2.2 (Hair.red) sagedused tabelites Fx ja Fy on vBrdsed, mis tdhendab, et kdik objektid,
milles on faktor 2.2, kuuluvad klassi Y. Siit saame reegli R1: 2.2=1 (Hair.red). Sagedus (parast
vBrdusmarki) naitab, et reegel katab Uihe objekti (nimelt objekti 4). Faktori 2.2 sagedus Fy-s nullitakse,
et edaspidi selle faktori jargi valjavéttu mitte teha. Sagedustabelite seis on niid selline:

Fx0|Kj\j|1 2 3||Fy0|Kj\j|1 2 3

1 3 3 5 1 1 0 3
2 5 0 3 2 2 0 0
3 0 4 0 3 0 2 0

Sammd4: Jargmiseks tuleb valida faktor, mille alusel teha véljavétt. Valime faktori 3.1 (Eyes.blue), millel
on suurim sagedus Fy-s. Valjavott (s.0 X-i alamtabel) 3.1 jargi:

inj|l 1 2 3 a4

1. 2 1 1 1
2. 1 1 1 1
3. 2 3 1 2
4, 2 2 1 2
6. 1 3 1 2

ja sellele vastavad sagedused (Samml):

Fxi | Kj\j ‘ 1 2 3 || Fy1| Kj\j ‘ 1 2 3
1 2 2 5 1 1 0 3
2 3 0 0 2 2 0 0
3 0 2 0 3 0 2 0

Samml: Iga Y-le vastav sagedustabel (Fy) parib kéik eelmise taseme nullid (,nullide alla toomine®), et
véltida korduvaid véaljavétte ja liilaseid reegleid. Seepéarast asendatakse faktori 2.2 tegelik sagedus (=1)
nulliga. Kui me seda ei teeks, saaksime reegli 3.1&2.2=1, mis on juba leitud reegli 2.2=1 alamreegliks.
Samm2: Sellest véljavbtust saame reegli R2: 3.1&2.3=2 (Eyes.blue & Hair.blond). Nullime faktori 2.3
sagedused.

Samm3: Nuid on olukord selline, et kdik nullist suuremad sagedused Fy-s — 1.1 ja 1.2 — asuvad
samas veerus. Ukskdik kumma jargi teeksime véljavétu, ei saa me sellest reeglit leida, sest pole rohkem
tunnuseid, mille jargi (jargmisel tasemel) klasse eristada. Seetdttu tagurdame eelmisele tasemele (antud
juhul on selleks algtase). Sagedustabelid algtasemel:
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Fx0| Kj\j | 1 2 3 “ Fyol Kj\j | 1 2 3
1 3 3 0 1 1 0 o0
2 5 0 3 2 2 0 o0
3 0 4 0 3 0 2 0

Selle taseme sagedustabelis Fy on juba 2 sagedust nullitud: 2.2 siis, kui leidsime selle jargi reegli, ja
3.1 seetdttu, et tegime selle alusel valjavotu. Nuld on Fy-s kaks maksimaalse sagedusega (=2) faktorit:
1.2 ja 2.3. Et nende sagedused Fx-s on erinevad, valime faktori 2.3, mille sagedus Fx-s on vaiksem.
Véljavott 2.3 jargi ja sellele vastavad sagedused:

inj| 1 2 3 4

3./l2 3 1 2

512 3 2 1

6. | 1 3 1 2

711 3 2 1

P | KVi| 1 2 3 JFy | K| L 2 3
1 2 0 0 1 1 0 o0
2 2 0 2 2 1 0 o0
3 0o 4 0 3 o 2 0

Seekord pole Fx- ja Fy-s vBrdseid sagedusi (ja seega ka reegleid). Kdik kasutatavad (mitte nullised)
sagedused Fy-s on jallegi samal tunnusel (1.1 ja 1.2), seetdttu pole mdtet teha valjavéttu neist kummagi
jargi. Algoritm tagurdab jélle algtasemele tagasi, kus samuti on k8ik mitte nullised sagedused (Fy-s)
samas veerus:

Fx0| Kj\j | 1 2 “ Fyo Kj\j | 1 2 3
1 3 3 0 1 1 0 0
2 5 0 3 2 2 0 o0
3 0 0 0 3 0 0 o0

Siinkohal 18petab algoritm t60.
ToO0 kaigus leiti 2 reeglit:

e RI1:2.2=1 (Hair.red—Class.+)
e R2:3.1&2.3=2 (Eyes.blue & Hair.blond—Class.+)

Kasutatud naite korral me liigseid reegleid ei leidnud. Pikem naide, mille korral leitakse ka liiaseid
reegleid, on toodud artiklis (Kuusik & Lind 2011).

15 Nullfaktorite probleem

Nullfaktoriteks nimetatakse faktoreid, mille panus tapsusse on null st nende lisamine v6i eemaldamine
ei muuda reegli tapsust. Nullfaktorid reegli vasakus pooles teevad reegli pikemaks kui minimaalselt
voimalik ja vBivad ka suurendada reeglite arvu.

Kahjuks ei saa nullfaktorit tuvastada n-0 kaigu pealt, leides reeglisse lisatava faktori panuse
tapsusse lisamise hetkel ja kasutades vaid positiivseid faktoreid (positiivse panusega faktoreid). Nimelt
vOib juhtuda, et faktor, mis oli positiivne lisamise hetkel, pole seda enam pérast jargmiste faktorite
lisamist reeglisse. Toome néite (tuttavate andmete peal):

o Eyes.blue — Class.+ (A=3/5)
o Eyes.blue&Height.tall - Class.+ (A=2/3) AA(Height.tall) = 2/3-3/5 = 1/15 >0
o Eyes.blue&Height.tall&Hair.blond — Class.+ (A=1) AA(Hair.blond) = 1-2/3=1/3 >0

Molemad reeglisse lisatavad faktorid — Height.tall ja Hair.blond — on positiivsed lisamise hetkel. Sellele
vaatamata osutub, et I8plikus reeglis (Eyes.blue&Height.tall&Hair.blond—Class.+) on Height.tall
nullfaktor (ja seega liigne) — reegel on tépne ka ilma selle faktorita:

e Eyes.blue&Hair.blond — Class.+ (A=1)
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Seega ei saa me lisatava faktori positiivsust 16plikus reeglis kindlaks teha faktori panuse (t&psusse) jargi
lisamise hetkel. Selline tdhelepanek kehtib nii aditiivsete kui mitte-aditiivsete reeglisiisteemide korral.

Seda probleemi on kajastatud artiklis (Lind & Kuusik 2008b).

15.1 Nullfaktorite tatbid
Nagu juba 6eldud, otsime reegleid, mis ei sisaldaks nullfaktoreid.

Nullfaktoreid on kaht tiupi.
1. Nullfaktorid, mille panus taielikkusse on null (AC=0) — ei muuda reegli poolt kaetavate objektide
hulka ja seega ka reegli sagedust (mis naitab kaetud objektide arvu) ning
2. Nullfaktorid, mille panus taielikkusse on negatiivne (AC<0) — vahendavad reegli sagedust
(kaetud objektide arvu).
Esimesi nimetame null-nullfaktoriteks ja teisi null-negatiivseteks faktoriteks.
Naiteks reeglis

e Height.tall&Hair.red — Class.+ (A=1, C = 1/3)
on Height.tall null-nullfaktor, sest reegel

e Hair.red —» Class.+ (A=1, C=1/3)

katab tapselt samasid objekte ning on sama tapne ja sama téielik — seega AA=0 ja AC=0.
Reeglis

e Height.tall&Hair.blond&Eyes.blue — Class.+ (A=1, C = 1/3)

on Height.tall null-negatiivne faktor, sest reegel
e Hair.blond&Eyes.blue — Class.+ (A=1, C = 2/3)

on kull sama tapne (AA=0), kuid katab rohkem objekte: AC=1/3-2/3=-1/3.
Nullfaktorite tlilibid on kajastatud artiklis (Lind & Kuusik 2016).

16 DA reeglite seosed suletud hulkade ja generaatoritega

Siinkohal esitame teoreetilise vaate, millele tugineb meie kasitlus mitte-liiaste (null-faktori vabade)
reeglite leidmisel. Selleks defineerime mdned sagedaste elemendihulkade leidmise (frequent itemset
mining) valdkonna mdisted, eesmargiga kasutada neid mitte-lilaste reeglite defineerimiseks.

Sagedaste elemendihulkade leidmisel on elemendiks binaarne tunnus, mis kas esineb vdi ei esine
transaktsioonis (andmebaasi kirjes). Naiteks ostukorvi andmebaasis on elementideks ostetud kaubad.
Laiendades elemendi mdistet rohkemate vaartustega tunnustele, on elemendiks tunnus koos
konkreetse vaartusega selle tunnuse vdimalike vaartuste hulgast. Kui ostukorvi andmetes on meil nt
»Sokolaad”, siis siinkohal vdib olla kas ,must Sokolaad*® véi ,valge Sokolaad* (st tunnus ,Sokolaad” emma-
kumma, s.o teineteist valistava vaartusega). Selline element vastab DA faktorile.

Suletud (elemendi)hulk (closed (item)set) on objektide hulga Uhiste elementide maksimaalne
hulk (Pasquier et al 1998), millel ei ole sagedusega llemhulka (Zaki & Hsiao 2002). Mistahes elemendi
lisamine suletud hulgale vahendab selle katet ja sagedust. Nt Quinlani tabelis (Ik 66) on Giheks suletud
hulgaks Hair.blond&Eyes.blue&Class.+ sagedusega 2. Lisades sellesse hulka kas Height.short voi
Height.tall, muutub hulga sagedus ja saadud elemendihulk pole enam seesama suletud hulk.

Elemendihulga sulundiks (closure) on vaikseim suletud hulk, mis seda elemendihulka sisaldab
(Bastide et al. 2000b), st elemendihulga suurim sama sagedusega uUlemhulk. Naiteks, hulga Hair.red
(sagedusega 1) sulundiks on Height.tall&Hair.red&Eyes.blue& Class.+ (sagedusega 1). Suletud hulga
sulundiks on seesama suletud hulk.

Suletud hulga (minimaalne) generaator on elemendihulk, millel on sama sulund ja puuduvad sama
sulundiga alamhulgad (Bastide et al. 2000a). Mistahes elemendi eemaldamine minimaalsest
generaatorist suurendab hulga katet ja sagedust. Naiteks, Hair.blond&Eyes.blue (sagedusega 2) on
suletud hulga Hair.blond&Eyes.blue&Class.+ (sagedusega 2) generaatoriks. Kui eemaldaksime
generaatorist kas Hair.blond vdi Eyes.blue, saaksime suurema sageduse ja erineva sulundiga
elemendihulga.

Suletud hulgal v8ib olla rohkem kui Uks minimaalne generaator. Naiteks, suletud hulgal
Hair.blond&Eyes.blue&Class.+ on kaks (minimaalset) generaatorit: Hair.blond&Eyes.blue ja
Hair.blond&Class.+.
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Elemendihulk (nt suletud hulk vi generaator) on sagedane, kui selle sagedus on suurem voi vrdne
etteantud lavega. Kui sageduslavi on 2, siis Height.tall&Hair.red&Eyes.blue&Class.+ ja selle
generaatorid (sagedusega 1) on mittesagedased (infrequent); Hair.blond&Eyes.blue&Class.+ ja selle
generaatorid (sagedusega 2) on aga sagedased.

Niud saame naidata meie kasitluse reeglite seoseid tutvustatud moistetega.

Suletud hulk on objektihulga Uhiste elementide maksimaalne hulk ja generaator on uhiste
elementide minimaalne hulk. Suletud hulga ja generaatori vahele jaavad sellised elemendid, mille
lisamine v6i eemaldamine ei muuda katet (kaetud objektide hulka) ja (elemendihulga) sagedust. Sellised
elemendid sarnanevad DA null-nullfaktoritega, mis ei muuda DA reegli tApsust ega taielikkust. (Suletud
hulkade puhul klassikuuluvust tavaliselt ei jalgita.) Jarelikult, null-nullfaktoritest hoidumiseks peab reegli
vasak pool olema minimaalne generaator.

Minimaalsed generaatorid ei sisalda null-nullfaktoreid, kuid v@ivad sisaldada null-negatiivseid
faktoreid. Naiteks, generator Height.tall&Hair.blond&Eyes.blue determineerib klassi Class.+
(Height.tall&Hair.blond&Eyes.blue—Class.+), kuid Height.tall on null-negatiivhe faktor, sest
Hair.blond&Eyes.blue on piisav Class.+ determineerimiseks (Hair.blond&Eyes.blue—Class.+).
Height.tall véhendab reegli taielikkust 1/3 vdrra (2/3-It 1/3-le). Seega, kui generaator annab reegli
(generaator—klass), siis reeglid, mille vasakul poolel on selle generaatori Glemgeneraatorid, sisaldavad
null-negatiivseid faktoreid ja on liigsed.

Niisiis, klassi tuvastamiseks vajame selliseid generaatoreid, mis maéaravad klassi ja millel pole samal
ajal Uhtki alamhulka, mis maaraks klassi.

Seda teemat on kajastatud artiklis (Lind & Kuusik 2016).

17 Nullfaktorivaba determinatsioonanallits

Minimaalsetest generaatoritest, mis maaravad klassi, saame moodustada reeglid minimaalne-
generaator—klass (IF minimaalne-generaator THEN klass). Sel juhul saame reeglid, mille vasak pool
on vaba nullfaktoritest, seetdttu nimetame oma lahenemist nullfaktorivabaks determinatsioon-
anallusiks.

Siinjuures on oluline teada alljargnevat:

1) Null-nullfaktorid, mis tuleb reegli vasakust poolest vélja jatta, saame viia reegli paremale poolele
— jareldusse:
minimaalne-generaator—nullfaktorid (IF minimaalne-generaator THEN nullfaktorid). Sel viisil
kasutatuna naitavad need nullfaktorid kaasnemist teiste faktoritega. Naiteks, Height.tall&Hair.red
sisaldab null-nullfaktorit Height.tall. Viies selle faktori vasakult poolelt paremale, saame tapse reegli
Hair.red—Height.tall:

A(Hair.red—Height.tall) = n(Hair.red&Height.tall) / n(Hair.red) = 1/1 =1.

See reegel ltleb: kellel on punased juuksed, see on ka pikka kasvu (muidugi, nii vaikese
sagedusega reegel nagu siin, ei ole kuigi veenev). Tegemist on tapse assotsiatsioonireegliga.

2) Hairred korral on veel faktoreid, mida saame viia reegli paremale poolele:
Hair.red—Height.tall& Eyes.blue&Class.+. Siit paistab vélja, et klassi (Class.+) saame kindlaks teha
samamoodi kui teised null-nullfaktorid. Erinevus on selles, et klassitunnust ei panda kunagi reegli
vasakule poolele, samas kui tlejdanud tunnused vdivad esineda emmal-kummal poolel.

3) Null-negatiivseid faktoreid ei saa vasakult paremale viia! Tapse reegli vasakuks pooleks olev
Height.short&Hair.blond&Eyes.blue sisaldab null-negatiivset faktorit Height.short. Kui viime selle faktori
reegli paremale poolele, saame uue reegli Hair.blond&Eyes.blue —Height.short, mis pole tapne:

A = n(Hair.blond&Eyes.blue&Height.short) / n(Hair.blond&Eyes.blue) = 1/2.

Edaspidi moétleme ,nullfaktori® all null-nullfaktorit.

4) Lisaks sellele, et reegli paremal poolel véib olla klass v&i nullfaktor, saame leida ka reegleid,
mille paremal poolel on eitus. Eitav reegel naitab, milliseid faktoreid ei sisaldu nendes objektides, mida
reegli vasak pool katab. Selliseid faktoreid nimetame valistatud faktoriteks. Eitav reegel on kujul:
minimaalne-generaator—>NOT vélistatud-faktor (IF minimaalne-generaator THEN NOT vélistatud-
faktor). Naiteks, Eyes.brown—NOT Hair.red. Kui vélistatud faktoreid on rohkem kui Uks (sama
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generaatori korral), siis eitatakse neid Gkshaaval: (NOT vélistatud-faktorl) AND (NOT vélistatud-faktor2)
[AND ...].

Vélistatud faktoreid leitakse ainult nendest tunnustest, mis ei esine sama reegli Uheski teises
faktoris. Kui meil oleks reegel Hair.red—Eyes.blue, siis ei tekitataks reeglit Hair.red—>NOT Eyes.brown
(ja Hair.red—>NOT Eyes.green — juhul, kui (andmetes) esineks ka roheliste silmadega isikuid), sest
saame selletagi jareldada, et punaste juustega isikutel ei ole pruunid (ega rohelised) silmad, kuna nende
silmad on sinised.

Sama reegli vélistatud faktorite hulgas v8ib olla mitu samal tunnusel baseeruvat faktorit (samas kui
eitamata faktorite korral reegli paremal poolel saab iga tunnus osaleda vaid Uhe véaéartusega). Meie véaike
tabel ei sisalda sobivat naidet. Seepéarast oletame, et vdimalikke silmavérve on neli: sinine (blue), pruun
(brown), roheline (green) ja hall (grey). Sellisel juhul on vdimalik, et punaste juustega (Hair.red) isikute
silmad on kas sinised v&i hallid. Niisugusel juhul moodustataks eitavad reeglid Ulejaanud silmavarvide
kohta: Hair.red — NOT Eyes.brown AND NOT Eyes.green. Kui tunnusel on alla kolme erineva véimaliku
vaartuse, siis ei saa see tunnus esineda valistatud faktorite hulgas.

Kokkuvdtvalt, nullfaktorivaba determinatsioonanaltits leiab kolme sorti reegleid, millede vasakul poolel
on minimaalne generaator:
1. Klassifikatsioonireegel:
minimaalne-generaator—klass (IF minimaalne-generaator THEN klass)
2. (positiivne) assotsiatsioonireegel:
minimaalne-generaator—nullfaktorid (IF minimaalne-generaator THEN nullfaktorid)
3. Negatiivne assotsiatsioonireegel:
minimaalne-generaator—NOT valistatud-faktor
(IF minimaalne-generaator THEN NOT vaélistatud-faktor)

Sama generaatori korral véime kdik kolm tldpi ihendada:
minimaalne-generaator—klass [AND nullfaktor(id)] [AND NOT valistatud-faktor(id)]

kusjuures nullfaktorid ihendatakse konjunktsiooniga (AND) ning valistatud faktorid eitatakse tikshaaval
enne nende Uhendamist konjunktsiooniga: (NOT valistatud-faktorl) AND (NOT valistatud-faktor2) [AND

.l

Nullfaktorivaba determinatsioonanallsi kasitleme osaliselt t66s (Lind & Kuusik 2016), mis kajastab
kaht esimest reeglitilpi (kolmest). Kdik kolm reeglitlilipi on kajastatud Liisa JOgiste magistritéos (2014).

Algoritm

Jargnev algoritm nullfaktorivabade reeglite leidmiseks moodustab kdiki kolme tltpi reegleid. Algoritm
pdhineb generaatorite leidmisel. Iga generaatori puhul on v8imalik kindlaks teha selle erinevus oma
suletud hulgast s.o null-nullfaktorid, sh klass (kui on) ning leida vélistatud faktorid (tunnustest, mis ei
osale selles suletud hulgas). Kdigi vajalike generaatorite leidmine on garanteeritud. Nende
soovimatutest Ulemgeneraatoritest (mis sisaldavad nullfaktoreid) suudetakse enamikku valtida,
Ulejaanud eemaldatakse tulemuse kompresseerimisega (parast p&hialgoritmi).

Minimaalsete generaatorite llemgeneraatorid loetakse liigseteks ainult klassifikatsioonireeglite
korral (esimene reeglittitip). Nii positiivsete kui negatiivsete assotsiatsioonireeglite (tttbid 2 ja 3) korral
madrab reeglite sligavuse sageduslavi (minimaalne lubatud sagedus). Samuti ei minda stigavamale
parast klassifikatsioonireegli leidmist (kui ka sageduslavi lubaks seda). Naiteks, kui on leitud reegel
Eyes.brown—Class.—(AND NOT Hair.red), siis enam ei uurita, kas Eyes.brown Ulemgeneraatorite
(Eyes.brown&Hair.dark, Eyes.brown&Hair.blond, Eyes.brown& Height.tall, Eyes.brown&Height.short)
jaoks leidub nullfaktoreid ja/véi valistatud faktoreid. Tegelikult leiduvad nt Eyes.brown&Hair.dark jaoks
nullfaktorid Height.tall ja Class.— st Eyes.brown&Hair.dark— Height.tall&Class.—.

Tegemist on sligavuti otsingu algoritmiga, mis teeb jarjestikuseid véljavotte kindlate faktorite jargi.
Tippude sagedused vahenevad suunaga juurest lehtede poole. Iga véljavdtt on maaratletud
generaatoriga. lga generaator leitakse vaid ks kord.

Algoritm kasutab sagedustabeleid, mis naitavad iga tunnuse kohta selle iga vBimaliku vaartuse
esinemissagedust (selles objektihulgas, mille kohta sagedustabel leitud on).

Sagedused (sagedustabelis) saavad olla voérdsed voi vaiksemad kui jooksev ,juhtsagedus”
(objektide arv jooksvas valjavotus). Vordne sagedus néitab, et kbik valjavotu objektid sisaldavad seda
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faktorit. lga tunnuse kohta saab olla Uks juhtsagedusega vordne sagedus, sel juhul on selle tunnuse
Ulejaédnud (vaartuste) sagedused nullid. Niisuguse sagedusega faktorid on null-nullfaktorid (antud
véaljavotus).

Klassi kindlaks tegemine on analoogiline. Kui klassitunnuse Uhe vaartuse sagedus on vordne
juhtsagedusega (ja kdik teised on nullid), siis kuuluvad kdik valjavdtu objektid sellesse klassi.

Lisaks klassile ja nullfaktoritele saab leida ka valistatud faktorid. Valistatud faktor on selline faktor,
mida ei esine antud valjavétu objektidel, kuid esineb algtabelis. Arvestatakse vaid neid tunnuseid, mis
ei osale generaatoris ega nullfaktorites (s.o suletud hulgas).

Et &ra hoida jooksva klassifikatsioonireegli alamreeglite (generaatori Ulemgeneraatorite) leidmine,
tagurdab algoritm parast klassi kindlaks tegemist. Ara hoida saab vaid neid alamreegleid
(Ulemgeneraatoreid), mida pole veel leitud.

Kui klassi ei tuvastatud (véljavbtu objektid kuuluvad erinevatesse klassidesse), siis saame
kontrollida, kas antud harust on v8imalik veel mdnda klassifikatsioonireeglit saada. See on vdimalik
juhul, kui vdhemalt Uhe klassi sagedus on suurem vdi vBrdne sageduslavega. Vastasel korral v6ib
algoritm (soovi korral) tagurdada.

Kui tagurdada pole vaja, valitakse sageduse alusel (sagedustabelist) jargmine faktor generaatorisse
(reegli vasakusse poolde) lisamiseks. Selle faktori sagedus peab olema véiksem jooksva valjavétu
sagedusest ja suurem vOi vBrdne sageduslavega. Esimene tingimus vélistab (antud véaljavétu) null-
nullfaktorite valimise, teine aga on tavaline sagedaste hulkade ja reeglite leidmisel. Et leida ainult
minimaalseid generaatoreid (mitte neid, mis jddvad minimaalse generaatori ja suletud hulga vahele),
valitakse minimaalne sobiv sagedus. Kui neid on rohkem kui ks, siis lihtsalt Uks neist. Valitud faktor
koos (samas harus) eelnevalt valitud faktoritega moodustab generaatori ja maaratleb (jooksvast)
kitsama objektide hulga.

Et ara hoida varem leitud generaatorite korduv leidmine, nullitakse valitud faktori (,juhtfaktori”)
sagedus sagedustabelis. Enne uue juhtfaktori leidmist ,tuuakse need nullid alla” eelmise taseme
sagedustabelist jooksva taseme sagedustabelisse (v.a algtasemele).

Pseudokoodis kasutame jargmisi tahistusi:

Xo — esialgne andmetabel (objekte*tunnuseid);

algFT — esialgne sagedustabel (vaartusi*tunnuseid);

tarv — tunnuste arv (ilma klassita);

klass — klassitunnus;

t — rekursiooni tase (stigavus);

Xt — objektide hulk (valjavétt) tasemel t;

FT; — hulga X; sagedustabel,

\% — ,juhtsagedus” st valjav6tu sagedus;

geny — generaator tasemel t;

klassita — tdevaartus, kas gen; jaoks on klass tuvastamata;
kl_pot — tdevaartus, kas on vdimalus leida klassireegleid jargnevatest valjavottudest;
gklass  — gen; klassivaartus;

nf; — nullfaktorid (gen; suhtes);

vf — vélistatud faktorid (gen;unf; suhtes);

piir — sageduslavi (minimaalne lubatud sagedus);

faktorid on esitatud kujul vaartustynnus:
omistused on tahistatud ,<"-ga (,=" on vordluste jaoks).

Algoritm minimaalsete generaatorite leidmiseks koos klassi, nullfaktorite ja vélistatud
faktoritega

Antud: Xg , piir >0

Al. t«-0 ; geng«{} ; nfo<{}

A2. leida FTq

A3.  algFT«FTy

Ad. FOR EACH faktor hs-4
A5, FTo[hf]<0

tarv€FTo sagedusega V=min FTg[hg>piir DO

.....
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AG. tee_valjavott(t+1; hg; V)
NEXT
Algoritmi 16pp
PROCEDURE tee_valjavott(t; hs; V)
B1. gen<—geng.1Uhg
B2. nfi—nfiq ; vi<{} ; gklass<-0 ; klassita<true ; kl_pot«false
B3. eraldada alamtabel XicX.1 nii et X={XjjeXt.1 | X.f=hg}
B4. leida FT;
B5. IF leidub vaartus Kklv nii et FT{klvyjass]=V THEN

B6. gklass<Klv ; klassita<false
B7. ELSEIF leidub vaartus klv nii et FT{Kklvyass]=piir THEN
B8. kl_pot«true

ENDIF
B9. FOR EACH vaba positsioon p (pe1,...,tarv) IN gen; DO
B10. IF leidub vaartus h nii et FT{hp]=V THEN
B11. nfee—nfyohp
B12. ELSE
B13. FOR EACH (tunnuse p) vaartus v DO
B14. IF FTi{vpy]= 0 THEN
B15. IF algFT [vg]> 0 THEN
B16. vievfovy

ENDIF
ENDIF
NEXT
ENDIF
NEXT

B17. véljastada gen, nf;, gklass, vf, V
B18. IF V>piir AND klassita AND kl_pot THEN

B19. nullid_alla(t)
B20. FOR EACH hy=1, . tarveFTt sagedusega V2=min FT[h]>piir and V2<V DO
B21. FT{hy]<0
B22. tee_valjavétt(t+1; hy; V2)
NEXT
ENDIF

END PROCEDURE

PROCEDURE nullid_alla(t)
Cl. FOR EACH faktor hy=1 . . tarveFTt Sagedusega >0 DO

c2. IF FTy.1[h,]=0 THEN FT{h,]«-0

NEXT
END PROCEDURE

Antud on esialgne andmetabel X0 ja sageduslavi piir. Kdigepealt algvaartustatakse rekursiooni tase t,
tihi generaator genO ja nullfaktorite tihi hulk nfO (samm Al). Jargmiseks leitakse X0-i sagedustabel
FTO (A2) ja see algseis salvestatakse tabelisse algFT (A3). Sammul A4 valitakse (sageduste kasvavas
jarjestuses) iga sobiva sagedusega (>piir) faktor juhtfaktoriks (et lisada see generaatorisse). Juhtfaktori
hf sagedus nullitakse sagedustabelis FTO (A5) ja tehakse valjavott hf jargi (A6).

Peaprogramm teeb vdljavotte algtabelist, kdik siigavamad véljavdtud tehakse protseduuris
tee_valjavdtt. Protseduur alustab jooksva generaatori gen; vaartustamisega (B1) ning nullfaktorite
hulga nf;, vélistatud faktorite hulga vf, generaatorile vastava klassi gklass, indikaatori klassita (mis
naitab, kas generaatorile on klass veel leidmata) ja indikaatori kl_pot (mis néitab, kas edasistest
valjavettudest saab tulla klassifikatsioonireegleid) algvaartustamisega (B2). Jargnevalt eraldatakse
juhtfaktori h¢ jargi objektide alamhulk X; (B3) ja leitakse sellele vastav sagedustabel FT; (B4).
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Sammul B5 kontrollitakse, kas klassitunnusel klass leidub selline vaartus klv, mille sagedus on
vOrdne juhtsagedusega V. Kui leidub, siis generaator gen; maarab klassi ning sammul B6
vaartustatakse sobivalt generaatorile vastav klass gklass ja indikaator klassita. Vastasel korral tehakse
kindlaks, kas leidub vahemalt Uks klassivaartus sagedusega >piir (B7). Sellisel juhul on potentsiaali
leida jargnevatest valjavttudest klassireegleid ning vastavalt sellele vaartustatakse indikaator kl_pot
(B8).

Sammul B9 labitakse kdik jooksva generaatori gen; (kui vektori) tihjad positsioonid (tunnused ilma
vaartuseta) ja sammul B10 otsitakse neile vaartust sagedusega V. Kui selline vaartus leidub, on
tegemist null-nullfaktoriga (gen; suhtes) ja see faktor lisatakse nullfaktorite hulka nf; (B11).

Juhul, kui positsiooni p jaoks pole sellise sagedusega vaartust (B12), otsime vaartust, mille sagedus
oleks null (B13-B14). Neid v8ib esineda rohkem kui Uks. Kui selline element (mille sagedus esialgses
sagedustabelis algFT ei ole null) eksisteerib, siis on see valistatud faktor ja lisatakse véalistatud faktorite
hulka vf (B16).

Sammul B17 véljastatakse generaator koos sageduse, vdimalike nullfaktorite, valistatud faktorite ja
klassiga. Siinkohal saab rakendada erinevaid tingimusi otsustamaks, kas jooksev generaator véljastada
vOBi mitte — see on vdimalus jatta kbrvale generaatorid, millel pole klassi ja/v6i nullfaktoreid (v8i antud
tasemel uusi nullfaktoreid). Kui nf; pole tihi, saame reegli gen;—nf;. Kui klass on tuvastatud, saame
reegli gen— gklass. Kui vf pole tiihi, saame reegli(d) gen;—NOT vf.

Samm B18 kotrollib, kas on mdtet teha jargmist valjavottu. Kui sagedus V on suurem kui lavi piir,
siis eksisteerib v6imalus leida sagedus, mis on <V ja >piir. Kui klassi pole leitud (klassita=true), kuid
on lootust seda leida jargnevatest valjavottudest (kl_pot=true) pikemate generaatoritega, siis véime
jatkata. Vajadusel saab need kaks viimast tingimust ara jatta.

Kui see kontroll (sammul B18) annab positiivse tulemuse, toome eelmise taseme sagedustabelist
»nullid alla“ (B19). Protseduur nullid_alla labib jooksva sagedustabeli ja iga nulliga mitte vdrduva faktori
korral (C1) kontrollib selle faktori sagedust eelmisel tasemel (C2). Kui viimane on null, saab see faktor
nullise sageduse ka jooksval tasemel (C2).

Samm B20 labib sageduste kasvavas jarjestuses kdik faktorid, mis sobivad véljavdtu tegemiseks —
need, mille sagedus V2 on vaiksem kui juhtsagedus V (et valtida null-nullfaktorite lisamine
generaatorisse) ja suurem vai vdrdne lavega piir. Valitud faktori hs sagedus nullitakse (B21) ja tehakse

rekursiivne péérdumine protseduuri tee_valjavdtt poole (uue juhtfaktori hs ja selle sageduse V2-ga).

Markus valistatud faktorite kohta. Uldiselt paranduvad vélistatud faktorid ulemiselt tasemelt
alumistele (nagu klass ja teised null-nullfaktorid). Siiski on kaks p&hjust, miks me koodis ei algvaartusta
muutujat vf sama muutuja vaartusega eelmiselt tasemelt (nagu me teeme nullfaktorite hulgaga nf).
Esiteks, kui vélistatud faktorite hulgas esinev tunnus liigub suletud hulga koosseisu, ei loe me seda
enam valistatud faktoriks. Teiseks, tunnusel vdib olla rohkem kui Uks vélistatud faktor ja nende arv véib
suureneda igal siigavamal tasemel, seetbttu peame selle tunnuse vaartusi niikuinii kontrollima.

Parast peaprogrammi toimub leitud klassifikatsioonireeglite kompresseerimine. DRH-kompressioon
sobib vaid reeglitele, millel on Ghesugune parem pool. Seepéarast me assotsiatsioonireegleid (mille
paremal poolel on nullfaktorid v6i valistatud faktorid) ei kompresseeri.
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Naide
Seekord kasutame pisut suuremat andmetabelit (Quinlan 1986), et kbikvGimalikke tekkivaid olukordi
algoritmi t66s avada. Originaalandmete kodeering on jargmine:

Tunnus | Outlook Temperature Humidity Windy Class
Kood | Ou Te Hu Wi Cl

1 sunny cool high true P

2 overcast  mild normal false N

3 rain hot

Kodeeritud algandmed:
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14 objekti on kirjeldatud 4 tunnusega ja jagatud kahte klassi.
Demonstreerime algoritmi t66d, vottes sageduslaveks 2. Naites me ei demonstreeri algoritmi t66d
algusest I6puni (kdikide reeglite leidmiseni), vaid piirdume kahe esimese valjavétuga algtasemelt.

Kdigepealt leiame esialgse sagedustabeli:

FTO‘ Ou Te Hu Wi | Cl
1 5 4 7 6 9
2 |40 6 7 8 5
3 5 4 0 0 0

Siit valime esimese minimaalse sobiva sagedusega (>lavi) faktori: Ou.2=4 (s.o tunnus Ou vaartusega
2, mille sagedus on 4). Nullime selle faktori sageduse FTg-s (mida tahistab ,—0"). Teeme valjavétu Ou.2
jargi:

Gl 2 =4
obj | Ou Te Hu Wi Cl
3. 2 3 1 2 1
7. 2 1 2 1 1
12. 2 2 1 1 1
13. 2 3 2 2 1

Esimesel real on naidatud generaator Ou.2 (tdhistusega G1) ja paremal sagedus (4). Jargmiseks leiame
valjavGtule vastava sagedustabeli:

FT;| Ou Te Hu Wi | Cl

1 1 2 2 4
2 1 2 2 0
3 2 0 0 0



Generaatoris G1 on kolm tiihja positsiooni: tunnused Te, Hu ja Wi. Uhelgi neist kolmest tunnusest pole
sagedustabelis Uhegi vaartuse sagedus vordne juhtsagedusega (=4), seega pole G1 jaoks null-
nullfaktoreid. Pole ka vélistatud faktoreid, sest kdik nullid FT1-s on samades kohtades kui FTg-s (Hu.3
ja Wi.3) — selliseid faktoreid polegi (algandmetes). Klassitunnuse veerus on vaartuse 1 sageduseks 4
(ja teistel vaartustel nullid), seega méaéarab generaator G1 klassi (Ou.2—Cl.1). Pérast klassi leidmist
tagurdab algoritm eelmisele tasemele, et ara hoida leitud reegli alamreeglite (nt Ou.2&Te.3—Cl.1)
leidmine.

Valime sagedustabelist FTg jargmise (minimaalse sagedusega) juhttipu: Te.1=4. Valjavott Te.1 (G2)
jargi ja sellele vastav sagedustabel:

G2 1 =4

obj Ou Te Hu Wi Cl
5. 3 1 2 2 1
6. 3 1 2 1 2
7. 2 1 2 1 1
9. 1 1 2 2 1

FTq1
1 1 0 2 3
2 110 4 2 1
3 2-0 0 0 0

Seekord on generaatoris (G2) tihjad positsioonid tunnustel Ou, Hu ja Wi. Tunnusel Hu leidub vaartus,
mille sagedus on vBrdne juhtsagedusega: Hu.2=4. See faktor on generaatori G2 suhtes null-nullfaktor
ning siit saame reegli (Te.1—»>Hu.2). Sama tunnuse teisi vaartusi me valistatud faktoritena ei arvesta,
kuigi nende sagedused on nullid. Klassiveerus pole sagedust 4, seega G2 ei maara klassi.

Klassi ei leitud, juhtsagedus (=4) on suurem kui sageduslavi ja klassiveerus leidub lavest suurem
sagedus (Cl.1=3) — seega eksisteerib vGimalus leida klassifikatsioonireegel? (Cl.1 jaoks). T66 jatkub
,nullide alla toomisega” eelmise taseme sagedustabelist (FTy) jooksvale tasemele. Tasemel 0 on
nullitud faktori Ou.2 sagedus (mis naitab, et seda faktorit on kasutatud véljavétu tegemiseks), see null
kantakse niid jooksvasse sagedustabelisse FT;, (mida téhistab ,|0” vastavas lahtris), et dra hoida
voimalik edasine valjavétt selle faktori jargi.

Sagedustabelis FT; leiduvad mdéned ,sobivad” sagedused — vaiksemad kui juhtsagedus ja

suuremad vOi vordsed lavega (s.0 <4 ja > 2). Neist valitakse esimene (minimaalne) Ou.3=2, see
lisatakse generaatorisse ja tehakse valjavott selle faktori jargi. Jooksval tasemel selle faktori sagedus
nullitakse (,—0” FT1-s). Uus generaator on Te.1&0u.3=2 (G3). Sellele vastav véljavott ja sagedustabel:

G3 3 1 =2
obj Ou Te Hu Wi Cl
5. 3 1 2 2 1
6. 3 1 2 1 2
FT,
1 0 1 1
2 2 1 1
3 0 0 0

Sagedustabelist me ei leia klassi ega uusi null-nullfaktoreid (peale Hu.2, mis on périt eelmiselt tasemelt).
Saab véljastada reegli Te.1l&0Ou.3—Hu.2, mis on eelmisel tasemel leitud assotsiatsioonireegli
Te.1>Hu.2 alamreegliks. Kui sellist reeglit valjundisse ei soovita, tuleb jooksvat nullfaktorite hulka

vorrelda eelmise taseme omaga. Kui erinevusi pole, jatta valjastamata. (Algoritmi pseudokoodis pole
seda kontrolli kirjas, see vdiks sisalduda valjastusprotseduuris.)

2 Kui klasse on 2 ja sageduslavi=2, siis puudub tegelik vajadus sellise kontrolli jarele. Kui juhtsagedus on 2, tagurdab
programm (real B18) selle tdttu. Suurema juhtsageduse korral: kui klassi pole leitud (klassita=true), siis Uks
vaartustest on kindlasti > piir (kui V=3, vdivad klasside sagedused jaguneda 2+1; kui V=4, siis 3+1 vdi 2+2).
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Juhtsagedus on vdrdne lavega (=2) (ja seega ei saa olla Uihtki sagedust, mis oleks <2 ja >2), seetbttu
algoritm tagurdab.

Sagedustabelist FT, (G2) valitakse jargmine sobiv faktor: Wi.1=2. Valjavétt ja sagedustabel:

G4 1 1 =2
obj Ou Te Hu Wi Cl
6 3 1 2 1 2
7. 2 1 2 1 1
FT.
1 0 0 1
2 1 2 1
3 1 0 0

Leiame reegli ,paritud” nullfaktoriga: Te.1l&Wi.1—Hu.2. Jallegi v6ime kontrolli rakendamisel selle
véljastamata jatta. Seekord leidub ka valistatud faktor (Ou.1=0), mis annab reegli Te.1&Wi.1—->NOT
Ou.1. Algoritm tagurdab taas juhtsageduse t6ttu.

Jargmine valik sagedustabelist FT1 (G2) on Wi.2=2:

G5 1 2 =2
obj Ou Te Hu Wi Cl
5 3 1 2 2 1
9. 1 1 2 2 1
FT2
1 1 0 2
2 0 2 0
3 1 0 0

Seekord leiame lisaks paritud nullfaktorile nii klassi kui valistatud faktori: Te.1&Wi.2—Hu.2 AND CI.1
AND NOT Ou.2. Nulud on tagurdamiseks kaks p&hjust: leiti klass ja juhtsagedus on liiga vaike edasiste
valjavottude tegemiseks.

Eelmisel tasemel (G2) on kdik sobiva sagedusega faktorid (Ou.3=2, Wi.1=2, Wi.2=2) juba kasutatud.
Nullfaktor (Hu.2=4) ei sobi valjav6tu tegemiseks.

Algoritm tagurdab algtasemele:

FTo \ Ou Te Hu Wi | cl
1 5 450 7 6 9
2 |450 6 7 8 5
3 5 4 0 0 0

Siin on kaks faktorit ,nullitud” sagedustega (Ou.2 and Te.1). Edaspidise t66 kaigus neid generaatorite
koosseisu enam ei lisata.

TOo jatkub samamoodi. TOO kaigus leitakse 39 generaatorit koos klassi, null-nullfaktorite ja
valistatud faktoritega (kui neid on). Siinkohal pole vahele/véljastamata jaetud neid generaatoreid, millel
on Ulemgeneraatoriga samad nullfaktorid (G3, G4) vbi samad valistatud faktorid (G8, G9, G10).
Jargnevas tabelis on toodud k&ik 39 generaatorit koos sageduse, klassi, nullfaktorite ja véalistatud
faktoritega.

Minimaalne Sagedus  Klass Null- Vélistatud
generaator faktorid = faktorid
Gl Ou.2 4 1
G2 Tel 4 Hu.2
G3 | Te.1l&0u.3 2 Hu.2

Kui lavi on kdrgem, siis voib sellel kontrollil mdju olla. Kui piir=3 ja juhtsagedus V=4, siis on v8imalus, et kdigi
klasside sagedused on alla lave (2+2).
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Minimaaln Null- Valistat
inimaalne Sagedus  Klass u alistatud

generaator faktorid = faktorid
G4  Te.l&Wi.l 2 Hu.2 Ou.1l
G5 Te.l&Wi.2 2 1 Hu.2 Ou.2
G6 Te.3 4 Ou.3
G7 | Te.3&Ou.1 2 2 Hu.l
G8 | Te.3&Hu.1 3 Ou.3
G9 Te.3&Hu.1&Wi.2 2 Ou.3
G10 Te.3&Wi.2 3 Ou.3
Gl1 Ou.l 5
G12 Ou.l&Te.2 2
G13 Ou.1&Hu.2 2 1 Te.3
G14 Ou.1&Wi.l 2 Te.l
G15 Ou.l&Hu.1 3 2 Te.l
G16 Ou.1l&Wi.2 3
G17 Ou.3 5 Te.3
G18 Ou.3&Hu.1 2 Te.2
G19 Ou.3&Wi.l1 2 2 Te.3
G20 Ou.3&Te.2 3
G21 Ou.3&Te.2&Wi.2 2 1
G22 Ou.3&Hu.2 3 Te.3
G23 Ou.3&Hu.2&Wi.2 2 1 Te.3
G24 Ou.3&Wi.2 3 1 Te.3
G25 Te.2 6
G26 Te.2&Hu.2 2 1 Ou.2
G27 Te.2&Wi.l1 3
G28 Te.2&Wi.1l&Hu.l 2 Ou.l
G29 Te.2&Wi.2 3 Ou.2
G30 Te.2&Wi.2&Hu.1 2 Ou.2
G31 Te.2&Hu.1 4
G32 Wil 6
G33 Wi.l&Hu.1 3 Te.l
G34 Wi.l&Hu.2 3 Te.3
G35 Hu.l 7 Te.l
G36 Hu.1l&Wi.2 4 Te.l
G37 Hu.2 7
G38 Hu.2&Wi.2 4 1
G39 Wi.z2 8

Tulemus sisaldab 11 klassiga generaatorit (millest saab reeglid kujul generaator—klass), 6 generaatorit
nullfaktoritega (reeglid generaator—nullfaktorid) ja 22 generaatorit valistatud faktoritega (reeglid
generaator—»>NOT vaélistatud-faktor). Generaatoril G5 leiduvad kdik kolm eri tlilpi jareldust; mdnedel
generaatoritel on neid kaht sorti. 10 generaatorit on ilma Uhegi jarelduseta. Sellised saab soovi korral
véljastamata jatta. Samuti saab véljastamata jatta (vdi vélja filtreerida) generaatorid, millel pole klassi
vOi pole nullfaktoreid voi valistatud faktoreid.

Leidsime 8 generaatorit klassiga 1 (Cl.1): G1, G5, G13, G21, G23, G24, G26 and G38. Kaks neist on
teiste generaatorite tlemgeneraatoriteks:

o (G221 (Ou.3&Te.2&Wi.2=2) on G24 (Ou.3&Wi.2=3) llemgeneraator;
o G23 (0Ou.3&Hu.2&Wi.2=2) on G24 (Ou.3&Wi.2=3) ja G38 (Hu.2&Wi.2=4) llemgeneraator.

Faktori Te.2 lisamine generaatorisse G24 pdhjustab sageduse vahenemise (3-It 2-le), seega on Te.2
null-negatiivne faktor G21-s. Samuti véhendab Hu.2 lisamine G24-sse sagedust 1 vorra; Ou.3 lisamine
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(G38-sse vahendab sagedust 2 vorra (4-2). M6lemad on null-negatiivsed faktorid generaatoris G23, kuid
mitte Uheaegselt.

Selliste liigsete generaatorite (mis sisaldavad nullfaktoreid) eemaldamiseks kompresseeritakse iga
klassi kohta kaivaid generaatoreid (algses tulemuses). Need liigsed generaatorid on alati leitud enne
kui nende alamgeneraatorid. Seda saab kompresseerimisel arvesse votta. Samuti saab kasutada
sagedusi potentsiaalsete liiaste reeglite leidmisel. Null-negatiivset faktorit sisaldavad generaatorid on
vaiksema sagedusega kui nende alamgeneraatorid; null-nullfaktoreid sisaldavad generaatorid aga
sama sagedusega. Seega tasub kontrollida generaatoreid, mille sagedus on vaiksem v&i vérdne lihema
generaatori omast.

Parast kompresseerimist jaab klassi Cl.1 jaoks jarele 6 generaatorit. Jargnevas tabelis esitatakse
need koos kdigi neist saadavate reeglitega ja koodide asemel kasutatakse originaalseid vaartusi.

Minimaalne .
Reeglid
generaator

Gl Outlook.overcast | Outlook.overcast—Class.P

G5  Temperature.cool = Temperature.cool&Windy.false»Class.P
&Windy false Temperature.cool&Windy.false »Humidity.normal
Temperature.cool&Windy.false >NOT Outlook.overcast
G13 Outlook.sunny& Outlook.sunny&Humidity.normal—Class.P
Humidity.normal  oytiook.sunny&Humidity.normal—Temperature.hot
G24 Outlook.rain Outlook.rain&Windy.false »Class.P
&Windy false Outlook.rain&Windy.false »NOT Temperature.hot
G26 Temperature.mild = Temperature.mild&Humidity.normal—»Class.P
&Humidity.normal  temperature. mild&Humidity.normal —»NOT Outlook.overcast

G38 Humidity.normal Humidity.normal&Windy.false »Class.P
&Windy.false

Iga tabelis esitatud (minimaalse) generaatori jaoks saame moodustada nullfaktorivaba
klassifikatsioonireegli ~ (minimaalne-generaator—klass).  Naiteks, Gb5-st saame jareldada:
Temperature.cool&Windy.false—Class.P. Selline jareldus kehtib antud andmete korral.

Generaatorii G5 on ka nullfaktoreid, mis annavad assotsiatsioonireegli (minimaalne-
generaator—nullfaktor(id)):  Temperature.cool&Windy.false—>Humidity.normal. =~ See nditab, et
tingimusega Temperature.cool&Windy.false kaasneb alati Humidity.normal.

Nagu juba nagime, kaasneb Humidity.normal (Hu.2) juba faktoriga Temperature.cool (Te.l) ja
parandub kdigile Te.1 tlemgeneraatoritele(alamreeglitele) (G3, G4, Gb5).

Generaator koos null-nullfaktoritega moodustab suletud hulga (close set) — kaetud objektide kdigi
uhiste faktorite hulga. Ukski teine objekt (peale suletud hulga poolt kaetud objektide) (antud andmetes)
ei sisalda kdiki neid faktoreid. Kahel objektil, mida katab generaator Temperature.cool&Windy.false, on
3 Uhist faktorit: Temperature.cool&Windy.false& Humidity.normal.

Generaatorii G5 on ka vdlistatud faktoreid, seega saame negatiivse assotsiatsioonireegli

(minimaalne-generaator—»>NOT valistatud-faktor):
Temperature.cool&Windy.false—»NOT Outlook.overcast. See reegel Utleb: kui on jahe (cool) ja pole
tuuline (Windy.false), siis ilm ei ole pilves (overcast) (antud andmete korral). Seega, saame
minimaalsest generaatorist Temperature.cool&Windy.false (G5) jareldada klassi Class.P ning tingimuse
Humidity.normal esinemise ning tingimuse Outlook.overcast mitteesinemise.

18 Mitmete Ulesannete maaratlemine kliki leidmise tGlesandena

Kéesolevas peatiikis naitame, et eelpool kirjeldatud mitmed meetodid on oma olemuselt kasitletavad
kliki leidmise Ulesandena. Selleks defineerime vajalikud mdisted, maaratleme iga meetodi korral selle
lahtelilesande ja seejarel sGnastame lahtetlesande kliki leidmise lGlesandena. Iga meetodi korral toome
ka vastava néite.

Definitsioon 4.1. Kahealuseline graaf (bipartite graph) on graaf, mille tippude hulk koosneb kahest
I6ikumatust osast, nii et ihte ossa kuuluvad tipud ei ole omavahel servaga seotud.
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Definitsioon 4.2. Biklikk (biclique) on klikk kahealuselises graafis.

Naide

Koosnegu kahealuseline graaf tipuhulkadest A ja B. Olgu hulgas A 4 tippu ja hulgas B 6 tippu, kusjuures
moned hulkade A ja B tipud on omavahel kaarega seotud. Sellist graafi saab kujutada kahe tipuhulga

vahelise seosmaatriksina (AB), kus ,1” tahistab kaare olemasolu ja ,0” kaare mitte olemasolu nende
kahe tipu vahel:

AB |Bl1 B2 B3 B4 B5 B6

Al. 11 0 1 0 0 1
A2. 11 1 0 0 0 1
A3.]1 0 O 1 1 O

Ad. 1 1 0 0 0 1

Sellest graafist saab eraldada mitmeid biklikke, naiteks:

{(kaar)A1B1, A1B6; A2B1, A2B6; A4B1, A4B6}, {A2B1, A2B2, A2B6; A4B1, A4B2; A4B6}, {A1B1, A1B3,
A1B6} jt.

Selgub, et iga diskreetset objekt-tunnus andmetabelit saab esitada kahealuselise graafina, mille heks
aluseks on objektid (O, read), teiseks aluseks on tunnused (T, veerud). Vaatame nditeks jargmist objekt-
tunnus tlUpi andmetabelit:

OT|T1 T2 T3
O1. 1 2 2
02. 1 1 2
03. 1 3 1
04. 1 1 2
Néeme, et tunnusel T1 on skaala pikkusega 1, T2 korral 1,2,3 ja T3 korral 1,2. Iga tunnuse iga

skaalavaartust saame kasitleda kahendgraafi teise aluse tippude hulgana, seega antud naites teises
aluses on 1+3+2=6 tippu. Andmetabelile vastav graaf naeb vélja selline:

O e 1 T1
02 1
2 T2
3
O3
1
Ts
Oy @ o 2

Kui me esitaksime selle graafi kirjelduse seosmaatriksina, siis saaksime samasuguse seosmaatriksi, kui
on seosmaatriks AB. Kui graafiteoreetilised algoritmid eeldavad oma t66s graafi esitamist kas
seosmaatriksina, naabrusmaatriksina, kaarte loeteluna v6i muul kujul, siis kédesolevas t66s esitatud
algoritmid lahtuvad andmetabelist, st teisendus andmetabelist nditeks seosmaatriksiks pole vajalik.

84



Lahtudes eelpool kirjeldatud andmetabeli kahealuselise graafina esitamise kasitlusest saame asuda
mitmete raamatus kirjeldatud meetodite maéaratlemist bikliki leidmise Glesandena.

18.1 Hiipoteeside generaator

Hupoteeside generaatori Ulesandeks on eraldada analliisitavast andmetabelist kdik suletud hulgad
(closed set). lga suletud hulk koosneb talle vastava objektide hulga maksimaalsest kirjeldusest, so
kdikides selle objektides samaaegselt esinevatest Uhesugustest faktoritest (tunnus-vaartus), s.o I8ige
Ule anallusitava objektide hulga. Sellest johtuvalt saame HG Ulesande méaératleda jargmiselt:

Leida k8ik (maksimaalsed) biklikid kahealuselises graafis.

Eelpool toodud andmetabeli korral eraldatakse kolm biklikki (eeldusel, et Uksikut objekti ei késitleta
biklikina):

{01T1.1, 0O2T1.1, O3T1l.1, 04T1.1}, {O1T1.1, O1T3.2; 0O2T1l.1, 02T3.2; 04T1l.1, 04T3.2},
{02T1.1T2.1T3.2, 04T1.1T2.1T3.2}

18.2 Determinatsioonanallis

Determinatsioonanaltiiisi originaalmeetodi korral antakse ette teatud omadusega objektide hulk (valim,
konkreetne, ette antud klassivaartus: klass.vaartus) Y ja leitakse seda kirjeldavad reeglid. T66
I6petatakse, kui kdik Y objektid on reeglitega kaetud. St, et ei leita mitte kdiki reegleid, vaid (soovitavalt)
vBimalikult vahene reeglite hulk. Nii saame DA Ulesande maaratleda jargmiselt.

Leida (vBimalikult minimaalne) biklikkide hulk niimoodi, et kahealuselise graafi O osa tipud, mis kuuluvad
hulka Y, oleksid kaetud.

Meie andmetabeli korral, kui valime objektide alamhulgaks, millele reegleid leiame, Y=T3.2, siis nende
100% katmiseks eraldatakse kaks biklikki:
{T1.1,T2.1}, {T1.1, T2.2}.

18.3 Klassireeglite leidmine

Laiendatud determinatsioonanallilisi meetod ei ole kitsendatud Y valikuga, vaid leiab reeglid kdikidele
klassitunnuse vaartustele. Seejuures tuleb lahtuda piisavuse ja taielikkuse ndudest:

Piisavus. Iga naide on kaetud ainult Gihe klassi reegliga.

Taielikkus. Kdik naited kaetud vahemalt tihe reegliga.

Nii saame klassireeglite Glesande maaratleda jargmiselt.
Leida biklikkide hulk kahealuselises graafis niimoodi, et oleks taidetud piisavuse ja taielikkuse tingimus.

Meie andmetabeli korral, kui valime objektide klassitunnuseks T3, millel on 2 vaartust (klassi), siis
eraldatakse kolm biklikki:
{T1.1, T2.1},{T1.1, T2.2} - klass T3.2,
{T1.1, T2.3} = klass T3.1.
Algoritmi samm-sammulist t66d demonstreerib video: MONSIL.
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Prototyping of Zero-factor based DA

Realization of Equivalence Class Based Clustering

Solving rule set optimisation problem of the
MONSA family of algorithms and implementation in
Java

A System of Testpatterns to Check and Validate the
Semantic Hierarchies of WordNet-type Dictionaries

Non-Parametric Bayesian Models for
Computational Morphology.

From Determinacy Analysis to Zero Factor Free
Determinacy Analysis and Universal Generator of
Hypotheses: Development of Algorithms

Zero Factors Free Rules Algorithm: the Study of
Classification Function

Agent-Based Computational Experiments in Two-
Sided Matching Markets

Masinadpe ning andmete otsimine pettuste
avastamiseks.
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Leo Vdhandu, PhD (1955)

TTU emeriitprofessor

Uks monotoonsete slisteemide teooria loojatest
(1970-ndad aastad), selle teooria edukas rakendaja ja
propageerija

Rein Kuusik, PhD (1989)

TTU emeriitprofessor, Leo Vdhandu &pilane
tegelenud monotoonsete stisteemide rakendamisega
alates aastast 1984

Grete Lind, PhD (2017)

Leo VBhandu ja Rein Kuusiku dpilane

tegelenud monotoonsete slisteemide rakendamisega
alates aastast 1996




