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Annotatsioon

Ké&esoleva bakalaureusetod eesmérgiks on hinnata, kuidas mdjutab vahese
sisendmaterjaliga tehisneurovorgu treenimist sisendmaterjalide kunstlik suurendamine.
Praktilise naitena késitletakse sisendmaterjalina  Eesti rahvariiete  mustrite

klassifitseerimist.

Programmi l18pptulemuseks on treenitud tehisneurovérgu mudelite komplekt, mille abil
saab tuvastada erinevate Eesti rahvardivaste péaritolupiirkonda. Loodud programmi saab
pakkuda nii Eesti Rahva Muuseumile, aitamaks tuvastada rahvardivaste paritolupiirkonda
kui ka mittetulundusiihingule MTU Rahvardivas, mille eesméargiks on Eesti rahvardivaste
valmistamise ja kandmise ning rahvuslike kasitootraditsioonide jarjepidevuse
séilitamine. Samuti v6ib programm huvi pakkuda ettevotetele ja eraisikutele, kes on

huvitatud antud valdkonnast.

Eesmargi saavutamiseks treeniti t60 kadigus Eesti muuseumide infosisteemist saadud
materjalide abil tehisneurovérgu mudel, kasutades kolme ImageAl Pythoni teegi poolt
toetatud stigavoppe algoritmi (MobileNetV2, ResNet50, InceptionV3). Sisendmaterjalide

kunstlikuks suurendamiseks kasutati Pythoni teeki Augmentor.

LAputdd on kirjutatud eesti keeles ning sisaldab teksti 36 lehekdiljel, 5 peatikki, 20
joonist, 5 tabelit.



Abstract
Training artificial neural networks with small datasets in the

example of classifying Estonian traditional clothing patterns

The purpose of this paper is to evaluate the effect of artificially increasing otherwise low
input data for training artificial neural networks. As a practical example, classification of

Estonian traditional clothing patterns is used.

The result of the program is a set of trained artificial neural network models, which can
be used to identify the origin of Estonian traditional clothing. The program can be offered
to the Estonian National Museum, to help identify the origin of Estonian traditional
clothing, as well as to the non-profit organization Rahvardivas, whose purpose is to
preserve the making and wearing of Estonian traditional clothes and the consistency of
national hand-crafting traditions. The program can also be of interest to companies and
individuals interested in the mentioned subject.

To achieve this goal, a set of artificial neural network models was trained, using three of
the deep learning algorithms supported by the Python library ImageAl (MobileNetV2,
ResNet50 and InceptionV3). For the artificial increasing of input data, the Python library

Augmentor was used.

The thesis is in Estonian and contains 36 pages of text, 5 chapters, 20 figures, 5 tables.



Liihendite ja moistete sonastik

KNN Konvolutsiooniline neurovdrgustik

Mudel Tehisneurovdrgu stigavmudel

Algmaterjalide mudel Algmaterjalide pdhjal treenitud mudel

Rohkendatud mudel Rohkendatud materjalide p6hjal treenitud mudel

Rohk-tud Rohkendatud

ERM Eesti Rahva Muuseum

MTU RR Mittetulundusiihing Rahvaréivad

Laiendatud korrektsus Tulemus, mille puhul pakkus mudel kujutise piirkonna nelja

(regioonide puhul kahe) parima pakkumise seast.
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1 Sissejuhatus

Ké&esolevas 16putdds on kirjeldatud ja analulsitud tehisneurovorkude treenimist vahese
sisendmaterjalidega Eesti rahvarGivaste mustrite Kklassifitseerimise néitel ja
tehisneurovdrkude treenimise tulemusi. Lisaks on vorreldud eelmainitud tulemusi
treenitud tehisneurovdrkudega, mille sisendmaterjal on algselt sama, kuid on t66 kaigus

suurendatud.

Teema valik tulenes autori soovist implementeerida lahendus, mis kasutaks
tehisneurovdrke rahvariiete tuvastamiseks. Eestis on kokku 108 erinevat kihelkonda ja
igal kihelkonnal on omad eripérad ja mustrid, mis teevad need unikaalseks — seega oleks
tehisneurovork suureks abiks aitamaks tuvastada eri piirkondade mustreid. Rahvardivaste
kohta pole pildilist materjali ajalooliselt lihtne leida ning seetbttu tuleb arvestada
neurovdrkude mudelite treenimisel vahese sisendmaterjaliga. Antud t66 uurib, kui tapsed
on antud vaheste sisendmaterjalide pdhjal treenitud neurovérgu mudelid ning kui palju

muudab tépsust tehisneurovdrkude sisendmaterjalide tehislik ronkendamine.

T6O esimeses peatiikis kirjeldab autor t66 udldist tehnilist tausta ja selle kahte
pdhikomponenti — ImageAl ja Augmentor. ImageAl puhul on kirjeldatud nimetatud
Pythoni teegi to6pOGhimdtet, t6ds kasutatavat kohandatud kujutiste ennustusmudeli
treenimist ja selleks kasutatavate stuivadppe algoritme. Augmentori osas on kirjeldatud
nimetatud Pythoni teegi t66pShimdtet ja selle pdhierisusi, mida on vdimalik kasutada

materjalide rohkendamiseks.

Too teises peatlkis Kirjeldab autor neurovorgu mudelite treenimist, tédpsemalt
treenimiskeskkonda ning algmaterjale, nende kogumist ja jaotamist klassifikaatoriteks.

Lisaks on valja toodud mudelite treenimise ajad ja nende omavahelised vordlused.

T60 kolmandas peatlikis toob autor vdlja mudelite testimise tulemused valdade,
maakondade ja regioonide piirkondades ning uurib tulemuste véimalikke. Lisaks nditab
autor, kui palju on tulemused tdpsemad rohkendatud materjali pdhjal treenitud mudelite

puhul ning miks see nii olla voib.
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2 Tehniline taust

Viimasel paaril kiimnendil toimunud hlippeline areng on véimaldanud masinGpet muuta
fantaasiast reaalsuseks. Ténapdeval ei ole vGimatu, et sisestatakse suur hulk andmeid
programmi ning saadakse tulemuseks tehisintellekt, mis ennustab tulevikus esinevaid

mustreid, tuvastab eksisteerivate andmete seast olulist infot ning paljugi muud.

Praegu eksisteeriva tehnoloogia puhul ei ole aga Uht tsentraalset programmi, mis
eelnimetatut  kOikide andmetega efektiivselt suudaks. Tdnased tehisintellektid ja
masinGppe mudelid on Uldiselt spetsialiseeritud, tegeledes kindlat tilpi andmetega
spetsiifilise  otstarbe jaoks, olgu selleks automatiseeritud klienditeenindus,

automatiseeritud tootmine vabrikutes vi aktsiahindade ennustamine.

Sellegipoolest on tehnoloogia arenenud piisavalt, et ka tavainimesed saavad oma
koduarvutites tehisintellekte arendada ja masindppe mudeleid treenida. Sellel eesmérgil
on arendatud tarkvarateeke erinevates programmeerimiskeeltes, mis aitavad inimestel
minimaalse vaevaga treenida omaenda masindppe mudeleid, vajades selleks ménel puhul

ainult algmaterjale.

2.1 ImageAl

Uks eelkirjeldatud masindppe teekidest on Moses ja John Olafenwa poolt arendatud ja
hallatud ImageAl — vabavarana arendatud Pythoni teek, mis toetab nii kujutiste ennustust,
objektide tuvastust (kujutisel ja videol) kui ka mdlema jaoks kohandatud mudeli
treenimist. Toetatud on 4 erinevat masindppe algoritmi kujutiste ennustuseks ja kolme
erinevat masindppe algoritmi objektituvastuseks. Teeki ennast arendatakse pidevalt ning
on t66 kirjutamise hetkel Tensorflow! masindppe raamistikul pdhinev, plaaniga juunist

2021 minna iile PyTorchi? masindppe raamistikule [1].

! https:/www.tensorflow.org/

2 https://pytorch.org/
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2.1.1 Kohandatud kujutiste ennustusmudeli treenimine

Uks ImageAl pdhiomadustest on vBimalus treenida oma vajadustele vastavat kujutiste
ennustusmudelit, kasutades (ht neljast toetatud stigav@ppe algoritmist. Treenimiseks on
vaja vahemalt kahte erinevat klassi vdi tdlpi kujutisi (néditeks mootorsdidukite
tuvastamisel autod ja mootorrattad) ning igas klassis on suurima tapsuse saavutamiseks
vaja vahemalt 500 kujutist, soovituslikult 1000 kujutist [2].

Treenimisprotsess tekitab JSON faili, kus on kirjas kujutiste klassifikatsioonid ning
treenimiseks valitud stugavppe algoritmi mudelid. Treenitud mudelid tekitatakse ainult
juhul, kui mudelite tdpsus testkujutistel on suurenenud. Kohandatud kujutiste
ennustusmudelite treenimiseks on toetatud neli erinevat stigavoppe algoritmi:
MobileNetV2, ResNet50, InceptionVV3 ja DenseNet121 [2].

2.1.2 MobileNetV2

Google poolt arendatud MobileNets on 2017. aastal vélja lastud TensorFlow’l pShinev
tehisndgemismudelite perekond, mille edasiarendus MobileNetV2 lasti vélja aprillis
2018. Eelmise versiooniga vorreldes on MobileNetV2 puhul optimeeritud arhitektuuri

klassifikatsiooni, objektide tuvastuse ja semantilise segmentatsiooni tarbeks [3].

2.1.3 ResNet50

ResNet on jaakoppimisvorgustik, mille eesmérgiks on kergendada senisest tunduvalt
sligavamate neurovdrkude treenimist. ResNeti pohimdtteks on kasutada ettesdotvaid
neurovorke ja ,,otsetee ihendusi®, mis sooritavad identiteedivastandusi, mille véljundid

lisatakse pinukihtide valjunditele [4].

2.1.4 InceptionV3

Inceptioni nimeline neurovdrgustiku kiht on osa 2014. aasta ImageNet Large Scale Visual
Recognition Challenge (ILSVRC) jaoks loodud GoogleNet neuroarhitektuurist.
Inceptioni kiht koosneb 1x1, 3x3 ja 5x5 konvolutsiooni suurustest filtritest ning selle
valjundi filtripangad liidetakse ainuvaljundvektorisse, mis moodustab jargmise etapi
sisendi [5].

InceptionVV3 on edasiarendus varasematest GoogLeNet ja Inception v1 arhitektuuridest,
mis kulutab eelnevate arhitektuuridega vorreldes vahem arvutusvéimsust. InceptionV3

arhitektuuris kasutatakse kontseptsioonidena nii faktoriseeritud, véiksemaid kui ka
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asimmeetrilisi  konvolutsioone, téiendavaid klassifikaatoreid ja wvOrgu suuruse

vahendamist [6].

2.1.5 DenseNet121

DenseNet on konvolutsiooniline neurovdrgustik (KNN) , milles traditsioonilise KNN

asemel, kus L arv kihtidel on L arv tihendusi (tiks iga kihi ja sellest jargneva kihi vahel),

on @ otsest thendus. Igal kihil kasutatakse sisenditena eelmiste kihtide erisuskaarte

ning kihi enda erisuskaarte kasutatakse sisenditena igas jargnevas kihis. ,,121° notatsioon

DenseNet121 arhitektuurinimes téhistab kihtide arvu ehk mudeli stigavust [7].

2.2 Augmentor

Mida rohkem Al tuvastama peab ja mida rohkem klassifikaatoreid mudel eristada suudab,
seda rohkem peab olema algmaterjali mudeli treenimiseks, et saada tdpsemaid mudeleid.
Alati pole algmaterjali vdimalik piisavas koguses leida, olgu see vahese detailsuse,
materjalide tldise ebasobivuse voi nende tdieliku puudumise tottu. Selliste stsenaariumite
puhul on edasiminemiseks kaks varianti — kas treenida mudeleid olemasoleva materjalide
kogusega, vOi algmaterjalide kogust tehislikult suurendada. Selles t66s kasitleb autor

molemat varianti.

Algmaterjalide tehislikuks suurendamiseks on v@imalik kasutada Augmentori nimelist
Pythoni teeki, mis on loodud eesmargiga pakkuda korgelt kohandatavat ja pdhjalikku
kujutiste augmenteerimise teeki. Augmentori operatsioonid on tugevalt parameetrilised,
lubades kujutiste loomisel tépset kontrolli. Augmentori rakendusliidese loomisel on
vOetud arvesse nii tlupilisi augmentatsioonitehnikaid kirjandusest kui ka erinevaid

tehnikaid, mida on avaldatud erinevatel vdistluselementidega lehtedel nagu Kaggle! [7].

Augmentor on loodud vabavarana ning see on modeldud olema sO6ltumatu nii

platvormidest kui ka raamistikest, lubades paremat kontrolli augmentatsiooni dle [8].

! https://www.kaggle.com/

13



2.2.1 Augmentori to0pohimate

Augmentor alustab rohkendamist tlhjast andmekonveierist, millele kasutaja lisab
operatsioone vastavalt sellele, mis jarjekorras ta soovib, et konveierist 1&bi kdivatele
kujutistele operatsioonid rakendatakse. Kasutaja saab samuti defineerida tdendosuse, et
vastav operatsioon kujutisel rakendatakse ning vahemiku, mille ulatuses operatsioon
kujutist muuta vGib. Viimase parameetri nditeks voib tuua kujutise voimaliku rotatsiooni

-10...10 kraadini. Naidis Augmentori andmekonveierist on valja toodud joonisel 2. [7].

Sampled Images

Input Image g ? g % ?
rotate: probability=0.7 zoom: probability=0.5 resize: probability=1.0 ? g ? ‘Z g

= _— i le=1. =
B = meey | — R | T EReEE
g|e|%|%|2
%|2|%g®

Joonis 1. Augmentori naidiskonveier [7].
Kui andmekonveier on genereeritud, liigutatakse kujutised (v6i kujutiste kogum)
konveierist korduvalt labi kuni on saavutatud kindlaks mé&&ratud arv kujutisi.
Andmekonveieri stohhastilisus tdhendab, et iga kord, kui kujutis konveierist labi kaib,
genereeritakse erinevad kujutise andmed, mis lubab ka algselt véikesest andmekogumist

genereerida potentsiaalselt massiivse koguse kujutisi [7].

2.2.2 Augmentori pohierisused

Augmentori pBhierisusteks on kujutise perspektiivne kiivamine, elastiline moondamine,

rotateerimine, nihkedeformeerimine, karpimine ja peegeldamine [9].

Perspektiivse kiivamise puhul muundatakse kujutist nii, et kasutajale tunduks kujutist
olevat teise nurga alt. Kujutist on vdimalik kiivata vasakule, paremale, ettepoole,
tahapoole voi thte kaheksast nurgast eelmainitud suundade vahel [9].

Elastiline moondamine lubab kasutajal kujutist moondada, sdilitades kujutise originaalse
kiljesuhte. Parameetritena on vdimalik sisestada moondatava ruudustiku suurus ja

moondamise ulatus [9].

Rotatsiooni puhul on v8imalik pilti poorata juhuslikult 90, 180 voi 270 kraadi igas suunas
kujutist muud moodi moondamata. Valides rotatsioonikraadi, mis ei ole 90 moodul,
pOoratakse kujutist ette antud kraadide vorra. Tekkinud kujutist kérbitakse Augmentori

poolt automaatselt, tagastades vdimalikult suure ala kujutisest ja suumides pilti [9].
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Nihkedeformeerimine kallutab kujutist piki tht selle kiilge ning v@ib toimuda kas x-telje
vOi y-telje suunas. Samamoodi nagu rotatsiooni puhul, kérbitakse kujutist Augmentori
poolt automaatselt, tagastades voimalikult suure ala kujutisest ja suumides pilti.
Nihkedeformatsiooni saab rakendada juhusliku voi fikseeritud arvuna ja juhuslikus voi

fikseeritud suunas [9].

Kérpimise puhul kérbitakse kujutis kas kujutise keskelt teatud protsendi suuruseks
kujutiseks vOi kujutisel madratud asukohas ettemdératud dimensioonide suuruseks
kujutiseks. Voimalik on veel kujutisel juhuslikult maaratud asukohas etteméaaratud

suuruse kujutise karpimine [9].

Kujutise peegeldamine voimaldab kujutist peegeldada x- voi y-teljel véi mdlemal korraga

9.
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3 Neurovorgu mudelite treenimine

Tehisneurovorgu mudelite treenimiseks kasutatakse t06s kolme neljast ImageAl poolt
toetatud stligavOppe algoritmi — InceptionV3, MobileNetV2 ja ResNet50. DenseNet121
algoritm jai toost kdrvale tehniliste probleemide tdttu treenimise tlesseadmisel — erinevalt
teistest algoritmidest ei kaivitunud selle algoritmiga treenimine kordagi. Mudelite
treenimisel olid koikidel mudelitel Ghised parameetrid — eksperimentide arv 100, the
partii suurus 32 ja andmete rikastamine méératud tdeseks. Ainus muutuv parameeter oli
klassifikaatorite arv, mis muutus vastavalt saadaval olevate valdade, maakondade ja

regioonide arvule.

Mudelite treenimine teostati kahes etapis — kdigepealt treeniti mudelid algmaterjalide
baasil, seejarel taaskaivitati treenimiskeskond ning treeniti mudelid rohkendatud
materjalide baasil. Mudelite treenimise ajal oli arvuti kasutuses igapaevaste
tooprotsesside taitmiseks, suurendades treenimiseks vajaminevat aega, olenevalt
kaimasolevatest protsessidest, paarist minutist mitme pdevani. Sellegipoolest oli arvuti
samaaegselt taielikult kasutatav, néidates, et arvestades kuluva lisaajaga, on treenimine

igapéaevakasutuse kdrvalt praktiliselt teostatav.

Kokku on neurovdrgu mudelite treenimise tulemuseks 36 erinevat neurovérgu mudelit.
Igast kasutatud stigavOppe algoritmi abil on treenitud 12 erinevat mudelit, nendest
omakorda neli mudelit iga piirkonna tttbi (vallad, maakonnad, regioonid) jaoks.

3.1 Materjalide rohkendamis- ja treenimiskeskkond

Kéesolev t66 on implementeeritud Pythoni programmeerimiskeeles ning on mdéeldud
tootama CUDA! platvormil. CUDA on Nvidia poolt loodud paralleelrehkenduste
platvorm, mis vdimaldab arvutil Gldiseid renkendusi teha graafikakaardi abil, kiirendades
arvutusrakenduste to0d méarkimisvééarselt. CUDALt vdimaldavatel rakendustel on toomaht
jaotatud jarjestikuliseks osaks, mis on optimiseeritud jooksma protsessoritel, ja

arvutusrohkeks osaks, mis jookseb paralleelselt graafikakaardi tuhandetel tuumadel [10].

! https://developer.nvidia.com/cuda-zone
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Ké&esolevas t60s on kasutatud autori isiklikku arvutit, mille pdhiosadeks on protsessor
AMD Ryzen 5 5600X, graafikakaart Nvidia GeForce RTX 3070 (8GB muutmalu, 5888
CUDA tuuma) ja 2x8GB 3200MHz muutmalu. Materjalide rohkendamist ja treenimist
on voimalik sooritada ilma graafikakaardita, paigaldades Tensorflow raamistiku
versiooni 2.0.4, kuid see pikendab mdlema protsessi t60aega mitmekiumnekordselt.
Samuti on sellisel juhul vajalik protsessor, millel on iseseisev graafikaliides, mis

eelnimetatud Ryzen protessoril puudub.

Projekt on Uleslaetud GitHubi, kus on detailsemalt kirjas projekti néuded, vajalikud
Pythoni teegid, olemasolevate Pythoni klasside Kirjeldused, kujutiste rohkendamine,
mudelite treenimine ja mudelite testimine. Materjalide rohkendamise, treenimise ja
testimise jaoks on loodud eraldi klassid, vastavalt augment.py!, training.py? ja

prediction.py? .

3.2 Algmaterjalid

Mudelite treenimiseks vajalikud algmaterjalid on hangitud MTU Rahvardivas
kodulehelt*, mis pakub infot enamiku 108st Eestis asuva kihelkonna kohta. Kuigi
enamjaolt on info tekstipdhine, on enamike kihelkondade juures teksti taiendamas Eesti
Rahva Muuseumist v3i teistest Eesti Muuseumide Veebivaravas® olevatest muuseumitest
parit kujutisi ehetest, seelikutest, voddest ja muudest rahvar@ivaste hulka kuuluvatest
rGivaesemetest. Piltide kasutamiseks toos on kisitud ja saadud luba ERMilt ja MTU

Rahvargivalt.

Kokku leidub MTU RR kodulehel t66 koostamise ajal 7385 erinevat kujutist Eesti
rahvardivastest ja nende juurde kuuluvatest esemetest. Siinkohal tuleb mérkida, et tegu ei
ole tdieliku kollektsiooniga kdikide Eesti kihelkondade rahvarfivastest. Kui mdnes
kihelkonnas, néiteks Tartu-Maarja, on véhem pildilist informatsiooni rahvardivaste

kohta, siis mones kihelkonnas, eriti Kagu-Eesti kihelkondades nagu Setomaa, Pdlva ja

1 https://github.com/htonts/rahvaroivas/blob/main/augment.py
2 https://github.com/htonts/rahvaroivas/blob/main/training.py

3 https://github.com/htonts/rahvaroivas/blob/main/prediction.py
4 https://rahvaroivad.ee/

5 https://www.muis.ee/
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Kanepi, on pildilise informatsiooni arv puudulik. See tdstatab kusimuse, kui tapne on
MTU RR poolt pakutud informatsioon ja kui vaartuslik on nende pakutud andmete p&hjal
mudelite treenimine. Sellegipoolest on Eesti rahvardivastest koostatud materjalide osas

kdige taiuslikum just nende pakutud andmebaas, seega on see t60s kasutuses.

3.2.1 Algmaterjalide jaotamine andmestusteks

Mudelite treenimiseks on saadavalolevast materjalist koostatud kaks p&hiandmestut —
esimene andmestu sisaldab naiste seelikuid, kleite ja pdllesid ning teine andmestu
sisaldab eelnevale lisaks erinevaid vddsid, mida mehed ja naised rahvardivastega koos
kanda vdisid. Valikud on tehtud eristatavate mustrite saadavuse alusel, olles
saadavalolevast materjalist kdige erksamad ja eristatavamad.

Madlemad andmestud jagunevad omakorda kolmeks, olles jaotatud valdade, maakondade
ja regioonide alusel. Valdadeks jaotamisel on kasutatud Maaameti Geoportaalist [11]
leiduvat skemaatilist tlevaatekaarti (joonis 3). Osade kihelkondade puhul, mis katavad
mitut valda, néiteks Harju-Jaani kihelkond, mis katab Rae ja Raasiku valdasid, on
kihelkonna materjalid teisaldatud mdlemasse valda. Sama kaardi alusel on algmaterjalid
teisaldatud maakondade andmestutesse. Maakondadest on puudu PG&lva maakond

materjalide puudumise tottu.

Joonis 2. Omavalitsused ja maakonnad nimedega [11].
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Regioonide andmestute algmaterjalid on jaotatud MTU RR kodulehel asuva
regioonikaardi alusel, mis jaotab Eesti riigi P6hja, Louna, Ladne ja Saarte regioonideks.
Pdhja regiooni kuuluvad Harju-, Rapla-, Jarva-, Laane-Viru- ja lda-Virumaa, Lduna
regiooni kuuluvad Viljandi-, Valga-, Voru-, Pdlva-, Tartu- ja Jogevamaa, L&&ane regiooni

Parnumaa ja L&&dnemaa ning Saarte piirkonda Hiiumaa ja Saaremaa.

Kokku on algmaterjalid jaotatud 47 vallaks (48 valda teist tutpi andmestu puhul), 14

maakonnaks ja 4 regiooniks. Tapsem info on nahtav tabelis 1.

Vallad Maakonnad Regioonid
Seelikud, Kkleidid, p6lled 1568 1423 1395
Seelikud, Kleidid, p6lled, vooéd | 2416 2205 2183

Tabel 1. Algmaterjalide arvuline jaotus kategooriate vahel.
3.2.2 Algmaterjalide rohkendamine

Algmaterjalide rohkendamisel l&htus autor eelnevalt véljatoodud soovitusest ImageAl
loojate poolt kasutada ~1000 treenimiskujutist ja ~200 testimiskujutist iga klassi kohta
[2]. Peale rohkendamist on seega igas klassis vahemalt 1000 treenimiskujutist ja 200

testimiskujutist (rohkendatud kujutised + algmaterjal).

Rohkendamisparameetriteks on valitud périselus esineda voivad moonutused, néiteks
pildistamine nurga alt ja riideeseme mitte sirgeks seadmine. Lisaks on kujutise suurus
teisendatud resolutsioonile 224x224, sest ImageAl teisendab treenimisel kasutatud
materjalid nimetatud suuruseks, olenemata kujutise eelnevast resolutsioonist, ning seega
on vOimalik valtida lisaressursside kulutamist treenimisel. Rohkendamata algmaterjale

treenitakse algsuuruses.

Algmaterjalide rohkendamine voOttis aega pool tundi, sellest 24 minutit
treenimiskujutistele ja kuus minutit testimiskujutistele. Kokku rohkendati 11244 kujutist,

nendest 6813 treenimiskujutist ja 4413 testimiskujutist. T&psem info on néhtav tabelis 2.

Vallad Maakonnad Regioonid
Seelikud, Kkleidid, pdlled 57968 18223 6195
Seelikud, Kleidid, pdlled, vood | 60016 19005 6983

Tabel 2. Rohkendatud algmaterjalide arvuline jaotus kategooriate vahel.
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3.3 Mudelite treenimise ajad ja vordlus

Uhe mudeli treenimine, olenevalt andmestust, sugavdppe algoritmist, materjalide

piirkonnast ja kas materjale oli rohkendatud voi mitte, vottis aega 22 minutist 9 tunnini.

Kdige vahem aega vottis esimese algandmestu baasil regioonide alusel klassifitseeritud
mudelite treenimine, vottes aega umbes 22 minutit, olenemata stigavdppe algoritmist.
Kdige rohkem vottis aega teise rohkendatud andmestu baasil valdade alusel
klassifitseeritud mudelite treenimine, vottes ResNet50 stigavdppe algoritmi puhul aega 9
tundi ja 5 sekundit, kusjuures MobileNetV2 sugavdppe algoritmi puhul vottis sama

mudeli treenimine ligi 20 minutit vahem.

Jargnevates alapeatikkides on mudelite treenimise ajad esitatud keskmistena kdikide
stigavOppe algoritmide abil treenitud mudelite treenimisajast. Alapeatiki 16pus esitatud

tabelites 3, 4 ja 5 on mudelite treenimise ajad detailsemalt kirjas.

3.3.1 Valdade alusel klassifitseeritud mudelite treenimisaegade vordlus

Alustades vordlust esimesest andmestust, vOttis mudelite algmaterjalide pdhjal
treenimine aega keskmiselt 24 minutit ja 33 sekundit ning rohkendatud materjalide pdhjal
treenimine keskmiselt 8 tundi, 24 minutit ja 44 sekundit, vOttes algmaterjalide pohjal
treenimisest keskmiselt 20,6 korda ronkem aega. Algmaterjalide puhul véttis Ghe mudeli
treenimine aega keskmiselt 14,73 sekundit ning rohkendatud materjalide puhul
keskmiselt 302,84 sekundit.

Uhe kujutise todtlemine vottis algmaterjalide puhul aega keskmiselt 930 millisekundit,
kuid rohkendatud materjalide puhul keskmiselt 522 millisekundit, olles algmaterjalide

Uhe kujutise todtlemisest 78,2% Kiirem.

Teise andmestu puhul vottis mudelite algmaterjalide pdhjal treenimine aega keskmiselt
44 minutit ja 35 sekundit ning rohkendatud materjalide pdhjal treenimine keskmiselt 9
tundi ja 5 sekundit, vottes algmaterjali pdhjal treenimisest keskmiselt 12,0 korda rohkem
aega. Algmaterjalide puhul vottis the mudeli treenimine aega keskmiselt 26,60 sekundit

ning ronkendatud materjalide puhul keskmiselt 320,01 sekundit.
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Uhe kujutise todtlemine vottis algmaterjalide puhul keskmiselt 1101 millisekundit ja
rohkendatud materjalide puhul keskmiselt 531 millisekundit ehk keskmiselt 2,1 korda

vahem aega.

Vorreldes the kujutise tootlemist algmaterjalide ja rohkendatud materjalide puhul, siis
vOtab teise andmestu puhul algmaterjalide Uhe kujutise to6tlemine esimesest andmestust
keskmiselt 18,3% rohkem aega. Rohkendatud materjalide puhul on andmestute aegade
vahe palju vaiksem, teise andmestu puhul on Uhe kujutise t66tlus esimesest andmestust

keskmiselt 1,7% aeglasem.

Vorreldes mudelite treenimist andmestute vahel, vottis algmaterjalide puhul teise
andmestu treenimine keskmiselt 80,6% aega. Rohkendatud materjalide puhul oli vahe

vaiksem, teise andmestu treenimine vottis keskmiselt 5,7% rohkem aega.

InceptionV3 MobileNetV2 ResNet50

Originaal | Rohk-tud | Originaal | Rohk-tud | Originaal | Rohk-tud
Seelikud, kleidid, | ,;.55 8:24:03 | 2415 8:12:55 | 24:48 8:37:14
pélled
Seelikud, Kleidid, | 4459 8:54:04 | 43:49 8:39:15  44:50 9:00:05
pdlled, véod

Tabel 3. Valdade alusel klassifitseeritud mudelite treenimise ajad (h:mm:ss).
3.3.2 Maakondade alusel klassifitseeritud mudelite treenimisaegade vordlus

Vorreldes kdigepealt esimest andmestut, vottis mudelite algmaterjalide pdhjal treenimine
aega keskmiselt 22 minutit ja 57 sekundit ning rohkendatud materjalide pdhjal treenimine
keskmiselt 2 tundi, 40 minutit ja 59 sekundit, vottes algmaterjalide pdhjal treenimisest
keskmiselt 7,0 korda rohkem aega. Valdade alusel Klassifitseeritud mudelite
treenimisaegadest vottis mudelite treenimine algmaterjalide puhul keskmiselt 7,0%
vahem aega ja rohkendatud materjalide puhul keskmiselt 3,1 korda véhem aega.
Algmaterjalide puhul vottis ihe mudeli treenimine aega keskmiselt 13,77 sekundit ning

rohkendatud materjalide puhul keskmiselt 96,59 sekundit.

Uhe kujutise tootlemine vdttis algmaterjalide puhul aega keskmiselt 967 millisekundit ja
rohkendatud materjalide puhul keskmiselt 530 millisekundit, vottes keskmiselt 54,8%
algmaterjalide tihe kujutise to6tlemise ajast. Valdade alusel klassifitseeritud mudelitega
vorreldes vottis algmaterjalide puhul Ghe kujutise té6tlemine keskmiselt 4,0% rohkem

aega ja rohkendatud materjalide puhul keskmiselt 1,5% rohkem aega.
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Teise andmestu puhul vottis mudelite algmaterjalide pdhjal treenimine aega keskmiselt
41 minutit ja 15 sekundit ning rohkendatud materjalide pdhjal treenimine keskmiselt 2
tundi, 59 minutit ja 10 sekundit, vdttes algmaterjali péhjal treenimisest keskmiselt 4,3
korda rohkem aega. Valdade alusel klassifitseeritud mudelite treenimisaegadest vottis
mudelite treenimine algmaterjalide puhul keskmiselt 7,5% vahem aega ja rohkendatud
materjalide puhul keskmiselt 2.82 korda vahem aega. Algmaterjalide puhul vottis Uhe
mudeli treenimine aega keskmiselt 24,75 sekundit ning rohkendatud materjalide puhul
keskmiselt 107,5 sekundit.

Uhe kujutise todtlemine vottis algmaterjalide puhul keskmiselt 1122 millisekundit ja
rohkendatud materjalide puhul keskmiselt 566 millisekundit ehk keskmiselt 98,2%
vahem aega. Valdade alusel klassifitseeritud mudelitega vorreldes vottis algmaterjalide
puhul Uhe kujutise to6tlemine keskmiselt 1,9% rohkem aega ja rohkendatud materjalide

puhul keskmiselt 6,6% rohkem aega.

Uhe kujutise to6tlemine algmaterjalide ja rohkendatud materjalide puhul votab teise
andmestu puhul algmaterjali (ihe kujutise to6tlemine esimesest andmestust keskmiselt
16,0% rohkem aega. Rohkendatud materjalide puhul on andmestute aegade vahe
vaiksem, teise andmestu puhul on Uhe kujutise t66tlus esimesest andmestust keskmiselt
6,8% aeglasem. Valdade alusel klassifitseeritud mudelitega vorreldes on algmaterjalide
andmestute Uhe kujutise tootlemise vahe keskmiselt 10,3% vaiksem, kuid rohkendatud

materjalide andmestute Uihe kujutise toédtlemise vahe keskmiselt 4,0 korda suurem.

Vorreldes mudelite treenimist andmestute vahel, vottis algmaterjalide puhul teise
andmestu treenimine keskmiselt 79,7% rohkem aega. Rohkendatud materjalide puhul oli
vahe vaiksem, teise andmestu treenimine vottis keskmiselt 11,3% rohkem aega. Valdade
alusel klassifitseeritud mudelitega vorreldes on algmaterjalide andmestute Ghe mudeli
treenimine keskmiselt 8,1% kiirem ja rohkendatud materjalide andmestute puhul
keskmiselt 57,4% kiirem.

InceptionV3 MobileNetV2 ResNet50

Originaal | Rohk-tud | Originaal | Rohk-tud | Originaal | Rohk-tud

Seelikud, kleidid,

polled 23:.01 2:39:17 22:55 2:40:26 22:55 2:43:15

Seelikud, kleidid,

- o 41:28 3:00:28 40:46 2:56:41 41:31 3:00:20
pdlled, véod

Tabel 4. Maakondade alusel klassifitseeritud mudelite treenimise ajad (h:mm:ss).
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3.3.3 Regioonide alusel klassifitseeritud mudelite treenimisaegade vordlus

Esimese andmestu puhul vottis mudelite algmaterjalide pdhjal treenimine aega
keskmiselt 22 minutit ja 32 sekundit ning rohkendatud materjalide pdhjal treenimine
keskmiselt ks tund ja 14 sekundit, vGttes algmaterjalide pdhjal treenimisest keskmiselt
2,7 korda rohkem aega. Valdade alusel klassifitseeritud mudelite treenimisaegadest vottis
mudelite treenimine algmaterjalide puhul keskmiselt 8,9% vahem aega ja rohkendatud
materjalide puhul keskmiselt 8,4 korda vahem aega. Maakondade treenimisaegadega
vorreldes on algmaterjalide treenimisaeg keskmiselt 1,8% véiksem ja rohkendatud
materjalide treenimisaeg keskmiselt 2,7 korda véiksem. Algmaterjalide puhul vottis Ghe
mudeli treenimine aega keskmiselt 13,52 sekundit ning rohkendatud materjalide puhul
keskmiselt 36,14 sekundit.

Uhe kujutise to6tlemine vottis algmaterjalide puhul aega keskmiselt 969 millisekundit,
kuid rohkendatud materjalide puhul keskmiselt 584 millisekundit, vottes keskmiselt
65,9% algmaterjalide Uhe kujutise treenimise ajast. Valdade alusel klassifitseeritud
mudelitega vOrreldes vottis algmaterjalide puhul Ghe kujutise to6tlemine keskmiselt 4,2%
rohkem aega ja rohkendatud materjalide puhul keskmiselt 11,9% rohkem aega.
Maakondade alusel klassifitseeritud mudelitega vorreldes vottis algmaterjalide puhul ihe
kujutise tootlemine keskmiselt 0,2% rohkem aega ja rohkendatud materjalide puhul

keskmiselt 10,2% rohkem aega.

Teise andmestu puhul vdttis mudelite algmaterjalide pdhjal treenimine aega keskmiselt
42 minutit ja 15 sekundit ning rohkendatud materjalide pdhjal treenimine keskmiselt Uks
tund, 18 minutit ja 51 sekundit, vottes algmaterjali pdhjal treenimisest keskmiselt 93,1%
rohkem aega. Valdade alusel klassifitseeritud mudelite treenimisaegadest vottis mudelite
treenimine algmaterjalide puhul keskmiselt 8,6% vahem aega ja rohkendatud materjalide
puhul keskmiselt 6,8 korda vdhem aega. Maakondade treenimisaegadega vorreldes on
algmaterjalide treenimisaeg keskmiselt 1,0% véiksem ja rohkendatud materjalide
treenimisaeg keskmiselt 2,3 korda vaiksem. Algmaterjalide puhul vottis Ghe mudeli
treenimine aega keskmiselt 24,5 sekundit ning rohkendatud materjalide puhul keskmiselt
47,31 sekundit.

Uhe kujutise tootlemine vottis algmaterjalide puhul keskmiselt 1134 millisekundit ja
rohkendatud materjalide puhul keskmiselt 677 millisekundit ehk keskmiselt 67,5%

algmaterjalide tihe kujutise t66tlemise ajast. Valdade alusel klassifitseeritud mudelitega
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vorreldes vottis algmaterjalide puhul Uhe kujutise tootlemine keskmiselt 3,0% rohkem
aega ja rohkendatud materjalide puhul keskmiselt 27,5% rohkem aega. Maakondade
alusel Klassifitseeritud mudelitega vorreldes vottis algmaterjalide puhul tGhe kujutise
todtlemine keskmiselt 1,1% rohkem aega ja rohkendatud materjalide puhul keskmiselt

19,6% rohkem aega.

Vorreldes the kujutise tootlemist algmaterjalide ja rohkendatud materjalide puhul, siis
votab teise andmestu puhul algmaterjalide Ghe kujutise té6tlemine esimesest andmestust
keskmiselt 17,0% rohkem aega. Rohkendatud materjalide puhul on the kujutise t66tlus
esimesest andmestust keskmiselt 15,9% aeglasem. Valdade alusel Klassifitseeritud
mudelitega voOrreldes on algmaterjalide andmestute Uhe kujutise to6tlemise vahe
keskmiselt 3,6% véiksem, kuid rohkendatud materjalide andmestute the kujutise
tootlemise vahe keskmiselt 4,0 korda suurem. Maakondade alusel klassifitseeritud
mudelitega vorreldes on algmaterjalide andmestute Uhe kujutise td6tlemise vahe
keskmiselt 6,5% suurem ja rohkendatud materjalide andmestute ihe kujutise to6tlemise

vahe keskmiselt 2,6 korda suurem.

Vorreldes mudelite treenimist andmestute vahel, vottis algmaterjalide puhul teise
andmestu treenimine keskmiselt 81,2% rohkem aega. Rohkendatud materjalide puhul oli
vahe vaiksem, teise andmestu treenimine vottis keskmiselt 30,9% rohkem aega. VValdade
alusel klassifitseeritud mudelitega vdrreldes on algmaterjalide andmestute ihe mudeli
treenimine keskmiselt 8,1% kiirem ja rohkendatud materjalide andmestute puhul
keskmiselt 53,7% kiirem. Maakondade alusel klassifitseeritud mudelitega vorreldes votab
algmaterjalide andmestute Uhe mudeli treenimine keskmiselt sama palju aega ja on

rohkendatud materjalide andmestute puhul keskmiselt 57,4% kiirem.

InceptionV3 MobileNetV2 ResNet50

Originaal | Rohk-tud | Originaal | Rohk-tud | Originaal | Rohk-tud

Seelikud, kleidid,

polled 22:46 1:00:34 22:15 59:27 22:33 1:00:42

Seelikud, Kkleidid,

N o 41:04 1:19:00 40:34 1:18:23 40:51 1:19:10
pdlled, véod

Tabel 5. Regioonide alusel klassifitseeritud mudelite treenimise ajad (h:mm:ss).
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3.3.4 Mudelite treenimise jareldused

Mudelite treenimisaegade vordlusest on véimalik teha jargnevad jareldused:
Mudelite treenimise aeg suureneb treenimis- ja testimiskujutiste koguarvu suurenedes.

Mida rohkem kujutisi on treenimisel olevate materjalidena, seda efektiivsemad on

algoritmid Ghe kujutise to6tlemise arvelt.

Suigavoppe algoritmidest on treenimisel kiireim MobileNetV2, jargnevad InceptionV3 ja
ResNet50. DenseNet121 kohta hetkel andmed puuduvad.
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4 Treenitud mudelite testimine ja analiliisimine

Treenitud mudelite testimiseks on kokku kogutud 42 erinevat Kkujutist Eesti
rahvardivastest. Kujutistest 21 on vdetud Eesti Rahva Muuseumist ja teistest Eesti
Muuseumide Veebivaravas olevatest muuseumitest ja on mudelite treenimisel kasutatud
ImageAl poolt nende tapsuse testimiseks. Ulejaanud 21 kujutist, mis on pildid Eesti

rahvardivastest inimeste seljas, on voetud téodeldud kujul MTU Rahvardivas kodulehelt.

Kujutiste valimisel Gritas autor valida, kus voimalik, igast Eesti maakonnast vdhemalt tihe
kujutise. Testimiskujutiste seast on puudu Voru ja Pdlva maakondade kujutised

materjalide puudumise téttu. Kujutiste naited on toodud valja joonisel 4.

Kasutatud kujutiste péritolu piirkonnad kattuvad peaaegu taielikult, olles tihe kujutise
paritolu piirkonna vdrra erinev, mis annab vordlusmomendi ERM ja MTU RR kujutiste
tuvastamisele. ERM testkujutiste puhul on unikaalse péritoluga rahvar@iva kujutis Tartu

vallast ning MTU RR testkujutiste puhul on tegu L&4ne-Nigula vallast parit rahvardivaga.

@ (b)
Joonis 3. Kujutiste naited: (a) ERM-ist parit kujutis, (b) MTU RR-st parit kujutis.

4.1 Uldised tulemused ja tahelepanekud

Kokku on 42 kujutise ja 36 mudeli peale 1512 testimistulemust, milles on valja toodud

mudeli poolt neli kbige tdendolisemat paritolu piirkonda kahe komakohalise tdpsusega.
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Mudelite  testimise  tdpsemad  tulemused on kirjas  Exceli  failis
MudeliteTestimiseTulemused.xlIsx*, kus tulemused on vélja toodud vérviskeemi abil.
Roheline vérv tahendab, et mudel pakkus korrektse piirkonna esimese pakkumisega;
oranz varv tdhendab, et mudel pakkus korrektse piirkonna nelja suurima téendosuse seast
ja punane varv tahendab, et mudel ei pakkunud korrektset piirkonda. Regioonide puhul
on varviskeem osaliselt muudetud regioonide arvu tottu — regioonide puhul tdéhendab
oranz varv, et mudel pakkus korrektse piirkonna esimese kahe pakkumise seast ja punane
varv tdhendab, et mudel ei pakkunud korrektset piirkonda esimese kahe pakkumisega.

Vérviskeemi on ndha joonistel 5 ja 6 vélja toodud testimise tulemustes.

[ 1 L
Joonis 5. MTU RR kujutiste testimise tulemused.

Enne tulemuste llevaadet peab tdheldama, et ResNet50 sivadppe algoritmi puhul oli
tulemus iga pildi kohta tapselt sama, erinedes ainult mudelis endas, pakkudes iga kord
kdige tdendolisemal piirkonnal 100,0% tbendosust ning teistel piirkondadel 0,0%
tdendosust. Tegu ei ole vormistusveaga — testides ilma vormistuseta, mis Umardas
tulemused kahele komakohale, pakkusid mudelid samasugust tulemust. Seega tuleb

ResNet50 mudelite tulemuste analiidisil arvestada voimaliku mdtdatreenimisega.

1 MudeliteTestimiseTulemused.xlsx
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4.2 Valdade alusel klassifitseeritud mudelite tulemused

Kui arvestada ainult esimest mudeli testimisel pakutud piirkonda korrektseks tulemuseks,
pakkusid mudelid kokku 42 kujutise ja 504 testimistulemuse peale 20 korda kujutisele
esimese korraga 0Oiget valda ehk 4,0% tulemustest olid korrektsed. Nende seast olid 9
tulemust ERM kujutistest (joonis 7), ehk 45,0% korrektsetest tulemustest ja 1,8%
koikidest valdade tulemustest ning 11 tulemust MTU RR kujutistest (joonis 8), enk 55,0%

korrektsetest tulemustest ja 2,2% kdikidest tulemustest.

Joonis 6. ERM kujutiste testimise tulemused valdade alusel.

Kui arvestada korrektseks tulemust, kus on tegelik piirkond nelja suurima tdendosuse
seas, pakkusid mudelid kokku 59 korrektset tulemust ehk 11,7% kdikidest korrektsetest
valdade tulemustest. Nendest tulemustest 20 ehk 33,9% kdikidest korrektsetest
tulemustest olid tdpsed esimesel pakkumisel, 19 tulemust ehk 32,2% koikidest
korrektsetest tulemustest olid tdpsed teisel pakkumisel, 5 tulemust ehk 8,5% kdikidest
korrektsetest tulemustest olid tdpsed kolmandal pakkumisel ja 15 tulemust ehk 25,4%
kdikidest korrektsetest tulemustest olid tdpsed neljandal pakkumisel. Nelja suurimat
tdendosust korrektsena arvestades oli ERM kujutiste (joonis 7) testimisel 27 korrektset
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tulemust ehk 5,4% kdikidest valdade tulemustest ja MTU RR t66deldud kujutiste (joonis
8) testimisel 32 korrektset tulemust ehk 6,3% kdikidest valdade tulemustest.

Featierso ecepton s Freatiotso ncepton 73 Freztiots0 ception V5 FReahiotn

KadrinaLincsiraPShin

PidelinPdhia

Tirsirap s

uuuuuuuuuuuu
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Joonis 7. MTU RR kujutiste testimise tulemusd valdade alusel.
Vaadates algmaterjalide mudelite tulemusi, pakkusid mudelid esimese korraga Giget
valda 8 korda ehk 1,6% koikidest valdade tulemustest. Nende seas oli 4 ERM kujutist ja
4 MTU RR kujutist, ehk 0,8% kdikidest valdade tulemustest. Laiendatud korrektse
tulemuse puhul pakkusid mudelid 28 korrektset tulemust ehk 5,6% koikidest valdade
tulemustest. Nende seas oli 13 ERM kujutist ehk 2,6% kdikidest valdade tulemustest ja
15 MTU RR kujutist ehk 3,0% kdikidest valdade tulemustest.

Vaadates rohkendatud mudelite tulemusi, pakkusid mudelid esimese korraga Giget valda
12 korda ehk 2,4% kdikidest rohkendatud materjalide mudelite valdade tulemustest.
Nende seas oli 5 ERM kujutist ehk 1,0% kaikidest ronkendatud materjalide mudelite
valdade tulemustest ja 7 MTU RR kujutist ehk 1,4% kéikidest rohkendatud materjalide
mudelite valdade tulemustest. Laiendatud korrektse tulemuse puhul pakkusid mudelid 31
korrektset tulemust ehk 6,2% koikidest rohkendatud materjalide mudelite valdade
tulemustest. Nende seas oli 14 ERM kujutist ehk 2,6% kdikidest rohkendatud materjalide
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mudelite valdade tulemustest ja 17 MTU RR kujutist ehk 3,4% kdikidest rohkendatud
materjale mudelite valdade tulemustest.

4.2.1 Algoritmide tulemused

Stivadppe algoritmide tulemusi vorreldes oli kBige tdpsem MobileNetVV2 8 korrektse
tulemusega (joonis 9), mis on 40,0% kaikidest korrektsetest tulemustest. Sellele jargnesid
InceptionV3 7 korrektse tulemusega (35,0%) ja ResNet50 5 korrektse tulemusega
(25,0%).

ERM kujutiste testimisel said kdik algoritmid 3 korrektset tulemust ehk 33,0% ERM

kujutiste tulemustest ja 15,0% kdikide korrektsete valdade tulemustest.

MTU RR to6deldud kujutiste testimisel oli tdpseim algoritm MobileNetV2 5 korrektse
tulemusega ehk 45,5% MTU RR kujutiste korrektsetest tulemustest ja 25,0% koikide
korrektsete valdade tulemustest. Sellele jargnesid InceptionVV3 algoritm 4 korrektse
tulemusega (36,4% MTU RR korrektsetest tulemustest ja 20,0% kdikidest korrektsetest
valdade tulemustest) ja ResNet50 algoritm 2 korrektse tulemusega (18,2% MTU RR
kujutistest, 10,0% koikidest korrektsetest tulemustest).

Nelja tdpseima piirkonnaga arvestades oli kdige tdpsem algoritm jéllegi MobileNetV2 24
korrektse tulemusega, mis on 40,7% kdikidest korrektsetest valdade tulemustest. Sellele
algoritmile jargnevad InceptionV3 23 korrektse tulemusega (39,0% koikidest
korrektsetest tulemustest) ja ResNet50 12 korrektse tulemusega (20,3%).

Algmaterjalide mudelite puhul on tépseimad algoritmid MobileNetV2 ja ResNet50,
pakkudes 3 korrektset tulemust ehk 5,1% kdikidest korrektsetest valdade tulemustest.
ERM kujutiste puhul on tdpseim algoritm ResNet50, pakkudes 2 korrektset tulemust ehk
10,0% kdikidest korrektsetest valdade tulemustest. MTU RR kujutiste puhul on tédpseim
algoritm MobileNetV2, pakkudes 2 korrektset tulemust ehk 10,0% kdikidest korrektsetest
valdade tulemustest. Laiendatud t&psuse puhul on korrektseim algoritm InceptionV3,

pakkudes 13 korrektset tulemust ehk 22,0% kdikidest korrektsetest valdade tulemustest.
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Joonis 8. Valdad puhul tépeima algoitmi, MobiIeNetVZ tstimise tulemused.
Rohkendatud mudelite puhul on tépseimad algoritmid MobileNetV2 ja ResNet50,
pakkudes 3 korrektset tulemust ehk 5,1% koikidest korrektsetest valdade tulemustest.
ERM kujutiste puhul on tdpseimad algoritmid InceptionV3 ja MobileNetV2, pakkudes 2
korrektset tulemust ehk 10% kdoikidest korrektsetest valdade tulemustest. MTU RR
kujutiste puhul on tédpseim algoritm MobileNetV2, pakkudes 3 korrektset tulemust ehk
15% koikidest korrektsetest valdade tulemustest. Laiendatud tépsuse puhul on
korrektseim algoritm MobileNetV2, pakkudes 16 korrektset tulemust ehk 27,1%

kdikidest korrektsetest valdade tulemustest.
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4.2.2 Tapseimate piirkondade pakkumised

Testitud valdade seast pakkusid mudelid tapseimalt L&&ne-Nigula ja Saaremaa valdasid,
mdlemat pakkusid mudelid 4 korda korrektselt ehk 20% kdikidest Kkorrektsetest
tulemustest. ERM kujutiste seast pakkusid mudelid kdige tapsemalt Saaremaa valda
(joonis 10), saades 3 korrektset tulemust ehk 33% ERM kujutiste Kkorrektsetest
tulemustest ja 15% koikidest korrektsetest valdade tulemustest. MTU RR téodeldud
kujutiste puhul pakkusid mudelid kdige tapsemini Ladne-Nigula valda 4 korrektse
tulemusega (joonis 11), mis on 36,4% MTU RR korrektsetest tulemustest ja 20,0%
koikidest korrektsetest valdade tulemustest.
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Joonis 9. ERM Kkujutiste testimisel tdpseimalt pakutud valla, Saaremaa, tulemused.
Laiendatud korrektsusega tulemustes oli kdige korrektsemalt pakutud PGhja-Sakala valda
10 korrektse tulemusega ehk 16,9% kdikidest korrektsetest valdade tulemustest. Sellele
jargnesid Saaremaa vald 8 Kkorrektse tulemusega (13,6% kdikidest Kkorrektsetest

tulemustest) ning Laaneranna ja Parnu vallad 7 tulemusega (11,9%).

Algmaterjalide mudelite tulemustes oli kdige korrektsemalt pakutud Kadrina, L&&ne-
Nigula ja Saaremaa valdu 2 korrektse tulemusega ehk 10,0% kdikidest korrektsetest
valdade tulemustest. Laiendatud korrektsusega tulemustes oli kdige korrektsemalt
pakutud POhja-Sakala valda 5 korrektse tulemusega ehk 8,5% kdikidest korrektsetest
valdade tulemustest.

Joonis 10. MTU RR kujutiste testimisel tapseimalt pakutud valla, Laane-Nigula, tulemused.
Rohkendatud mudelite tulemustes oli kdige korrektsemalt pakutud Parnu valda 3
korrektse tulemusega ehk 15,0% kdikidest korrektsetest valdade tulemustest. Laiendatud
korrektsusega tulemustes oli kbige korrektsemalt pakutud samuti Parnu valda 7 korrektse

tulemusega ehk 11,9% koikidest korrektsetest valdade tulemustest.

4.3 Maakondade alusel klassifitseeritud mudelite tulemused

Arvestades mudeli testimisel esimest pakutud piirkonda korrektseks tulemuseks,
pakkusid mudelid kokku 42 kujutise ja 504 testimistulemuse peale 31 korda kujutisele
esimese korraga diget maakonda ehk 6,2% tulemustest olid korrektsed. Nende seast olid
16 tulemust ERM kujutistest (joonis 12), ehk 48,4% korrektsetest tulemustest ja 3,2%
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koikidest maakondade tulemustest ning 15 tulemust MTU RR kujutistest (joonis 13), ehk
51,6% korrektsetest tulemustest ja 3,0% kdikidest maakondade tulemustest.

Kui arvestada korrektseks tulemust, kus on tegelik piirkond nelja suurima téendosuse
seas, pakkusid mudelid kokku 153 korrektset tulemust ehk 43,6% kdikidest korrektsetest
maakondade tulemustest. Nendest tulemustest 31 ehk 20,3% kdikidest korrektsetest
tulemustest olid tépsed esimesel pakkumisel, 28 tulemust ehk 18,3% kdikidest
korrektsetest tulemustest olid tdpsed teisel pakkumisel, 49 tulemust ehk 32,0% koikidest
korrektsetest tulemustest olid tapsed kolmandal pakkumisel ja 45 tulemust ehk 29,4%
koikidest korrektsetest tulemustest olid tdpsed neljandal pakkumisel. Nelja suurimat
tdendosust korrektsena arvestades oli ERM kujutiste (joonis 12) testimisel 79 korrektset
tulemust ehk 15,7% kaikidest maakondade tulemustest ja MTU RR toodeldud kujutiste
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Joonis 11. ERM kujutiste testimise tulemused maakondade alusel.

Vaadates algmaterjalide mudelite tulemusi, pakkusid mudelid esimese korraga diget
maakonda 11 korda ehk 2,2% koikidest maakondade tulemustest. Nende seas oli 7 ERM
kujutist ehk 1,4% koikidest maakondade tulemustest ja 4 MTU RR kujutist ehk 0,8%
kdikidest maakondade tulemustest. Laiendatud Kkorrektse tulemuse puhul pakkusid

mudelid 80 korrektset tulemust ehk 15,9% kdikidest maakondade tulemustest. Nende seas
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oli 39 ERM kujutist ehk 7,7% kdikidest maakondade tulemustest ja 41 MTU RR kujutist
ehk 8,2% kdoikidest maakondade tulemustest.

Vaadates rohkendatud mudelite tulemusi, pakkusid mudelid esimese korraga diget
maakonda 20 korda ehk 4,0% kdikidest maakondade tulemustest. Nende seas oli 9 ERM
kujutist ehk 1,8% kaikidest maakondade tulemustest ja 11 MTU RR kujutist ehk 2,2%
kdikidest maakondade tulemustest. Laiendatud korrektse tulemuse puhul pakkusid
mudelid 73 korrektset tulemust ehk 14,5% kdikidest maakondade tulemustest. Nende seas
oli 40 ERM kujutist ehk 7,9% kaikidest maakondade tulemustest ja 33 MTU RR kujutist
ehk 6,5% koikidest maakondade tulemustest.

Joonis 12. MTU RR kujutiste testimise tulemused maakondade alusel.

4.3.1 Algoritmide tulemused

Slivadppe algoritmide tulemusi vorreldes olid tdpseimad InceptionV3 ja MobileNetV2 13
korrektse tulemusega (joonis 14), mis on 41,9% kdikidest korrektsetest tulemustest.
ResNet50 tulemuseks oli 5 korrektset pakkumist (16,2% koikidest Kkorrektsetest
maakondade tulemustest).
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ERM kujutiste testimisel oli td4pseim InceptionV3, saades kokku 6 korrektset tulemust,
mis on 37,5% ERM kujutiste korrektsetest tulemustest ja 19,3% koikidest korrektsetest
maakondade tulemustest. Sellele jargnesid MobileNetV2 ja ResNet50 5 korrektse
tulemusega (31,2% ERM kujutiste korrektsetest tulemustest ja 16,2% kdikidest

korrektsetest maakondade tulemustest).

MTU RR to6deldud kujutiste testimisel oli tdpseim algoritm MobileNetV2 8 korrektse
tulemusega ehk 53,3% MTU RR kujutiste korrektsetest tulemustest ja

25,8% koikide korrektsete maakondade tulemustest. Sellele jargnes InceptionV3 algoritm
7 korrektse tulemusega (46,7% MTU RR korrektsetest tulemustest ja 22,6% kdikidest
korrektsetest maakondade tulemustest). ResNet50 ei pakkunud MTU RR kujutiste puhul

Uhtegi maakonda esimese korraga tappi.

T T = T e

.....

...........

..........

..........

Joonis 13. Maakondade puhul tdpseimate algoritmide, InceptionV3 (vasakul pool) ja MobileNetV2
(paremal pool), testimise tulemused.

Nelja tapseima piirkonnaga arvestades oli kdige tdpsem algoritm InceptionV3 62
korrektse tulemusega, mis on 40,5% kdikidest korrektsetest maakondade tulemustest.
Sellele algoritmile jargnevad MobileNetV2 54 korrektse tulemusega (35,3% kdikidest
korrektsetest tulemustest) ja ResNet50 37 korrektse tulemusega (24,2%).

Algmaterjalide mudelite puhul on t&pseim algoritm InceptionV3, pakkudes 5 16,1%
korrektset tulemust ehk kdikidest korrektsetest maakondade tulemustest. ERM kujutiste
puhul on t&pseim algoritm ResNet50, pakkudes 4 korrektset tulemust 12,9% ehk
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koikidest korrektsetest maakondade tulemustest. MTU RR kujutiste puhul on tapseim
algoritm InceptionV3, pakkudes 3 korrektset tulemust ehk 9,7% kdikidest korrektsetest
maakondade tulemustest. Laiendatud tdpsuse puhul on korrektseim algoritm
InceptionV3, pakkudes 32 korrektset tulemust ehk 20,9% koikidest korrektsetest
maakondade tulemustest.

Rohkendatud mudelite puhul on tapseim algoritm MobileNetV2, pakkudes 10 korrektset
tulemust ehk 32,3% kdikidest korrektsetest maakondade tulemustest. ERM Kujutiste
puhul on tapseim algoritm InceptionVV3, pakkudes 4 korrektset tulemust ehk 12,9%
koikidest korrektsetest maakondade tulemustest. MTU RR Kujutiste puhul on tapseim
algoritm MobileNetV2, pakkudes 7 korrektset tulemust ehk 22,6% kdikidest korrektsetest
maakondade tulemustest. Laiendatud tdpsuse puhul on korrektseim algoritm
InceptionV3, pakkudes 30 korrektset tulemust ehk 19,6% koikidest korrektsetest
maakondade tulemustest.

4.3.2 Tapseimate piirkondade pakkumised

Testitud maakondade seast pakkusid mudelid tapseimalt Harju maakonda, mida pakuti 9
korda korrektselt ehk 29,0% koikidest korrektsetest tulemustest. ERM kujutiste seast
pakkusid mudelid koéige tdpsemalt samuti Harju maakonda (joonis 15), saades 5
korrektset tulemust ehk 31,2% ERM kujutiste korrektsetest tulemustest ja 16,2%
koikidest korrektsetest maakondade tulemustest. MTU RR toodeldud kujutiste puhul
pakkusid mudelid kdige tdpsemini Harju ja Parnu maakondi (joonis 16) 4 korrektse
tulemusega, mis on 26,7% MTU RR korrektsetest tulemustest ja 12,9% kdoikidest
korrektsetest maakondade tulemustest.
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Joonis 14. ERM kujutiste testimisel tdpseimalt pakutud maakonna, Harju, tulemused.
Laiendatud korrektsusega tulemustes oli kdige korrektsemalt pakutud Viljandi ja Parnu
maakondi 29 korrektse tulemusega ehk 19,0% kdikidest korrektsetest maakondade
tulemustest. Sellele jargnesid Harju maakond 21 korrektse tulemusega (13,7% kdikidest
korrektsetest maakondade tulemustest) ja Valga maakond 17 korrektse tulemusega
(11,1%).
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Algmaterjalide mudelite tulemustes oli kdige korrektsemalt pakutud Harju ja Viljandi
maakondi 4 Kkorrektse tulemusega ehk 12,9% kdikidest korrektsetest maakondade
tulemustest. Laiendatud korrektsusega tulemustes oli kdige korrektsemalt pakutud
Viljandi maakonda 16  korrektse tulemusega ehk 27,1% kdikidest korrektsetest

maakondade tulemustest.

Rohkendatud mudelite tulemustes oli kdige korrektsemalt pakutud P&rnu maakonda 6
korrektse tulemusega ehk 3,9% kdikidest korrektsetest valdade tulemustest. Laiendatud
korrektsusega tulemustes oli kbige korrektsemalt pakutud samuti Parnu valda 16

korrektse tulemusega ehk 10,5% koikidest korrektsetest maakondade tulemustest.
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Joonis 15. MTU RR kujutiste testimisel tdpseimalt pakutud maakondade, Harju (iilemised kaks rida) ja
Parnu (alumised kaks rida), tulemused.

4.4 Regioonide alusel klassifitseeritud mudelite tulemused

Arvestades mudeli testimisel esimest pakutud piirkonda korrektseks tulemuseks,
pakkusid mudelid kokku 42 kujutise ja 504 testimistulemuse peale 119 korda kujutisele
esimese korraga Oiget regiooni ehk 23,6% tulemustest olid korrektsed. Nende seast olid
53 tulemust ERM kujutistest (joonis 17), ehk 44,5% korrektsetest tulemustest ja 10,5%
koikidest regioonide tulemustest ning 66 tulemust MTU RR kujutistest (joonis 18), ehk

55,5% korrektsetest tulemustest ja 13,1% kdikidest regioonide tulemustest.

Regioonide puhul tuleb laiendatud korrektset tulemust arvestada teistmoodi kui valdade
jamaakondade puhul. Kuna regioonideks on valitud neli piirkonda, arvestame laiendatud
korrektse tulemusena tulemust, kus testitud kujutise piirkond on esimese kahe mudeli
poolt pakutud piirkonna seas. Eelnimetatud juhul pakkusid mudelid kokku 265 korrektset
tulemust ehk 52,6% korrektseid tulemusi ning mudelid olid teisel pakkumisel tdpsed 146
korral ehk 55,0% kdikidest korrektsetest tulemustest ja 29,0% koikidest regioonide
tulemustest. ERM kujutiste seas (joonis 17) oli 133 laiendatud korrektsusega tulemust
ehk 26,4% kaikidest regioonide tulemustest ja MTU RR té6deldud kujutiste (joonis 18)
testimisel 132 laiendatud korrektsusega tulemust ehk 26,2% koikidest regioonide

tulemustest.
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Vaadates algmaterjalide mudelite tulemusi, pakkusid mudelid esimese korraga Giget
regiooni 41 korda ehk 8,1% kdikidest regioonide tulemustest. Nende seas oli 19 ERM
kujutist ehk 3,8% kdikidest regioonide tulemustest ja 22 MTU RR kujutist ehk 4,4%
kdikidest regioonide tulemustest. Laiendatud korrektse tulemuse puhul pakkusid mudelid
133 korrektset tulemust ehk 26,4% koikidest regioonide tulemustest. Nende seas oli 67
ERM kujutist ehk 13,3% kdikidest regioonide tulemustest ja 66 MTU RR kujutist ehk

13,1% kdikidest regioonide tulemustest.
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Joonis 16. ERM kujutiste testimise tulemused regioonde alusel.
Vaadates rohkendatud mudelite tulemusi, pakkusid mudelid esimese korraga diget
regiooni 78 korda ehk 15,5% kdikidest regioonide tulemustest. Nende seas oli 34 ERM
kujutist ehk 6,7% kdikidest regioonide tulemustest ja 44 MTU RR kujutist ehk 8,7%
kdikidest regioonide tulemustest.
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Joonis 17. MTU RR kujutiste testimise tulemused regioonide alusel.
Laiendatud korrektse tulemuse puhul pakkusid mudelid 132 korrektset tulemust ehk
52,4% kdikidest regioonide tulemustest. Nende seas oli 66 ERM kujutist ja 66 MTU RR
kujutist ehk 13,1% kdikidest regioonide tulemustest.

4.4.1 Algoritmide tulemused

Slivadppe algoritmide tulemusi vorreldes oli tdpseim ResNet50 48 korrektse tulemusega
(joonis 19), mis on 40,3% kdikidest korrektsetest tulemustest. Jargnesid InceptionVV3 45
korrektse tulemusega (37,8% kdikidest korrektsetest regioonide tulemustest) ja
MobileNetV2 26 korrektse pakkumisega (21,8% kdikidest korrektsetest regioonide

tulemustest).

ERM kujutiste testimisel oli tdpseim ResNet50, saades kokku 24 korrektset tulemust, mis
on 45,3% ERM kujutiste korrektsetest tulemustest ja 20,2% kdikidest korrektsetest
regioonide tulemustest. Sellele jargnesid InceptionV3 21 korrektse tulemusega (39,6%
ERM kujutiste korrektsetest tulemustest ja 17,6% kdikidest korrektsetest maakondade
tulemustest) ja MobileNetV2 8 korrektse tulemusega (15,1% ERM kujutistest, 6,7%

kdikidest korrektsetest tulemustest.
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MTU RR toodeldud kujutiste testimisel olid tdpseimad algoritmid InceptionV3 ja
ResNet50 24 korrektse tulemusega ehk 36,4% MTU RR Kkujutiste korrektsetest
tulemustest ja 20,2% kdikide korrektsete regioonide tulemustest. MobileNetVV2 mudelid
said 18 korrektset tulemust ehk 27,3% MTU RR kujutiste korrektsetest tulemustest ja

15,1% kdikide korrektsete regioonide tulemustest.
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Joonis 18. Regioonide puhul tdpseima algoritmi, ResNet50, testimise tulemused.
Kahe tépseima piirkonnaga arvestades oli kdige tdpsem algoritm InceptionV3 92
korrektse tulemusega, mis on 34,7% koikidest korrektsetest regioonide tulemustest.
Sellele algoritmile jargnevad MobileNetV2 90 korrektse tulemusega (34,0% koikidest
korrektsetest regioonide tulemustest) ja ResNet50 83 korrektse tulemusega (31,3%).
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Algmaterjalide mudelite puhul on tdpseim algoritm InceptionV3, pakkudes 23 korrektset
tulemust ehk 19,3% kaikidest korrektsetest regioonide tulemustest. ERM kujutiste puhul
on tapseim algoritm InceptionV3, pakkudes 11 korrektset tulemust ehk 9,2% kdikidest
korrektsetest regioonide tulemustest. MTU RR kujutiste puhul on tapseim algoritm
InceptionV3, pakkudes 12 korrektset tulemust ehk 10,1% kdikidest korrektsetest
regioonide tulemustest. Laiendatud t&psuse puhul on korrektseim algoritm ResNet50,
pakkudes 46 korrektset tulemust ehk 17,4% kdikidest korrektsetest regioonide

tulemustest.

Rohkendatud mudelite puhul on tapseim algoritm ResNet50, pakkudes 40 korrektset
tulemust ehk 33,6% kaikidest korrektsetest regioonide tulemustest. ERM ja MTU RR
kujutiste puhul on tépseim algoritm ResNet50, pakkudes 20 korrektset tulemust ehk
16,8% kdikidest korrektsetest regioonide tulemustest. Laiendatud tapsuse puhul on
korrektseim algoritm ResNet50, pakkudes 48 korrektset tulemust ehk 18,1% koikidest
korrektsetest regioonide tulemustest.

4.4.2 Tapseimate piirkondade pakkumised

Testitud regioonide seast pakkusid mudelid tdpseimalt P6hja regiooni, mida pakuti 65
korda korrektselt ehk 54,6% koikidest korrektsetest tulemustest. ERM kujutiste seast
pakkusid mudelid kdige tapsemalt samuti P6hja regiooni (joonis 20), saades 26 korrektset
tulemust ehk 49,1% ERM Kkujutiste korrektsetest tulemustest ja 21,8% kdikidest
korrektsetest maakondade tulemustest. MTU RR téédeldud kujutiste puhul pakkusid
mudelid kdige tdpsemini Pdhja regiooni 39 korrektse tulemusega (joonis 21) , mis on
59,1% MTU RR korrektsetest tulemustest ja 32,8% koikidest korrektsetest maakondade

tulemustest.

Joonis 19. ERM kujutiste testimisel tdpseimalt pakutud regiooni, P8hja, tulemused.
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Laiendatud korrektsusega tulemustes oli kdige korrektsemalt pakutud Phja regiooni 154
korrektse tulemusega ehk 58,1% koikidest korrektsetest regioonide tulemustest. Sellele
jargnesid Louna regioon 48 korrektse tulemusega (18,1% kdikidest korrektsetest

regioonide tulemustest) ja Saarte regioon 36 korrektse tulemusega (13,6%).

Algmaterjalide mudelite tulemustes oli kdige korrektsemalt pakutud L&una regiooni 13
korrektse tulemusega ehk 10,9% kdikidest korrektsetest regioonide tulemustest.
Laiendatud korrektsusega tulemustes oli kdige korrektsemalt pakutud Pdhja regiooni 79

korrektse tulemusega ehk 29,8% kdikidest korrektsetest regioonide tulemustest.

Joonis 20. MTU RR kujutiste testimisel tdpseimalt pakutud regiooni, Phja, tulemused.

Rohkendatud mudelite tulemustes oli kbige korrektsemalt pakutud Pdhja regiooni 59
korrektse tulemusega ehk 49,6% koikidest korrektsetest regioonide tulemustest.
Laiendatud korrektsusega tulemustes oli kdige korrektsemalt pakutud samuti Pdhja
regiooni 75 korrektse tulemusega ehk 28,3% kdikidest korrektsetest regioonide

tulemustest.

4.5 Algmaterjalide mudelite tulemuste vordlus rohkendatud mudelite

tulemustega

Lisaks eelnevatele tulemustele on veel valja arvutatud tulemuste pdhjal vastus
kisimusele, kas rohkendatud materjalidel treenitud mudelid olid tdpsemad Kkui
algmaterjalidel treenitud mudelid? Vaartusteks olevad tulemused saadi rohkendatud
materjalide p6hjal treenitud mudelite korrektsete tulemuste lahutamisel algmaterjalide

pohjal treenitud mudelite korrektsetest tulemustest. Positiivsed tulemused arvestati kui
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~JAH®, vordvédrsed ja negatiivsed tulemused ldksid kirja kui ,,EI*. Tapsemad tulemused

on Kirjas tabelis MudeliteTestimise Tulemused.xlIsx?,

4.5.1 Valdade alusel klassifitseeritud mudelite tulemuste vordlus

Vaadates ainult tulemusi, kus mudel pakkus esimese piirkonna korrektselt, on naha, et oli
kolm valda, mille puhul olid rohkendatud mudelid tdpsemad — Parnu, P6hja-Sakala, ja
Viljandi. Parnu puhul on vahe suurim, kolme tulemuse vorra tdpsem, sellele jargnesid

Pdhja-Sakala ja Viljandi, olles vastavalt kahe ja tihe tulemuse vorra tapsem.

ERM kujutiste puhul olid tulemused samad — kolm valda, mille puhul on rohkendatud
mudelite tulemused tdpsemad, ja need olid jéllegi Parnu, P6hja-Sakala ja Viljandi. Parnu
oli siinkohapeal samuti suurim, seekord kahe tulemuse vorra tdpsem ja Pohja-Sakala ja

Viljandi olid mdlemad Uhe tulemuse vdrra tdpsemad.

MTU RR kujutiste puhul olid tulemused erinevad, nii valdade kui piirkondade osas.
Siinkohal oli neli erinevat valda, mille puhul oli rohkendatud mudelid tdpsemad —
Ladneranna, Parnu, Pohja-Sakala ja Saaremaa. Kd&ik neli valda olid Uhe tulemuse vorra

tdpsemad algmaterjalide mudelite tulemustest.

Laiendatud korrektsuse puhul oli neli valda, mille puhul on rohkendatud mudelite
tulemused tdpsemad — JOgeva, Marjamaa, Parnu ja Viljandi. Siinkohal oli suurim vahe
Parnu valla puhul, kus rohkendatud mudelid olid seitsme tulemuse vorra tapsem
algmaterjalide mudelitest. Jargnesid Méarjamaa vald kahe tulemuse ning JGgeva ja

Viljandi vallad mdlemad Uhe tulemusega.

ERM kujutiste laiendatud korrektsuse puhul olid kolme valla rohkendatud mudelite
tulemused tapsemad, milleks olid Méarjamaa, Parnu ja Viljandi. Siingi oli suurim vahe
Parnu valla tulemustes, rohkendatud mudelid olid viie tulemuse vorra tdpsemad, ja

jargnesid Méarjamaa ja Viljandi, mélemad (he tulemusega.

MTU RR kujutiste laiendatud korrektsuse puhul olid viie valla rohkendatud mudelite

tulemused tédpsemad — JOgeva, Méarjamaa, Parnu, Pohja-Sakala ja Saaremaa. Siin olid

L https://github.com/htonts/rahvaroivas/blob/main/testimistulemused/Mudelite Testimise Tulemused.xlIsx
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vahed aga vaiksemad, Parnu valla tulemused olid kahe tulemuse vdrra tdpsemad ja

ulejdénud valdade tulemused olid the tulemuse vorra tdpsemad.

4.5.2 Maakondade alusel klassifitseeritud mudelite tulemuste vordlus

Tulemuste seas, kus mudel pakkus esimese piirkonna korrektselt, oli viie maakonda, mille
puhul olid rohkendatud mudelid tdpsemad — Harju, Hiiu, Parnu, Rapla ja Saare. Parnu
maakonna puhul oli vahe suurim, olles kuue tulemuse vorra tdpsem algmaterjalide
mudelite tulemustest. Sellele jargnesid Rapla maakond nelja tulemusega, Saare maakond

kahe tulemusega, ning Harju ja Hiiu maakonnad (ihe tulemusega.

ERM kujutiste puhul oli kolm maakonda, mille puhul olid rohkendatud mudelite
tulemused tadpsemad — Parnu, Rapla ja Saare. Parnu ja Rapla maakonnad olid kahe

tulemuse vdrra tdpsemad ning Saare maakond oli Ghe tulemuse vdrra tdpsem.

MTU RR kujutiste puhul on jallegi viis maakonda, mille puhul olid rohkendatud mudelite
tulemused tdpsemad - Harju, Hiiu, Parnu, Rapla ja Saare. Parnu maakonna puhul oli vahe
suurim, olles nelja tulemuse vorra tdpsem algmaterjalide mudelite tulemustest. Jargnesid
Harju ja Rapla maakonnad kahe tulemusega ning Hiiu ja Saare maakonnad (he

tulemusega.

Laiendatud korrektsuse puhul oli kolm maakonda, mille puhul olid rohkendatud mudelite
tulemused tdpsemad — Hiiu, Parnu ja Valga. Siinkohal olid VValga maakonna tulemuste
vahe suurim, rohkendatud mudelitel oli viis tdpsemat tulemust. Hiiu ja Pa&rnu maakondade

puhul oli rohkendatud mudelitel kolm tapsemat tulemust.

ERM kujutiste laiendatud korrektsuse puhul olid nelja maakonna rohkendatud mudelite
tulemused tapsemad, milleks olid Hiiu, L&&ne-Viru, Parnu ja Valga. Siingi on suurim
vahe Valga maakonna tulemustes, rohkendatud mudelid olid kolme tulemuse vorra
tdpsemad. Jargnesid Hiiu maakond kahe tulemusega ning L&ane-Viru ja Pérnu

maakonnad uhe tulemusega.

MTU RR kujutiste laiendatud korrektsuse puhul olid kolme maakonna rohkendatud
mudelite tulemused t&dpsemad — Hiiu, Parnu ja Valga. Parnu ja Valga maakondade
tulemused olid kahe tulemuse vorra tdpsemad algmaterjalide mudelite tulemustest ja Hiiu

maakonna tulemused olid Uhe tulemuse vdrra tdpsemad.

44



4.5.3 Regioonide alusel klassifitseeritud mudelite tulemuste vordlus

Tulemuste seas, kus mudel pakkus esimese piirkonna korrektselt, oli Uks regioon, mille
puhul olid rohkendatud mudelid tdpsemad, ning selleks oli P8hja regioon, ning see
regioon oli ainsana tdpsem ERM ja MTU RR kujutiste seas. K&ikide kujutiste puhul olid
Pdhja regiooni tulemused 53 tulemuse vorra tdpsemad, ERM kujutiste puhul 24 tulemuse
vorra tapsemad ja MTU RR kujutiste puhul 29 tulemuse vérra tdpsemad.

Laiendatud korrektsuse ehk parima kahe pakkumise puhul oli kaks regiooni, mille puhul
olid rohkendatud mudelite tulemused tdpsemad — L&&ne ja Saared. Saarte regiooni puhul
oli suurem vahe, rohkendatud mudelid olid kuue tulemuse vorra tdpsemad ning Laéne

regiooni tulemused olid Gihe tulemuse vorra tapsemad.

ERM kujutiste laiendatud korrektsuse puhul olid kahe regiooni rohkendatud mudelite
tulemused tapsemad — Lduna ja Saared. Mdlema regiooni puhul oli rohkendatud mudelid
kahe tulemuse vorra tapsemad. MTU RR kujutiste laiendatud korrektsuse puhul olid
kolme regiooni rohkendatud mudelite tulemused tapsemad — L&ane, Pohja ja Saared.
Saarte regiooni puhul oli vahe suurim, rohkendatud mudelid olid nelja tulemuse vdrra

tdpsemad ning Laane ja Pohja regioonide tulemused on Uihe tulemuse vorra tapsemad.

4.5.4 Saadud tulemuste analiits

Valdade osas oli algmaterjalide mudelite tulemuste vordlemisel rohkendatud mudelite
tulemustega kbige rohkem vahet Parnu vallas, kus rohkendatud mudelid pakkusid nii
tapseima pakkumise, kdikide pakkumiste, kdikide kujutiste, ERM kujutiste ja MTU RR
kujutiste puhul rohkem korrektseid tulemusi. Kolme kdige rohkem paranenud
tulemustega valdade seas olid veel P6hja-Sakala ja Viljandi. Laiendatud korrektsusega
tulemuste puhul tuleb mainida Marjamaad, mille puhul tulemused paranesid nii ERM kui
ka MTU RR kujutiste puhul.

Maakondade osas oli kdige rohkem vahet Parnu maakonnas, kus rohkendatud mudelid
pakkusid nii tdpseima pakkumise, kdikide pakkumiste, kdikide kujutiste, ERM kujutiste
kui ka MTU RR kujutiste puhul rohkem korrektseid tulemusi. Tapseima pakkumise puhul
paranesid tulemused veel Rapla ja Saare maakondades ning laiendatud korrektsuse puhul

négid kdige rohkem tulemuste paranemist Hiiu ja VValga maakonnad.

45



Regioonide osas oli tulemuse paranemine eelnevatest piirkondadest erinev — kui tdpseima
pakkumise puhul paranesid tulemused ainult PGhja regioonis, nii kdikide, ERM kui MTU
RR kujutiste puhul, siis laiendatud korrektsuse puhul oli kdikide kujutiste puhul tulemuste
paranemist ndha Laane ja Saarte regioonis. ERM kujutiste laiendatud korrektsuse puhul
paranesid tulemused LGuna ja Saarte regioonis ning MTU RR kujutiste laiendatud
korrektsuse puhul Laane, POhja ja Saarte regioonis.

4.6 Jareldused

Treenitud mudelid ei osutunud tépseteks Uheski piirkonnas, nii algmaterjalide kui ka
rohkendatud mudelite puhul. Laiendatud korrektsus aitas mudelite t&psust tdsta
markimisvéaarselt, kuid ainult regioonide mudelid Uletasid sel puhul 50% tapsuse piiri ja

sedagi mitte vaga véimsalt (52,6% tapsus).

Rohkendatud mudelid ei aidanud tapsust mérkimisvaarselt, pakkudes suurenenud tapsust
vahestes piirkondades (valdade puhul Parnu ja P&hja-Sakala vallad, maakondade puhul
Hiiu ja Parnu maakonnad ning regioonide puhul P6hja regioon). Siinkohal vdib mérkida,
et kuigi Augmentori abil saadi rohkendatud mudelite abil paremaid tulemusi, siis on naha,

et seda ei saa Uks-Uhele teise konteksti timber tdsta.

Et saada tdpsemaid tulemusi, on tdenéoliselt vaja rohkem algmaterjale, seda mitte ainult
arvuliselt, vaid ka klassifikaatorite arvult, sest valdade puhul on hetkel umbes 2/3
valdadest klassifitseeritud. V&ib kontakteeruda ERM-iga voi MTU RR-iga, et kas neil
oleks voimalik koguda rohkem stisteemset ja/vGi masinloetavat materjali.

Lisaks rohkemale algmaterjalile oleks vaja mudelitel suuremat treenimismahtu.
Bakalaureuse t66 mahus ei ole voimalik pikaajalist treenimist teha, kuid tulevikus saab
mudelite treenimismahtu suurendada mitte ainult rohkema algmaterjali arvelt, vaid ka
mudeli treenimisel tehtud eksperimentide arvult. Samuti on véimalik votta eksisteerivad
mudelid aluseks ning neid edasi treenida. Treenimisaja liihendamiseks on vGimalik

kasutada Google Cloud virtuaalmasinat, mis pakub suuremat joudlust kui koduarvutid.

Uks tuleviku paranduspunkt vGib olla algmaterjali tdpsem rohkendamine, kohendades
rohkendusparameetreid sobivamaks ning leides parameetrid ja nende véartused, mis
pakuvad tdpsemat tuvastust. Augmentor oli algselt méeldud biomeditsiiniliste kujutiste

rohkendamiseks, seega vajavad rahvardivaste kujutised ronkem kohendamist.
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5 Kokkuvote

Ké&esolevas t00s uuriti tehisneurovorkude treenimist vahese sisendmaterjali korral Eesti

rahvardivaste mustrite klassifitseerimise naitel.

Kdigepealt kirjeldati t66 tehnilist tausta, nimelt mudelite treenimise ja algmaterjalide
rohkendamise tarkvarasid ja nende t66pBGhimdtteid. Jargnevalt seati dles
treenimiskeskkond, Kklassifitseeriti ja rohkendati algmaterjalid ning treeniti mudelid nii
algmaterjalide kui ka rohkendatud materjalide baasil. Seejarel testiti mudelite t&psust
erinevate testkujutiste tuvastamisel, arvestades nii tapseimat pakkumist kui ka laiendatud
korrektsust. Ldpuks vorreldi saadud tulemusi algmaterjalide mudelite ja rohkendatud

mudelite vahel, et leida, kui palju m&jutas mudelite tdpsust algmaterjalide rohkendamine.

Tulemused ei osutunud tapseks uheski piirkonnas, kuid laiendatud korrektsus tostis
mudelite tapsust markimisvaarselt. Seda aga ei suutnud rohkendatud mudelid, mille

tulemuste alusel oli tdpsuse suurenemist nédha ainult vahestes piirkondades.

Ldpetuseks tuleb 6elda, et kuigi mudelid ei olnud tépsed ja algmaterjali rohkendamine ei
mojutanud mudelite t&psust suures osas, on leitud informatsioonis potentsiaali
edasiarenduseks. Tooga jatkamisel on soovituslik leida rohkem algmaterjali, kaasa
arvatud hetkel puuduliku materjaliga piirkondades, ning siin v6ib abi otsida Eesti Rahva
Muuseumilt v8i MTU Rahvardivalt. Samuti on v@imalik treenimismahtu suurendada
mudelite rohkema treenimisega, mille aluseks saab votta t60 kéigus loodud mudelid.
Viimaseks tuleks Augmentori rohkendusparameetrid lle vaadata ning kohendada neid

rahvardivastele sobivamaks.
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Lisa 2 — Mudelite testimise tulemustest koostatud tabelid

Legend tabelite jaoks: | = Mudel pakkus kujutise esimese korrektse pakkumisega, Il =
Mudel pakkus kujutise teise korrektse pakkumisega ja nii edasi. Ebatdpne = Mudel ei
pakkunud kujutise piirkonda korrektselt. Korrektseid tulemusi = Mudeli poolt pakutud

korrektsete tulemuste summa.

Vallad I 1l 1l 1V Ebatéapne | Korrektseid tulemusi
Alutaguse 0 {0 {0 0 i24 0
Hiiu 0 i1 1:0 1 122 2
Joelahtme 0 {0 0 0 (24 0
Jdgeva 0 i0 i1 0 (23 1
Kadrina 2 10 10 0 {22 2
Laane-Nigula 4 i1 0 0 i7 5
Laaneranna 2 {510 0 17 7
Liganuse 0 i0 0 1 23 1
Mustvee 0 {2 0 1 21 3
Marjamaa 0 {0 {2 0 {22 2
Paide 0 {0 {0 0 (24 0
Parnu 310 1i0 4 17 7
P6hja-Sakala 2 {7 10 1 {14 10
Rakvere 0 {0 {0 0 (24 0
Rapla 0 i0 0 2 122 2
Saaremaa 4 11 12 1 {16 8
Saue 0 {2 40 4 18 6
Tartu 0 {0 {0 0 {12 0
Torva 0 {0 0 0 (24 0
Turi 0 i0 0 0 (24 0
Valga 0 {0 i0 0 (24 0
Viljandi 3 0 {0 0 {21 3
Pakkumise kohta: || 20 : 19 | 5 15 | 445

Lisa tabel 1. K&ik valdade tulemused.
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Vallad

<

Ebatépne

Korrektseid tulemusi

Alutaguse 0 {0 {0 0 {12 0
Hiiu 0 {0 {0 0 {12 0
Joelahtme 0 {0 {0 0 12 0
Jdgeva 0 i0 i0 0 (12 0
Kadrina 1 :0 i0 0 {11 1
Laane-Nigula 0 {0 {0 0 i0 0
Laaneranna 112 0 0 9 3
Liganuse 0 i0 0 1 11 1
Mustvee 0 i1 0 1 110 2
Marjamaa 0 {0 i1 0 i11 1
Paide 0 {0 {0 0 {12 0
Parnu 2 {0 {0 3 47 5
P6hja-Sakala 1 :2 0 0 i9 3
Rakvere 0 {0 {0 0 (12 0
Rapla 0 {0 {0 2 110 2
Saaremaa 3 10 i1 1 17 5
Saue 0 i1 0 2 19 3
Tartu 0 {0 {0 0 {12 0
Torva 0 {0 {0 0 {12 0
Tari 0 {0 0 0 (12 0
Valga 0 {0 {0 0 {12 0
Viljandi 1 :0 1i0 0 {11 1
Pakkumise kohta: |9 (6 |2 10 {225

Lisa tabel 2. ERM kujutiste valdade tulemused.
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Vallad

<

Ebatépne

Korrektseid tulemusi

Alutaguse 0 {0 {0 0 {12 0
Hiiu 0 i1 1:0 1 10 2
Joelahtme 0 {0 {0 0 12 0
Jdgeva 0 i0 i1 0 (11 1
Kadrina 1 :0 i0 0 {11 1
Laane-Nigula 4 i1 0 0 i7 5
Laaneranna 1 i3 10 0 |8 4
Liganuse 0 {0 {0 0 {12 0
Mustvee 0 i1 0 0 11 1
Marjamaa 0 {0 i1 0 i11 1
Paide 0 {0 {0 0 {12 0
Parnu 1 {0 {0 1 10 2
P6hja-Sakala 1 5 {0 1 {5 7
Rakvere 0 {0 {0 0 (12 0
Rapla 0 {0 {0 0 {12 0
Saaremaa 1 i1 i1 0 {9 3
Saue 0 i1 0 2 19 3
Tartu 0 {0 {0 0 {0 0
Torva 0 {0 {0 0 {12 0
Tari 0 {0 0 0 (12 0
Valga 0 {0 {0 0 {12 0
Viljandi 2 {0 {0 0 {10 2
Pakkumise kohta: || 11 { 13 | 3 5 1220

Lisa tabel 3. MTU RR kujutiste valdade tulemused.
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Vallad

<

Ebatépne

Korrektseid tulemusi

Alutaguse 0 {0 {0 0 {12 0
Hiiu 0 {0 0 1 11 1
Joelahtme 0 {0 {0 0 12 0
Jdgeva 0 i0 i0 0 (12 0
Kadrina 2 10 10 0 {10 2
Laane-Nigula 2 i1 0 0 i3 3
Laaneranna 1 i3 10 0 |8 4
Liganuse 0 i0 0 1 11 1
Mustvee 0 {2 0 0 {10 2
Marjamaa 0 {0 {0 0 {12 0
Paide 0 {0 {0 0 {12 0
Parnu 0 {0 {0 0 {12 0
P6hja-Sakala 0 4 {0 1 {7 5
Rakvere 0 {0 {0 0 (12 0
Rapla 0 {0 {0 1 111 1
Saaremaa 2 11 10 1 8 4
Saue 0 {2 10 2 8 4
Tartu 0 {0 {0 0 (6 0
Tdrva 0 {0 {0 0 {12 0
Tari 0 {0 0 0 (12 0
Valga 0 {0 {0 0 {12 0
Viljandi 1 :0 1i0 0 {11 1
Pakkumise kohta: |8 130 7 1224

Lisa tabel 4. Kdik valdade tulemused algmaterjalide mudelite osas.
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Vallad

<

Ebatépne

Korrektseid tulemusi

Alutaguse

Hiiu

Joelahtme

Jdgeva

Kadrina

Laane-Nigula

Laaneranna

Liiganuse

Mustvee

Marjamaa

Paide

Parnu

P6hja-Sakala

Rakvere

Rapla

Saaremaa

Saue

Tartu

Torva

Turi

Valga

Viljandi
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Pakkumise kohta:
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Lisa tabel 5. ERM kujutiste valdade tulemused algmaterjalide mudelite osas.

54




Vallad

<

Ebatépne

Korrektseid tulemusi

Alutaguse

Hiiu

Joelahtme

Jdgeva

Kadrina

Laane-Nigula

Laaneranna

Liiganuse

Mustvee

Marjamaa

Paide

Parnu

P6hja-Sakala

Rakvere

Rapla

Saaremaa

Saue

Tartu

Torva

Turi

Valga

Viljandi
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Pakkumise kohta:
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Lisa tabel 6. MTU RR kujutiste valdade tulemused algmaterjalide mudelite osas.
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Vallad

<

Ebatépne

Korrektseid tulemusi

Alutaguse 0 {0 {0 0 {12 0
Hiiu 0 i1 1:0 0 11 1
Joelahtme 0 {0 {0 0 12 0
Jdgeva 0 i0 i1 0 (11 1
Kadrina 0 {0 {0 0 {12 0
Laane-Nigula 2 {0 {0 0 i4 2
Laaneranna 112 0 0 9 3
Liganuse 0 {0 {0 0 {12 0
Mustvee 0 {0 (0 1 11 1
Marjamaa 0 {0 {2 0 i10 2
Paide 0 {0 {0 0 {12 0
Parnu 3 10 {0 4 15 7
P6hja-Sakala 2 i3 10 0 i7 5
Rakvere 0 {0 {0 0 (12 0
Rapla 0 {0 {0 1 111 1
Saaremaa 2 10 {2 0 i8 4
Saue 0 {0 0 2 10 2
Tartu 0 {0 {0 0 (6 0
Torva 0 {0 {0 0 {12 0
Tari 0 {0 0 0 (12 0
Valga 0 {0 {0 0 {12 0
Viljandi 2 {0 {0 0 {10 2
Pakkumise kohta: |12 {6 |5 8 (221

Lisa tabel 7.

Kdik valdade tulemused rohkendatud mudelite osas.
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Vallad I 1l 1l 1V  Ebatéapne | Korrektseid tulemusi
Alutaguse 0 {0 {0 0 i6 0
Hiiu 0 {0 {0 0 (6 0
Joelahtme 0 {0 {0 0 i6 0
Jdgeva 0 i0 i0 0 i6 0
Kadrina 0 {0 {0 0 (6 0
Laane-Nigula 0 {0 {0 0 i0 0
Laaneranna 0 i1 0 0 5 1
Liganuse 0 i0 0 0 i6 0
Mustvee 0 {0 (0 1 5 1
Marjamaa 0 {0 i1 0 i5 1
Paide 0 {0 {0 0 (6 0
Parnu 2 {0 {0 3 i1 5
P6hja-Sakala 1 :0 {0 0 i5 1
Rakvere 0 {0 {0 0 |6 0
Rapla 0 {0 {0 1 {5 1
Saaremaa 1 :0 i1 0 i4 2
Saue 0 {0 {0 1 {5 1
Tartu 0 {0 {0 0 (6 0
Tdrva 0 {0 {0 0 (6 0
Tari 0 {0 0 0 6 0
Valga 0 {0 {0 0 (6 0
Viljandi 1i0 10 0 {5 1
Pakkumise kohta: |5 i1 |2 6 112

Lisa tabel 8. ERM kujutiste valdade rohkendatud mudelite tulemused rohkendatud mudelite osas.

57



Vallad

<

Ebatépne

Korrektseid tulemusi

Alutaguse

Hiiu

Joelahtme

Jogeva

Kadrina

Laane-Nigula

Laaneranna

Luganuse

Mustvee

Marjamaa

Paide

Parnu

Pbhja-Sakala

Rakvere

Rapla

Saaremaa

Saue

Tartu

Torva

Tari

Valga

Viljandi
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Lisa tabel 9. MTU RR kujutiste valdade tulemused rohkendatud mudelite osas.
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Maakonnad | I 111 1V  Ebatapne pakkumine || Korrektseid tulemusi
Harju 9 4 5 3 27 21
Hiiu 1 0 1 1 21 3
Ida-Viru 0 0 0 4 44 4
Jarva 0 0 2 1 45 3
Jbgeva 0 0 3 4 41 7
Laane 1 0 2 0 9 3
Laane-Viru 0 0 0 2 46 2
Parnu 6 {2 |8 13 119 29
Rapla 4 9 10 i1 24 24
Saare 2 4 0 1 17 7
Tartu 2 0 0 2 8 4
Valga 2 0 7 8 31 17
Viljandi 4 9 11 5 19 29
Pakkumise kohta: |31 {28 {49 {45 351

Lisa tabel 10. K&ikide kujutiste maakondade tulemused.
Maakonnad | 1 111 1V  Ebatapne pakkumine || Korrektseid tulemusi
Harju 5 1 3 2 13 11
Hiiu 0 0 1 10 2
Ida-Viru 0 0 -3 14 23 1
Jarva 0 0 1 1 22 2
Jbgeva 0 0 2 2 20 4
Laane 0 0 0 0 0 0
Laane-Viru 0 0 0 1 23 1
Parnu 2 2 3 8 9 15
Rapla 2 6 4 0 12 12
Saare 1 2 0 0 9 3
Tartu 2 0 0 2 8 4
Valga 2 0 3 4 15 9
Viljandi 2 4 6 3 9 15
Pakkumise kohta: | 16 {15 {20 |28 | 173

Lisa tabel 11. ERM kujutiste maakondade tulemused.




Maakonnad | I 111 1V  Ebatapne pakkumine || Korrektseid tulemusi
Harju 4 3 2 1 14 10
Hiiu 1 0 0 0 11 1
Ida-Viru 0 0 3 0 21 3
Jarva 0 0 1 0 23 1
Jbgeva 0 0 1 2 21 3
Laane 1 0 2 0 9 3
Laane-Viru 0 0 0 1 23 1
Parnu 4 0 5 5 10 14
Rapla 2 3 6 1 12 12
Saare 1 2 0 1 8 4
Tartu 0 {0 {0 {0 O 0
Valga 0 {0 {4 4 116 8
Viljandi 2 5 5 2 10 14
Pakkumise kohta: |15 {13 {29 |17 | 178

Lisa tabel 12. MTU RR kujutiste maakondade tulemused.
Maakonnad | 1 111 1V  Ebatapne pakkumine || Korrektseid tulemusi
Harju 4 4 2 1 13 11
Hiiu 0 0 0 0 12 0
Ida-Viru 0 0 0 4 20 4
Jarva 0 0 2 1 21 3
Jbgeva 0 0 0 4 20 4
Laane 1 0 2 0 3 3
Laane-Viru 0 0 0 1 23 1
Parnu 0 0 3 10 11 13
Rapla 0 4 8 0 12 12
Saare 0 4 0 1 7 5
Tartu 1 0 0 1 4 2
Valga 1 0 2 3 18 6
Viljandi 4 4 7 1 8 16
Pakkumise kohta: |11 {16 |26 |27 |172

Lisa tabel 13. Kdikide kujutiste maakondade tulemused algmaterjalide mudelite osas.
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Maakonnad | I 111 1V  Ebatapne pakkumine || Korrektseid tulemusi
Harju 3 1 1 1 6 6
Hiiu 0 {0 {0 {0 6 0
Ida-Viru 0 0 0 1 11 1
Jarva 0 0 1 1 10 2
Jbgeva 0 0 0 2 10 2
L&éne 0 i0 {0 (0 {0 0
Laane-Viru 0 0 0 0 12 0
Parnu 0 {0 i1 i6 5 7
Rapla 0 2 4 0 6 6
Saare 0 2 0 0 4 2
Tartu 1 0 0 1 4 2
Valga 1 0 0 2 9 3
Viljandi 2 2 4 0 4 8
Pakkumise kohta: | 7 7 11 {14 |87
Lisa tabel 14. ERM kujutiste maakondade tulemused algmaterjalide mudelite osas.

Maakonnad | 1 111 1V  Ebatapne pakkumine || Korrektseid tulemusi
Harju 1 3 1 0 7 5
Hiiu 0 0 0 0 6 0
Ida-Viru 0 0 0 3 9 3
Jarva 0 0 1 0 11 1
Jbgeva 0 0 0 2 10 2
Laane 1 0 2 0 3 3
Laane-Viru 0 0 0 1 11 1
Parnu 0 0 2 4 6 6
Rapla 0 2 4 0 6 6
Saare 0 2 0 1 3 3
Tartu 0 0 0 0 0 0
Valga 0 0 2 1 9 3
Viljandi 2 2 3 1 4 8
Pakkumise kohta: | 4 9 15 {13 (85

Lisa tabel 15. MTU RR kujutiste maakondade tulemused algmaterjalide mudelite osas.
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Maakonnad | I 111 1V  Ebatapne pakkumine || Korrektseid tulemusi
Harju 5 0 3 2 14 10
Hiiu 1 {0 {1 i1 {9 3
Ida-Viru 0 0 0 0 24 0
Jarva 0 0 0 0 24 0
Jégeva 0 {0 i3 {0 21 3
Laéne 0 {0 {0 {0 6 0
Laane-Viru 0 0 0 1 23 1
Parnu 6 2 {5 i3 8 16
Rapla 4 5 2 1 12 12
Saare 2 0 0 0 10 2
Tartu 1 0 0 1 4 2
Valga 1 0 5 5 13 11
Viljandi 0 5 4 4 11 13
Pakkumise kohta: |20 {12 {23 {18 | 179

Lisa tabel 16.

Kdikide kujutiste maakon

dade tulemused rohkendatud

mudelite osas.

Maakonnad | 1 111 1V  Ebatapne pakkumine || Korrektseid tulemusi
Harju 2 0 2 1 7 5
Hiiu 0 0 1 1 4 2
Ida-Viru 0 0 -3 13 12 0
Jarva 0O {0 {0 {0 12 0
Jbgeva 0 0 2 0 10 2
Laane 0 0 0 0 0 0
Laane-Viru 0 0 0 1 11 1
Parnu 2 2 2 2 4 8
Rapla 2 4 0 0 6 6
Saare 1 0 0 0 5 1
Tartu 1 0 0 1 4 2
Valga 1 0 3 2 6 6
Viljandi 0 2 2 3 5 7
Pakkumise kohta: | 9 8 9 14 | 86

Lisa tabel 17. ERM kujutiste maakondade tulemused rohkendatud mudelite osas.
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Maakonnad | I 111 1V  Ebatapne pakkumine || Korrektseid tulemusi
Harju 3 0 1 1 7 5
Hiiu 1 {0 {0 {0 {5 1
Ida-Viru 0 0 3 -3 112 0
Jarva 0 0 0 0 12 0
Jbgeva 0 0 1 0 11 1
Laéne 0 {0 {0 {0 6 0
Laane-Viru 0 0 0 0 12 0
Parnu 4 0 3 1 4 8
Rapla 2 1 2 1 6 6
Saare 1 0 0 0 5 1
Tartu 0 {0 {0 {0 O 0
Valga 0 0 2 3 7 5
Viljandi 0 3 2 1 6 6
Pakkumise kohta: || 11 | 4 14 4 93

Lisa tabel 18. MTU RR kujutiste maakondade tulemused rohkendatud mudelite osas.

Regioonid | I i v Korrektseid tulemusi
Lbuna 16 32 67 53 48

Laéne 20 7 7 26 27

Pdhja 65 89 49 25 154

Saared 18 18 8 4 36

Pakkumise kohta: | 119 146 131 108

Lisa tabel 19. K&ikide kujutiste regioonide tulemused.

63




Regioonid | I i v Korrektseid tulemusi
Lduna 10 20 39 27 30

Laane 9 3 2 10 12

Pdhja 26 47 17 18 73

Saared 8 10 4 2 18

Pakkumise kohta: || 53 80 62 57

Lisa tabel 20. ERM kujutiste regioonide tulemused.

Regioonid | I i v Korrektseid tulemusi
Lbuna 6 12 28 26 18

L&aane 11 4 5 16 15

Pdhja 39 42 32 7 81

Saared 10 8 4 2 18

Pakkumise kohta: || 66 66 69 51

Lisa tabel 21. MTU RR kuijutiste regioonide tulemused.

Regioonid | I i v Korrektseid tulemusi
Lbuna 13 13 26 26 26

Laane 11 2 6 11 13

Pdhja 6 73 30 11 79

Saared 11 4 5 4 15

Pakkumise kohta: | 41 92 67 52

Lisa tabel 22. Kaikide kujutiste maakondade tulemused algmaterjalide mudelite osas.
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Regioonid | I i v Korrektseid tulemusi
Léuna 7 7 14 14 14

Laane 5 1 2 4 6

Pdhja 1 38 13 8 39

Saared 6 2 2 2 8

Pakkumise kohta: || 19 48 31 28

Lisa tabel 23. ERM kujutiste maakondade tulemused algmaterjalide mudelite osas.

Regioonid | I i v Korrektseid tulemusi
Lbuna 6 6 12 12 12

L&aane 6 1 4 7 7

Pdhja 5 35 17 3 40

Saared 5 2 3 2 7

Pakkumise kohta: || 22 44 36 24

Lisa tabel 24. MTU RR kujutiste maakondade tulemused algmaterjalide mudelite osas.

Regioonid | I i v Korrektseid tulemusi
Lbuna 3 19 41 27 22

Laane 9 5 1 15 14

Pshja 59 16 19 14 75

Saared 7 14 3 0 21

Pakkumise kohta: | 78 54 64 56

Lisa tabel 25. Kdikide kujutiste maakondade tulemused rohkendatud mudelite osas.
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Regioonid | I i v Korrektseid tulemusi
Lduna 3 13 25 13 16

Laane 4 2 0 6 6

Pdhja 25 9 4 10 34

Saared 2 8 2 0 10

Pakkumise kohta: || 34 32 31 29

Lisa tabel 26. ERM kujutiste maakondade tulemused rohkendatud mudelite osas.

Regioonid | I i v Korrektseid tulemusi
Lduna 0 6 16 14 6

Laane 5 3 1 9 8

Pdhja 34 7 15 4 41

Saared 5 6 1 0 11

Pakkumise kohta: | 44 22 33 27

Lisa tabel 27. MTU RR kujutiste maakondade tulemused rohkendatud mudelite osas.
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Vallad | noom v 5;?; E?gr;e:;seid Laiendatud ;ﬁ;emngzégd
Alutaguse El El El El El 0 El 0
Hiiu El JAH | El El El 0 El
Joelahtme El El El El El 0 El 0
Jbgeva El El JAH | El JAH |0 JAH 1
Kadrina El El El El El -2 El -2
Laane-Nigula | El El El El El 0 El -1
Laaneranna | El El El El El 0 El -1
Llganuse El El El El El 0 El -1
Mustvee El El El JAH | El 0 El -1
Maérjamaa El El JAH | El JAH |0 JAH 2
Paide El El El El El 0 El 0
Parnu JAH | El El JAH {JAH || 3 JAH 7
Pohja-Sakala | JAH | El El El El 2 El 0
Rakvere El El El El El 0 El 0
Rapla El El El El El 0 El 0
Saaremaa El El JAH | El El 0 El 0
Saue El El El El El 0 El -2
Tartu El El El El El 0 El 0
Torva El El El El El 0 El 0
Turi El El El El El 0 El 0
Valga El El El El El 0 El 0
Viljandi JAH | El El El JAH (1 JAH 1

Lisa tabel 28. Kdikide kujutiste valdade tulemused - kas rohkendatud materjalidel treenitud mudelid olid
tdpsemad kui algmaterjalidel treenitud mudelid?
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Maakonnad | | I m 1w Ebatapn_e Korrekt§eid Laiendatud Laiendatud
pakkumine || tulemusi tulemused
Harju JAH | El JAH | JAH | El 1 El -1
Hiiu JAH | EIl JAH | JAH | JAH 1 JAH 3
Ida-Viru El El El El El 0 El -4
Jarva El El El El El 0 El -3
Jbgeva El El JAH | El El 0 El -1
L&aane El El El El El -1 El -3
L&éne-Viru | El El El El El 0 El 0
Parnu JAH | JAH | JAH | El JAH 6 JAH 3
Rapla JAH | JAH | EIl JAH | El 4 El 0
Saare JAH | EIl El El El 2 El -3
Tartu El El El El El 0 El 0
Valga El El JAH | JAH | JAH 0 JAH 5
Viljandi El JAH | EIl JAH | El -4 El -3

Lisa tabel 29. Kdikide kujutiste maakondade tulemused - kas rohkendatud materjalidel treenitud mudelid
olid tdpsemad kui algmaterjalidel treenitud mudelid?

Regioonid I 1 1 v E?g;?fstiseid Laiendatud ;ﬁﬁgﬂiﬁd
L6una El JAH {JAH {JAH | -10 El El

Laéne El JAH | EI JAH | -2 JAH El

Pdhja JAH | El El JAH |/ 53 El JAH

Saared El JAH | EI El -4 JAH El
Pakkumise kohta: | 1 3 1 3

Lisa tabel 30. K6ikide kujutiste regioonide tulemused - kas rohkendatud materjalidel treenitud mudelid olid
tdpsemad kui algmaterjalidel treenitud mudelid?
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Vallad | Il 1 IV  Ebatipne E?;;e:;seid Laiendatud ;J"’:fmnggégd
Alutaguse El El El El El 0 El 0
Hiiu El El El El El 0 El 0
Joelahtme El El El El El 0 El 0
Jbgeva El El El El El 0 El 0
Kadrina El El El El El -1 El -1
La&ne-Nigula | El El El El El 0 El 0
Laaneranna El El El El El -1 El -1
Llganuse El El El El El 0 El -1
Mustvee El El El JAH | El 0 El 0
Maérjamaa El El JAH | El JAH 0 JAH 1
Paide El El El El El 0 El 0
Parnu JAH | El El JAH | JAH 2 JAH 5
P6hja-Sakala | JAH ! El El El El 1 El -1
Rakvere El El El El El 0 El 0
Rapla El El El El El 0 El 0
Saaremaa El El JAH | El El -1 El -1
Saue El El El El El 0 El -1
Tartu El El El El El 0 El 0
Torva El El El El El 0 El 0
Turi El El El El El 0 El 0
Valga El El El El El 0 El 0
Viljandi JAH | El El El JAH 1 JAH 1

Lisa tabel 31. ERM kujutiste valdade tulemused - kas rohkendatud materjalidel treenitud mudelid olid

tdpsemad kui algmaterjalidel treenitud mudelid?
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Maakonnad | | 1 i v Ebatapn_e Korrekt§eid Laiendatud Laiendatud
pakkumine || tulemusi tulemused

Harju El El JAH | El El -1 El -1

Hiiu El El JAH | JAH | JAH 0 JAH 2
Ida-Viru El El El JAH | El 0 El -1

Jarva El El El El El 0 El -2

Jbgeva El El JAH | El El 0 El 0

L&aane El El El El El 0 El 0
L&éne-Viru | El El El JAH | JAH 0 JAH 1

Parnu JAH | JAH | JAH | El JAH 2 JAH 1

Rapla JAH | JAH | EIl El El 2 El 0

Saare JAH | EIl El El El 1 El -1

Tartu El El El El El 0 El 0

Valga El El JAH | El JAH 0 JAH 3

Viljandi El El El JAH | El -2 El -1
igﬁ;ﬂmi% El |El | JAH El | El

Lisa tabel 32. ERM kujutiste maakondade tulemused - kas rohkendatud materjalidel treenitud mudelid olid

tdpsemad kui algmaterjalidel treenitud mudelid?

Regioonid | 1 i vV E?;‘::Stiseid Laiendatud hﬁgﬂgggd
L6una El| JAH! JAH El -4 | JAH

Laane El{ JAH El| JAH -1 | El

Pohja JAH El El | JAH 24 | El

Saared El JAH El El -4 || JAH

Pakkumise

kohta: ! 3 ' ?

Lisa tabel 33. ERM kujutiste regioonide tulemused - kas rohkendatud materjalidel treenitud mudelid olid

tdpsemad kui algmaterjalidel treenitud mudelid?
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Vallad I 1l 1l IV Ebatapne E‘I’grrrf:;feid Laiendatud hjﬁ;:g:gd
Alutaguse El El El El El 0 El 0
Hiiu El JAH EI | EI @ El 0 El
Jelahtme El El El El | El 0 El 0
Jogeva El | El | JAH EI | JAH 0 JAH 1
Kadrina El El El El | El 1 El 1
Laane-Nigula |EI | EI | El | El | El 0 El 1
Lagneranna |JAH EI El | El | El 1 El 0
Liiganuse ElEl El | El | El 0 El 0
Mustvee ElEl El | El | El 0 El 1
Méarjamaa  |EI | El | JAH EI | JAH 0 JAH 1
Paide El El El El | El 0 El 0
Parnu JAH | El | El | JAH  JAH 1 JAH 2
Pohja-Sakala |JAH | JAH | EI | El | JAH 1 JAH 1
Rakvere El El El El | El 0 El 0
Rapla El El El | El | El 0 El 0
Saaremaa JAH | El | JAH El | JAH 1 JAH 1
Saue El El El El | El 0 El 1
Tartu El El El | El | El 0 El 0
Torva El El El | El | El 0 El 0
Tri El El El El | El 0 El 0
Valga El El El | El | El 0 El 0
Viljandi El El El | El | El 0 El 0

Lisa tabel 34. MTU RR kujutiste valdade tulemused - kas rohkendatud materjalidel treenitud mudelid olid

tdpsemad kui algmaterjalidel treenitud mudelid?
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Maakonnad [ I 11 11 IV E:‘flti‘r’:iene E‘I’;rrf:;feid Laiendatud ;Tiei:g:;gd
Harju JAH EI  El | JAH EI 2 El 0
Hiiu JAH EI El | El | JAH 1 JAH 1
lda-Viru | El | El | JAH EI | El 0 El 3
Jarva El El EIl |El | El 0 El 1
Jogeva El | El | JAH El | El 0 El 1
L 4éne El EI El (El | El 1 El 3
Laane-Viru |EI (EI El | El  EI 0 El 1
Parnu JAH El | JAH El | JAH 4 JAH 2
Rapla JAH EI  El | JAH EI 2 El 0
Saare JAH EI El El El 1 El 2
Tartu El El (EIl |El | El 0 El 0
Valga El | El | El | JAH JAH 0 JAH 2
Viljandi  |EI [ JAH EI | El | EI 2 El 2

Lisa tabel 35. MTU RR kujutiste maakondade tulemused - kas rohkendatud materjalidel treenitud mudelid
olid tdpsemad kui algmaterjalidel treenitud mudelid?

Regioonid | I 1 1 IV E?err:f:;feid Laiendatud i-j;emnggggd
Lguna El El JAH | JAH | -6 El 6
Ladne El JAH  EI JAH |1 JAH 1
Pohja JAH  EI El JAH |29 JAH 1
Saared El JAH  EI El 0 JAH 4

Lisa tabel 36. MTU RR kujutiste regioonide tulemused - kas rohkendatud materjalidel treenitud mudelid
olid tdpsemad kui algmaterjalidel treenitud mudelid?
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