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Klassifitseerimise algoritmi abil e-Oppe
suisteemis tudengite viljalangemise

ennetamine informaatika aine naitel
Annotatsioon

Antud t60 peamiseks eesmirgiks on vilja tootada algoritm, mis oskaks ennustada Oppuri
tulemuste ja kursuse kiilastatavuse abil tudengi Oppeedukust. Tugevamate ja ndrgemate

tulemustega Opilased klassifitseeritakse ning neile médratakse riskigrupid.

Esmalt vaadeldakse erinevaid masindppe algoritme ning leitakse iilesande jaoks kodige sobivam
algoritm. Valitud algoritmiks osutub ID3 algoritm, mille abil arvutatakse informatsiooni
kasulikkus. Arendatava algoritmi sisenditena kasutatakse vaid kodige suurema kasulikkusega

andmeid.

Magistritod teine eesmérk on dokumenteerida t60 nii, et seda oleks voimalik kohaldada kdikidel

oppejoududel vastavalt nende kursusega.

To0 tulemusena tootatakse vélja algoritm, mille abil on vdimalik ennetada tudengite
véljalangemist. Algoritm on vdimeline tuvastama, millised tudengid kuuluvad riskigruppi ning

voimaldab dppejoududel/iilikoolil suunata oma téhelepanu antud riskigrupi dpilastele.

Loputdd on kirjutatud eesti keeles ning sisaldab teksti 71 lehekiiljel, 9 peatiikki, 23 joonist ja 2
tabelit.



Predicting students dropout by using
classification algorithm on the example of
informatics in the e-learning system

Abstract

The main purpose of this work is to develop an algorithm that can predict student success based
on their results and activity. Students are classified according to the results and course visits and

they are assigned risk groups.

At first, other classification algorithms are analyzed. After that, the most suitable algorithms to

solve the task are chosen. Based on the analysys, ID3 algorithm was closest to achive the goals.

The information gain calculations in ID3 algorithm are used to calculate the most relevant
attributes from dataset to predict students failure or success. After the information gain is
calculated, the most beneficial data is used in algorithm to calculate the risk groups for each

student. Algorithm is developed in Java programming language using object oriented principles.

Algorithm is closely related to ID3, as it is also a decision tree algorithm. The decisions are made

based on if-else statements for each input.

Another aim of the work is to document the algorithm in a way that allows it to be applied to
other datasets. Current dataset is taken from Moodle e-learning system and contains Moodle logs

and student grades.

As a result, it is possible to predict students that may dropout from the course based on their risk
group that has been assigned by the algorithm. Algorithm is open source and can be used by

anyone.

The thesis is written in Estonian and contains 71 pages of text, 9 chapters, 23 figures and 2 tables.



Avatud oppija

mudel

Kursuse juhtimise

siisteem

Massiivsed avatud

internetikursused

Liihendite ja moistete sonastik

Open learner model (OLM)

"Oppija mudelid sisaldavad ning uuendavad diinaamiliselt dppija
Oppimise kohta jirgnevat informatsiooni: praegused teadmised, oskused,

ndrkused, eesmérgid jne." (Dr. M. Kickmeier-Rust 2014)
Course management system (CMS)

Rakendused mille abil Oppejoud saavad edastada Oppuritele
informatsiooni, lisada materjale, koostada iilesandeid ning teadmiste
kontrolle, algatada arutelusid ning juhtida kaugdppe klasse ldbi interneti.

(Milani ja Mazza 2004)
Massive open online courses (MOOC)

Tasuta veebipdhine kaugdppe programm, mis on mdeldud erinevatest
geograafilistest  asukohtadest  pdrit  suurtele  kuulajaskondadele.

(TechTarget 2013)
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1. Sissejuhatus

1.1 Taust ja probleem

Tallinna Tehnikatilikoolis oppis 2015 aastal {ile 11000 iilidpilase. Samal aastal on dpingud
katkestanud veidi iile 2800 {ilidpilase. Katkestanute arv ei ole ldhima 10 aasta jooksul nii
kdrge olnud. Opingud katkestab keskmiselt 25% tudengitest. Infotehnoloogia teaduskonnas
on 2015 aastal katkestanute protsent lausa 27. (Oppeinfosiisteem 2016)

E-0ppe keskkonnad koguvad tudengite kohta erinevaid andmeid. Hetkel ei ole tudengite
oppevoimekuse ning saavutuste pohjal jareldusi tehtud. Andmeid analiiiisides vdib ennetustoo

tulemusena viljalangevuse protsenti vihendada.

T60 motivatsiooniks on Kristina Murtazin ja Jekaterina TSukrejeva doktorit6d, kus nad
analliisivad vOimalusi intelligentse e-Oppe slisteemi loomiseks, mis suudaks tudengite
dppetulemusi semestri jooksul ennustada. Oppetulemuste ennustamiseks on doktorantidel vaja

koostada algoritm, mis hindab dppija tegevusi dppetdo ajal.

1.2 Ulesande piistitus

Tudengite viljalangevuse ennetamiseks, tuleb kaardistada ja analiiiisida, miks on mdne
tudengi tulemused paremad kui teistel ning té6tada vilja algoritm mis prognoosib tudengite
vahetulemuste, testide sooritamise ning Oppetddst osavotu aktiivsuse pohjal tudengi
riskigrupi. Samuti eristatakse edukamaid Opilasi ja nendele pakutakse vdimalus

mahajidénumaid abistada.

Ennetamise algoritmi véljatootamiseks tuleb esmalt analiilisida olemasolevaid algoritme ning
uurida kas neid saab antud t66s kasutada. Kui olemasolevatel lahendustel ilmnevad puudused,

siis tuleb arendada uus algoritm.

Programm peab leidma riskantsemad tudengid, kes vdivad aine katkestada. Algoritm tuleb

dokumenteerida, et seda oleks voimalik koikidel huvilistel kasutada.
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1.3 Metoodika

Kuna soovitakse leida kindlasse gruppi kuuluvaid tudengeid, siis tuleb kasutada
klassifitseerimise algoritmi. Klassifitseeriv algoritm peab iga tudengi tulemused riihmadesse
jagama. Algoritmi tulemuse pdhjal on néiha, kellele iilesanded probleeme valmistasid ning kus

vais tekkida tudengi mahajadvus.

Labi Moodle dppekeskkonna on andmeid kogutud pikka aega. Kiill aga ei ole nende pdhjal
veel jareldusi tegema hakatud ja antud andmeid ei ole varem analiilisitud. Loput66 eesmaérkide
saavutamiseks on vaja esmalt kaardistada ning analiilisida masindppe algoritme.
Masindppimine on teadusvaldkond, mille eesmérk on vilja todtada ennustusi tegevaid
algoritme. Seejdrel tuleb koostada algoritm, mis Oppuri andmed riskigruppidesse

klassifitseerib ning analiiiisi tulemusel jareldusi teeb.

Moodle keskkonnas on hetkel vdimalik Sppurite ning kursuse ressursside analiiiisimiseks
seadistada GISMO blokk. GISMO kuvab nditeks graafiliselt vélja, milliseid kursusele lisatud
ressursse tudengid vaatavad, millised testid neil tehtud on, mis tulemustele testid on
sooritatud, kui tihti tudengid kiilastavad Moodle keskkonda ja nii edasi. Kuna GISMO blokk
kasutab palju serveri mahtu, siis seda saab ndha hetkel maksimaalselt kolme kuu kohta.
Tulevikus on plaan GISMO f{ildse sulgeda. See on ka iiks pdhjus, miks antud algoritmi

loomine on védrtuslik ja vajalik.

Klassifitseerimine on mudeli leidmise protsess mida kasutatakse andmete jagamiseks
erinevatesse klassidesse kindlate kitsenduste alusel. Teisisonu voib delda, et klassifitseerimine

on andmete iildistamine sarnasuste ja erinevuste pohjal. (Raj Kumar 2012)

Toos klassifitseeritakse Moodle andmete pdhjal tudengite sooritused jargnevate kriteeriumite

alusel:

1. Kui tihti tudeng Moodlet kiilastab (iilidpilase aktiivsus)
2. Millised on dppuri testide tulemused
3. Millised on tudengi kodutddde tulemused

Algoritm koostatakse programmeerimiskeeles Java kasutades objektorienteeritud ldhenemist.

11



1.4 Ulevaade toost

Too algab sissejuhatusega probleemi ja selle kirjeldusega; pohjendatakse dra, mis ajendas

autorit antud t66d kirjutama. Vilja tuuakse osapooled, keda lahendus huvitada voib.

Seejérel seatakse uurimuse eesmirgid ning kirjeldatakse liihidalt, kuidas neid eesmérke

plaanitakse saavutada.

Neljandas peatiikis tutvustatakse Moodle keskkonda, kust on voetud ka antud t63s analiitisitav

valim. Samuti vaadeldakse Moodlele sarnast Soomo siisteemi ning MOOC kursusi iildiselt

Viiendas peatiikis grupeeritakse ja analiilisitakse olemasolevaid algoritme. Algoritmide
gruppidest valitakse vélja sobivaimad algoritmid eelnevalt kirjeldatud eesmaérkide

saavutamiseks ning kuuendas peatiikis kirjutatakse tdpsemalt valitud algoritmidest.

Vottes arvesse t60 jooksul kogutud informatsiooni ning teoreetilisi aluseid, koostatakse
programmi loogikareeglid. Loogikareeglite pohjal on vdimalik koostada pseudokood
programmi paremaks moistmiseks. Loplik algoritm kirjutatakse Java programmeerimiskeeles

tuginedes pseudokoodile.

Paljudele olukordadele on lisatud paremaks mdistmiseks ka ekraanipildid. Uurimustdo 16ppeb

kokkuvdttega, kus tehakse jéreldusi saavutatud eesmérkide osas.

Jargneval joonisel (joonis 1) on esitatud algoritmi t66pohimdte. Jooniselt on ndha, et algoritmi
sisendandmed tulevad Moodle andmebaasist. Sisendandmeteks on informaatika aine
hindamistabel ning Moodle logid. Andmed korrastatakse, ehk kdik ebavajalik, nagu niiteks
kommentaarid eemaldatakse tabelist. Seejérel loeb programm andmed sisse, klassifitseerib

védrtused ning annab viljundina teada millised tudengid kuuluvad riskigruppi.

12
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2. Probleemi Kkirjeldus

To6 aluseks on vdetud Carlos Marquez-Veral, Alberto Cano, Cristobal Romero, Amin
Yousef Mohammad Noaman, Habib Mousa Fardoun ning Sebastian Ventura koostatud
juhtumiuuring teemal "Andmekaevandamise abil kooli katkestamise ennetamine keskkooli
Opilaste nditel". Autorid on seisukohal, et kooli katkestamine on suur probleem ning soovivad
seda ennetada kursuse keskel. Oppijate viiljalangemist saab ennustada juba 4-6 nidalal pirast
opingute algust. Antud juhtumi puhul analiiiisiti Opilaste kohalkdimisi, sotsiaalset kditumist

ning korraldati kiisitlusi. (Marquez-Vera, et al. 2015)

Toos jouti jéreldusele, et klassifitseerimisalgoritmi pdhjal saab ennustada Opilaste
véljalangemist Oppeprogrammidelt. Algoritmis jagati Opilased teatud kriteeriumite alusel
klassidesse. Pérast klassifitseerimist saab Opilaste dppeedukuse kohta hinnanguid anda. Selles
t00s analiiiisiti ka kriteeriume, mida e-Oppe siisteemidest ei ole vOimalik kétte saada. Niiteks

opilaste alkoholi tarbimist ei suuda Moodle siisteem tuvastada.

Viljalangemise ennetamiseks on autorite sonul kdige sobivamad meetodid lapsevanemate
informeerimine ja kaasamine, tugiisikute leidmine ning personaalsete Oppeplaanide

koostamine, trahvide voi muude sanktsioonide rakendamine ja nii edasi.

Eesti tilikoolides on véljalangevus suureks probleemiks. Alates aastast 2000 kuni aastani 2008
on viljalangevus pidevalt kasvanud ning seejdrel stabiliseerunud. Olukorda illustreerib

jérgnev diagramm statistikaameti kodulehelt (Joonis 2).
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HT306: KORGHARIDUSEST VALJALANGENUD
--- Haridusaste , Aasta.
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Joonis 2 - Korgharidusest viljalangenud (Statistikaamet 2014)

Joonisel 2 on kuvatud kdikidest Eesti iilikoolidest véljalangenud tudengid erinevatel
tasemeopetel. Andmed on esitatud iga aasta kohta ning kdige vérskemad andmed on

statistikaameti kodulehel 2014 aastani.

Tudengite suur véljalangevus on probleemiks ka Tallinna Tehnikaiilikoolis. Jargneval pildil

on niha Tallinna Tehnikaiilikooli tudengite vdljalangevus pdhjuste 1dikes aastate kaupa.
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Ulidpilaste viljalangevus pohjuste I6ikes aastate kaupa
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Joonis 3 Ulidpilaste viljalangevus pohjuste 1dikes aastate kaupa (TTU Oppeinfosiisteemi
statistika 2016)

Statistikast on niha, et kdige suurem véljalangevuse pohjus on edasijoudmatus. Kui tudengitel
on raske Oppida siis saab viljalangemist ennetada, pakkudes tudengitele tugiisikuid,

mentoreid v3i suunates nad dppealasele ndustamisele.

Opingute katkestamist on analiiiisitud ka ainult infotehnoloogia erialadel. Tudengite arvates
on koige suurem katkestamise pohjus motivatsioonipuudus. (Eesti rakendusuuringute keskus

Centar 2015) Olukorda illustreerib jirgnev joonis.
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Motivatsiconipuudus = O O
Soov todtada = O -0
Oppekorraldus — -O- -
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Oppeained = -0~ —O—
Vale eriala = -O- —O— -0~ Mdju
Muu = O e ® ~O~ Oluline méju

:
7

Perekond —
Kohanemisraskused — O o ® o
Loputdd = -O- -O—
Keeleoskus = o O

T T T I I
0% 20% 40% 60% 80%

Joonis 4 - Katkestanute osakaal, kelle hinnangul tegur avaldas moju Opingute

katkestamisel (Eesti rakendusuuringute keskus Centar 2015)

Joonisel on néha, et kdige rohkem hindasid infotehnoloogia tudengid katkestamise pohjuseks
motivatsioonipuudust ning soovi tdodtada. Kuna motivatsioonipuudus on kdige kdrgemalt
hinnatud, siis seda saab ennetada dppealasel ndustamisel vdi Oppejouga vesteldes. Seetdttu

olekski vaja kaardistada koige riskantsemad tudengid.

Viljalangemise ennetamise kohta on palju teooriaid, kuid sobivat algoritmi, mille tulemusel
oleks voimalik ennetada tudengite véljalangemist, ei ole veel varem Moodle siisteemi jaoks
arendatud. Sarnaselt eelpool mainitud juhtumuuringule, proovitakse leida véljalangemise
riskiga tudengid. Algoritmi sisenditeks kohandatakse Tallinna Tehnikaiilikooli Moodlest
voetud informaatika dppeaine logid ning Oppeaine tulemused. Jargnevas peatiikis on vilja

toodud olemasolevate lahenduste puudused.
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2.1 Olemasolevate lahenduste puudused

Hetkel ei ole voimalus dppejoududel automaatselt analiiiisida, kes ja kui tihti kursust kiilastab.
Oppejoul on vdimalus tundides kohalkdimist kontrollida, kuid puudub vdimalus niha, kes
kiilastavad kursuse materjale e-Oppe keskkondades. Eriti oleks seda vaja teada kaugdppe

oppurite juhendajatele.

Sarnaseid andmeanaliilise on vilisiilikoolides koostatud ajalooliste andmete pdhjal mis ongi
nende iiheks kodige suuremaks puuduseks. Ennetamiseks oleks vaja teada jooksva semestri
kdigus Oppurite aktiivsust. Mitteaktiivsete tudengite staatus saab kaardistada juba hetkel, kui
tudengi Oppetdost osavott muutub harvemaks. Seda on vdimalik saavutada siis, kui anda
jooksval semestril programmile sisendiks Moodle logid. Siis on reaalajas ndha tudengid, kes

kursust kdige viahem kiilastanud on.

Hetkel on Moodle keskkonnas vdimalik kasutada GISMO blokki. GISMO bloki peamiseks
puuduseks on see, et andmeid on vdimalik vaadata maksimaalselt kolme kuu kohta. Tulevikus
on oht, et GISMO blokk eemaldatakse Moodle lisade alt iildse dra. Pdarast GISMO kaotamist
oleks eriti vajalik, kui dppejoud voi akadeemilised noustajad saaksid infot tudengite kohta,
kes on kursusel vdheaktiivsed ning kellel on aine katkestamise oht. Selle tulemusena voib

ennustada ka iilikoolist viljalangejaid.

2.2 Kellele on lahendus suunatud

Doktorandid Kristina Murtazin ja Jekaterina TSukrejeva analiilisivad enda doktoritod raames
voimalusi luua intelligentne e-kursuste juhtimise silisteem. Doktorandid uurivad kuidas
analiiiisida ning teha jéreldusi tudengite dppeprotsessi kdigus saadud tulemuste pohjal. T6o
tulemusena soovitakse kaardistada sisendandmed, need analiilisida ning koostada algoritm,
mis graafilisel kujul kaasaegsel kasutajaliidesel kuvab vilja tudengitele nende dppeprotsessi.
Antud magistritddst on doktorandid viga huvitatud, kuna selle tulemusel valmib algoritm, mis
tudengite dppetulemusi ennustada suudab.

Tulevikus on lahendusest kasu nii tudengile kui ka dppejoududele. Lisaks voib lahendus huvi

pakkuda Moodle arendajatele.
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Oppejoud saavad vaadata kellel tudengitest esineb nende kursusel probleeme. Eriti raske on
jélgida kaugodppurite t66d. Tudengite riskigrupi pdhjal saavad dppejoud pakkuda Oppuritele

jareleaitamise tunde. Veel kuvatakse dppejoududele kursuse kdige edukamad dpilased.

Selleks, et vdhendada tudengite véljalangevust, vOiksid edukamad Opilased Gppejoudu
abistada ning nende tookoormust vihendada, aidates mahajddnumaid tudengeid. Tudengitel,
kes ei ole nii edukad, oleks vOimalus saada abi ning jireleaitamise tunde kas dppejoududelt

vai kursusel edukamatelt tudengitelt.

Samuti voib algoritmile ligipddsu vdimaldada ka Oppendustajatele, kes saavad tudengeid
algoritmi tulemuste pdhjal ndustamisele kutsuda. Psiihholoogiline ndustamine on tasuta

teenus iiliopilaste toetamiseks dpingute kéigus tekkivate raskuste korral.

Moodle arendajatele vdib huvi pakkuda lahenduse integreerimine Moodle keskkonda, et
oppejoududel oleks seda veelgi lihtsam ja mugavam kasutada. Hetkel kasutuses olev GISMO
blokk vajab liiga palju kovaketta ruumi graafikute salvestamiseks ning loodav algoritm

lahendaks selle probleemi.
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3. Too eesmérgid

Antud magistritdol on kokku kolm eesmaérki. Esimene nendest on peaeesmirk, milleni jouab

1abi kahe kdrvaleesmérgi.

Oppeainete katkestamine on tudengite seas suureks probleemiks. T66 peamine eesmirk on
ennetada tudengite viljalangevust informaatika aine tulemusi analiiiisides. Informaatika aine
asub Moodle keskkonnas, kus asuvad ka algoritmiks kasutatavad sisendandmed - hinded ja

logid.

Antud t66] on kaks tdiendavat lisacesmarki. Mdlemad eesmérgid on rakendusliku iseloomuga
ning nendest on kasu nii tudengitele kui ka Oppejoududele. Kdorvaleesmirgid toetavad

peaeesmirgi tditmist ning on vélja toodud jargnevates peatiikkides.

3.1 Oppeainete katkestamise ennetamine

T66 peamine eesmérk on vihendada dpingute katkestanute arvu ldbi dppeainete katkestamise
ennetamise. Selle saavutamiseks on vaja semestri kestel Oppetulemusi hinnata ning
riskantsemad tudengid klassifitseerida. Samuti klassifitseeritakse edukamad tudengid, kes
vdivad dppejoudusid aitama hakata. Oppurite aktiivsuse pdhjal saab dppejoule riskantsemate
tudengite kohta jooksvalt infot anda. Semestri keskel saadud informatsiooni pdhjal on

oppejoul voimalus ennetada tudengi viljalangemist kursuselt.

Eriti kasulik on ldhenemine kaugdppurite dppejoududele, kuna neil puudub iilevaade kes
nende kursusel aktiivsemad on. Tihti ei pruugi kaugdppe Oppejoud enne semestri 10ppu

teadagi, et moni tudeng on nende ainel dppimise katkestanud.

Opingute katkestamise ennetamine on iihiskonnas oluline probleem, sest Opingutega
kaasnevad kulud nii riigile kui ka tudengile. Uheks enamlevinud pdhjuseks miks paljud
tudengid iilikooli pooleli jitavad on see, et todturg ei viddrtusta korgharidust tdendavat
diplomit piisavalt. Selle tulemusena kaob tudengitel motivatsioon dppida ning nad ei pruugi
enam kursustelt osa votta. Kui selle probleemiga ei tegeleta, siis raiskab riik asjatult raha
tasuta korghariduse toetamiseks. Antud t60s saab lahendada just kursusest osavotu probleemi

ning motiveerida algoritmi véljundist 1dhtuvalt tudengeid.
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3.2 Algoritmi valjatootamine

Selleks, et lahendada peamine eesmérk, on vaja vidlja tootada algoritm, mis oskab lugeda
Moodle dppurite aktiivsust ja tulemusi ning selle pohjal tudengeid klassifitseerida. See on ka

magistritod teine eesmirk - algoritmi viljatootamine.

Algoritm kirjutatakse programmeerimiskeeles Java ning see sarnaneb otsustuspuu
iilesehitusele (kui-siis reeglid). Algoritmi saab kdivitada koikidel platvormidel. Sisendiks

tuleb programmile ette anda jooksva semestri hinnete tabel ning Moodle logid.

3.3 Algoritmi dokumenteerimine

Too kolmas eesmédrk on algoritm piisaval detailsusastmega dokumenteerida, et seda oleks
lihtne kasutada ja erinevatele valimitele rakendada. Algoritmi ldhtekood jdetakse avatuks.

Algoritmi ldhtekood asub Github keskkonnas ning sellele on viidatud t66 16pus lisades (Lisa

1).

Tulenevalt sellest on koigil huvilistel voimalik antud algoritmi kasutada ning soovi korral
edasi arendada voi kohandada. Programmi voib tulevikus lildendada Moodle keskkonnaga, et
seda oleks mugavam kasutada. T66 ldhtekoodi on lisatud kommentaarid programmi paremaks

moistmiseks.
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4. E-oppekeskkondade iilevaade

Kursuse juhtimissiisteemid (i.k. course management systems) on rakendused mille abil
oppejoud saavad edastada Oppuritele informatsiooni, lisada materjale, koostada iilesandeid
ning teadmiste kontrolle, algatada arutelusid ning juhtida kaugdppe klasse lébi interneti.

(Milani ja Mazza 2004)

Kursuse juhtimissiisteeme voib kutsuda ka e-Oppekeskkondadeks. Jargnevates alapunktides
on vilja toodud erinevad e-Oppekeskkonnad ning kirjeldatud nende statistika koostamise

tehnikaid tudengite andmete pohjal.

4.1 Moodle

MOODLE (i.k. Modular Object-Oriented Dynamic Learning Environment) defineeritakse kui
kursuse juhtimissiisteemi (CMS). (FORMATEX 2006) Kuna Tallinna Tehnikaiilikoolis on
Moodle iiks kasutatuimaid kursuse juhtimissiisteeme, siis kasutatakse antud t66s Moodlest
saadud andmeid. Niidisandmed, mida kasutatakse algoritmi testimiseks, on informaatika
kursuse 2015 aasta siigissemestri tulemused (valimis 62 inimest). Jargneval joonisel on néha

Moodle ekraanipilt.

inoodle # HITSA

HITSA Moodle -
HITSA Moodle

Kusimuste voi probleemide korral

kirjutage:
moodle[at]hitsa.ee
-
H » BV EY
Moae- D
| QTN

Joonis 5 Moodle ekraanipilt (Moodle hitsa 2016)
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Avatud Oppija mudelit (OLM) vdib vaadelda kui dppija mudelit, mis kuvab kasutajale vilja
siisteemi poolt kogutud andmed inimloetavas keeles. (Kay ja Bull 2015)

Hetkel koostab Moodle keskkond GISMO blokki kasutades avatud dppija mudeli, kus on
erinevaid andmeid tudengi aktiivsuse kohta. Jargneval pildil on vidlja toodud iiks niidis

GISMO bloki mudelist.

Activities: quizzes overview

Test Kiirklahvikorraldusi | il ] ] ] n ] n | | | L] | | | | n
Test. Tookeskkond H EEm | | L] HE B | L |
Test Lihtsad valemid ... sid) H EE | ] ] H Bn | HE B | HE
Test Lihtsad valemid ... med) H EE EN L] ] EE B H Em Ll
Test Arvavaldised H EE EEm mm | H BN | L |
;;
3
Test Ajaavaldised H EE Em L] n H BN n n
Test Filtrid H EE Em | EEE NEEE B ER ®m L H BN L EEE EEm
Test Liigendtabelid ... ble) | [l H EN EEER ® EEE EEE EEEE C I u EEE EEN
Test Kokkuvdite- ja ... onid H EN EEE B B BN EEE B EE ® L HEEE B B ER EEE EE B
Test Kiirklahvid MS ... uses H EN EN EEEE EN [ | HE B BN HEEE B B | | | nm

Students

Joonis 6 GISMO blokk (Moodle hitsa 2016)

Joonisel on niha GISMO poolt koostatud graafiline kujutis, kus vasakul on testide nimed ning
all on tudengite nimed (anoniiiimsuse huvides on nimed pildilt kustutatud). Iga tudengi juures
on niha milline test tal sooritatud on ning mida tumedam kastike nime juures, seda parem on

tulemus.

Mudeli miinuseks on see, et andmeid saab vaadelda vaid kolme kuu 16ikes. Heaks analiiiisiks

oleks vaja terve semestri aineid.
Mudelit analiiiisides on vdimalik kindlaks teha dppija:
* ndrkused

* tugevused
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e oskused

Antud magistritoos koostatakse oppija mudel Moodle logide ning tudengi tulemuste pdhjal
informaatika aines. Avatud dppija mudelisse saadakse andmed Moodlest ning hinnetelehelt.
Koiki andmeid ei ole vdoimalik Moodle kaudu kétte saada, kuna dppimine on suures osas
interaktiivne tegevus. T60s koostatud avatud Oppija mudel ei ole graafiline, nagu GISMO

blokk.

Seoses e-Oppevormi kasutamisega teistes iilikoolides, on ka mujal vélja arendatud erinevaid
algoritme Oppurite aktiivsuse hindamiseks ning viljalangevuse ennetamiseks. Naiteks on
Soomo e-Oppe slisteemis sarnaselt Moodle GISMO blokile vdimalik ndha interaktiivseid
jooniseid tudengite Oppeedukuse kohta. Soomo on kasutusel Ameerika Uhendriikide
korgkoolides. Sarnast l&henemist on kasutanud ka MOOC siisteemid. Mdlemast ldhenemisest

tuleb antud peatiikis pikemalt juttu.

4.2 MOOC siisteemides valjalangemise ennustamine

Massiivsed avatud internetikursused ehk MOOC (i.k. Massive Open Online Courses) on
viimasel ajal védga palju populaarsust kogunud. MOOC platvormid on niiteks Coursera, edX
ning Udacity. Need platvormid sisaldavad endas maailma suurimaid e-kursusi ning
tdiendkoolitusi. Siisteemi vahendusel on dppejoududel voimalus enda e-kursusi lisada koigile
tasuta vaatamiseks. MOOC on loonud ka enda mudeli, kuidas ennustada Oppureid, kes

kursuse katkestada voivad. (openeducation 2014)

Oppuritel on erinevad eesmirgid ja kavatsused mis muutuvad ajas. Otsuse dpingud pooleli
jatta voivad tudengis esile kutsuda erinevad faktorid tema elus. Laialt voib faktorid jagada
kaheks: sisemised motivatsioonifaktorid (dppuri soov ja tahe) ning vélimised
motivatsioonifaktorid  (Oppet6d  vélised  faktorid nt. kodune elu).  Viliseid
motivatsioonifaktoreid on peaaegu vdimatu ennustada. MOOC siisteemis toimubki

ennustamine seetdttu sisemiste faktorite pohjal. (openeducation 2014)

Kui tudeng ei kiilasta kursuse materjale siis tema riskigrupp suureneb. Siisteem on {iles

ehitatud nii, et kui dppur on katkestamise ohus, siis tekib tema nime kdrvale punane mérge.

Ennustusalgoritm otsustab, kellele punane mérge tekib, jirgnevalt:
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1. Arvutatakse kindlate tegevuste pohjal punktid igale Oppurile. Niiteks vaadeldakse
testide tulemusi ning Oppurite videote vaatamise harjumusi. Kui dppur vaatab videoid
mitmeid kordi voi kerib vaatamise ajal videot pidevalt tagasi, siis on ta suuremas

riskigrupis.

2. Iga tegevuse pohjal otsustatakse, kas punktid on piisavad. Etteantud punktidele
mittevastavatele tudengitele tehakse punane mirge. Punktidele mittevastavus voib

tekkida néiteks kursuse lehe harva kiilastamisest.

3. Kui mone indikaatori punktid ei ole piisavad, lisatakse Oppurile punane maérge.

Naiteks kui tudeng ei ole kiilastanud kursuse lehte kolm nidalat. (openeducation 2014)

Kdige olulisem kriteerium véljalangevuse hindamiseks on kursuse kiilastamise aktiivsus mida
modddetakse kursuse lehe kiilastamisega vOi ressursside hankimisega kursuse lehelt.
(openeducation 2014) Antud mudel suudab 2 néddalat enne tudengite véljalangemist kindlaks
teha 60% viljalangejatest. E-Oppe puhul moeldakse véljalangemise all tudengeid, kes ei ole

kursuse materjale kiilastanud {ile iihe kuu ja kes on vaadanud alla poolte kursuse videotest.

Kuna MOOC kursused koosnevad videoloengutest, siis on vdga oluline jdlgida tudengite
kditumist video vaatamisel. Suuremad MOOC siisteemid nagu néditeks Coursera ning edX
logivad video vaatamisel véiga palju andmeid. Naiteks logitakse dppurite video vaatamise aeg,

pauside tegemise aeg, miangimise kiirus ja nii edasi.

Histi populaarsed on ka foorumite kasutamine dppetddks. Oppuritel on vdimalus postitada
kiisimusi ning saada vastusi ldbi foorumi. Massiivsetel kursustel on Oppejoududel raske
koikide dppuritega personaalselt kontakteeruda ning seepidrast ongi iiks parimaid info saamise

kanaleid MOOC siisteemides foorum.

Moodles ei ole foorumid veel nii laialt levinud. Samuti ei kasutata videomaterjale pdevases
oppes (tihtipeale isegi mitte kaugdppes). Seetdttu on raske antud ldhenemist iiks iihele

kohandada Moodle jaoks vastavaks.

Antud ennustusmudel on siisteemi sisse ehitatud ning ei ole avatud ldhtekoodiga. Seega on
antud siisteemi Moodles kasutamine vdimatu. Kiill aga andis antud lihenemisega tutvumine

kinnitust, et sellist ennustusalgoritmi oleks vaja ka Moodles kasutada.
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4.3 Soomo naiitel e-oppe riskifaktorite analiiiis

Kolumbia iilikooli teadlased on seisukohal, et tudengitel kes Opivad e-kursustel vdib olla
raskem hakkama saada, kuna neil puudub vdimalus nédost ndkku tundides informatsiooni
hankimisele. Samuti puudub juhendajatel kursusel osalejate probleemidest iilevaade.
Kaugdppurite katkestamise protsent on suurem kui tdiskoormusega Oppuritel. Seetdttu on

hakatud e-0ppe riskifaktoreid koguma ja hindama. (Baker, et al. 2015)

Kodige rohkem huvitavad uurijaid kiilastatavuse arv, foorumis osalemise aktiivsus, iilesannete
esitamise arv ning testide lahendamise aeg. Uuring viiakse 14bi Soomo e-dppekeskkonnas.
Soomot kasutab iile 100 iilikooli. (Baker, et al. 2015) Soomo keskkond sarnaneb Moodle

omale.

Soomo keskkonnas on olemas viga head tudengeid jélgivad blokid, mis sarnanevad Moodles
kasutatavatele GISMO blokkidele. Kursuse analiiiisi tulemused kuvatakse juhendajatele ning

see on esitatud jargneval ekraanitdommisel (Joonis 7).

UMP TO CHAPTER:

2 R R R R R R R R R R R R 1R New Section
——

COMPLETED ¢  STUDENT K=l UnAFIEH] CHAPTER 2
% e N I ?ﬂm'z T 23 rRT2Ts 4 o5 ?"{2
2% Jeanette Alexander =08 M
ox || momes _SuEEE SEE EEmEEE
S e EEEEEEEEEEE
1% Cwsty Banop = a8 &

7% Herdert Black - § ] ] ] EEEEN

5% Charie Bums =08 e e e |

11%  AanColns EEEEEEEEEEE =0 [

4% Regnald Dean EEEEEEN 9]

13%  Paula Duncan SEEEES - BED EEEEEEe

10%  Denems SEEEEEEEEEED BN )

4% Marion Hemandez i R ]

7% Mabel Hrison _SAEEEEEEEEnm NEEEEEE

0% Bertna Hunt 7] & A

14% S s SEEEEEEEEEES EEEEEEEE.
KEY: Unopened Opened g Started [} Completed

Joonis 7 Soomo analiiiisi tulemused (Soomo learning 2016)
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Joonisel on kujutatud Soomo siisteemi tudengite nimekiri ning iga tudengi juures on testide
sooritamise kohta informatsioon. Valgete kastidega mirgitakse tudengid, kes ei ole testi
sooritanud, sinistega need kes on testi sooritanud ning sinise valgega margitakse tudengid

kellel on testi sooritamine pooleli. See annab juhendajatele hea tilevaate kursusel toimuvast.

Kdige olulisem on hinnata tudengite edasijoudmist kohe kursuse alguses. Uurimustd6 autorid
on arvamusel, et mahajidénud tudengeid on vdimalik jérele aidata, kui nende probleemid
tehakse kindlaks esimeses semestri pooles. (Baker, et al. 2015) Seega teine pool semestrist on

voimalik nendega veel tegeleda.

Selleks, et analiilisida andmeid ja identifitseerida Opilased, kellega tuleks tegelema hakata
koostatakse Soomo keskkonna andmetele pdhinedes tépsuse-tdielikkuse graafik, kus pidevade
arv, mil tudengid kursuse materjale kiilastasid, on N. Kanooniline pdevade N arv on 7.
Riskantseteks hinnatakse tudengeid, kes said tulemuse alla 73%. Pdevade ja tulemuste suhte
kohta on koostatud graafik (Joonis 8). Tépsus ja tdielikkus (i.k. precision and recall) on

arvutatud jargnevalt:

true positives

Precision = — —
true positives + false positives

true positives

Recall = — :
true positives + false negatives

(Baker, et al. 2015)

Valemis tipsus ehk "Precision" on teiste sdonadega vaste sellele, kui kasulikud olid tulemused
ning tdielikkus ehk "Recall" nditab kui tdielikud andmed olid. Valemeid illustreerib paremini

jérgnev joonis.
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relevant elements

false negatives true negatives

true positives  false positives

selected elements

Joonis 8 - Tiielikkus ja tipsus (Walber 2014)

Téapsus niitab kui palju selekteeritud objektidest on asjakohased. Téielikkus néitab, kui palju
asjakohastest objektidest on selekteeritud. Joonisel 8 on asjakohased elemendid maérgitud

vasakul pool. Selekteeritud elemendid on keskel ringi sees.

Joonis 9 néitab kui tdpne oli tudengi hinde ennustamise tulemus. Nagu eelpool mainitud, otsiti
tudengeid, kelle tulemus on alla 73% ning vaadeldi kas nad on kursuse materjale N pdeva

jooksul vaadanud. Vasakul skaalal on tédpsus ning paremal téielikkus.

28



Perchion

Joonis 9 - Alla 73% tulemuse ennustamise tipsus (Baker, et al. 2015)

Uurimustdos joutakse jéreldusele, et kursuse tihe kiilastamine on korrelatsioonis dppurite
edukusega. Samuti méngib rolli testide digeks ajaks esitamine ning testide tulemused. Kdiki

neid parameetreid saab kasutada ka uue algoritmi iilesehitamisel.

Uurimuse suurim miinus on see, et kasutatakse e-Oppesiisteemi Soomo, mis ei ole Eestis
populaarsust kogunud. Kuna ei ole tépselt teada milliseid andmeid on vdimalik Soomo kaudu

kitte saada, siis ei ole voimalik sama algoritmi rakendada Moodle keskkonnale.

Soomo siisteemi algoritm on teoreetiliselt Moodlele vdga sarnase 1&henemisega, kuid see on
arendatud Soomo e-Oppe siisteemi jaoks. Antud algoritmi kohaldamine vdib minna

keerukamaks kui uue algoritmi arendamine spetsiaalselt Moodle jaoks.
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5. Masinoppe algoritmide kirjeldus

Antud peatiikk defineerib masindppe ning vaatleb millised algoritmid on masindppe
algoritmid. Peatiikis on lithidalt kirjeldatud masindppe algoritme ning need gruppidesse

jagatud. Kuuendas peatiikis analiilisitakse valitud masindppe algoritmide kaitumist 1dhemalt.

Masindpet voib defineerida kui programmi vdimet dppida ilma, et teda oleks spetsiaalselt
selle jaoks programmeeritud. Uldiselt toimivad masindppe algoritmid seoste loomise ning
iildistamise pdhjal. Teisisonu suudavad masindppe algoritmid votta sisendandmed, need

iildistada ning selle pdhjal jareldusi teha.

Masindppe algoritmid suudavad lahendada tépselt neid probleeme, millele 16putdos lahendust
otsitakse. Masindppe algoritme kasutatakse klassifitseerimise iilesannete lahendamiseks.
Mingite sisendandmete korral suudavad masindppe algoritmid leida sarnaseid mustreid ning
nende pdhjal tulemused klassidesse jagada. Klassidesse jagatakse andmeid -erinevate
algoritmide korral erinevalt. Seetdttu on antud peatiikis analiilisitud erinevaid algoritme ning

nad funktsionaalsuse jargi gruppidesse jagatud.

Magistritod eesmirkide saavutamiseks on oluline leida sobiv algoritm. Erinevaid loodud
algoritme on véga palju. Kuigi moni algoritm vdib sobida mitmesse gruppi, on ta lisatud
koige sobivamasse. Iga algoritmi grupi juurde on lisatud pilt algoritmi rithma iildise

toOopohimodtte illustreerimiseks ning vélja on toodud paljud gruppide esindajaid.

5.1 Juhtumil pohinevad algoritmid

Juhtumil pdhinevaid algoritme vOib nimetada ka eelkogemusel pdhinevateks algoritmideks.
Seda just seetdttu, et andmete ildistamise asemel vordlevad algoritmid uusi sisendeid
treenimise jooksul kasutatud sisenditega ning teevad selle pdhjal jéreldusi. Treenimise all
peetakse silmas programmi Oppimist sisendandmete pdhjal. Teisisonu piistitatakse hiipotees
treeningandmete pohjal. Andmeid eelnevatega vorreldes leitakse kdige sarnasem ning antakse

see tulemuseks.
Populaarseimad juhtumil pShinevad algoritmid on:

* k- ladhima naabri algoritm (kNN)
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* Ise organiseeruv kaart (SOM)
* Kohapeal kaalutud dppimine (LWL)

* Oppevektori kvantimine (LVQ)

Instance-based
Algorithms

Joonis 10 - Juhtumil péhinev algoritm (Brownlee 2013)

Joonisel on nidha, et objekti klassifitseerimisel vaadatakse 14bi koik ldhedalolevad andmed.
Algoritmid liigutavad vaba objekti temale kdige sarnasema objekti juurde, ehk omadustelt

koige l1dhema atribuudi (naabri) juurde. Nii té6tavad koik eelpool mainitud algoritmid.

5.2 Seaduspéirasuse algoritmid

Need on algoritmid mida voib vaadelda ka kui laiendusi teistele mudelitele (tiitipiliselt
regressiooni mudelitele). Seaduspérasuse algoritmid vaatlevad lihtsaimaid mudeleid, mis

suudavad paremini andmeid iildistada. Keerukamad mudelid jéetakse tahaplaanile.
Populaarseimad seaduspédrasuse algoritmid on:

* Tipu regressioon (i.k. Ridge Regression)

* Elastne vork

e LASSO
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* Viikseima nurga regressioon (LARS)

Regularization
Algorithms

Joonis 11 - Seaduspérasuse algoritm (Brownlee 2013)

Antud joonisel on ndha kuidas andmed selekteeritakse ning reguleeritakse kindlate reeglite
alusel, et ennustada tulemusi. Kuna klassifitseerimine toimub varajases faasis, ning andmed ei
liigu enam peasiinile tagasi, siis v0ib tekkida probleem, et olulised andmed klassifitseeritakse
valesti. Naiteks tudengite korral voib esimesest testist mitte osa votnud tudeng sattuda
riskigruppi ning sealt enam mitte vdlja saada. Seega antud algoritmi ei oleks otstarbekas

kasutada. Vastasel korral voib riskigruppi sattunud tudengite arv kasvada liiga suureks.

5.3 Otsustuspuu algoritmid

Antud algoritmid koostavad sisendite pohjal otsustuspuu. Otsustuspuud on spetsiaalselt
treenitud andmete klassifitseerimiseks ning regressiooni probleemide lahendamiseks.
Masinadppes on otsustuspuu algoritmid iihed kdige kasutatuimad ténu kiiretele ning tépsetele

tulemustele.
Populaarseimad otsustuspuu algoritmid on:
* Tingimuslikud otsustuspuud

¢ Iterative Dichotomiser 3 (ID3)
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e (C4.5;jaC5 (ID3 algoritmi edasiarendused)
* Hii-ruudu automaatse vastastikmoju avastamine (CHAID)
* Otsustuskind ehk tiheastmeline otsustuspuu (i.k. Decision Stump)

e M5

Decision Tree
Algorithms

Joonis 12 - Otsustuspuu algoritm (Brownlee 2013)

Joonisel on niha otsustuspuu. Otsustuspuu algoritmid teevad otsuse ning liiguvad edasi tehtud
otsuse suunas. Modda hargnenud harusid liikudes joutakse tulemuseni. Otsustuspuu
algoritmid on need, mida antud magistritoos oleks vaja kasutada, kuna iga sisendi pdhjal on
vaja eraldi otsus teha. Nii saab testitulemuste ning muude atribuutide pohjal hinnata, kas

tudeng voib antud kursuse pooleli jitta. Otsustuspuu viljundiks on kas jah voi ei védrtus.

Otsustuspuu algoritmidest kdige populaarsem on ID3 ning selle edasiarendus C4.5. Peatiikis 6
analiiiisitakse tdpsemalt ID3 algoritmi t6opShimotet ning tehakse jareldus, kas algoritm sobib

antud probleemi lahendamiseks.
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5.4 Bayesi algoritmid

Bayesi algoritmid rakendavad klassifitseerimise ning regressiooni probleemide lahendamisel
Bayesi teoreemi. Bayesi algoritme oleks mdistlik rakendada, kui sisendandmeid on véga
palju. Vaatamata algoritmi lihtsusele suudab see saavutada eesmérgid paremini, kui moni

teine algoritm.

Populaarseimad Bayesi algoritmid on:
* Naiivne Bayes
* Gaussi naiivne Bayes
* Multinominaalne naiivne Bayes
* Bayesi vork (BN)

¢ Keskmist iihest sdltuvust ennustavad (AODE)

posterior

rior

Bayesian Algorithms
Joonis 13 - Bayesi algoritm (Brownlee 2013)

Joonisel "Prior" tihendab eelteadmisi. Olgu teada, et tudeng sai eelmise testi viie, siis

eelteadmiste pohjal voib jireldada, et ka jargmine test on viiele sooritatud. Vastupidiselt
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vaidab "Posterior", et kuna tudeng sai juba viie, siis ta enam viite ei saa. Teisisonu on koik
b

atribuudid on teineteisest sdltumatud ning mdlemad juhud vaadeldakse lébi.

Kuna ka tudengite testitulemused on iiksteisest sdltumatud, siis tundub antud algoritm esialgu
hea ldhenemisena. Seetdttu analiilisitakse kuuendas peatiikis tdpsemalt algoritmi plusse ja

miinuseid.

5.5 Klasterdamise algoritmid

Klasterdamise algoritmid sarnanevad olemuselt regressiooni algoritmidele. Klasterdamise
algoritmidele tuleb sisendiks anda mingid punktid, mis algoritm grupeerib klassidesse jargides

jérgnevaid reegleid:
1) Igas klassis olevad punktid on teine teisega sarnased
2) Erinevates klassides olevad punktid on erinevad.

Populaarseimad klasterdamise algoritmid on:

k-Keskmine

k- Mediaani

Eelduste maksimeerimise algoritm (EM)

Hierarhiline klasterdamine
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O

Clustering Algorithms

Joonis 14 - Klasterdamise algoritm (Brownlee 2013)

Klasterdamise algoritmid grupeerivad sarnased andmed klassidesse. Sarnased atribuudid
sattuvad samasse klassi. Erinevates véljaannetes kritiseeritakse klasterdamise algoritmigruppi
ning viidetakse, et see ei tohiks olla masindppe algoritm, kuna algoritm ei Opi
treeningandmete pdhjal. (Stackexchange 2014) Algoritm voib iga kord kiivitades anda
erineva tulemusi, kuna hakkab klasterdamisel peale suvalistest elementidest (ilma kindla

jérjekorrata).
Eelneva pohjal voib vilistada antud algoritmi kasutamise t60s, kuna oleks vaja saada

tapsemaid tulemusi. Eelkdige oleks oluline, et algoritm teeks iga kord sama otsuse.

5.6 Tehislikud narvivorkude algoritmid

Nérvivorkude struktuur sarnaneb bioloogiliste narvivorkudega. Nérvivorkude klass on iiks
suurimaid, sisaldades viga palju erinevaid algoritme. Nirvivorkude algoritmid suudavad
suurte tundmatute sisendandmete korral funktsioone koostada. Lisaks viljundi arvutamisele
suudab nérvivork dppimise kdigus ka seoste kaale muuta. Tihtipeale esitatakse narvivorkude

jooniseid neuronite abil, mis on iiksteisega seotud ning vahetavad informatsiooni.
Populaarseimad nirvivorkude algoritmid on:
* Perceptron

* Tagasi-levitamine
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* Hopfield vork

* Radiaalsel pdhimdttel toimiv vork (RBFN)

Artificial Neural Network
Algorithms

Joonis 15 - Tehis nirvivorgu algoritm (Brownlee 2013)

Joonisel on nidha, et sisendvairtust vorreldakse ldvivdirtusega ning véljastatakse funktsioonid.
See kirjeldab tehisndrvivorkude peamist t6opohimotet. Tehisndrvivorkude peamiseks
puuduseks on kitsendused sisendandmetele. Nimelt suudavad nérvivorgu algoritmid
analiilisida ainult numbrilisi sisendeid. Kuna Moodle logidest tuleb védga palju lausetena

teksti, mida on vaja sorteerida, siis ndrvivorkude algoritm langeb valikust vélja.

5.7 Siivanarvivorkude algoritmid

Stivandrvivorkude algoritmid on kaasaegsemad ning nad ehitavad kordades suuremad ning
keerukamad vorgud. Siivanédrvivorkude korral rakendatakse Oppimist keerukate etteantud

struktuuridega (voivad puududa tdhistatud andmed).
Populaarseimad siivanirvivorkude algoritmid on:

e Siiva Boltzmanni Masin (DBM)

¢ Siigava veendumuse vorgud (DBN)
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¢ Edasiarendatud nirvivorgud (CNN)

* Kuhjatud automaatkodeerijad

Deep Learning
Algorithms

Joonis 16 - Siivanirvivorgu algoritm (Brownlee 2013)

Joonisel on ndha keerukamad ndrvivorgud, mis on kombineeritud teiste meetoditega. Parast
ndrvivorkude treenimist on peaaegu vOimatu ndha, kuidas algoritm lahenduseni joudis.
Treeningandmete pdhjal probleemi lahenduseni joudmist voib kutsuda ka mustaks kastiks.
Seega on vdimatu muuta algoritmi. Ainus vOimalus on muuta algoritmi sisendit. Nagu
nirvivorkude juures mainitud, sobib ka silivandrvivorgu algoritm vaid numbriliste
sisendandmete korral. Seega ei sobi ka antud algoritmigrupp magistritod eesmairkide

saavutamiseks.

5.8 Kokkuvote

Antud peatiikis tutvustati paljusid masindppe algoritme ning esitati lihtsamaks mdistmiseks ka
joonised. Arvestades magistritod eesmérke tuleb leida parimad algoritmid, mis sobivad
tudengite ainelt véljalangemise ennetamise probleemi lahendamiseks. Viga paljudel
algoritmidel esines puudusi, mistottu neid edaspidi siivitsi ei analiilisita. Kiill aga leiti kaks

head algoritmigruppi, mida vaadeldakse peatiikis 6.
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Vaja on leida klassifitseerimise algoritm, mis suudab sisendandmete pdhjal tudengid
klassifitseerida gruppidesse. Kuna eelnevalt on teada, et sisendandmeid on véga palju, siis lihe
valikuna jaab soelale kindlasti Bayesi algoritmigrupp, millest jargnevas peatiikis rohkem

kirjutatakse.

Teiseks on teada tudengite tulemused. Riskigruppi oleks hea ennustada siis-kui reeglite abil.
Kuna otsustuspuu algoritmid sobivad siis-kui reeglite pdhjal jareldusi tegema, siis on teine

valik otsustuspuu algoritmid. Otsustuspuu algoritmide grupist analiilisitakse ID3 algoritmi.

Jargmises peatiikis hakatakse rohkem keskenduma eelpool mainitud kahele algoritmigrupile:

Bayesi algoritmid ning otsustuspuud.
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6. Valitud algoritmide analiiiis

Jargnevalt on analiilisitud moningaid algoritme néidete pohjal, mis on proovinud objekte
klassifitseerida vOi otseselt tudengite viljalangemist hinnata. Viélja on toodud nende

ldhenemiste plussid ja miinused.

Kuna uurimust6d eesmirk on ennetada tudengite véljalangevust siis on selle jaoks vaja leida
parim meetod. Eelmises peatiikis vaadeldud algoritmidest keskendutakse niilid tdpsemalt

Bayesi algoritmide ning otsustuspuude uurimisele.

6.1 Bayesi algoritmid

Bayesi staatilised klassifikaatorid ennustavad objekti klassi kuuluvust tdendosuse abil ndnda,
et sisendandmed jaotatakse &dra klassi kuulumise tdendosuse pohjal. Arendatud on mitmeid

erinevaid Bayesi algoritme millest tuntuimad on Bayesi vorgud ning naiivne Bayes.

Naiivse Bayesi algoritmid eeldavad, et atribuutide efektid klassidele on sdltumatud teistest

atribuutidest. Reaalsuses tavaliselt siiski esinevad seosed atribuutide vahel.

Bayesi vorgud on aga graafi mudelid, mis kirjeldavad iihise tingimuse tdenédosusjaotust.
Bayesi algoritme kasutatakse tihtipeale andmete klassifitseerimisel tdnu nende lihtsusele,
arvutuse efektiivsusele, ning adekvaatsetele véljunditele. Lisaks loetakse Bayesi mudelite
olulisteks eelisteks ka Kkiiret treenimist, tulemuste hindamist ja védljundi asjakohasust

erinevates valdkondades. (Kabakchieva 2013)

Kodik masindppe algoritmid vajavad treenimist, kui soovida, et nad véljastaksid
klassifitseeritud ning ennustavad andmed. Treenimine tdhendab kindlate sisendite etteandmist
programmile, mille tulemusel saab hiljem anda programmile ette tundmatuid
andmeid(selliseid mida programm varem toddelnud ei ole). Oppimise tulemusel suudavad
algoritmid ennetada vdi klassifitseerida andmeid. Nonda on iiles ehitatud enamus masindppe

tehnikaid, sealhulgas ka Bayesi teoreemid. (Bittlingmayer 2016)
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Naiivse Bayesi niide:

Jargnevas ndites klassifitseeritakse kahte tiilipi objekte. Objektideks on punased ja rohelised
ringid. Ulesandeks on klassifitseerida uued objektid nende tekkimise ajal arvestades

eelteadmisena olemasolevaid objekte. Niidet on illustreeritud jirgneval joonisel.

e ° °
o
o ©_ % ,0 0 0 ©
oo 000 % 0,0 ©
..o. e @ © @
ee® o, 0%00
e o o, o ?
e 00 o

Joonis 17 - Klassifitseeritud objektid (Bittlingmayer 2016)

Joonisel on ndha klassifitseeritud objektid. Objektid on klassifitseeritud virvide alusel

punasteks ning rohelisteks. Punaseid objekte on 20 ning rohelisi 40.

Eelteadmisena on teada, et rohelisi objekte on punastest 2 korda rohkem. Kui lisada massiivi
iiks uus objekt siis 1dhtuvalt Bayesi analiiiisi eeltdendosusest on 2 korda tdendolisem, et see
objekt on roheline. Eeltdendosus pdhineb eelneval kogemusel- antud juhul punaste ja roheliste
objektide osakaalust. Tulenevalt eelpool mainitust saab ennustada tulemusi enne kui need
juhtuvad. (Bittlingmayer 2016) Oeldust jireldub, et eeltdendosus roheliste objektide

saamiseks avaldub:

roheliste objektide arv

Rohelise objekti tulek = objektide koguarv

Analoogselt avaldub ka punaste objektide tdendosus:

punaste objektide arv

Punaste objekti tulek = objektide koguarv
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Asendades arvud valemisse saab roheliste objektide tuleku tdendosuseks 40/60=0.66(6) ning
punaste objektide tuleku tdendosuseks 20/60=0.33(3). Nagu eelnevalt mainitud, siis jareldub
siit, et tekkinud objekti liik sdltub eelteadmistest.

Antud algoritmi teooriat saaks analoogselt rakendada ka tudengi hinnete analiiiisimiseks. Selle
jaoks tuleks votta tudengi eelnevad hinded ning nende abil saaks ennustada ka tulevasi

hindeid vastavalt enim saadud hinnetele.

Algoritmi kdige suuremaks miinuseks on ennustamise tdpsus. Bayesi klassifitseerimise
tapsuseks loetakse ligi 60%, mis on madalam kui otsustuspuu korral. (Kabakchieva 2013)

Seetdttu vaadeldakse jargmises peatiikis lihte otsustuspuu tuntuimat algoritmi.

6.2 Otsustuspuu algoritm ID3

Otsustuspuude peamiseks eelisteks loetakse nende arusaadavust. Otsustuspuud esitavad
reegleid, mida kasutajatel on lihtne mdista. Otsustuspuud ei ndua keeruliste andmete
ettevalmistamist ning toimivad hédsti nii numbriliste kui kategoriseeritud véairtuste korral.

(Kabakchieva 2013)

Induktiivse masindppe algoritm ID3 (Iterative Dichotomiser 3) on iiks tuntuimaid algoritme
andmete klassifitseerimiseks. See koostab sisendiks antud otsustustabeli pdhjal otsustuspuu
minimaalsete tippude arvuga. Antud algoritmil on kiill vdike veaprotsent, kuid see toGtab

aeglaselt.

ID3 algoritmi véljundiks on paaride komplekt védrtustega 0 voi 1. Védrtus 0 on véljundiks
anomaalia korral ning véértus 1 on viljundiks normaalolukorras. (Khedr, Idrees ja Seddawy

2016)
Otsustuspuu algoritmide kasutamise peamised kiisimused :
1. Otsuse tegemisel arvestatavad atribuudid
2. Millises jérjekorras andmeid kasutada
3. Kui siigav ja kui lai puu peab olema (Adhatrao, et al. 2013)

Eelnevatele punktidele vastamisel tuleb eelkdike ldhtuda sellest, millised atribuudid toovad

kdige suurema kasu informatsiooni analiiiisimisel, ehk teisisonu koige relevantsemad
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atribuudid tulemuse hindamiseks. (Dankel 1997) Samuti tuleb tdhelepanu pdorata andmete
kasutamise jirjekorrale. Algoritm jouab esimesena puu iilemistesse harudesse. Kui sinna on

pandud kriteerium, mis vdga palju andmeid vilja sorteerib, siis v0ib tulemus olla mittetépne.

Naiidiseks voetakse lihtsuse huvides kaks atribuuti: tudengite hinne ja kohalkdimine.

Atribuudid ning nende véartused tuleks kirja panna jargnevalt:
hinne = {1, 2, 3, 4, 5}
kohalkdimine = {harva, tihti}.

Informatsioonist saadav kasu tuleb arvutada koikide atribuutide kohta. Kuna meil on 2
atribuuti, siis nende pohjal tuleb teha otsus kas tudeng jatkab voi katkestab tilikooli. Jargnevas

tabelis on lihtsustatud nédide illustreeritud.

Tabel 1 - Sisendandmed tudengi kohta

5 Ei

113114 tihti

112349 4 tihti Fi
113214 5 harva Ei
113225 2 harva Jah

113953 1 harva Jah

Info kasulikkuseks nimetatakse alguse ning Idpptulemuse entroopiate vahet. Teisisdonu
hinnatakse kui palju ebakindlust andmetest eemaldatakse mingi atribuudi arvestamisega.

Informatsioonist saadav kasulikkus arvutatakse jirgneva valemiga:

Kasu(S, kohalkidimised) =

2 3
= Entroopia(S) — (§> * Entroopia(S tihti) — (§> * Entroopia(S harva)
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Valemis on S tudengite arv, tihti ja harva on kohalkdimise voimalikud véértused. Entroopia

on ebakindlate andmete osakaal sisendandmetes.

Entroopia arvutatakse omakorda jérgneva valemiga:

, 2 2 3 3
Entroopia(S) = — <§) Log?2 (E) — <§) Log?2 (E) = 0.970

nn

Valemis on 5 ridade arv tabelis, 2 on "jah" vastuse saanud tudengid ning 3 on "ei" vastuse

saanud tudengid tabelist 1.

Arvutama peab ka mdlemale siindmusele eraldi entroopiad:

Eneroapiacs ke = — (%) tag2 (1) - (%) ooz () = 0
ntroopia(S tihti) = 5)Log2 |5 5)Log2 |5) =
1 1 2 2
Entroopia(S harva) = — (5) Log?2 (5) — <§) Log?2 (5) = 0918

Asendades arvud valemisse, saab kohalkdimiste atribuudi informatsiooni kasulikkuseks:
0.970 - (2/5) * 0 - (3/5) * 0.918 = 0.419, mis on péris kdrge kasulikkuse niitaja. Kasulikkuse
nditajate voimalikud vadrtused on vahemikus 0 kuni 1, kus 0 on kdige madalam kasulikkuse
nditaja voimalik védrtus. Siit jareldub, et kohalkdimine on véga oluline parameeter hindamaks

tudengi jétkamist Oppetdos.

Jargmise nditena vaadeldakse ID3 algoritmi Botswana teadlaste poolt loodud otsustuspuu
algoritmi edasiarendust. Antud t66s on kasutatud aastal 1979 arendatud ID3 otsustuspuu

algoritmi edasiarendust kasutades Rényi entroopiat.

Toos kasutatakse sisendandmetena ajaloolisi andmeid Oppuri kohta nagu nditeks vanemate
haridus, vanemate tookogemus, akadeemilised saavutused jne. Sisendandmeid koguti 31
valdkonna koha. Andmekogumit vdhendati mérkimisvdérselt vottes arvesse vaid andmeid,
mis on korrelatsioonis dpingute katkestamisega. Pérast ID3 algoritmi edasiarendust leiti, et
vaid 12 muutujat andmehulgast mojutavad otseselt Oppuri Oppeedukust. (Sivakumar,

Venkataraman ja Selvaraj 2016)
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Kuna algoritmi sisendiks oli palju andmeid siis olid ka tulemused véga tipsed. T60 autorid
hindasid kas tudengid jitkavad iilikoolis dppimist voi katkestavad iilikooli. Andmete pohjal
koostati otsustuspuu (Joonis 18). Tavalise ID3 algoritmi tdpsuseks arvutasid autorid enda t6ds
92.50%, kuid tdiendatud algoritmi tépsuseks arvutati 97.50%. (Sivakumar, Venkataraman ja
Selvaraj 2016)
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Joonis 18 - Otsustuspuu (Sivakumar, Venkataraman ja Selvaraj 2016)

Joonisel ndhtavat otsustuspuud kasutades, tehakse tudengi véljalangemise kohta hinnang.

Otsustuspuu uurib, kas stressist pohjustatud faktorid mdjutavad tudengi katkestamist.
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T66 tulemusel joudsid autori jdreldusele, et kdige suurem viljalangevus on pohjustatud
perekondlikest pohjustest (10.25%). Teisel kohal on iilikoolilinnaku halb keskkond (7.58%).

(Sivakumar, Venkataraman ja Selvaraj 2016)

Antud edasiarendus algoritmile on vdga hea tdpsusega (97.5%) ning seda vdiks kohaldada ka
Eesti iilikoolide jaoks. Selle pdhjal saaks teha statistikat ning avastada peamised tegurid

opingute katkestamisel mingi aine néitel.

Algoritmi miinusteks on see, et andmeid saab analiiiisida vaid tagantjirgi ning nende
tulemustega enam otseselt kedagi véljalangemisest pédsta ei saa. Antud t60 eemdrk on aga
arendada vilja algoritm, mis Oppetdd kdigus suudaks jooksvalt identifitseerida tudengeid,

kellel on suurem véljalangemise risk.

Lisaks on antud t66 puudus ka see, et tulenevalt Eesti ja India erinevast tihiskonnast ei pruugi
seosed olla samasugused ja seega tuleks enne antud metodoloogia kasutamist hinnata

kriitiliselt otsustuspuu sobivust vottes arvesse siinset keskkonda ja eripérasid.

6.3 Teiste algoritmide peamised puudused

Eelnevatel lahendustel on piisavalt miinuseid voi kitsaskohti, mis on jargnevalt vélja toodud.

Otsustuspuu algoritmi peamiseks puuduseks on, et see analiilisib ajaloolisi andmeid. Nende
pohjal saaks teha statistikat, kiill aga mitte ennetustodd tudengite véljalangemisel. Ometigi on
voimalik kasutada otsustuspuu algoritmi puhul info kasulikkuse hindamist, mille abil

médratakse koige vajalikumad kriteeriumid tudengi riskigrupi médaramisel.

Moodle logid sisaldavad viga véhe struktureeritud andmeid. Struktureeritud andmete pdhjal
suudavad algoritmid teha tidpsemaid otsuseid. Logidest peab vididrtused vélja sorteerima

abstraktsetest lausetest. Laused on pikad ning seal on véiga palju ebavajalikku informatsiooni.

Teised e-Oppe jaoks loodud algoritmid keskenduvad peamiselt videote vaatamistele ning
foorumi aktiivsusele. MOOC siisteemides on need parameetrid kdige olulisemad néitajad.
Moodles aga ei ole foorumi kasutamine ning videoloengute iileslaadimine veel véga

populaarne. Seega antud parameetreid on raske hinnata.

Siit voib jareldada, et kui soovitakse t00 alguses piistitatud eesmérke saavutada, siis tuleb

arendada uus algoritm, mis suudab dppetdd kestel piisava tidpsusega tudengite dppeedukust
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prognoosida. Selle saavutamiseks peab kasutama andmeid, mida Moodlest tudengite kohta
kitte saab. Néiteks peab hindama tudengite testide hindeid, testide lahendamise aegasid ning

kursuse kiilastatavust.

6.3.1 Miks oleks vaja uut algoritmi?

Eelnevalt vaadeldud algoritmid andsid klassifitseerimisel tipris tépseid tulemusi. Analiilisitud
algoritmidest kdige tipsemini suutis tulemusi ennustada ID3 algoritm. Kiill aga ei pruugi

antud 16put66 probleemile 1dhenemine ID3 algoritmi kasutades sama tépseid tulemusi anda.

ID3 algoritm sobiks andmete klassifitseerimiseks kdige paremini siis, kui sisendandmete
atribuudid oleksid kujul jah-ei. Siis suudab algoritm kdige tdpsema tulemuse saavutada, kuna
kasutab tulemuste arvutamisel 0-1 siisteemi. Algoritmi véljundiks on 0 anomaalia korral ning
1 normaalsete (oodatud) véirtuste korral. Tudengite tulemusi ei saa nii iihekiilgselt vaadata.
ID3 algoritmi kasutades vordsustataks tudengid, kelle tulemus on 51 punkti, tudengitega,
kelle tulemus on 100 punkti. Mdlemad on aines testi ldbinud ning ID3 algoritmi pdhjal

saaksid nad tulemuseks 1, ehk oleksid vordsed.

Seetdttu oleks vaja kirjutada algoritm, mis kindlatele tulemustele seab vastavusse kindlad
punktid. Teisisdnu on vaja koostada tudengi profiil ning igale tudengile seada vastavusse tema
riskigrupp. Vastavalt tudengi Oppeedukusele ning muudele Moodle logidest saadavatele
parameetritele tuleb koostada algoritm, mis annab iga tulemuse pdhjal tudengitele kindlaid
punkte. Nii vilditakse olukorda, kus algoritm viljastab ebatdpseid tulemusi ning ei suuda

hoiatada dppejoudu tudengi probleemidest piisavalt varakult.

Algoritmi aluseks on mdistlik votta ID3 algoritmi informatsioonist saadava kasu hindamine.
Selle meetodi abil on vdimalik maéidrata, kas ja millistest andmetest tudengi tulemuste

ennustamisel tildse kasu on.
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7. Algoritmi arendamine

Jargnevas peatiikis tutvustatakse informaatika aine hindamiskriteeriume. Informaatika I
ainekoodiga IDKO0091 on matemaatika ja loodusteaduskonna Oppeaine (Y-teaduskond).
Informaatika aine on valitud seetdttu, et seal esineb vdga palju erinevaid tegevusi Moodle

keskkonnas.

Pérast aine tutvustamist arvutatakse info kasulikkus testide ning iilesannete pdhjal ning
kasutatakse valitud parameetreid loogikareeglites ning pseudokoodis. Leitud parameetreid
kasutatakse ka algoritmi arendamisel ning nende pdhjal ennustatakse, kas tudeng voib

oppeaine katkestada.
Lopuks arvutatakse vélja algoritmi tdpsus, korvutades algoritmi véljundandmeid tegelike

kursuselt vilja langenud dpilaste arvuga.

7.1 Informaatika aine Kkriteeriumid

Enne algoritmi koostamist on vaja teada informaatika aine hindamiskriteeriume.
Oppeinfosiisteemis oleva informatsiooni pdhjal on teada, et informaatika aines hinnatakse
tudengeid mitteeristuvas hindamissiisteemis, kus tulemusteks on arvestatud voi

mittearvestatud (A/MA). Arvestuse saavad koik tudengid kellel on:
* Esitatud ja aktsepteeritud koik kodutdood
e Tehtud kdik praktikumide {ilesanded ja harjutused.

Kodutodde aktsepteerimine on arvestusele péddsu iiheks eelduseks. Mitteaktsepteeritud tdid on

voimalik parandada. T66d aktsepteeritakse siis kui :
* Kaoik iilesanded on lahendatud
Ukski lahendus ei sisalda olulisi vigu

* Vormistus on korrektne ja vastab nduetele.

(TTU Oppeinfosiisteem 2016)
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Tuleb arvestada, et koik testid peavad olema sooritatud vihemalt 90 protsendile maksimumist.
Teste saab sooritada mitu korda. Testid on mdeldud lihtsate algoritmide tutvustamiseks,

sagedaste vigade nditamiseks ning asjakohaste nuputusiilesannete jaoks.

Informaatika I aine IDKO0091 (Y-teaduskonnale) kidigus Opitakse rakenduste loomist
tabelprogrammide keskkonnas. Kursusel késitletakse rakenduste loomise {ildiseid
pohimdtteid, meetodeid, vahendeid ja pohifaase. Vaadeldavatest meetoditest ja vahenditest on

kesksel kohal objektorienteeritud modelleerimine. (TTU Oppeinfosiisteem 2016)

Informaatika aines Opitakse ka sissejuhatust programmeerimisse ja arendussiisteemi Visual
Basic. Tutvutakse programmide ja protseduuride tiilipidega, lihtsamate objektide ja
skalaarandmete kasutamisega, programmide sisestamisega, redigeerimisega, silumise ja

kiivitamisega. (TTU Oppeinfosiisteem 2016)

Algoritmi iiheks sisendiks on informaatika aine hinneteleht. Jérgnevalt on kirjeldatud
parameetreid, mis algoritmile sisendiks antakse ning millisele kujule on hinneteleht vaja
kohaldada koikidel, kes soovivad algoritmi kasutada. Hinnetelehe andmed on tabelis, mille
esimesed 2 veergu on tudengi eesnimi ning perekonnanimi. Neljas kuni kaheksas veerg
sisaldavad testide tulemusi skaalal, kus 5 on maksimumtulemus. Veerud 9-11 sisaldavad
testide tulemusi skaalal, kus 10 on maksimumtulemus. Edasi on kolme iilesande tulemused
mille vdimalikeks védrtusteks on "arvestatud", "lubatud kaitsmisele" ja '"parandada
kaitsmiseks". Edasi on veergudes 13 ja 15 {ilesannete lahendused, kus kasutatakse samu
parameetreid nagu eelnevate {ilesannete korral. Veerus 14 ja 17 on testide tulemused 5 punkti
skaalal. Kaheksateistkiimnendas veerus on test mille maksimaalseks tulemuseks on 2 punkti.
19 ning 21 veergudes on taas testid, mille maksimaalne voimalik skoor on 5 punkti. Ning

viimased testid on 20 ja 22 veergudes maksimaalsete punktidega 10.

Eelnevat 18iku illustreerivad jargnevad 2 joonist, kus on néidatud millised sooritused on

kohustuslikud aine 1abimiseks.
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~ Tingimus: Tegevuste scoritamine

Quiz - Test Klirklahvikorraldusl ¢
Url - Tagasiside kusimustik ¢
Quiz - Test. Tookeskkond ¢

Assign - Ulesanne Keskkond
(tahtaeg 20.09)

Quiz - Test Lintsad valemid ¢
(aadressid)

Quiz - Test Lihtsad valemid (nimed) ¢
Quiz - Test Arvavaldised v
Quiz - Test Ajlaavaldised v

Assign - Ulesanne Andmed jJa ¥
valemid (tahtaeg 11.10.15)

Quiz - Test Filtrid ¥

Quiz - Test Lngendtabelid (Pivet ¢
Table)

Joonis 19 Aine sooritamiseks vajalikud testid ja iilesanded 1 (Moodle hitsa 2016)

Quiz - Test Kokkuvotte-ja v
otsifunktsiconid

ASﬁgﬂ - Ulesanne Andmed v
tabelites (tahtaeg 1,11.15)

Assign - Tekstidokument ¥

Quiz - Test Klirkiahvid MS ¥
PowerPoint esitiuses

Assign - Ulesanne Esitius ¥

Hotpot - Test Lihtsad sknptid v
Hotpot - Test Joonistamine ¥
Hotpot - Test Scratchl kasuplokid v
Hotpot - Test Muutujad ¢

Hotpot - Test Kasugrupid v

Joonis 20 Aine sooritamiseks vajalikud testid ja iilesanded 2 (Moodle hitsa 2016)
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Eelnevatelt joonistelt ei ole vaja arvestada tagasisidega seotud kiisimustikke, kuna nende
tulemused ei kajastu sisendiks voetud hinnetelehel. Seega iilejddnud atribuute arvesse vottes
saab neid kasutada teoreetilistes alustes ning algoritmi koostamisel. Kdigil kes soovivad antud
algoritmi hinnete alusel riskigrupi madramiseks kasutada, peavad algoritmile samas formaadis
sisendi andma. Kui tudengil veel mdne testi eest tulemust ei ole ning tdhtaeg ei ole veel

moddas, siis voib viljad tiihjaks jatta.

Teiseks sisendiks on Moodle logid. Moodle logides on erinevatel kellaaegadel tehtud
tegevused. Igas logi reas kuvatakse tudengi nimi, tegevus mida tudeng sooritas, tegevuse
kirjeldus ning seade, millelt siisteemi kiilastati. Tegevuste nimede jérgi saab kokku arvutada
mitu korda iga tudeng siisteemi kiilastas. Kui tegevuse nimi on course viewed siis tuleb antud

stindmused iga tudengi kohta kokku arvutada.

7.2 Teoreetilised alused

Reeglitepdhised klassifitseerimisetehnoloogiad on {ihed tdpseimad meetodid hindamaks
akadeemilisi saavutusi. Tulemuste ennustamise algoritmi tdpsus Fadhilah Ahmad, Nur

Hafieza Ismail ja Azwa Abdul Aziz uurimust6os oli 71.3%. (Ahmad, Ismail ja Aziz 2015)

"Teadmiste esitamisel reeglitena on vdimalik formaliseerida iihte elus iisna tihti esinevat
jareldamise moodust. Selline esitus lubab ka suhteliselt kergesti selgitada ja pdhjendada
esitatavaid kiisimusi ja tehtud otsust. Lisaks on reeglibaasis suhteliselt lihtne teha reeglite
lisamist, muutmist ja kustutamist. Kuna muutujaid siilitatakse eraldi reeglitest, saab ka

muutujaid enamasti muuta reeglitest sdltumatult." (Tepandi 2016)

"Lihtsamal juhul kasutatakse reegleid tingimuslike seoste kirjeldamiseks. Nad esitatakse
kujul: Kui (tingimus) Siis (mingi muutuja on tdene) {Muidu (mingi muutuja on véir)}."

(Tepandi 2016)

Kuna teadmiste esitamisel reeglitena on lihtne reeglibaasis vajadusel muudatusi teha, on ka
antud t60s otsustatud kasutada tudengite akadeemiliste saavutuste hindamiseks
klassifitseerivat reeglitepdhist algoritmi. Peatiiki 6.3.1 pdhjenduse pdhjal vdib jéareldada, et

tuleb koostada algoritm, mis seab tudengi tulemustele vastavusse kindlad punktid.

Enne algoritmi koostamist tuleb hinnata, millised sisendandmed annavad meile kdige

tapsemad tulemused ehk kasu informatsioonist (i.k. Information Gain). Olgu antud sisendina
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tudengite hinded ning kohalkdimised loengutes. Selle pdhjal peab leidma kummast
parameetrist on 1opptulemuseni joudmisel rohkem kasu. Lopptulemuseks on tudengeite aine

labimine ning atribuuti vairtus voib olla kas jah voi ei.

Info kasulikkust saaks kdige paremini hinnata ID3 algoritmi info kasulikkuse hindamisega.
Enne ID3 algoritmi otsustuspuu koostamise etappi hindab antud ldhenemine &ra kdoige
kasulikumad atribuudid. Hindamiseks kasutatavad valemid on vélja toodud peatiikis 5.2.1.

Nende valemite pdhjal arvutatakse jargmises peatiikis (7.2) info kasulikkus.

Pdrast info kasulikkuse leidmist voetakse kasutusele vdhemalt 3 parameetrit, mille abil
algoritm hakkab tudengitele vastavusse seadma punkte. Kui kdik sisendparameetrid annavad
ennustamiseks piisavalt informatsiooni siis hakatakse koiki algoritmis kasutama. Mida
védiksemad on tudengi punktid, seda suurem on ta risk informaatika aine katkestada voi iildse

iilikool pooleli jatta.

7.3 Info kasulikkus ID3 algoritmi pohjal

Info kasulikkuse jaoks analiiiisitakse jérgnevaid parameetreid. Parameetrite jarel loogelistes

sulgudes on toodud vilja parameetrite voimalikud véértused.

Testide hinded {-, 1, 2, 3, 4, 5}

Ulesannete hinded {-, arvestatud (A), mittearvestatud (MA), parandatud (P)}

Vabatahtlike iilesannete hinded {-, 1, 2, 3, 4, 5}

Testide lahendamise kiirus {kiire, aeglane}

Moodle kiilastamise aktiivsus {tihti, harva}
Parameetrid on arvutatud jargnevate reeglite abil:

1. Kui tudeng kiilastab Moodlet vihemalt nddalas iihel korral, siis on kiilastamise

aktiivsus "tihti". Vastasel korral on kiilastamise aktiivsuse vaartuseks "harva".

2. Kui tudeng lahendab testi alla nelja minuti, siis on tema testide lahendamise kiirus

"kiire". Vastasel juhul on testide lahendamise kiirus "aeglane".
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3. Hinnete ning tilesannete puhul "-" tdhendab testile mitteilmumist. Testi voi iilesande

sooritamise eest antakse tudengile kas hinne vdi arvestus.

Jargnevas tabelis on lihtsuse huvides toodud vélja viis tudengit. Tegelikult on informaatika
hinnete tabelis 62 Opilast ning info kasulikkuse arvutus koostatakse koikide tudengite

tulemusi arvesse vottes. Terviktabel on leitav Lisa 1 olevalt aadressilt.

Tabel 2 - Hinnatavad kriteeriumid

Tudeng | Testid | Ulesanded | Vabatahtlikud Moodle Katkestamine
iilesanded kiilastamine
5 A

142982 - aeglane  tihti Ei

144336

Info kasulikkus on arvutatud valemiga, mida tutvustati punktis 5.2.1 vastavalt tabelis toodud

4 A - kiire tihti Ei

5 A - kiire harva Ei

2 P - kiire harva Jah
1 MA - aeglane  harva Jah

parameetritele. Valemites on tdhistatud entroopia tdhega E.

Lihtsustamaks antud ldhenemist, on antud skaalal arvesse voetud tudengite keskmist hinnet,
mitte iga sooritust eraldi. Hindele 5 on vastavusse seatud suurepérane, hinnetele 4-1 on

vastavuses hea ning 14bi kukkunud hinnetele on pandud vastavusse kasin.

Koigepealt arvutatakse entroopia kdikide parameetrite kohta. Meil on teada, et kursuse

katkestas 8 tudengit ning kursuse 14bis edukalt 54 tudengit.
Entroopia(S) = (8>L 2(8) (54>L 2(54)—0555
ntroopia(S) = e7) 1092 (&5 c7) 092 \5) = 0
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7.3.1 Informatsiooni kasulikkus testide pohjal

Niitid tuleb arvutada kasu iga parameetri kohta. Esmalt vietakse testid. Jargnevalt esitatakse

testidest kasu arvutamise valem.
Kasu(S, Testid) =

=E(S) — (2—2) * E(S suureparane) — (%) * E(S hea) — (%)

* E (S kasin)

Et antud valemit kasutada saaks peab arvutama entroopiad iga tulemuse kohta:

, . 50 50
Entroopia(S suureparane) = — (5) Log?2 (5) = 0.250
Entroopia(S hea) = (4)L 2(4)—0255

ntroopia(S hea) = ez )LogZ ()= O
Entroopia(S kasin) = (8)L 2(8)—0381
ntroopia(S kasin) = ez )LogZ ()= O

Seega asendades tulemused valemisse "Kasu(S, testid)", saab tulemuseks:

Kasu (S, testid) = 0.555 - (50/62 * 0.250) - (4/62 * 0.255) - (8/62 * 0.381) = 0.288

7.3.2 Informatsiooni kasulikkus iilesannete pohjal

Jargnevalt esitatakse iilesannetest kasu arvutamise valem.

Kasu(S,Ulesanded) == E(S) — (%) *E(SA) — (63_2) *E(SP) — (6_72) * E(S MA)

Entroopiad arvutatakse iga parameetri kohta:

Ent a(S A) = (52)L 2 (52)— 0.213
ntroopia = o) L092 \5)= 0.
ntroopia(s P) = — () 10g2 ()~ (L) og2 () = 0256
ntroopia = oz) 092 \ o) Log2 \5)= 0.
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7 7
Entroopia(S MA) = — |—=|Log2 |—) = 0.355
62) %9 \62

Seega asendades tulemused valemisse "Kasu(S, iilesanded)", saab tulemuseks:

Kasu (S, iilesanded) = 0.555 - (52/62 * 0.213) - (3/62 * 0.256) - (7/62 * 0.355) = 0.324

7.3.3 Informatsiooni kasulikkus vabatahtlike iilesannete pohjal

Kuna vabatahtlike iilesandeid semestri jooksul keegi ei lahendanud, siis antud infost tudengi
véljalangemise ennustamisel mingit kasu ei ole. Kdikidel on tulemuseks margitud mottekriips

ning valemisse asendades tekib nulliga jagamine, mistdttu on info kasulikkuseks 0.

7.3.4 Informatsiooni kasulikkus testide lahendamise kiiruse pohjal

Eelnevalt tuleb kokku leppida mida vaadelda kiire ning mida aeglase testi soorituse all. Testid
on suhteliselt lithikesed ning loetakse kiiresti testi sooritanuks tudengi, kes on testi edastanud
nelja minuti jooksul alates selle alustamisest. Aeglaselt edastanuks loetakse iile nelja minuti

testi sooritanud tudengid.

31 31
Kasu(S, kiirus) == E(S) — (E) * E(S kiire) — (5) * E (S aeglane)

Niilid arvutatakse entroopiad mdlema parameetri kohta:

Entroopia(S kiire) = (31)L 2 (21 < o5
nroopla lre) = 62 Og (62)_ .

Entroopia(S aeglane) = (31)L 2 (21 2 o5
ntroopia(S aeglane) = =) Log (62)_ :

Seega asendades tulemused valemisse "Kasu(S, kiirus)", saab tulemuseks:
Kasu (S, kiirus) = 0.555 - (31/62 * 1/2) - (31/62 * 1/2) = 0.055

Kuna antud kasu on vdga madal (ligi 0), siis seda parameetrit ei arvesta algoritmi

véljatodtamisel.
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7.3.5 Informatsiooni kasulikkus Moodle kiilastamise pohjal

Eelnevalt tuleb kokku leppida, et tudengid, kes kiilastavad Moodlet viahemalt 3 kord nddalas

vdib lugeda tihti kiilastajateks. Ulejiinutele tuleb teha mirge harva kiilastajad.
55 7
Kasu(S, Moodle kiilastamine) == E(S) — (5) * E (S tihti) — (5) * E(S harva)
Niilid arvutatakse entroopiad mdlema parameetri kohta:

, _y 55 55 55 55
Entroopia(S tihti) = — (—) Log?2 (—) — (—) Log?2 (—) = 0.153

62 62) ~ \62 62
Entroopia(S harva) = (7 Log2 () 0355
n TOOpla arva) = 62) Og (62) .

Seega asendades tulemused valemisse "Kasu(S, Moodle kiilastamine)", saab tulemuseks:

Kasu (S, Moodle kiilastamine) =0.555 - ((55/62 * 0.153) - (7/62 * 0.355)) =0.459

7.3.6 Jireldused

Eelnevate arvutuste pohjal on niha, millistest sisendandmetest on tudengi véljalangevuse
ennustamisel kdige suurem abi. Kuna koik tulemused peale kahe iihe on iile nulli, siis on
koikidest iilejddnud parameetritest kasu. Tulemuste ennustamisel ei olnud kasu vabatahtlike

iilesannete sooritamisest ning iilesannete lahendamise ajast.

Vabatahtlike iilesannete sooritamisest oleks olnud kasu siis, kui vdhemalt iiks tudeng oleks
vihemalt iihe iilesande sooritanud. Praeguste informaatika aine sisendandmete korral ei ole

vabatahtlike lilesandeid vaja arvestada, kuna see ennustamise tulemust ei muudaks.

Loogiline on ka, et lilesannete lahendamise aeg ei ole korrelatsioonis tudengi katkestamisega.
Selle parameetri kasulikkuse kohta voiks tegelikult kirjutada eraldi uurimust6d, kus
vaadeldakse parameetrit pikemate testide korral. Antud testid on nii lithikesed, et tulemus vdis
muutuda seetdttu ebaadekvaatseks. Algoritmi koostamisel testide lahendamise aega seega ei

arvestata.
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Kasulikkust ei ole enam tulevikus vaja uuesti arvutada, kui ei teki uusi parameetreid. Info
kasulikkus ei ole erinevate sisendandmetega oluliselt muutuv parameeter. Seega voib
arvestada vajalikuks infoks kdiki eelpool toodud parameetreid ka jérgnevatel aastatel ning

teistel kursustel.

7.4 Funktsionaalsed nouded

Esmalt tuleb kaardistada funktsionaalsed nduded algoritmile. Jargnevalt on vélja toodud

stisteemile esitatavad nduded, mida siisteem kindlasti peab tditma.
1. Leida tudengid kes sooritasid testid alla 50% .
2. Suurendada iga testi eest alla 50% saanud tudengite riskigruppi.
3. Leida tudengid, kes kiilastavad siisteemi kdige harvemini.
4. Lisada 15 kdige harvemini kursust kiilastavat tudengit riskigruppi.
5. Algoritm peab hindama tingimusi formaadis "kui-siis".
6. Algoritm peab hindama koiki hinnetelehel olevaid tulemusi.

7. Algoritm peab véljundina andma Oppejoule konsooli tulemused, kus on riskantsete

Opilaste nimed ning riskigrupp.

Kdik eelnevad sammud on vajalikud, et ennetada tudengite véljalangemist. Jirgnevas peatiikis

on tdpsemalt vilja toodud t60s kasutatavad loogikareeglid.

7.5 Loogikareeglid tulemuste kohta:

Loogikareeglites on kasutatud punast ja rohelist vdrvi parema mdistmise huvides. Rohelised
tegevused langetavad tudengi riskigrupi punkte, punased aga suurendavad seda. Hinnetelehel

on kokku 9 testi, 5 lilesande ning 5 hotpotatoes testi tulemust.

e [F testl = A THEN riskPoints-- ELSE riskPoints ++
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e [F test2 = A THEN riskPoints-- ELSE riskPoints ++

e [F test3 = A THEN riskPoints-- ELSE riskPoints ++

e [F test4 = A THEN riskPoints-- ELSE riskPoints ++

e [F test5 = A THEN riskPoints-- ELSE riskPoints ++

e [F test6 = A THEN riskPoints-- ELSE riskPoints ++

e [F test7 = A THEN riskPoints-- ELSE riskPoints ++

e [F test8§ = A THEN riskPoints-- ELSE riskPoints ++

e [F test9 = A THEN riskPoints-- ELSE riskPoints ++

e [F ylesannel = A THEN riskPoints-- ELSE riskPoints ++
e [F ylesanne2 = A THEN riskPoints-- ELSE riskPoints ++
e [F ylesanne3 = A THEN riskPoints-- ELSE riskPoints ++
e [F ylesanne4 = A THEN riskPoints-- ELSE riskPoints ++
e [F ylesanne5 = A THEN riskPoints-- ELSE riskPoints ++
e IF HPtest]l = A THEN riskPoints-- ELSE riskPoints ++

e IF HPtest2 = A THEN riskPoints-- ELSE riskPoints ++

e IF HPtest3 = A THEN riskPoints-- ELSE riskPoints ++

e IF HPtest4 = A THEN riskPoints-- ELSE riskPoints ++

e [F HPtest5 = A THEN riskPoints-- ELSE riskPoints ++

7.6 Loogikareeglid logide kohta:

Logidest tuleb vaadata millised tudengid kdige vdhem siisteemi kiilastavad. Selle jaoks

kasutatakse Java Comparator klassi ning vorreldakse tudengi siisteemi kiilastamist teiste
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tudengitega. Kdige harvemini siisteemi kiilastanud 15 tudengit lisatakse riskantsete tudengite

nimekirja.

* IF lastLogin > otherStudents lastLogin THEN addStudentToRiskList

7.7 Punktijaotus

Toos koostatakse algoritm, mille pdhjal hinnatakse tudengi kursuselt viljakukkumise
toendosust. Tudengid klassifitseeritakse punktide alusel kahte grupp: riskantsed ja
mitteriskantsed. Iga testi tulemus mojutab tudengi riskigruppi. Logide alusel punkte ei jaotata,

vaid kuvatakse vilja 15 kdige vihem siisteemi kiilastanud tudengid.

Informaatika aine hinnetetabelis on kokku 15 erinevat testi tulemust ning 4 iilesande
tulemust. Iga testi voi iilesande korral on mérgitud tulemused. Kui tudengil on saadud tulemus
testi voi lilesande eest, siis tudengi riskigrupp védheneb ilihe punkti vorra. Kui tudeng ei ole
sooritanud testi voi lilesannet siis tema riskigrupp suureneb. Programm hakkab vélja kuvama

koiki tudengeid, kelle riskigrupp on positiivne. Mudeli skaala jidb vahemikku -19 kuni +19.

-19 0 19

Joonis 21- Riskipunktide skaala hinnete alusel

Informaatika aine Moodle logides on kokku iile 47000 rea iihe semestri kohta. Logid
koosnevad koikidest tegevustest mida siisteemis on vdimalik teha. Néiteks on logis kirjas
siisteemi kiilastamise ajad, testide alustamise ning lopetamise ajad. Sealt on vdimalik vélja
lugeda kui tihti inimesed kursust kiilastasid. Kursuse kiilastajate hulgast on vaja vélja leida
kursust kdige viahem kiilastanud tudengid. Seega programm loeb sisse kdik logid ning arvutab
igale tudengile siisteemi kiilastamise arvu. Riskigruppi kuuluvad siisteemi 15 kdige vdhem

kiilastanud tudengit.
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Andmekaevandamise tehnoloogiaid kasutatakse, et avastada andmetes teatud mustreid.
Andmete kaevandamise iilesandeks on mingi mustri alusel andmeid analiilisida. Koige
populaarsemad andmed, mida kaevandatakse on seosed, klassifitseerimised, klasterdamised
ning voorvéirtuste kindlakstegemine. (El-Halees 2009) Antud t60s kisitletakse tudengite
tulemusi punases ja sinises alas voorvéartustena (ehk véértustena mis esinevad keskmisest

koige enam).

Punases alas olevate tudengite probleeme tuleb analiiiisida ning voimaluse korral neid
lahendada. Oppejoud saab tudengitele vastu tulla ning vajadusel korraldada nendele
jareleaitamise tunde. Samuti on vOimalik saata Opingutega raskustes olevad tudengid
ndustamisele. Sinises alas olevad dpilased on aga edukamad. Antud tudengeid voib dppejoud
soovitada ettevotetele toOtajateks vo1 praktikantideks. Lisaks vdivad antud tudengid

mahajiénud tudengeid juhendada ning aidata.

Antud meetodi eelis on see, et madalaid hindeid on niha t66 kdigus. Niiteks saab juhendaja
ennetada tudengite ldabikukkumist enne semestri 16ppu ja nendele jéreleaitamisi pakkuda.
Tédhtis on teada, et Kklassifitseerimise reeglid on erinevad assotsiatsiooni reeglitest.
Assotsiatsioonireeglid on olemuselt iseloomustavad reeglid (kirjeldades hetke olukorda), kuid
klassifitseerimise reeglid on olemuselt ennustavad reeglid (kirjeldavad tuleviku olukorda).

(El-Halees 2009)

Eelnevat pdhjendust arvestades saab arendada algoritmi, mis juba tudengi Opingute ajal
suudaks ennustada tudengi oppeedukust. Kuna algoritmi peab kasutama dpingute alguses siis
on valitud analiiiisitavaks dppeaineks informaatika, kus tudengid hakkavad tulemusi saama
juba semestri alguses. Teiseks pohjuseks miks informaatika valiti on, et selle kohta leidub nii

Moodles kui ka hinnetelehel kdige rohkem andmeid.

Algoritm koostatakse Java programmeerimiskeeles. Algoritmi sisendiks on informaatika tunni
hinneteleht Excelis ning Moodle logi sama aine kohta CSV formaadis. Algoritm votab arvesse

punktis 7.3 leitud parameetrid, mille info kasulikkus on kdige suurem.
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7.8 Pseudokood

Enne algoritmi realiseerimist tuleb see parema mdistmise huvides kirja panna pseudokoodis.
Pseudokood kirjeldab inimesele arusaadavamas keeles programmi t66pohimdtte ning
tegevuste jdrjekorra. Lisaks nédidatakse dra mis andmed programmi sisendis on. Tudengite

tulemusi analiilisiva algoritmi pseudokood on esitatud jargnevalt:

ALGORITHM studentRiskGroup

INPUT1 (from logs): aeg, nimi, event, komponent, siindmuseNimi,

kirjeldus

INPUT2 (from grades): eesnimi, perekonnanimi testl, test2,
test3, test4, test5, test6, test7, test8, test9, lilesannel,
tilesanne2, (lesanne3, (ilesanne4, test9, (lesanne5, testlo,
testll, test 12, testl3, testl4d

WHILE logsScanner HAS NEXT

IF komponent = Course viewed "

student.addToHashmap
FOR EACH student in Hashmap

calculate visits
WHILE gradesScanner HAS NEXT
FOR EACH INPUT2 calculatePoints
IF result = passed
SET riskGroup--
ELSE

SET riskGroup ++
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7.9 Klassifitseerimise algoritmi valjatootamine

Algoritm on arendatud java programmeerimiskeeles ning kasutatud on objektorienteeritud
lahenemist. Algoritm on viies klassis. Sisendiks on projekti lilemkausta kopeeritud CSV

formaadis Moodle logid ning informaatika aine tulemused.

Algoritmi kood tervikuna asub Githubi keskkonnas ning sellele on viidatud lisade all.

Jargnevalt on toodud olulisemad 1digud algoritmist ning seletatud 16ikude t66pdhimote.

Hinnetelehe alusel riskigrupi médramiseks loetakse esialgu hinded programmi sisse scanneri
abil ning eraldatakse komade abil véljade védartused. Kui sisendandmete lugemisel tekib viga,
siis kuvatakse kasutajale vidlja viga catch blokis (kui faili ei leita). Véartused kogutakse

values[] massiivi.

try {
Scanner hindeScanner = new Scanner(new File("IDK@@91_Y Hinded.xlsx -

Hinded.csv"));
hindeScanner.useDelimiter("/n");

while (hindeScanner.hasNext()) {
Hinded hinded = new Hinded();
String data = hindeScanner.nextLine();

data = data.replace( , D E
String values[] = data.split(",");

}

H

hindeScanner.close();
} catch (FileNotFoundException e) {

System.out.println("File " + e.getMessage().replace("(No such file or
directory)", "") + "not found! ");

}

Niitid kui véljad on loetud massiivi, saab iga rea pohjal midagi teha. Kdigepealt loetakse sisse
tudengi eesnimi ja perekonnanimi massivi kohtadelt [1] ja [2]. Seejérel voetakse kolmandast
veerust tudengi esimese testi tulemus. Kui esimese testi tulemus on saadud, siis langetatakse

riskipunkte meetodiga decreaseRiskPoints(). Vastasel korral tudengi riskipunkte tdstetakse
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meetodiga increaseRiskPoints().

hinded.setName(values[@] + + values[1]);

if (!values[3].startsWith("T") & !values[3].startsWith("-")) {
hinded.setTest1l(Double.parseDouble(values[3]));
hinded.decreaseRiskPoints();

} else {
hinded.increaseRiskPoints();

}

Analoogselt eeclnevaga arvutatakse riskipunktid iga iilesande kohta. Ulejidinud arvutused on
ndha Githubis Main klassis (Lisa 1), ning lihtsustamise mdttes ei ole sarnaseid reegleid siia

kopeeritud. Ulesannete korral arvutatakse riskipunktid jirgnevalt.

if (values[11].equals("arvestatud")) {
hinded.setYlesannel(4.90);
hinded.decreaseRiskPoints();

} else if (values[11l].equals("lubatud kaitsmisele")) {
hinded.decreaseRiskPoints();
hinded.setYlesannel(3.90);

} else if (values[11l].equals("parandada kaitsmiseks")) {
hinded.setYlesannel(2.90);
hinded.increaseRiskPoints();

}
else if (values[11l].equals("-")) {

hinded.setYlesannel(9);
hinded.increaseRiskPoints();

Kui kdik testid ja iilesanded on ldbi kdidud ning riskigrupid médratud, kutsutakse vilja
meetod getRiskPoints() mis tagastab konsooli kdik riskantsemad tudengid (kelle riskigrupp oli

iile nulli).

if (hinded.getRiskPoints() > 0) {
System.out.println("Korged riskipunktid: " + hinded.getRiskPoints() + "
" + hinded.getName());

}

Analoogselt leitakse ka koige tublimad tudengid. Skaala jérgi oli minimaalne riskipunktide
arv -19. Seega jirgnev 10ik kuvab vilja tudengid, kellel oli kdige madalam risk kursuselt vélja

langeda.

if (hinded.getRiskPoints() <=-19) {

63



System.out.println("Madalad riskipunktid:
" " + hinded.getName());

+ hinded.getRiskPoints() +

}

Logide skédnner todtab samamoodi, ainuke erinevus on selles, et logide puhul ei hakata
riskigruppe maéadrama. Andmed loetakse programmi ning tudengi nimi ning siisteemi
kiilastamine lisatakse hashmap andmestruktuuri. Hashmap on andmestruktuur, kus igal
sisestatud elemendil on voti ja védrtus. Selle abil on lihtne tudengite siisteemi kiilastamist

kokku arvutada jérgneva programmildiguga.

if (student.getEventName().equals(" Course viewed ")) {
studentCountList.add(studentID);
//Scanneri andmed hashmapi (viimane vddrtus Rirjutatakse lile)
hm.put(student.getName(), ((CountItemsList<String>)
studentCountList).getCount(studentID));

}

Antud 10igus loeb getCount() meetod kokku kui palju tudeng on Moodle keskkonda
kiilastanud. Logidest otsitakse koiki siindmusi kus stindmuse nimi on " Course viewed ", ehk

kursust vaadati.

7.10 Algoritmi viljund ja tulemused

Informaatika kursusele osales 62 tudengit. Algoritm hindas neid tudengeid Moodle logide ja

hinnete tabeli pdhjal. Jargneval ekraanipildil on néha programmi viljund hinnete tabeli pdhjal.

Hinnete alusel riskantsed tudengid:

Korged riskipunktid: 14.0 Eesnimi Perekonnanimi
Korged riskipunktid: 19.0 K A

Korged riskipunktid: 13.0 R J

Korged riskipunktid: 9.0 0 K

Korged riskipunktid: 15.0 M-A M
Korged riskipunktid:
Korged riskipunktid:
Korged riskipunktid:
Korged riskipunktid:

Process finished with exit code 0

Joonis 22 - Algoritmi tulemus hinnete pohjal
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Siit on ndha, et viljalangemise ohus on 8 tudengit. Anoniiiimsuse huvides on tudengite nimed
asendatud nime esitidhtede initsiaalidega. Viljundilt on ndha ka tudengite riskigrupp.

Maksimaalne riskigrupp antud juhul on 19.

Logide pdhjal on nimekirjas niha 15 riskantset tudengit. Uldiselt nimed korduvad hinnete
tulemusega, mis annab kinnitust, et info kasulikkuse hindamine ID3 algoritmiga on tulemust

andnud. Jargneval pildil on niha logide analiiiisil tekkinud tulemuse véljund.

Logide: alusel riskantsed tulemused (Nimi = moodle kiilastamiste arv):

{Jv=l, EER=3, AL=3, MA=4, BU=4, JT=6, KA=7, BH=7, JaV=8 AN=17, DW=19, 0K=22, JM=31, M-AM=39, ET =44}

Process finished with exit code @

Joonis 23 - Algoritmi tulemus logide pohjal

Jooniselt 23 on nidha, et kdige riskantsemate tudengite juurde on kirjutatud nende kursuse
kiilastamise arv. Logide tulemustes on arvestatud samuti asjaoluga, et tudengite tulemused on
delikaatsed isikuandmed. Seetdttu on nimed anoniilimsuse huvides asendatud esitdhtede

initsiaalidega.

Algoritm suutis hinnete alusel tuvastada 100% tudengitest kes on véljalangemise ohus.
Logide abil oli algoritm vdimeline tuvastama 40% riskantsetest tudengitest. Seega algoritm on

efektiivsem hinnete analtiisimisel.
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8. Ettepanekud edaspidiseks ning algoritmi rakendamine

Algoritmi saavad enda Oppetods kasutada dppejoud, kelle kursus on Moodles ning kes on
valmis seda vastavalt enda ainele {imber kohandama. Algoritmi sisendiks tuleb anda CSV
formaadis Moodle logid ning dppeaine tulemused. Samuti tuleks jilgida, et tulemused oleksid
samas formaadis nagu antud t60s. Sisendina kasutatud tabelid on saadaval Lisa 1 oleval lingil.
Vajadusel tuleb hinnetelehte korrigeerida t66s kasutatud CSV faili sarnaseks, kuid logid on
standardsed. Kui mones aines on teste voi teadmiste kontrolle vihem, kui informaatika aines,
siis tuleb hinnete véljad jdtta tiihjaks. Algoritm arvutab seejérel vilja kdige mahajidnumad
oppurid antud kursusel ning annab Oppejoududele nende kohta infot, et véljalangevust
ennetada. Selle tulemusena saavad dppejoud informatsiooni riskantsetest tudengitest ning neil

on voimalus ennetada tudengite véljalangevust.

Edasi voiks hakata iile vaatama Moodle logide koostamise programmi. Vdimaluse korral
oleks hea, kui Moodle logisid modifitseeritaks nii, et igal real on konkreetne info. Hetkel
kuvatakse monel real vilja tdispikkasid lauseid ning nende sorteerimine on asjatu t00. Lisaks
on Moodle logides osad veerud inglisekeelsed, teised jéllegi eestikeelsed. Kui Moodle logid
on standardiseeritud, siis on palju lihtsam sarnaseid algoritme koostada vdi olemasolevat

edasi arendada. Samuti voiksid logid eristada dppejoude ning tudengeid.

Pérast eelnevaid samme voib algoritmi kasutusele votta mones e-Oppe keskkonnas tudengite
aine katkestamise ennetamiseks. Programmile oleks soovitatav arendada ka graafiline
kasutajaliides, mis teeb véljundi kuvamise kaasaegsemaks. Algoritmi on vdimalik kohandada

ka nii, et véljakukkumise riskist teavitatakse tudengit ennast.
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9. Kokkuvote

Too peaeesmdrk oli klassifitseeriva algoritmi abil ennetada Oppurite véljalangemist
informaatika ainelt. Kdrvaleesmérkideks oli arendada algoritm ning see dokumenteerida

piisavalt, et seda saaks ka teistes ainetes kasutada.

Toos analiiiisiti erinevaid klassifitseerimise- ning ennustusalgoritme. Jouti jireldusele, et
olemasolevate algoritmide abil on raske ennustada tudengite piisimajédmist tilikoolis. Seetottu
oli vaja arendada uus algoritm, mis ennustaks tudengite hinnete ning Moodle logide abil

Oppurite voimalikku katkestamist.

Selle saavutamiseks otsustati ID3 algoritmi info kasulikkuse pohimdtte jargi millised andmed
on relevantsed tudengi Oppeedukuse midramiseks. Antud andmete atribuudid vdeti Java
programmis algoritmi sisendiks ning nende pdhjal tegi algoritm jérelduse, millised tudengid

vOivad informaatika aine 1dbi kukkuda.

Informaatika aines osales kokku 62 Opilast, kellest 8 katkestasid aine sellel semestril.
Algoritm suutis hinnetena antud sisendandmete pohjal nendest Opilastest 8 riskigruppi

médrata, mis teeb algoritmi tdpsuseks hinnetetabeli pohjal 100%.

Logide pdhjal suutis algoritm leida 15 riskantset inimest, kellest 6 kuulusid aine katkestanute
hulka. Tulemus on 40% , kuid arvesse peab votma, et logid ei erista dppejoude ega tudengeid.
Seega 15 riskantse inimese hulka sattusid ka dppejoud. Kui Moodle suudaks logides eristada
tudengeid doppejoududest, oleks algoritmi tipsus suurem. Tegelikult see ei ole probleem, kuna
enamus riskantseid tudengeid siiski leiti. Hetkel tuleb Oppejoududel tulemustest vélja

sorteerida tudengid.

Kahe sisendfaili analiilisimise pdhjal voib algoritmi keskmiseks tépsuseks hinnata 70%, mis

on iipris tugev tulemus.
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Summary

The main objective of this work was to predict students dropout from the course of
informatics with classification algorithm. Two side objectives were to develop an algorithm

and document it in the way it is also usable in other courses .

In this thesis different classification and prediction algorithms were analyzed. The conclusion
was made that it is hard if not impossible to predict students dropout with existing algorithms.
Therefore it was necessary to develop a new algorithm that could predict student dropout

from the course based on their grades and Moodle logs.

The most relevant data to predict student dropout was found based on ID3 algorithms
information gain principle. The attributes of this data was taken as input in Java program. The

conclusion was made which students may drop out based on the results of the algorithm.

There were 62 students enroled to informatics course of whom 8 dropped out. The developed

algorithm was able to predict 8 of them, which makes the accuracy of the algorithm 100%.

Algorithm was able to identify 15 risky students based on the logs, of whom 6 actually
dropped out of the course. The accuracy is 40%. It should be take into count that students are
not distinguished from students. Therefore there were teachers in the peoples data set. If
Moodle was able to distinguish students from teachers the accuracy would have been higher.

It is not actually a problem, because it is possible to sort out the students manually.

Based on the two input files, we can say that the average accuracy of the algorithm is 70%,

which is pretty good result.
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