TALLINNA TEHNIKAULIKOOL
Infotehnoloogia teaduskond

Jakob Pindis 1832131APM

PILTIDE PEALKIRJADE JA
KOORDINAATIDE
ALUSEL TURISMIOBJEKTIDE
KOONDAMINE
JA TUUBI KATEGOORIATE MAARAMINE
NING NEID TOETAV PAINDLIK
RAAMISTIK

Magistritoo

Juhendaja: Ago Luberg
MSc

Tallinn 2020



Autorideklaratsioon

Kinnitan, et olen koostanud antud 18put60 iseseisvalt ning seda ei ole kellegi teise poolt
varem kaitsmisele esitatud. Koik t66 koostamisel kasutatud teiste autorite t66d, olulised

seisukohad, kirjandusallikatest ja mujalt parinevad andmed on t66s viidatud.
Autor: Jakob Pindis

01.05.2020



Annotatsioon

Ké&esoleva t60 eesmargiks oli valja tootada Sightsmap rakenduse tarbeks raamistik, mis
vOimaldab teha katsetusi ja saada kiiret tagasisidet proovitud turismiobjektide
kategoriseerimise algoritmidest ja masinGppe mudelitest. Praeguse hetkeni puudus

vahend Sightsmap rakenduse spetsiifiliste katsetuste tegemiseks.

Suur osa to0st oli leida ning proovida erinevaid algoritme ja masindppe mudeleid
kinnitamaks loodava rakenduse kasutatavust. Uhtlasi on lisatud algoritmid naidisteks

kasutajatele rakenduse hdlpsamaks kasutamiseks ja laiendamiseks tulevikus.

LAputdd on kirjutatud eesti keeles ning sisaldab teksti 34 lehekdiljel, 7 peattikki, 7 joonist,
2 tabelit.



Abstract

Supportive framework for tourism objects clustering and determination of

the type categories using photo titles and coordinates

The purpose of this master thesis was to develop photo data categorisation experimenting
framework specifically for Sightsmap application. Until now there was ho common way
for rapidly testing new categorisation algorithms and machine learning models for

Sightsmap tourism objects.

First step of work was to evaluate at hand Panoramio photo data and figure out application
architecture. It was decided that solution would be to build four separate modules:

machine learning, API server, database and frontend module.

After that, research about different sample algorithms and models started. Different
algorithms and pretrained, self-trained models were experimented with. Options that
worked decently were added to machine learning module. Added options also serve as
examples to help future application users to add their own implementations or improve

existing ones.

During algorithms and models experimenting period, plug and play, rapid categorisation
goodness testing support needed to be added as well. All algorithms, models that were
added by author and future algorithms, models that will be added, are testable using pre-

set test data. Test data can simply be extended by providing more test samples.

There were many problems on the way that needed to be solved. To highlight few, initially
mapping out whole process that worked considering it needed to function with quite large
dataset and finding different algorithms and models that would work with provided

dataset.

The thesis is in Estonian and contains 34 pages of text, 7 chapters, 7 figures, 2 tables.
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1 Sissejuhatus

T60 on seotud Sightsmap [1] rakenduse tarbeks loodava lisarakendusega, et paremini
toetada sealset arendust ja funktsionaalsuse laiendamist. Sightsmap on veebirakendus,
mis kuvab soojuskaardi abil vaatamisvéaarsuste populaarsust Ule maailma. Sightsmapi
peamiseks andmeallikaks on Panoramio crowdsourcing pildiandmed, kust on leitud
turistidele huvipakkuvad vaatamisvéarsused, mille kohta soojuskaart on genereeritud.
Uks tulevikuplaanidest Sightsmapis on soovitada vaatamisvéarsusi turistidele kogu
maailmas. Soovitused peaksid pdhinema turistide huvidel, selleks on vaja maarata koigile

vaatamisvaarsuste objektidele sobivad kategooriad.

Praeguse hetkeni ei olnud véimalust uusi turismiobjektide kategoriseerimise ideid kiiresti
katsetada ning teha seda thes kohas uhtse stiili alusel. Kéesoleva t06 eesmargid on

tootava raamistiku loomine koos mudelite ja testidega, mida on serveris lihtne juurutada.
Olulisemad sammud mida rakendus peab suutma taita:
= piltide pealkirjade ja koordinaatide alusel ruumipunktide koondamine kogumiteks
= kogumite pealkirjadest kategooriate leidmine
= kogumite kategoriseerimine
= saadud tulemuste kiire hindamine ning visualiseerimine

Rakenduse sisendandmete osas on vdimalik kasutada erinevaid allikaid, mille pdhjal saab
leida huvipakkuvaid turismiobjekte. Antud t66 skoobis on see piiratud Panoramio Briti
saarte crowdsourcing pildiandmetega. Lisaks teiste riikide Panoramio pildiandmetele
saab tulevikus laiendada kategoriseerimise funktsionaalsust nditeks kasutades

sotisaalmeedia postitusi koos asukohaga [2].
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Loodud lahendus koosneb neljast eraldiseisvast moodulist:

= masindpe — kdige mahukam osa, sisaldab mudeleid ja tulemuste hindamist testide

alusel
= veebirakendus — tulemuste visuaalne hindamine
= APl server — liides veebirakenduse ja andmebaasi vahel
» andmebaas — masindppe mooduli tulemuste salvestamiseks

Loodud rakenduse kood on nahtav GitLab repositooriumis®.

L https://gitlab.cs.ttu.ee/Jakob.Pindis/photodataapps
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2 Taust ja seotud tood

Uurides tausta, siis oli aru saada, et teema on aktuaalne ja on erinevate vaatenurkade alt
uuritud. Aktuaalsust tostab iha suurenev seadmete hulk, mis suudavad edastada teksti
koos asukohainfoga. Jargnevalt on kirjeldatud, mis on erinevused varasemalt tehtud

toddega, mis on toos keerulist ja milles seisneb uudsus.

Artiklid [3], [4] annavad alguspunkti, millest alustada tausta uurimist. Nendest saab
uldiselt votta kokku enimkasutatavad viisid, kuidas piltide tuvastamist on uuritud antud
I6putdd kontekstis, kus maérksdnadeks on turismiobjektid, pildid, pildiandmed,
metaandmed. Artiklite alusel saab luua kolm l&henemissuunda, millel igalhel on
omakorda alamsuunad. Esimene suund, millest radgitakse, on piltide pikslite abil
kategoriseerimine. Seda varianti to0s ei rakendata, sest olemas on ainult piltide pealkirjad
teksti kujul ja koordinaadid. Teise suunana tuuakse vélja piltide pikslite ja metaandmete
kombinatsioonina kategoriseerimine, mis jaab samuti vélja piltide olemasolu puudumise
tottu.

Kolmas ja koige ligildhedasem suund, millel tasub pikemalt peatuda, on ainult piltide
metaandmete alusel piltide kategoriseerimine. Metaandmete kasutamisel toetutakse
tavaliselt siltidele (tag), mis on kasutaja pool varasemalt juba méaaratud. Naiteks
kategoriseeritakse siltide abil vOi siltide ning ruumipunkte vaheliste seoste abil [5].
Panoramio pildiandmetel silte ei ole, seega otsiti edasi ainult tekstit6é6tlusega seotuid

uurimistoid.

Kuna pildituvastus toimub pealkirja pdhiselt, tuleb piltide pealkirjade tuvastamiseks
kasutada loomuliku keele to6tluse votteid. Alustuseks katsetatakse lihtsamaid variante
nagu sbna sageduse pdhine tuvastus, hiljem TD-IDF [6], [7], word embedding 'ut [8], [9],
[10] mis on Ulesehituselt keerulisemad, uuemad tehnoloogiad ja v6ivad anda paremaid
tulemusi. Samas ei ole paremad tulemused garanteeritud igasuguste andmetega, mille

pealt soovitakse tuvastada teksti sisulist tdéhendust [11].

Tekstitootluse osa on hiljuti palju uuritud erinevate eesmarkide saavutamiseks.
Keeruliseks teeb selle siiski asjaolu, et tegu on crowdsourcing andmetega, mis on vabas

vormis pealkirjad, millel puudub tihtipeale kontekst, sest pealkirjad on napisdnalised voi
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uldised. Uurides taoliste andmete kategoriseerimise kohta, siis avaldub, et selliste tekstide

hasti kategoriseerimine ei ole alati lihtne tilesanne [12].

Lisaks loetud kirjandusele otsiti olemasoleval ja kasutataval kujul praktilist rakendust,
mis annaks soovitud tulemuse, aga sellist rakendust ei leitud. P8hjuseks on tdendoliselt

asjaolu, et tegu on Sightsmap rakenduse jaoks spetsiifilise lahendusega.

To0s on tarvis kokku ihendada mitmeid varem uuritud eraldiseisvaid osasid, mida on
erinevate eesmarkide saavutamiseks uuritud, aga see ei tdhenda, et saab votta valmis osad
janeed lihtsalt kokku panna. Selle kinnituseks saab tuua mdned ndited. Piltide pealkirjad
on tihtipeale ilma kontekstita, samal ajal tuleb votta arvesse, et andmemahud on suured,
mis seab piiri algoritmi/mudeli keerukusele. Probleemiks on ka mudelite treenimiseks
vajalike treeningandmete puudumine. See naitab, et terviklahenduse loomine ei ole
sirgejooneline ja iga osa vajab eraldi uurimist ja praktilist katsetamist, et leida mdistlikud

variandid, mis saab ihendada kokku tervikuks.

Kuigi suurem réhk t66s on masindppe moodulis teksti kategoriseerimise osal, siis ei saa
alahinnata teisi 18putdds tehtud osi. Tuli tegeleda raamistiku arhitektuuri
valjamdtlemisega, sisendandmete koondamisega, Kkategooriate genereerimisega
dunaamiliselt kogu andmehulgalt ja 16petuseks tulemuste headuse hindamise ststeemi

loomisega, vottes aluseks f-score hinnangu mitme kategooria toega [13].

T606 uudsus seisneb selles, et selle tulemusena saab kiiresti hinnangu, kui hasti voi halvasti
erinevad algoritmid, isetreenitud ja eeltreenitud masinéppe mudelid antud t66 iseloomust
tulenevas kontekstis toimivad. Lisaks valmis rakendus, mida saab eesmérgipGhiselt

kasutada ja mida tervikuna samal kujul varasemalt ei eksisteerinud.
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3 Sisendandmed

Sisendandmetena saab kasutada erinevaid allikaid, kus on minimaalselt olemas pealkiri
ja geograafilised koordinaadid. Loputd0 raames kasutati Panoramio pildiandmed. Need

olid t66 juhendajale suures mahus kattesaadavad.

3.1 Panoramio pildiandmed

Panoramio pildiandmed on CSV failis kujul id, laiuskraad, pikkuskraad, pildi id, autori
id, autor, kuupéev, pealkiri. Kasutati Briti saarte Panoramio pildiandmeid, mis sisaldasid
1,41 miljonit rida. Nendest kasutati id, laiuskraadi, pikkuskraadi ja pealkirja vaartusi.
Vajadusel saab tulevikus rakendada veel teisigi vaartusi. Samas mida rohkem spetsiifilisi
andmeid kasutada, seda rohkem limiteerib see rakenduse paindlikkust, sest erinevatest
allikatest andmetel ei pruugi olla kdiki vajalikke lisavéaartusi. Teisalt on rohkemate

andmetega suurem tdendosus saada paremaid tulemusi.

Tabel 1 abil on vélja toodud llevaade kasutatud Panoramio andmetest. Lisas 1 on
naidatud 16ik kdikide veergudega Panoramio CSV failist.
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Tabel 1. Loik Panoramio pildiandmetest kasutatud veergudega.

id laiuskraad | pikkuskraad | pealkiri

1416501 50.923489 | 0.923023 Road Closed

1416502 50.918348 | 0.981772 Bri and his Bass

1416503 50.912612 | 0.975358 "New Lighthouse, Dungeness, Kent"
1416504 50.917740 | 0.980980

1416505 50.918337 0.981788 "My bait, well some."

1416506 50.901754 | 0.959879 Dungeness - new lighthouse
1416507 50.920577 | 0.976775 Great potential with excellent rail connection!
1416508 50.918338 0.981785 Nikki on the boat

1416509 50.944098 0.883123 Lydd Caravan Park

1416510 50.916517 | 0.977186

1416511 50.914435 | 0.969844 Dungeness railway station

1416512 50.916517 0.977186 sparrow

1416513 50.913854 | 0.969694 Dungeness railway station
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4 Analiiiis

T60 algusfaasis tuli aru saada olemasolevate andmete struktuurist ja rakendusele seatud
soovidest. Seejarel sai paika panna nduded ning loodava rakenduse arhitektuuri.

4.1 Funktsionaalsed nduded

Funktsionaalsed nduded on paika pandud Sightsmap arendaja seisukohast, kes saab teha

jargnevaid tegevusi:
= saab lisada masindppe moodulis uusi sisendandmete salvestamise algoritme
= saab lisada masindppe moodulis uusi kogumitesse koondamise algoritme
= saab lisada masindppe moodulis uusi kategooriate leidmise algoritme
= saab lisada masindppe moodulis uusi kategoriseerimise algoritme

= saab lisada masinGppe moodulis juurde uusi vdi vahetada valja protsessi

vahesammudena kaivitatavaid algoritme

= saab lisada masindppe moodulis juurde uusi v8i muuta olemasolevaid test- ja

treeningandmeid

= saab vOrrelda masinGppe moodulis erinevaid kategoriseerimise algoritmide

tulemusi testide alusel

= saab kaivitada masindppe moodulis erinevate kategoriseerimise algoritmide testid

kdik korraga voi Uhekaupa

» saab kasutada masinGppe moodulis testtabeleid kogu protsessi kaivitamiseks

eraldi ilma pdhitabeleid muutmata

= saab masindppe ja API serveri logimist suunata nii konsooli kui ka faili
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= saab veebirakendusest vaadata eelt06tluseta salvestatud pildiandmeid pdhitabelist
ja testtabelist

= saab veebirakendusest vaadata t66tlusprotsessi labinud salvestatud pildiandmete

I6pptulemust pbhitabelite ja testtabelite alusel
= veebirakendus peab laadima valitavad kategooriad diinaamiliselt andmebaasist
= saab veebirakenduse kaudu otsida kohti asukoha nime jargi
= saab veebirakenduse kaudu piirata otsingut raadiuse pdhiselt kilomeetrites
= saab veebirakenduse kaudu piirata kogumite otsingut kategooriate jargi
= saab veebirakenduse kaudu piirata kogumite otsingut populaarsuse jargi

= saab masindppe, APl serveri ja veebirakenduse moodulites hoida eraldi

arendamise ja serveri juurutamise jaoks keskkonnap6hist konfiguratsiooni

4.2 Mittefunktsionaalsed nduded

Mittefunktsionaalsed nduded on jargmised:
= rakendus on jaotatud eraldiseisvateks s6ltumatuteks mooduliteks

= rakenduses on etteantud mustrid vdi naited mis lihtsustab uute algoritmide voi

mudelite lisamist

= rakendus peab olema vaheste sammudega vdimalik juurutada serveris

4.3 Arhitektuur ja tehnoloogia valik

Projekt on arhitektuuriliselt jaotatud neljaks mooduliks [14]. Moodulid on Dockerit
konteinerites [15]. Mooduleid on vdimalik Uksteisest s6ltumata arendada ja vajadusel

taielikult vélja vahetada.

L https://www.docker.com
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Jargnevalt on Joonis 1 abil tlevaatlikult ndidatud arhitektuur ja tegevuste protsess. Igal
tabelil, vélja arvatud tulemuste otseseks testimiseks méeldud benchmark tabelitel, on
olemas testtabelid. Nende idee seisneb selles, et kui pShitabelites soovitakse hoida teatud
salvestatud seisu alles, mis vdib olla mahult véaga suur, siis testtabelid vGimaldavad teha
paralleelselt katsetusi ilma pohitabelite tulemusi eraldi ringi salvestamata vOi
kustutamata. See vOimaldab t66tada paindlikumalt ja kiiremini.
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Joonis 1. Uldine rakenduse arhitektuur.
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Arhitektuuriliselt on backend osas kaks Pythoni! programmeerimiskeeles realiseeritud
moodulit, nendeks on masindppe ja APl server moodulid. Frontend osas on (ks
veebirakenduse moodul, mis on realiseeritud JavaScriptis®. Neljandaks mooduliks on

PostgreSQL andmebaas.

Pythoni teekide s6ltuvusi hallatakse Poetry® abil. See v@imaldab backend moodulites
vajadusel lisada ja samas jalgida olemasolevaid sdltuvusi Poetry konfiguratsioonifaili
abil. JavaScripti teekide s6ltuvusi hallatakse NPM* abil. Kdik moodulid, vélja arvatud
andmebaas, vOimaldavad maérata konfiguratsioonifailis arendamise ja serveris
juurutamise keskkondadele erinevad parameetrid, mis lihtsustab arenduse ja juurutamise
protsessi serveris. Masindppe ja API server moodulites on vdimalik konfigureerida

logimist. Logimisest on tdpsemalt kirjutatud Lisas 2.

4.3.1 Masindppe moodul

Masindppe mooduli Ulesanneteks on teostada jargmisi samme: CSV failist andmete
lugemine, CSV failist loetud pildiandmete koondamine kogumiteks, kategooriate
leidmine, kogumite kategoriseerimine, kategoriseeritud kogumite andmebaasi
salvestamine ja tulemuste hindamine. Tegu on mooduliga, kuhu on v@imalik lisada juurde
uusi algoritme, mudeleid ja neid testida. Controller klasside abil on vdimalik erinevaid
protsessi samme sisse/valja lllitada, asendada, jarjestust muuta vOi lisada uusi.
Lihtsamaks teeb uute algoritmide ja mudelite lisamise see, et ette on lisatud néidised, mis
kujul peaks uus lisatud algoritm vGi mudel valjundi andma. Kui suudetakse luua samal
kujul valjund, saab selle salvestada andmebaasi, nagu iga olemasolev algoritm vdi mudel

seda teeb.

Tulemuste hindamise (ks pool on realiseeritud masinbppe moodulis ja teine
veebirakenduse moodulis. Masindppe moodulisse on lisatud testidepdhine hindamine,
mis on realiseeritud Pythoni unittest® raamistiku abil. Lisatud on testimise naited, mida

saab taaskord votta aluseks, kuhu lisada jarjest uusi testitavaid algoritme ning mudeleid

! https://www.python.org

2 https://developer.mozilla.org/en-US/docs/Web/JavaScript
3 https://python-poetry.org

4 https://www.npmjs.com

5 https://docs.python.org/3.6/library/unittest.ntml
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juurde. Uute testide lisamine on uUritatud teha véimalikult lintsaks. Testid on eraldi kirjas
testtabelis, kus iga rida on uus test. Kui tulevikus peaks tekkima ressurssi, et kirjeldada
ara olulisemalt suuremal maéral piltide kogumite kategooriaid, siis piisab sellest, kui
lisada andmebaasi tabelisse uus rida juurde. Testimine annab ligikaudse, aga kiire

hinnangu lisatud algoritmi vdi mudeli headusest.

Testide tabeli kdrvale on loodud treeningandmete tabel. Seda tabelit kasutatakse
isetreenitud mudelite treenimiseks. Sarnaselt testtabeliga, saab treeningandmete tabelisse
lisada andmebaasi ridu ehk treeningandmeid juurde, mis v@imaldab luua paremaid

isetreenitud mudeleid.

4.3.2 Andmebaasi moodul

Andmebaasi moodulit kasutatakse masindppe mooduli poolt loodud andmete
salvestamiseks ja API server mooduli poolelt andmete kisimiseks. Andmebaasina
kasutatakse PostgreSQL! andmebaasi PostGIS? laiendiga. Moodul on v@imalik kaivitada
Dockeri konteinerina, mis loob kaivitamise hetkel vajalikud tabelid ning téaidab

testimiseks ja treenimiseks méeldud tabelid andmetega.

Algselt plaaniti rakendada PostGIS laienduse raadiuse arvutamise funktsionaalsust
masindppe moodulis Panoramio pildiandmete koondamise etapis. Selgus, et see osutus
liiga aeglaseks, selleks loodi masindppe moodulis kohandatud lahendus, koondamise
kohta saab tapsemalt lugeda alampunktis 5.2. PostGIS laiendi raadiuse funktsionaalsust
sai siiski rakendada API serveri moodulis, kus intensiivset protsessimist ei toimu ja Kiirus

probleemiks ei olnud.

4.3.3 API server moodul

APl server moodul vdimaldab kisida andmebaasist vajalikke andmeid. Moodul on
moeldud kasutamiseks veebirakenduse poolt liidesena andmebaasi vahel. Liiklus
veebiserveri ja API serveri vahel kéib tle REST HTTP péringute. API serverina kasutati

FastAPI® raamistiku. FastAPI oli piisavalt vaike, aga samal ajal pakkus piisavalt

L https://www.postgresgl.org
2 https://postgis.net

3 https://fastapi.tiangolo.com
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funktsionaalsust ndutud eesmargi taitmiseks. FastAPI kasuks oli veel hdlpsasti mdistetav
dokumentatsioon. API server moodul tagastab pildiandmed ja kogumid GeoJSON!

formaadis, mida on mugav frontend osas kasutada.

4.3.4 Veebirakenduse moodul

Veebirakenduse moodul on mdeldud I6pptulemuste visuaalseks vaatamiseks ja

uurimiseks. See voimaldab saada tldise ettekujutuse ja anda vaate suuremale pildile.

Selleks, et andmeid veebirakenduses néha, pddrdutakse API server mooduli poole. API
server suhtleb omakorda andmebaasiga. Seejdrel saadetakse leitud andmed

veebirakendusele, mis kuvab punktid kaardile.

Veebirakendus on realiseeritud kasutades Reacti? koos TypeScriptiga®. Lisaks
kasutatakse Material-Ul* valmiskomponente. Kaardilahendusena kasutatakse Mapboxi®,
mis suudab mdistlikul hulgal GeoJSON punkte korraga kaardikihile kuvada. Mapboxi
eelistati varasema kogemuse pohjal toetudes autori bakalaureusetddle [16], kus leiti, et
Mapbox suudab efektiivsemalt kuvada suurema koguse punkte kui Google Maps®
platvorm. Mapboxile on juurde lisatud geocoder’ funktsionaalsus, mis vdimaldab leida

asukoha nimele vastavad koordinaadid.

Kasutajaliideses on kasutajal valida kahe GeoJSON Kkihi vahel mida vaadata. Esimene
kiht Photos kuvab algselt ilma eeltddtluseta pildiandmete punkte. Teine kiht Clusters

kuvab 18pptulemusena saadud kategoriseeritud kogumeid.

! https://tools.ietf.org/html/rfc7946

2 https://reactjs.org

3 https://www.typescriptlang.org

4 https://material-ui.com

S https://www.mapbox.com

® https://developers.google.com/maps/documentation

7 https://github.com/mapbox/mapbox-gl-geocoder
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5 Rakendus

Jargnevalt on kirjeldatud loodud lahendust tile kdigi punktis 4.3 mainitud moodulite. See
hdlmab rakendust, mis suudab CSV failist loetud pildiandmed koondada kogumiteks,
kogumite pealkirjadest luua kategooriad ning kategoriseerida kogumid. Lisaks v&imaldab
rakendus hinnata erinevate kategoriseerimise meetodite tépsust testide alusel ja

visuaalselt.

Antud t66 raames loodi terve raamistik. Uheks eesmargiks oli luua terviklikult to6tav
lahendus, mida on v@imalik tulevikus téiustada, vBimaldades uurida ja katsetada naiteks
ainult Uhte protsessi osa korraga. Toetudes loodud funktsionaalsusele ei tohiks olla

keeruline muuta voi lisada juurde uusi lahendusi.

Kogu rakenduse t60aeg kdigi Panoramio Briti saarte sisendandmetega kestis ligikaudu 54
tundi. Sellest CSV andmete Umber konverteerimine ja baasi salvestamine kestis ligikaudu
viis minutit. Pildiandmete koondamine kogumiteks kestis ligikaudu 53 tundi, alternatiivse
kiirema variandi kohta saab lugeda lisast 3. Kategooriate leidmine kdikide kogumite
pealkirjadest kasutades spaCy teeki kestis ligikaudu 30 minutit. Kategooriate maaramine
kogumitele kasutades Wikipedia sissejuhatavate 18ikude pdhist scikit-learn TF-IDF
mudelit kestis ligikaudu viis minutit. Kestvuse mddtmiseks kasutati Intel Core i5-5200U

protsessoriga ja 8GB vahemaluga arvutit.

5.1 Esialgsete pildiandmete salvestamine

Koige esimeseks sammuks oli pildiandmete algallikast sisse lugemine ja andmebaasi
salvestamine. Antud t60 skoobis tdhendas see Panoramio CSV faili ridade sobivale kujule
viimist ja andmebaasi salvestamist. Tulevikus on vdimalik lisada juurde uusi
konverteerimise viise, kui peaks olema vajadust lugeda sisse teistsugustes formaatides

andmeid.
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5.2 Pildiandmete koondamine

Jargmisena saab teostada sisseloetud pildiandmete koondamise kogumitesse. Uhte

kogumisse koondatakse punktid, mis jadvad véljaarvutatud koordinaatide vahemikku.

Iga kogum, mis luuakse, omab esimese pildi geograafilisi koordinaate, millest kogumit
hakati looma, ja sisaldab koikide piltide pealkirju kokku aheldatult, mis jaid
valjaarvutatud koondatava ala sisse. Iga uue kogumi loomine algab pildiandme punktist,
kus pildiandme punkt ei ole varasemalt (ihtegi kogumisse méaratud. Pildiandme punkt
mis on juba kogumisse méaratud, enam uuesti vordluses ei osale. See tstab algoritmi

kiirust. Koondamise algoritm t66tab nii kaua, kui Uhtegi punkti enam koondada ei ole.

Koordinaatide vahemik ehk ala mille sees koondamist teostatakse, on ette maératud
nihkena geograafilistes kraadides. Selle pdhjuseks oli tingimus, et sisendandmeid on suur
kogus, seega tuleb poodrata tdhelepanu algoritmi efektiivsusele. Leiti, et kiirem on
arvutada nihet koordinaatides (moodustab ristkilikukujulise ala) kui raadiuse abil. Seda,
kui suurt ala korraga koondatakse, saab konfiguratsiooni parameetri abil muuta.
Vaikevaartuseks seati +0.005 kraadi, mis on mddtmetelt umbes 345m x 550m suurune
ristkilik. Vordlus 300 meetrise raadiuse ringiga on ndidatud Joonis 2 abil. Mida
vaiksemaks korraga koondatav ala viia, seda aeglasemaks punktide koondamine laheb.
Koondatud punktid salvestatakse tabelisse, mille alusel saab hakata teostama jargnevaid

Samme.
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Joonis 2. Koondamise ristkiliku (punane) vBrdlus 300m raadiuse ringiga (sinine).

5.3 Kategooriate leidmine

Kui ilma kategooriateta kogumid on olemas, saab liikuda kategooriate leidmise juurde.
Sisendandmeid vdib tulevikus olla vajalik laadida erinevatest allikatest ja seega leiti, et
ei ole mdistlik maarata kasitsi ette, mis kategooriatesse on vdimalik koondatud punkte
madrata. Samas on selline vdimalus olemas, kuna kategooriaid loetakse eraldi tabelist,
siis piisab, kui neid soovi korral ké&sitsi muuta. Nii veebirakendus kui testid votavad

kasutaja poolt tehtud kategooriate muudatusi arvesse automaatselt.

Peale erinevaid katsetusi, otsustati jatta kasutajale voimalus kasutada kolme kategooriate
leidmise varianti. Loodud variandid ei ole kuidagi piiratud ja kasutaja saab lisada juurde
omapoolseid lahendusi. Etteantud algoritmid on rakenduse loomise ajal leitud variandid,
mis peaksid olema maistlikud ja samas tdidavad naidise rolli, mille eeskujul on lihtsam

luua uusi lahendusi.

Esimese ning kdige lihtsama variandi korral teostatakse kdigepealt andmete puhastus ja
stopwords nimekirjas sonade eemaldamine, et valtida sdnu nagu and, you jne, mida esineb

tekstides vaga tihti. Seejarel loetakse kokku sdnade esinemise sagedused ja jérjestatakse
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rohkem esinenud sonad ettepoole. See variant annab kdige halvema tulemuse, aga ei s6ltu
sisendandmete keelest, kuigi mitme keele kategoriseerimise funktsionaalsus antud
I6putdo skoobis el ole, otsustati see ikkagi eeltingimuste puudumise, Kiiruse ja lihtsuse

tottu alusvariandina alles jatta.

TF(s) = (kordi s esineb dokumendis) / (sonade hulk dokumendis) 1)
IDF(s) = log(dokumentide hulk / dokumentide hulk mis sisaldab s) (2)
TFIDF(s) = TF(s) * IDF(s) ?3)

Teine ja kolmas variant kasutavad tavalise kokkulugemise asemel TF-IDF statistikale
toetuvat algoritmi koos sona algkujule viimisega. TF-IDF aitab leida olulised sénad ning
tihtiesinevad vahetahenduslikud sdnad saavad madalama statistilise vaartuse. TF-IDF (3)
koosneb kahest osast TF (1) term frequency, kus loetakse kokku, kui tihti séna esineb Uhe
dokumendi piires. Mida rohkem sdna esineb ihes dokumendis, seda kérgem on TF. IDF
(2) inverse document frequency korral leitakse, kui mitmes erinevas dokumendis sona
esineb. Mida vdhemates dokumentides sdna esineb, seda kdrgem on IDF véértus. TF-IDF
leidmiseks kasutatakse scikit-learn® teegi sisseehitatud funktsionaalsust. TF-IDF on
korrutis, mis Uritab tasakaalustada sdna esinemissagedust dokumendis ja samal ajal tuua

rohkem esile harva esinevad sonad kdigi dokumentide piires.

Selleks, et ihest sdnast ei jaaks alles mitu erinevat vormi, kasutatakse sona algkujule
viimist. Teise ja kolmanda variandi erinevus seisneb lemma sbna algkujude leidmises.
Teises variandis kasutatakse spaCy teeki, mille abil sdna algkuju ehk lemma leida, ja
kolmandas variandis NLTK teegi abi. SpaCy ja NLTK tulemused olid tisnagi sarnased,
aga spaCy andis teatud sdnadega parema algkuju. Naiteks spaCy pakkus sdnale looking
vormi look. NLTK pakkus, et looking vdiks jaada looking, mis ei ole vale, aga vottes
arvesse kategooriate konteksti, siis paremini sobis vorm look. NLTK kasuks oli Kiirus,
kuna tulemuste vahe ei olnud kriitiliselt suur, siis otsustati jatta alles NLTK variant, mis
annab natuke halvema tulemuse, aga seda oluliselt kiiremini. SpaCy protsess kogu

Panoramio andmetega kestis ligikaudu 30 minutit, NLTK-ga ligikaudu 5 minutit.

Vottes kategooriate leidmise osa luhidalt kokku, siis leitakse 100 kdige rohkem esinenud

sOna, mille hulgast saab kogumitele sobivaid kategooriaid maarata. 100 kategooria piir

L https://scikit-learn.org/stable
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on parameeter, mida on vdimalik vajadusel véhendada voi suurendada. Vaikevaartuseks
valiti 100 kategooriat, sest puudusid treening- ja testandmeid isetreenitud mudeli
loomiseks ja testimiseks. Et oleks vdimalik mdistliku ajaga treening- ja testkogumid

margendada, siis ei saanud viia kategooriate valikut liiga suureks.

5.4 Kogumite kategoriseerimine

Kui ilma kategooriateta kogumid ja 100 enim esinenud sdna ehk kategooriat on olemas,
saab leida, millised kategooriad 100-st on igale kogumile kdige sobivamad. Igale
kogumile méadaratakse maksimaalselt kolm kategooriat. Kolme kategooria piiri saab
kasutaja parameetri abil muuta. Otsustati seada vaikevéértusena maksimaalselt kolm

kategooriat, et testimine oleks v@imalikult vérdne erinevate algoritmide vahel.

Punktide kategoriseerimine toimub kogumite pealkirjade alusel. Piltide pealkirjad on
tavaliselt lihikesed ja pole eriti sisukad, seega ei pruugi need alati anda edasi piisavalt
konteksti. Sellepérast otsustati kategoriseerimine teostada hetkel, kus pildiandmed on
kogumiteks koondatud ja kus iga kogumi pealkiri koosneb kogumis sisalduvate piltide

pealkirjadest Uksteise jarel ahelasse panduna [17], [18], [19].

Kategoriseerimiseks kasutati thte ilma mudelita algoritmi, masinGppe pohiselt nelja
eeltreenitud mudelit, kahte TF-IDF pohist mudelit ja kahte isetreenitud mudelit.
Eeltreenitud mudelite suurem hulk vorreldes isetreenitutega on tingitud sellest, et
sobilikke treening- ja testandmeid ei leitud, mille abil saaks isetreenitud mudeleid
treenida ja testida. Otsustati ikkagi katsetuse eesmargil luua kaks isetreenitud mudelit,
mida treeniti autori poolt kasitsi kategoriseeritud 100 treeningkogumi pealt.

Eeltreenitud mudeliteks olid TensorFlow Universal Sentence Encoder® [20], Stanford
GloVe? [21], Facebook fastText® [22], [23], Explosion Al spaCy* vektormudelid. TF-IDF

L https://tfhub.dev/google/universal-sentence-encoder/4
2 https://nlp.stanford.edu/projects/glove
3 https://fasttext.cc/docs/en/crawl-vectors.html

4 https://spacy.io/models/en#en_core_web_md
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statistikale pdhinevad mudelitest esimene loodi ainult kogumi pealkirjade alusel ja teine
Wikipedia sissejuhatavate tekstide alusel* [24].

. .. . Ax*B
cosine similarity = cos@ = 4
y EEL (4)

GloVe, spaCy, fastText ja Universal Sentence Encoder mudelite kategooriate leidmise
juures kasutatakse cosine similarity (4) meetrikat. See vOimaldab arvutada vektorite
suunalist erinevust punktide vahel vektorruumis. Uheks vektoriks on pealkirja vektor ja
teiseks kategooria vektor. Mida véiksem on nurk kahe vektori vahel, seda suurem on
kontekstiline sarnasus. Mida suurem on nurk kahe vektori vahel, seda vdiksem on cosine

similarity vaartus ja seda vaiksem on kontekstiline sarnasus tekstide vahel.

Kuigi scikit-learn teegis on cosine similarity leidmise funktsioon olemas ja toimib
vastavalt valemile, siis katsetuse tulemusena leiti, et luues oma funktsioon toetudes
numpy teegile oli see oluliselt kiirem. Piisav vahe esines juba vaikeste koguste juures.
Kategoriseeriti 1000 kogumit scikit-learn funktsiooniga ja numpy teegi abil loodud
funktsiooniga. Tulemused olid samad, aga scikit-learn funktsioon kestis 35 sekundit ja
numpy teegi abil loodud variant 12 sekundit. Tasub markida, et 1000 kogumi
kategoriseerimine on vaike hulk andmeid ja mida rohkem kogumeid kategoriseerida, seda
suuremaks ajalised vahed nihkuvad. Kahe funktsiooni ajalist mdtmist teostati Universal

sentence encoder mudelit kasutades.

5.4.1 SBna sageduse pGhine algoritm

Sona sageduse pdhine algoritm on (ks lihtsamatest, védiksema ressursikasutusega ja
kiiremaid variante. Sisuliselt puhastatakse, tikeldatakse ja sorteeritakse kogumi
pealkirjadest saadud sdnad esinemissageduste alusel. Enim esinenud s6nad kogumi
pealkirjas sorteeritakse ettepoole. Seejarel leitakse kogumi pealkirjas esinenud sdnadest

kolm esimest vastet 100-st kategooria sonast.

5.4.2 Sisendandmetest loodud scikit-learn TF-IDF mudel

Mudel on loodud kasutades scikit-learn raamistikku. Tegu on TF-IDF statistikal pohineva
mudeliga, mille vektorid on loodud kogumite kdikide pealkirjade alusel. Kasutatakse

scikit-learn CountVectorizer’ija TfidfTransformer’it. Selleks, et leida vasted, leitakse TF-

L https://thijs.ai/Wikipedia-Summary-Dataset
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IDF mudelist 10 kdige kdrgema TF-1DF skooriga sona, tihe kogumi pealkirja piires, mida
Uritatakse kategoriseerida. Need on jérjestatud suurema skooriga sonad eespool. Seejérel

leitakse maksimaalselt kolm esimest vastet 100-st kategooria sonast.

5.4.3 Wikipedia sissejuhatavate 16ikude p6hine scikit-learn TF-IDF mudel

Mudel on sarnane punktis 5.4.2 kirjeldatud variandile. Erinevus seisneb andmetes, mille
alusel on mudel loodud. Kui punktis 5.4.2 moodustati vektorid kogumite pealkirjadest,
siis selles mudelis kasutatakse Wikipedia-Summary-Dataset’i ehk Wikipedia
sissejuhatavaid tekste, mis on varasemalt puhastatud. Leiti, et alates 100 000
sissejuhatavast tekstist mudeli tulemus paremaks ei ldinud, seega madrati see
sisseloetavate 10ikude piirvaértuseks. Wikipedia sissejuhatavate tekstide koguse
piiramine vdimaldab muuta mudel Kiiremaks ja samas kasutab vahem vahemaélu. Soovi
korral saab kasutaja sissejuhatavate tekstide koguse piirangu vaartust parameetri abil

muuta.

5.4.4 lIsetreenitud scikit-learn TF-IDF mudelid

Mudelid pdhinevad scikit-learn raamistiku TF-IDF mudelil. Vdimalik on valida kahe
erineva Klassifikaatoriga mudeli vahel. Esimeseks valikuks on multiclass
OneVsRestClassifier koos DecisionTreeClassifier’iga ja teiseks valikuks neuralnet
MLPClassifier. Katsetati veel teisi scikit-learn teegi poolt pakutavaid mitme kategooriaga
klassifikaatoreid, aga loodud testide alusel andis proovitud variantidest (he parema
tulemuse DecisionTreeClassifier. MLPClassifier ei andnud head tulemust, aga lisati

vordlusmomendi tekitamiseks scikit-learn neuralnet mudeleid esindades.

DecisionTreeClassifier ehk otsustuspuu korral arvutatakse ja liigutakse kdige parema
tulemuse suunas, liikudes mooda otsustusharusid. Otsustuspuu mitme kategooriaga
probleemi korral luuakse iga label’i ehk kategooria kohta eraldi puu ja leitakse millise

kategooria puu annab kéige kdrgema tulemuse.

MLPClassifier (Multi-layer Perceptron classifier) treenitakse iteratiivselt niikaua kui
soovitud kogus iteratsioone on tehtud. Iga iteratsiooni kdigus arvutatakse vea funktsiooni
BFGS (Broyden—Fletcher—Goldfarb—Shanno algorithm) abil vélja, kas iteratsiooniga
treeniti mudel paremaks voi halvemaks, sellele vastavalt muudetakse iga iteratsiooni

kaigus mudelisisesed kaale.
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Treeningandmeteks olid ké&sitsi margendatud 100 treeningandmetena kasutatavat
kogumit. Treeningandmete kogus oli véike, aga sobivate testandmete puudumisel loodi
see kontseptsiooni tdestuse eesmargil ning vordluse saamiseks teiste mudelitega. Parema
mudeli treenimiseks on tdendoliselt vaja oluliselt rohkem andmeid, kuna antud t66
pdhieesmargiks ei olnud andmete mérgendamine, siis piirduti 100 treeningkogumi ja 100

testkogumi margendamisega.

5.4.5 TensorFlow Universal Sentence Encoder eeltreenitud mudel

Mudelina kasutatakse TensorFlow eeltreenitud Universal Sentence Encoder versioon 4
mudelit. KSik kogumite pealkirjad kodeeritakse Universal Sentence Encoder abil 512
dimensioonilisteks vektoriteks. Seejarel kodeeritakse 100 kdige rohkem esinenud
kategooria s6na samuti Universal Sentence Encoder abil vektoriteks. Peale seda leitakse
maksimaalselt kolm koéige sarnasemat kategooriat. Sarnasuse leidmiseks kasutatakse
cosine similarity funktsiooni. Universal Sentence Encoder tiks kasutusaladest on tekstide

sarnasuse vordlemine.

5.4.6 Explosion Al spaCy eeltreenitud mudel

Eeltreenitud mudelina kasutatakse spaCy keskmise suurusega inglisekeelset
veebitekstide mudelit, mis oli kiiruse osas veel piisavalt kiire kohalikus arvutis
kasutamiseks. SpaCy inglisekeelsete veebitekstide mudelitest oli valida kolme eri
suurusega mudeli vahel, vaike, keskmine ja suur. Véikses mudelis puudusid vektorid,
mille abil sénu varrelda, ning suur mudel oli liiga aeglane ja mahukas kohalikus arvutis

kaivitamiseks.

SpaCy eeltreenitud mudel p6hineb Common Crawl ja OntoNotes 5 allikatel, vektorid on
300 dimensioonilised. Leidmaks kdige sarnasemaid méarksénu kogumite pealkirjadele
kasutati spaCysse sisseehitatud cosine similarity funktsiooni. See leiab sdna sarnasuse
kogumi pealkirjale. Kuna kategooria sdna koosneb thest sonast ja kogumi pealkiri on
tavaliselt rohkem kui (ks s6na, siis sel juhul toimib spaCy sisseehitatud vordluse

funktsioon nii, et vOetakse pealkirja sdnade kdikide sdnade vektorite keskmine.

5.4.7 Facebook fastText eeltreenitud mudel

Mudelina kasutatakse Facebooki fastText eeltreenitud ingliskeelset mudelit, mis on

eeltreenitud Common Crawl ja Wikipedia andmete pealt, vektorid on 300

30



dimensioonilised. Kategooria tabeli sdnade ja kogumi pealkirjade sarnasuse leidmiseks
kasutatakse cosine similarity funktsiooni. Kogumi igale s6nale on leitud vastav vektor ja
liidetud kdik sdnade vektorid kokku ning jagatud sénade arvuga ehk on vdetud sdnade
vektorite keskmine. Kategooria tabeli sdnadele on samuti maaratud vektorid fastText

mudelist, et oleks voimalik vorrelda kogumite pealkirju kategooriatega.

5.4.8 Stanford GloVe eeltreenitud mudel

GloVe on eeltreenitud mudelitest kbige vanem. Eeltreenitud mudeli allikatena on
kasutatud Wikipedia 2014 ja Gigaword 5, kuue miljardi sdnaga. Mudel sisaldab 400 000
erinevat sdna 50 dimensiooniliste vektoritega. Kogumi igale s6nale mé&ératakse oma
vastav vektor ja kui tegu on mitmesOnalise fraasiga, siis leitakse sOnade vektorite
keskmine. Samuti méaratakse vektorid kategooriatele, et kogumi pealkirjade vektoreid

oleks voimalik kategooriatega vorrelda.

Lisaks Wikipedia 2014 ja Gigaword 5 kuue miljardi sdnaga treenitud vektormudelile
katsetati Common Crawl pdhjal treenitud 42 miljardi sdnaga mudelit. Suurem mudel
sisaldas 1,9 miljonit erinevat sdna 300 dimensiooniliste vektoritega, aga see paremaid
tulemusi ei andnud. Pdhjuseks v@ib olla Common Crawl mirarikkam andmete kvaliteet
vorreldes Wikipedia tekstidega. Kuna tulemused ei olnud paremad ja ressursi kasutus oli
suurem, otsustati piirduda Wikipedia 2014 ja Gigaword 5 kuue miljardi sbnaga mudeliga

mis oli vaiksema ressursikasutusega.

5.5 Tulemuste hindamise viisid

Tulemuste hindamiseks loodi kaks viisi. Esimene viis annab konkreetse ning Kkiire
hinnangu vaiksele hulgale testidele pGhinedes. Teine variant on tldisem ja mille tulemusi
konkreetselt ei saa hinnata, aga v8imaldab anda visuaalse hinnangu saadud tulemustele,

kus t66deldud punktide hulk saab olla oluliselt suurem.

5.5.1 F-score testid

Tulemuste valideerimiseks loodi testide susteem. Kuna andmeid on palju, siis ei ole
voimalik kiirelt kdigi erinevate mudelite ja algoritmide headust kogu andmehulga pealt
hinnata. Testid annavad konkreetse ja kiire indikatsiooni milline kategoriseerimise
meetod annab tapsema ja kiirema tulemuse. Testidena kasutatakse 100 késitsi valitud ja

mérgendatud testkogumit. Tulemuse hindamiseks kasutatakse f-score vaartust.
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Fscore = 2 * (precision * recall) / (precision + recall) (5)

F-score arvutamisel kasutatakse scikit-learn teegi f-score (5) funktsionaalsust. Nagu
valemist ndha, koosneb f-score tépsusest (precision) ja saagisest (recall). Tépsus nditab,
kui palju oli leitud tOestest tulemustest tegelikult tdesed. Saagis naitab, kui palju oli

kdigist tdestest tulemustest tegelikult leitud.

Mitme kategooria klassifitseerimise juures kasutatakse scikit-learn teegi f-score
funktsiooni koos sisseehitatud micro-average keskmise arvutamise parameetriga. Micro-
average loeb kokku kdik toeselt positiivsed (true positive), valepositiivsed (false positive)
ja valenegatiivsed (false negative) tulemused?! sdltumatult, (ihe testi piires. Lisaks on vaja
mitme kategooriaga Kklassifitseerimise juures maarata, mida teha, kui f-score arvutamisel
on thes vorreldavas jarjendis vahem elemente kui teises. See saab juhtuda nditeks siis,
kui algoritm leiab Uhe sobiva kategooria, aga kasutaja poolt on madratud kolm
kategooriat. Sel juhul maaratakse puuduvatele kohtadele jarjendis tiihi sbne. See
tdhendab, et vordluse hetkel vBrreldakse the jarjendi kindlat elementi teise jarjendi tlihja

sbnega, mis annab vorreldud elementidega madala tulemuse, mis oligi eesmargiks.

Jargnevalt on Joonis 3 abil kujutatud Uhe mudeli 100 alamtesti tulemuste unittest
raamistiku genereeritud vaadet. Joonisel on kuvatud mittetéielik vaade 100 alamtestist.
Genereeritud testimise tulemuste vaate eriparade t6ttu on numbrite vahel olevad komad
asendatud alakriipsudega. Testida on v@imalik kdiki mudeleid korraga v@i iga mudelit

eraldi.

Igal real on alamtesti jargmised parameetrid: kogumi mudeli poolt pakutud id == tegelik
id, mudeli pool pakutud kategooriad == tegelikud kategooriad, f-score tulemus alamtesti
piires, kogumi populaarsus ehk mitu pildiandme punkti kogumisse lisati koondamise
sammus. Viimane rida nditab f-score tulemust the mudeli piires ehk 100 alamtesti peale
kokku. Test passed néitab, mitu alamtesti sai f-score tulemuse tle 0.5. Kogumi id vordlus
on toodud vaélja, et oleks vbimalik saada aru, millistele kogumitele mudel Uhtegi
kategooriat ei seadnud. Read, kus id taha on margitud SKIPPED, t&dhendab, et mudel
uhtegi kategooriat kogumile ei m&éranud. Nditeks id 924561 juures on néha, et alamtest
sai skoori 1,0, sest oodatud tulemus pidigi olema tiihi. Samas id 172011 juures oli skoor

L https://scikit-learn.org/stable/modules/generated/sklearn.metrics.f1_score.html
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0,0, sest oodati tulemuseks hill, aga mudel tihtegi kategooriat 172011 id-ga kogumile ei

maaranud.

Collapse | Expand
|PG9auYy —— Ju4uYY | | YIEEN , SHUW | —— | paul, 1ESEIVUI | [ U_U | 14 | | leureu
[910804 == 910804 | ['bay", 'beach’, 'sunset'] == ['bay’] | 0_3333333333333333 | 14| ] failed
[742937 == 742937 | ['autumn’, 'lake’, ‘reservoir'] == ['pond’, 'reservoir] | 0_25| 13| ] failed
[418744 == 418744 | ['church’, 'mill', ‘'station'] == [’church'] | 0_3333333333333333 | 12| ] failed
[488538 == 488538 | ['centre’, 'garden’, 'lake’] == ['lake’, 'valley'] | 0_25 | 12| ] failed
[126756 == 1024428(SKIPPED) | ['cottage’, 'island’, 'lighthouse’]==[]| 1. 0] 10]] passed
[126756 == 126756 | ['cottage’, 'island’, 'lighthouse'] == ['cottage’, 'island’, 'lighthouse'] | 1_0] 10| ] passed
[817129 == 817129 | ['bridge’, 'road’, 'walk'] == ['bridge’, ‘path’] | 0_25] 10| ] failed
[947100 == 947100 | ['high’, "old", 'street’] == ['path’, 'street'] | 0_25]10 | ] failed
[299991 == 299991 | ['isle’, 'sunset’, "'winter'] == ['bay’, 'cliff', 'sea’] | 0_0] 9] ] failed
[875250 == 875250 | ['south'] =='hill', 'house'] |0 0] 9] failed
[100069 == 100069 | ['north’, 'scotland’, 'sea’] == ['sea’] | 0_3333333333333333| 8 ] failed
[2996 == 2996 | ['head', 'lighthouse’, 'loch’] == ['loch'] | 0_3333333333333333 | 7| ] failed
[453296 == 453296 | ['green’, "lane’, 'memorial'] == ['memorial’] | 0_3333333333333333|7]] failed
[492014 == 492014 | ['inn’, "lane’, 'street’] == ['inn’, "street’] | 0_6666666666666666 | 7 | ] passed
[981916 == 981916 | ['near’, "path’, ‘river'] == ['farm’, 'river’] | 0_25] 7| ] failed

I [1193358 == 1193358 | ['hill', 'sunset'] ==['hill'] |0 5] 6| ] failed
[118445 == 118445 | ['park’, 'river'] == ['park’, 'river'] | 1. 0]5]] passed
I [739364 == 739364 | ['farm’, "'near’, 'winter’] == ['farm’, 'house'] | 0_25]5] ] failed
[496999 == 496999 | ['beach’, 'boat’, 'ireland’] == ['beach’, 'boat’] | 0_6666666666666666 | 4 | ] passed
I [515951 == 515951 | ['harbour’, "view'] == ['harbour]|0_5] 4] failed
[687906 == 687906 | ['boat', "hall', 'lake'] == ['boat', 'lake'] | 0_6666666666666666 | 3 | ] passed
I [710102 == 710102 | ['north’, 'sunset’] == ["tree'] | 0_0 | 3|] failed
[896024 == 896024 | ['farm'] ==[farm'] | 1_0]3|] passed
I [1188029 == 1188029 | ['house’, 'view'] == ['house'] |0 5| 3] failed
[138322 == 138322 | ['castle’, 'gate’, 'ireland’] == ['castle’, 'gate’] | 0_6666666666666666 | 2 | ] passed
[149040 == 149040 | ['lake’] ==['lake’] |1. 0] 2]] passed
[356056 == 356056 | ['tree'] ==['tree’] |1_0]| 2]] passed
[356393 == 356393 | ['sea’] ==['sea’] | 1. 0] 2]] passed
[651986 == 651986 | ['station’] == ['station'] | 1. 0] 2] passed
[864755 == 864755 | ['church'] ==['church’] |1 0] 2]] passed
[930456 == 924561 (SKIPPED) | ['bridge’, 'river’, 'walk']==[]|1. 0| 2]] passed
[930456 == 930456 | ['bridge’, 'river', 'walk'] == ['bridge’, "river’,'walk'] |1 0] 2] passed
[1395314 == 1395314 | ['pub’] ==['‘pub] |1 0] 2] passed
[155780 == 155780 | ['railway", 'station'] == ['railway", 'station'] | 1. 0] 1]] passed
[202319 == 172011(SKIPPED) | ['view', 'west'] ==['hill']]0_0]1]] failed
[202319 == 202319 | ['view', 'west] == [hill'1|0_0]1]] tailed
[230886 == 230886 | ['way]==[]]0.0]|1]] failed
[296458 == 296458 | ['beach’, 'near’] == ['beach’, 'pori'] | 0_3333333333333333 1] failed
[365081 == 365081 | ['college’] == ['college] |1 0] 1]] passed
[Score: 0_4611666666666666, tests passed 34/100] passed

Joonis 3. L&ik 100 alamtesti tulemuste genereeritud vaatest mudeli kohta.
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5.5.2 Veebirakendus

Lisaks testidele loodi veebirakendus, mis annab Ulevaate saadud tulemustest visuaalselt.
See vdimaldab uurida tulemusi ja on testidele toetavaks mehhanismiks. Jargnevalt on
Joonis 4 abil néidatud, kuidas veebirakenduse liides vélja naeb. V6imalik on vaadata
salvestatud ilma eelt06tluseta pildiandmete punkte photos saki alt ja to6tluse taielikult
labinud ehk koondatud ja kategoriseeritud kogumite punkte clusters saki alt. Nii photos
kui clusters tulemusi on vdimalik vaadata pdhitabelitest voi testtabelitest muutes Use test
tables lliti olekut. Kasutajaliidese abil on vdimalik otsida asukohta asukoha nime jérgi.
Lisaks on vdimalik madrata filtreerimise raadius otsitud punktist. Taielikult t66deldud
kogumite korral on vdimalik lisaks raadiusele tdiendavalt filtreerida populaarsuse ja

kategooriate jargi. Rohkem naiteid kasutajaliidesest on toodud punktis 6.2.

e 259
Q_ Lydd, Romney Marsh, Kent, England, United Kingdom St Marys Bay,
enzett
PHOTOS CLUSTERS
_
Radius (kr
(zs9) 5
@ Use test tables
New Romney
UPDATE PHOTOS LAYER
Photos found: 18
® L]
Autumn view Greatstong after the
across fields near snow, February 2010
New Romni
= Greatsto.ne beach
looking towards
Folkestone and Dover
» °
Flight Line - Lydd ?ou”"'j‘v‘:,';ﬁ
Lydd
°
DUNGENESS
o °
Lydd Caravan Park Dungéifess Water
Works Water Tower
0
Doen °
° S Ry Dungeness &
Lydd Beach

Dungeness
landscape

L]
Road Closed

Dungeness

Joonis 4. Veebirakenduse vaade photos sakil testtabeli andmetega.
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6 Tulemused

Jargnevalt hinnatakse ja vorreldakse loodud algoritmide ning mudelite tulemusi.
Hindamiseks kasutatakse 100 testkogumit. Lisaks 100 testkogumile maéargendati
isetreenitud mudelite treenimiseks veel 100 treeningkogumit. Treeningkogumid on
eraldiseisvad 100 kogumit, mis on mdeldud mudelite treenimiseks. Treening- ja

testkogumite andmed on erinevad ja ei kattu.

Test -ja treeningkogumiteks dritati valida vdimalikult erinevaid asukohti, populaarsust ja
teksti sisu, et katta voimalikult palju tingimusi ja mdistlikke kategooriaid mis valikuteks
olid. Autor seadis méargendades endale samad tingimused nagu oli seatud algoritmidele
ja mudelitele enk maksimaalselt oli lubatud thele kogumile mérkida kolm kategooriat.
Kui kogumi pealkirja sisu ei sobinud thegi 100 kategooriaga, siis jaeti kogum ilma

kategooriateta.

Sisendandmeteks oli 1,41 miljonit Panoramio pildiandme CSV rida. Sellest jai peale
koondamist kogumitena alles umbes 136 000 kategooriateta kogumit. Peale kategooriate
leidmist, kasutades spaCy teeki, ja kategoriseerimist, kasutades Wikipedia
sissejuhatavate 18ikude pdhist scikit-learn TF-IDF mudelit, jai alles umbes 94 000 Uhe
kuni kolme kategooriaga kogumit. Kogumid, millele mudel tihtegi vastet 100-st valitavast

kategooriast ei leidnud, I6pptulemustesse alles ei jaetud.

6.1 F-score tulemused

Tulemustes on vélja toodud Uheksa erinevat varianti kogumite kategoriseerimiseks.
Joonis 5 abil on n&ha koikide Kkirjeldatud variantide tulemusi 100 testkogumit
kategoriseerides.

Alustades tulemuste analtlsi, halvematest paremate tulemuste suunas, siis on naha, et
kdige halvema tulemuse andis isetreenitud-TF-IDF-neural, mis kasutas scikit-learn teegi
narvivorgu klassifikaatorit. Halva tulemuse pdhjuseks vdib olla véhene treeningandmete

hulk. Jargmiseks on GloVe ja spaCy, mille tulemused on tisna lahestikku.
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Universal Sentence Encoder tulemus ei ole kiita, kuigi see on optimeeritud lausete
vordluseks. Alguses oli hiipotees, et antud mudel voiks olla tiks parimatest variantidest,
aga nagu naha, siis on see pigem halvemate tulemuste seas. PGhjuseks vdib olla pildi
pealkirjade liiga vahese kontekstiga tekstid, millest ei ole véimalik luua piisavalt selgelt

eristatava kategooriatega vektoreid.

Peale Universal Sentence Encoder’it on jargmine isetreenitud mudel, isetreenitud TF-
IDF-tree, mis treeniti treeningkogumite pealt kasutades scikit-learn teegi otsustuspuu
klassifikaatorit. Kuigi tulemus on kdikide tulemuste seas keskel, siis antud mudelil v6ib
olla kdige rohkem potentsiaali. Saadi tulemus, mis pole kill parim, aga pole ka kdige
halvem, kasutades selleks ainult 100 treeningkogumi andmeid. Kui tulevikus on voimalik
lisada juurde rohkem treeningandmeid, siis on tdendosus, et antud mudel toimib oluliselt

paremini.

FastText on testide alusel kdige parem eeltreenitud mudel mida prooviti. Kuigi tulemus
uleuldiselt ei ole olnud parim, andis see kdigist eeltreenitud variantides kdige parema

tulemuse.

Esikolmikusse jaid kaks TF-IDF statistikale pdhinevat mudelit ja ilma mudelita sGna
sageduse pohine algoritm. Nagu naha, siis ei saa alahinnata ilma mudelita meetodi ehk
sBna sageduse pdhist algoritmi mudelitega variantide suhtes. Uldpilti vaadates olid ka
kdige paremad tulemused kesised. Parima tulemuse andis TF-IDF mis loodi
ingliskeelsete Wikipedia sissejuhatavate tekstildikude abil. Wikipedia tekstide mudel
vorreldes ainult kogumite pealkirjade pealt loodud TF-IDF mudeliga, mis jai kolmandaks,
parandas f-score tulemust 0.008 vorra.

Wiki-TF-IDF scikit-learn mudelit katsetati mitmel viisil. Prooviti mudelit luues muuta
IGikude sissejuhatavate sisseloetud koguseid. Leiti, et peale 100 000 sissejuhatavat 18iku
tulemused oluliselt ei paranenud. Veel prooviti mudelit luua nii, et vektorite loomiseks
kasutati ainult sissejuhatavaid 16ike, mis sisaldasid sénu nagu uk, United kingdom, British

isles, Britain, aga taoline kitsendamine paremat tulemust ei andnud.
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Joonis 5. 100 testkogumi tulemused.
Vottes kokku saadud f-score tulemused, siis on néha, et skoorid ei ole just kérged. Suure
tbendosusega on tulemuste skoorid madalad, sest pole piisavalt sobival kujul
treeningandmeid, mille pealt oleks vdimalik treenida korralik mudel. Otsustati katsetada
eeltreenitud mudeleid. T60 kaigus leiti, et need ei anna head tulemust. Siin oli
tdenaoliseks pBhjuseks probleem, et piltide pealkirjad on liiga Uldised ja neid on
eeltreenitud mudelite alusel keeruline tapselt kategoriseerida, sest need pole treenitud
spetsiifiliselt Panoramio pildiandmete pealkirjade alusel. Prooviti ka variante, mis ei
ndudnud spetsiifilisi treeningandmeid ja eeltreenitud mudeleid, nagu sdna sageduse
pbhine algoritm ja TF-IDF statistikal pdhinevad mudelid. Nagu tulemustest naha, siis

need olid katsetatud variantides kdige paremad.

Ressursikasutuse osas kasutas testide ajal kdige rohkem vahemélu fastText. Keskmise
kasutuse alla vdib liigitada GloVe, spaCy ja Universal Sentence Encoder’i. Ulejaanud
variandid olid pigem véikse mélukasutusega.

Kiiruse osas olid kdige kiiremad sdna sageduse pbhine ja TF-IDF variandid. Eeltreenitud
mudelite korral vottis alguses aega mudelite vaheméllu lugemine ja uledldiselt olid
eeltreenitud mudelid vordlemises aeglasemad sdna sageduse pdhise ja TF-IDF

variantidest.
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6.2 Veebirakenduse kaudu nahtav tulemus

Jargnevalt on Joonis 6 abil toodud néide veebirakenduse vaatest, kus kategoriseerimine
on teostatud Wiki TF-IDF mudeli abil. Kasutajaliidese abil on valitud Mapbox
geocoder’it kasutades asukohaks Kent, England, United Kingdom. Veel on valitud, et
kuvataks ainult kogumeid, mille Gheks kategooriaks on beach, ja seda Kentist 2000
kilomeetri raadiuses, et ndidata koiki leitud randu kogu Briti saarte ulatuses. Lisaks on
voimalik piirata kogumeid minimal popularity vaartuse abil, et kuvataks ainult maaratud
vaartusega vordseid voi suurema pildiandmete kogusega kogumeid. Iga kogumi kohta on
naha pealkirja, kategooriaid ja populaarsust. Kogumi pealkirjast kuvatakse maksimaalselt
50 esimest stimbolit, et nahtav veebirakenduse vaade ei oleks kaetud tervenisti kogumi
pealkirjade tekstidega, sest need vdivad olla vaga pikad, kui sisaldavad paljude
pildiandmete pealkirju. Populaarsus nditab, mitu pildiandme punkti kogumisse to6tluse
kaigus oli lisatud.

Nagu néha, siis teatud muster on valja kujunenud, suurem osa kogumeid, mille vahemalt
uks kategooria on beach ehk rand, on mere aares. Mdningaid kogumid asuvad sisemaal,
kus voib olla tegu jarvede, jogede vOi muude siseveekogude randadega. Inglismaa
idaranniku &r on tihi, sest sealt puuduvad erandina Panoramio algsed pildiandmed.
Parema ettekujutuse puuduvatest punktidest saab vaadates Lisa 4, kus on kuvatud kdik

kogumid.
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Q Kent, England, United Kingdom

CLUSTERS

Minimal popularity
1

Radius (km)
2000

Categories

benche X | v

_J® Use test tables

UPDATE CLUSTERS LAYER

Clusters found: 3151

Joonis 6. Vaade kogumitest beach kategooriaga terve Briti saarte ulatuses.

Joonis 7 kujutab eeltdotluseta salvestatud pildiandmeid Dublinist 100 kilomeetri
raadiuses. TooOtlemata pildiandmete koguhulk on oluliselt suurem kui 18pptulemusena
kategoriseeritud kogumite arv. lga punkt kujutab endast thte pilti mille kohta kuvatakse
pildi pealkirja.
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Q Dublin, County Dublin, Ireland

PHOTOS

Radius (km)
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Photos found: 56083
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Joonis 7. Vaade algsetest salvestatud pildiandmetest Dublinist 100km raadiuses.

6.3 Andmebaasi salvestatud 16plik tulemus

Jargnevalt on toodud Tabel 2 abil lihike 18ik I8pptulemusena saadud andmetest.
Tulemuste saamiseks on ldbitud Panoramio CSV konverteerimine sobivateks
objektideks, objektide koondamine kogumiteks, spaCy teegi abil kategooriate leidmine
ja Wikipedia sissejuhatavate 1dikude pdhise scikit-learn TF-IDF mudeli abil
kategoriseerimine. Néidisena on valitud ainult vaiksemad kogumid, et need tabelisse ara
mahutada. Tabelis on ndha kogumid pealkirja, madratud kategooriate, asukoha ja
populaarsuse infoga.
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Tabel 2.

Ldik Idppandmetest andmebaasis.

id pealkiri kategooriad | laiuskraad | pikkuskraad | populaarsus
484 | sheiling diobadail isle | isle 58.410716 | -6.191815 1
lewis
493 | view from gladstone view, 58.480773 | -6.228862 1
house house
506 | lighthouse lighthouse | 58.502664 | -6.272850 1
549 | old post office old 58.479236 | -6.234816 1
592 | stacks near cross isle isle, near 58.483286 | -6.299973 1
lewis
645 | rather large free scotland, 58.468297 | -6.294651 1
presbyterian church church
scotland building cross
the ness area nort
677 | mangurstadh stormy cliff 58.165768 | -7.092619 | 3
mangurstadh cliff
spray mangurstadh
1222 | whats happen cow hotel 58.226585 | -7.023354 |2
punk gallanhead hotel
aird uig
1468 | looking back towards | isle 58.198711 | -6.947308 |1

uigen isle lewis
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7 Kokkuvote

T60 eesmargiks oli luua raamistik koos mudelitega, mis vOimaldab kiiresti vorrelda
erinevate piltide kategoriseerimiste mudelite v6i algoritmide headust, pakkudes samal
ajal lihtsat laiendamist uute mudelite ja testide lisamise ndol. Raamistik on vajalik
Sightsmap rakenduse tarbeks, et jatkata turismiobjektide rakenduse arendust. T00s seati

kolm alameesmarki.

Esimeseks alameesmaérgiks oli kdigepealt teha selgeks vajadused ja luua vastav raamistik.
Tuli luua Uihtse stiili alusel sabloonrakendus, mis lihtsustaks erinevate sammude lisamist
vOi muutmist tulevikus. Rakendus koosneb eraldiseisvatest moodulitest, mida on

vajadusel lihtne vélja vahetada ja vdimalik kdivitada eraldi konteineritena serveris.

Teiseks eesmérgiks oli uurida ning lisada loodud raamistikule erinevaid mudeleid,
tagamaks, et tehtud lahendus toimib nii nagu soovitud. Autor kasutas raamistikku ise
samamoodi nagu saavad hakata seda kasutama tulevikus need, kes Sightsmap
kategoriseerimise teemaga tegelevad. See andis vdimaluse néha, kas loodud lahenduses
on kitsaskohti, mida koheselt paremaks teha. Lisavaartusena raamistiku katsetamisega, ja
omapoolsete mudelite ning algoritmide lisamisega, loodi mustrid tuleviku kasutajatele,
mis vdimaldab neil naidete alusel kiiremini kohandada oma ideed ja mudelid raamistikule
vastavaks. Mudelite ja algoritmide valjatdotamine oli Uks suuremaid osasid antud
I6putdos, sest katsetamist oli palju. Kdige keerulisem oli leida todtavaid lahendusi, samal
ajal vottes arvesse piiranguid, et kbik protsessi sammud peavad olema piisavalt kiired ja

kategoriseerimise osas puudusid testandmed mudelite treenimiseks.

Kolmandaks ja viimaseks eesmérgiks oli luua testimise stisteem, mis annaks kiire esialgse
tagasiside proovitud meetodi headusest f-score tulemusena ja veebirakenduse kaudu
visuaalselt. Kiire tagasiside voimaldab anda kiire esialgse hinnangu, milliste mudelitega
tasub t60d jatkata ning rohkem vaeva néha ja mida tasub valistada v6i mé&érata madalama

prioriteetide hulka.

LOputdods suudeti luua todtav raamistik eraldiseisvate moodulitena koos algoritmide ja

masindppe mudelitega, loodi mitme kategooria pdhine f-score tulemuse hindamine ning
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visuaalne tagasiside veebirakenduse kaudu. Kd&ige enam annab parendada mudelite
tulemusi, milleks antud rakendus loodi. Kuigi mudelite tulemused ei ole perfektsed, siis
selles osas oli juba varakult aimdus, et védga head tulemust ei ole vdimalik saada, sest Uisna
varakult saadi selgeks, et sobivaid treeningandmeid leida ei ole. Samas suudeti tGestada,
et luues isetreenitud mudel koos autori poolt margendatud vdikse koguse
treeningandmetega, on vdimalik saada arvestatav ja isegi parem tulemus monest
eeltreenitud mudelist. See annab lootust, et lisades tulevikus juurde rohkem
treeningandmeid, saab suure tGendosusega praeguseid isetreenitud mudelite tulemusi

oluliselt paremaks.
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Lisa 1 — Panoramio pildiandmete CSV loik

Allpool on toodud luhike 16ik Panoramio pildiandmete CSV failist.

1416486,50.918856,0.981410,36172282,4547795,noisemaker_21,2010-05-
30, "Dungeness - ""Just resting his feet
1416487,50.955669,0.958031,56491678,3334796,Arnand, 2011-07-29,Greatstone
Sound Wall

1416488,50.943745,0.942957,56491625,3334796,Arnand, 2011-07-29,Dungeness Water
Works Water Tower

1416489,50.914549,0.970241,12070095,1998366,mlriley, 2008-07-13,Southern Maid
1416490,50.918822,0.981786,36147703,4495523,Caledonia, 2010-05-30,3 boats
beached at Dungeness

1416491,50.942150,0.942099,56491580,3334796,Arnand, 2011-07-29,Dungeness
National Nature Reserve
1416492,50.918343,0.981742,55749968,5987351,paulj8597,2011-07-15,Lou and his
Codling

1416493,50.918352,0.981627,43683857,5205319,NikkiNorman123,2010-11-
14,Skippers Boat
1416494,50.918347,0.981758,43683898,5205319,NikkiNorman123,2010-11-14,Brian
and his 81b Bass
1416495,50.918347,0.981785,43683872,5205319,NikkiNorman123,2010-11-14,After
the fishing trip
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Lisa 2 — Logimine

Masindppe ja API server moodulitele on lisatud Pythoni logimine mida on vdimalik

lisada soovitud kohtadesse. Logimist on vdimalik suunata konfiguratsioonifaili abil nii

konsooli kui faili ja madrata logimise taset. Allpool toodud ndide logiridadest mis

sisaldavad kuupdeva ja kellaaega, Pythoni faili nime kus logirida tekitati, rea numbrit kus

logirida tekitati, logimise taset ja logimise sGnumit.

2020-02-21 19:25:54,844 FileMapper.py 33 INFO - 0.001875162124633789 s
(convert csv to Photos)

2020-02-21 19:25:54,931 PhotosTestRepository.

s (insert to db)

2020-02-21 19:25:54,950 PhotosTestRepository.
0.019138574600219727 s (select from db)

2020-02-21 19:25:54,961

58
2020-02-21
57
2020-02-21
33
2020-02-21
26
2020-02-21
25
2020-02-21
23

19:25:

19:25:

19:25:

19:25:

19:25:

54,961

54,963

54,963

54,963

54,963

PhotoClusterer.

PhotoClusterer.

PhotoClusterer.

PhotoClusterer

PhotoClusterer.

PhotoClusterer.
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py

py

py

-Py

Py

py

37

37

37

37

37

37

py 27 INFO - 0.08603143692016602
py 33 INFO -

INFO - Photos left to cluster:
INFO - Photos left to cluster:
INFO - Photos left to cluster:
INFO - Photos left to cluster:
INFO - Photos left to cluster:

INFO - Photos left to cluster:



Lisa 3 — Pildiandmete koondamise Kkiiruse optimeerimine

T60 I6ppfaasis prooviti kiirendada pildiandmete kogumiteks koondamise etappi. Suudeti
luua lahendus, mis viis koondamise etapi 53 tunnilt 30 minuti peale. Selleks lisati juurde
pildiandmete sorteerimine pikkuskraadide alusel, mis v8imaldas vahendada pildiandmete

kandidaatide hulka, mida prooviti loodavasse kogumisse lisada.

Kiiremat lahendust antud 18put66s siiski reaalselt enam ei rakendatud, kuna uue algoritmi
loodud kogumid erinesid varem loodud kogumitest, mille seast olid valitud késitsi
test -ja treeningandmete kogumid. Erinevused tulenesid peamiselt sellest, et Ghel juhul
olid enne koondamist pildid sorteeritud koordinaatide alusel ja teisel juhul mitte. See, et
uue kiirema algoritmi tulemused olid erinevad, ei tdhendanud, et need olid valed, vaid
need olid loodud teistsuguse loogika alusel. Kiirem lahendus vaib tulla kasuks tulevikus,
kui lisatakse juurde uusi test -ja treeningandmeid voi néiteks tdiesti uute pildiandmete

kategoriseerimisel.
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Lisa 4 — Kogumite geograafiline kaetus

Alloleval joonisel on néaidatud mis geograafilises piirkonnas on kogumid loodud.
Panoramio algandmetest olid Inglismaa idaranniku &&rsed punktid puudu. Seda on naha

samuti allolevalt kogumite jooniselt.

ISR, WA &
Q Kent, England, United Kingdom £ - & ol R \“r, \v K
Lo N
Bergen_ ¥ =45 NS AR T ]
jgens ; \)( WA
x| Lo YN .

-
o o, >
i \

CLUSTERS

Minimal popularity
1

Radius (km)
2000

Categories
All

1D Usetesttables

UPDATE CLUSTERS LAYER

Clusters found: 94228

Vaade kdikide kogumite geograafilisest kaetusest.
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