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Annotatsioon

Minu t66 eesmark on uurida Titanicu pardal olevate reisijate kohta saadaolevaid andmeid
ning nende podhjal koostada erinevaid masindppe meetodeid kasutades mudelid, mis
suudavad ennustada pardal olnud reisija paddsemist. Antud t66s on andmekaeve

teostamiseks tuginetud CRISP-DM raamistikule.

To0s on tdpsemalt vilja toodud reisijate andmete atribuudid ning nende kirjeldused.
Eraldi on ndidatud statistiliselt, kuidas jagunes reisijate pddsemine ja hukkumine

atribuutide jargi.

Oma t60s teen ma selgeks masindppe meetodite pShimotted ja hiljem kasutan neid
mudelite loomiseks. Peale mudelite loomist kasutan ristkontrolli, et anda mudelite

tapsusele hinnang ning leida, millised mudelid olid parimad.

Loputéd on kirjutatud eesti keeles ning sisaldab teksti 44 lehekiiljel, 9 peatiikki, 18

joonist, 0 tabelit.



Abstract

Creation of predictive model for the survival of Titanic passengers

The main aim of this research is to investigate available data about the passengers of
Titanic and create models capable of predicting survival of passengers based on the data
using different machine learning methods. Data mining in the research has been done
using CRISP-DM framework.

Research covers detailed descriptions of the data attributes. Furthermore the research also

shows the distribution of survival based on one attribute at the time.

In this research I will explain basic principles of the machine learning methods that have
been used for creating predictive models. After the creation of the models I will use cross-

validation to assess the accuracy of models to find out the most accurate ones.

The thesis is in Estonian and contains 44 pages of text, 9 chapters, 18 figures, 0 tables.



Liihendite ja moistete sonastik

Atribuut

Rist-valideerimine

Csv

Instants

Aritmeetiline keskmine

Standardhéilve

Andmekogum

Ulesobitamine

Attribute
Atribuutideks nimetatakse iga instantsi kohta kdivaid
tunnusjooni, mille arv ja voimalikud vdirtused on teada [1].

Cross-validation

Rist-valideerimine on ennustus mudeli hindamise meetod. Rist-
valideerimist kasutades ei voeta koiki andmeid
treeningandmeteks vaid osa neist eemaldatakse ja kui mudel on
treenitud, kontrollitakse mudeli tépsust ,,uute* andmete peal,
mida treenimiseks ei kasutatud [3].

Comma separated values

Komaeraldusega védrtused Porditav failivorming, kus
andmebaasikirjed on iiksteisest eraldatud komadega. Selles
vormingus on iga rida {iks kirje, mille vdljad on tiksteisest
komadega eraldatud. Komade jérel voib olla suvaline arv
tithikuid ja/voi tabeldusmarke (tab character), sest neid
ignoreeritakse. Kui vili ise sisaldab koma, siis peab kogu vili
olema limbritsetud jutumérkidega [2].

Instance
Instants on nédide(rida) andmekogumis, millel on teatud arv
atribuute [1].

Mean
Aritmeetiline keskmine on vdrdne arvude summa jagatuna
nende arvude koguarvuga.

Standard deviation

Standardhélve iseloomustab vastuste hajuvust keskmise timber.
Standardhélbe saab, kui leida koigi vastajate vastuste erinevus
iildisest keskmisest ning arvutada nende erinevuste keskmine

[5].

Dataset
Andmekogum on maatriks, milles on kdik andmed ja mis on
suurusega instantside arv * atribuutide arv [1].

Overfitting

Ulesobitamise all mdeldakse olukorda, kus mudel ennustab
treeningandmeid liiga hésti, kuid uute andmete ennustamisel on
mudeli tapsus madal. Olukord tekib, kui mudel loob andmetes
sisalduva miira jirgi reegleid, mitte ei tildista. Miiraks loetakse
juhuslikke kdikumisi treeningandmete seas. Ulesobitamist on
vOimalik véltida kdrpides mudeli tdpsust treeninandmetel
treenides [24].



Eukleidiline distants

Keskmine absoluutviga

Euclidean distance

Eukleidiline distants on geomeetriline kaugus kahe punkti vahel
mitmedimensioonilises ruumis. Eukleidilist distantsi punktide x
jay vahel arvutatakse valemiga:

distants(x,y) = +/2i(x; — ¥;)?, kus i on dimensioonide
arv [11].

Mean absolute error (MAE)
Keskmine absoluut viga néitab, kui palju erinevad tegelikud
vadrtused ennustatud vaartustest. [14] Vadikseim vairtus, mis
iihtlasi néitab ka, et ennustused olid tipsed, on 0. Tulemuseks
saavad olla ainult positiivsed véartused. [15] Keskmine
absoluutviga arvutatakse valemiga:
Yicilxi — il

n

MAE =

Kus y; on tegelik véértus, Xj on ennustatud vaértus ja n on
ennustavate vaartuste arv [27].
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1 Sissejuhatus

Titanic oli Briti reisilaev, mis sditis vastu jidmdge oma esimesel reisil lile Atlandi
ookeani. Intsident juhtus 15.04.1912 varahommikul ning selle kdigus hukkus umbes 2200
pardal olnud inimesest iile 1500 [29].

To66 annab iilevaate sellest, millistel inimestel oli parim padsemislootus. Peale liihidat
tilevaadet loon erinevaid masindppe meetodeid kasutades mudelid, mis suudaksid

ennustada reisijate padsemist ja vordlen loodud mudelite tdpsust kasutades ristkontrolli.

Alguses on vilja toodud kasutatud tarkvara ja CRISP-DM raamistiku pohimdtted kuidas
antud mudeli jirgi lahendada andmekaeve probleeme. Jargmisena on vilja toodud t66s
kasutatavate masindppe meetodite kirjeldused ja loogika, kuidas nad toimivad. Edasi on
uuritud algandmeid ja nendega seonduvaid probleeme, néiteks osati puudulikud andmed
ja nende lahendamine. Peale andmete parandamist on toodud vilja statistika osade
atribuutide kohta, kuidas nad mdjutasid reisija pddsemist. Jargmiseks loon masindppe
meetodeid kasutades mudelid, mis suudaksid ennustada reisija padsemist ja vordlen
loodud mudeleid, et leida tdpseimad. To66 kdigus toon lithidalt vdlja ka erinevused teise
analiilitiku koostatud todga, kus on algandmeteks antud t66ga samad andmed kaggle

keskkonnast.

10



2 Kasutatud tarkvara

Antud t60s kasutatakse andmeanaliilisi ja ennustusmudelite koostamiseks Continuum

Analyticsi poolt pakutavat vabavara Anaconda3.

2.1 Anaconda3

Antud 16put6ds on kasutatud vabavara, Anaconda3-4.3.1, mis sisaldab endas condat,

conda-buildi, Pythonit ja {ile 150 automaatselt installitud paketi [12].

Esimene pohjus, miks antud tarkvara on valitud, sest sisaldab endas piisavalt voimalusi
kiesoleva t66 ldbi viimiseks ning mida on kiidetud ka mitmete andmeanaliiiitikute poolt
[13]. Kuigi antud allikas on kommenteerijad anoniiimsed ja kdike ei tasu tdielikult
uskuda, annab see hea iilevaate, mida inimesed tarkvarast arvavad ning oli ka iiks

pohjuseid, miks t66 koostaja otsustas Anaconda3 kasuks.

Teine pdhjus, miks t66 tegemisel on kasutatud Anacondat, on mugavus. Windowsi
masinale tarkvara installimine on véga lihtne ja kiire ning nagu eespool mainitud, sisaldab

Anaconda kdike, mida antud t66 raames vaja on.
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3 Metoodika

Antud t66s on andmekaeve teostamiseks tuginetud suuremas osas CRISP-DM mudelile.
Ainsaks erinevuseks on andmete moistmise ja andmete ettevalmistamise tihe kooslus,
sest algandmetel on vanuse atribuut puudulik ning seetottu koostatakse detailsem analiiiis

peale puudu olevate véartuste asendamist.

Sarnaselt antud t60le, tundub, et ka teine andmeanaliiiitik kasutab CRISP-DM
raamistikku, ainsa erinevusena, et tema t00 jddb poolikuks vahetult peale andmete

uurimist ja puudu olevate andmete asendamist.

3.1 Algandmed

Antud t60 jaoks kasutatavad algandmed on vabalt kétte saadavad Kaggle keskkonnast.
Kaggle on 2010 aastal asutatud platvorm, mis korraldab andmeanaliiiisi vdistlusi, milles
saavad osaleda statistikud iile maailma, et luua parimaid mudeleid andmete
ennustamiseks. Kaggle korraldab ka viarbamisvdistlusi, mille kdigus analiititikud saavad
voistelda ning voitjad kutsutakse interjuule juhtivatese andmeanaliiiisi ettevotetesse,

nditeks Facebook, Winton Capital ja Walmart [26].
Algandmed on Kaggle keskkonnas iileval CSV faililaiendiga ning eraldi on ka vilja

toodud atribuutide kirjeldused ning voimalikud véartused [30].

3.2 CRISP-DM

CRISP-DM ehk toostusharude standard protsess andmekaeveks (Cross Industry Process

for Data Mining) on mudel, mille jargi ka antud t66s andmekaevet teostatakse.

Mudel méarab , millises jarjekorras erinevad andmekaeve etapid toimuvad [25].

12
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Joonis 1.CRISP-DM mudeli etapid

e Arinduete mdistmine (Business understanding)

Selles etapis pannakse paika andmekaeve eesmirgid ja nduded dri perspektiivist [25].
Antud t66s on selleks eesmirk, milleni tahetakse jouda, ehk siis reisijate padsemist ja
hukkumist ennustavate mudelite loomine ja nende vOrdlus ning tulemust kdige rohkem

mojutavate atribuutide vilja toomine.
e Andmete moistmine (Data understanding)

Andmete moistmise etapp algab andmete kogumisega ja edasi Opitakse andmeid tundma,
et teada saada algandmetega seotud probleeme ning leida hiipoteese peidetud infoks [25].
Antud t66s on selleks etapiks algandmete atribuutide kirjeldus ja tipsem atribuutide
uurimine, kus uuritakse andmeid ning piistitatakse hiipotees peidetud info kohta, mis kohe

vilja et tule.
e Andmete ettevalmistamine (Data preparation)

Andmete ettevalmistamine hdlmab endas kdiki tegevusi loomaks 16plikku andmekogumit
algandmetest. Andmete ettevalmistamise alla ldhevad atribuutide valikud,
andmepuhastus, uute atribuutide loomine ning andmete muutmine mudelite loomiseks
[25].
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e Modelleerimine (Modelling)

Modelleerimise kdigus luuakse erinevaid mudeleid ja kalibreeritakse nende parameetreid,
et saada optimaalseid tulemusi. Andmete ettevalmistamine ja modelleerimine on tihedalt
seotud, sest tihti tulevad andmete muutmiseks ideed just selles etapis [25]. Antud t66s on

modelleerimise etapiks erinevate ennustavate mudelite loomine.
e Hindamine (Evaluation)

Hindamise kdigus hinnatakse mudeleid ja vaadatakse iile mudelite loomiseks tehtud
sammud, et olla kindel, et piistitatud drinduded saaksid tdidetud. Selle etapi 16puks peaks
selguma, kas andmekaeve tulemusi ka reaalselt rakendatakse [25]. Antud t60s on
hindamise etapiks erinevate mudelite tdpsuste vordlus ja hindamine, millised mudelid

said kodige paremini hakkama.
e Kasutuselevott (Deployment)

Antud etapiskorrastatakse andmekaeve kdigus saadud teadmised ja viiakse need kliendile
arusaadavale kujule. Olenevalt nduetest, vOib see etapp sisaldada ainult aruande
koostamist voi uuesti kogu andmekaeve protsessi kordamist. Paljudel juhtudel otsustab
mitte andmeanaliiiitik vaid klient, kas loodud mudel vdetakse kasutusele voi mitte [25].

Antud t60s on selleks etapiks kirjaliku dokumentatsiooni koostamine.
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4 Ennustusmeetodid

Antud t66s on reisija padsemiseks voi hukkumiseks loodud seitse erinevat mudelit,
kasutades kuute erinevat algoritmi nende loomiseks. Kédesolevas peatiikis on vélja toodud

t60s kasutatud algoritmide lithike kirjeldus, kuidas nende abil tulemusi ennustatakse.

4.1 Otsustuspuu

Decision tree

Otsustuspuu on masindppe dppemeetod, mille eesmérgiks on luua mudel, mille abil saab
sihtmuutuja vairtust ennustada kasutades lihtsaid reegleid, mis on tuletatud andmeid

analtiiisides [4].

Antud t60s kasutatakse just nimelt klassifitseerimis- ja regressioonipuud, lithidalt CART
(Classification and Regression Tree). CART rakendamiseks on vaja iihte prognoositavat
muutujat, mis vOib olla nii diskreetne (kategooriline), kui ka pidev ja potentsiaalseid
riskifaktoreid, mis voivad samuti olla nii pidevat kui ka diskreetsed. Otsustuspuu
koostamisel jaetakse vilja riskifaktorid, mis prognoositava tulemusele moju ei avalda [8].
Klassifitseerimis- ja regressioonipuu suurim erinevus on see, milliseid vaértuseid nad
prognoosivad. Nimelt saavad klassifitseerimispuu prognoositavateks véirtusteks olla
ainult klassid tdisarvu (Integer) kujul ning prognoositavad tulemused saavad olla
treeningandmete seas olevad sihtmuutuja vairtused [9]. Regressioonipuu suudab

prognoosida ka ujukomaga (Float) arve, mida treeningandmete seas ei olnud [10].

Klassifitseerimispuud kasutatakse t66 10pu poole, kui {iiritatakse ennustada, kas antud
parameetritega reisija padses voi mitte, ehk iiritatakse ennustada, kas reisija klassiks on

,» 1 —reisija padses voi ,,0° — reisija hukkus.

Regressioonipuud kasutatakse andmete ennustamisel. Kuna puudu on véga paljude
reisijate vanused ja nende vanuste asendamine lihtsalt aritmeetilise keskmisega voi muu
sarnase lihtsa meetodiga ei sobi, siis oleks vaja meetodit, mis ei viiks 1dpliku pddsemise

ennustust liiga ebatépseks.
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4.2 Lahima naabri meetodid

Nearest-neighbor methods

Ldhima naabri meetodid on eksemplari pohised Sppemeetodid. Nad ei loo keskset
mudelit, vaid kasutavad ldhedal asuvaid treeningandmepunkte, et ennustada sihtmuutuja
vaartust. Andmepunktide kaugust enamasti arvutatakse eukleidilise distantsi abil.
Lidhedal asuvate andmepunktide arv voib olla ette antud v6i voib oleneda ka
andmepunktide tihedusest (raadiusel baseeruv naabri Ope). Sarnaselt otsustuspuule, vib
ka ldhima naabri meetodeid kasutada nii klassifitseerimiseks, kui ka regressioni
probleemide lahendamiseks [6].

3-Class classification (k = 15, weights = 'uniform')
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Joonis 2. Klassifitseerimine kasutades ldhima naabri meetodit

Joonisel 2 on kujutatud ka andmete klassifitseerimist kasutades ldhima naabri meetodit.
Antud t60s seda graafiliselt kujutada ei saa, sest parameetreid, millest reisija padsemine
vOi hukkumine sdltub, on liiga palju ja seetdttu ei oleks joonis arusaadav ega

informatiivne.

Antud t66s kasutatakse ldhima naabri meetodit t66 16pu poole klasifitseerimiseks,
tdpsemalt, reisija pddsemise voi hukkumise ennustamiseks. Klassifitseerimiseks raadiusel
pohinevat naabridpet ei kasutata, sest meetodi rakendamiseks, tuleb antud andmete puhul
raadius viia liiga suureks ja seeldbi kannatab ennustuse tépsus ning seetdttu tuginetakse
ainult lihimatele naabritele, hoolimata nende kaugusest. Kiill aga antakse ette, mitut
lahedalt asuvat andmepunkti kasutatakse. Antud meetodit rakendatakse kaks korda,

kasutades tihel korra kolme 1dhimat naabrit ja teisel korral viite l1dhimat naabrit.
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4.3 Tehisnirvivorgud

Artificial Neural Nets (ANN)

Tehisnédrvivork on informatsiooni to6tlev paradigma, mis on inpireeritud bioloogilistest
nérvislisteemidest, niiteks aju. See koosneb mitmest omavahel tihedalt iihendatud
tootluselementidest, neuronitest, mis tootavad koos, et lahendada konkreetne probleem.
Tehisndrvivorgud dpivad sarnaselt inimestele 1dbi kogemuse ja neid saab kasutada nii

klassifitseerimiseks kui ka regressiooni probleemide lahendamiseks [16].

Antud t60s kasutatakse MLP (Multi-layer Perceptron) algoritmi, et koostada mudel, mis
ennustab, kas reisija padseb voi hukkub. Algoritm Opib andmetel treenides funktsiooni
f(-) R*m—R"0, kus m on sisendi dimensioonide arv ja o on véljundi dimensioonide arv.
Andes algoritmile atribuutide hulga X = x1, x2,...,xm ja sihtmuutuja y, Opib see
mittelineaarse ~ funktsiooni  klassifitseerimiseks ~ vdi  regressiooni  probleemi
lahendamiseks. See on erinev logistilisest regressioonist seetdttu, et sisend- ja véljundkihi
vahel voib olla mitu peidetud mittelineaarset kihti. Joonisel 3 on kujutatud MLP, millel

on iiks peidetud kiht.

Features

X

Joonis 3. Uhe peidetud kihiga MLP nérvivork
Kodige vasakpoolsem kiht, mis on iihtlasi ka sisendkiht, koosneb neuronitest {x i
x 1,x 2,....x m}, mis tdhistavad sisendatribuute. Iga peidetud kihi neuron muudab

véadrtused eelmisest kihist lineaarse kaalutud summagaw 1x 1+w 2x 2+..+w mx m,
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millele jérgneb mittelineaarne aktiveerimisfunktsioon g(-):R—R, niiteks hiiperboolne
tangens funktsioon. Viljundkiht votab sisendiks viimase peidetud kihi véiljundid ja

muudab need véljundvéartusteks [17].

4.4 Naiivne Bayes

Naive Bayes

Naiivse bayesi meetodid on dppealgoritmid, mis kasutavad Bayesi teoreemi eeldusega, et
iga atribuudi paari vahel puuduvad omavahelised seosed. Andes sihtmuutuja y ja
atribuutide vektori x1 kuni xn, kus n on atribuutide arv, saame Bayesi teoreemi kasutades
jargneva soltuvuse:

P(y)P(xy, ..., Xn|y)
P(y|xq1, e, Xp) = P(xll . ;
) eeer Xpp

Kasutades naiivset sdltumatuse eeldust, et

P(xilyl X1y e Xi—1, Xi4+1) ---'xn) = P(xlly)

Koikide i-de korral saab seda seost lihtsustada jargnevalt:

P nP(x;
P(ylxy, .., xp) = (32(21—.?. )Ex)lw

Kuna P (x4, ..., Xx,,) on konstant, saame kasutada jargmist reeglit:

P(lxy, ) % PO) | | PCuly)

U

n
9= argmaxP) | | Pealy)
i=1

Ja me saame kasutada maksimaalse A tagantjarele (Maximum A Posteriori) ennustamist,

et ennustada P(y) ja P(x_i |y).

Naiivse Bayesi klassifitseerijate peamine erinevus soltubki P(x_i |y) jaotuses [18].
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Antud t60s kasutatakse Gaussi ehk normaaljaotusega naiivse Bayesi algoritmi reisijate

padsemist voi hukkumist ennustava mudeli loomiseks.

4.5 Juhusliku metsa algoritm

Random forest algorithm

Juhusliku metsa algoritmi saab kasutada nii klassifitseerimiseks kui ka regressiooniks.

Antud t60s kasutatakse algoritmi, et luua mudel, mis ennustaks reisija paddsemist voi

hukkumist.

Juhusliku metsa algoritm on oma olemuselt otsustuspuu edasiarendus. Nimelt koostatakse
palju otsustuspuid ja selle jaoks, et mingit sihtmuutujat ennustada, vaadatakse koigi
puude ennustusi. Klassifitseerimise puhul vdetakse ennustuste mood ning regressiooni

puhul loetakse metsa 10plikuks ennustuseks puude ennustuste keskmine [19].
Nii regressiooni kui klassifitseerimise puhul koostatakse mudel jargnevalt:

1. Kui treeningandmetes on N instantsi, valitakse juhuslikult N instantsi, kuid
muudatustega algandmetest. Selles valimis olevatest andmetest saavad treeningandmed

puu koostamiseks.

2. Valitakse juhuslikult m atribuuti, mille abil iga puu sdlm lahkneb. Kogu puu
koostamise juures on m konstantne iga sdlme puhul. Kusjuures m<<M, kus M on kdigi

atribuutide arv.

3. Iga puu kasvatatakse maksimumini seda pligamata [20].

4.6 Kohanemisvoimeline toukealgoritm

Adaptive boost algorithm (AdaBoost)

Algoritm loob klassifitseerija kasutades paljusid norku klassifitseerijaid. Seda tehakse
luues mudel kasutades treeningandmeid ja seejarel luues teise mudeli, mis iiritab esimese
mudeli vigu parandada. Mudeleid luuakse, kuni treeningandmeid suudetakse ennustada
perfektselt voi joutakse loodud mudelite maksimum arvuni. AdaBoost oli esimene

toeliselt edukas toukealgoritm, mis oli arendatud binaarseks klassifitseerimiseks [22].
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Algoritm on oma olemuselt sarnane juhusliku metsa algoritmiga ning nérkade mudelite
loomiseks voibki kasutada otsustuspuid [23]. AdaBoost algoritmi votsid esimesena

kasutusele Yoav Freund ja Robert Schapire 1995 aastal [21].

Antud t60s kasutatakse algoritmi, et luua mudel, mis ennustab reisijate padsemist ja

hukkumist ning ndrkade mudelite piirarvuks on seatud 50.
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5 Algandmete atribuudid

Antud peatiikis on vilja toodud algandmete atribuudid, nende tipsemad kirjeldused ja

vOimalikud véartused.

Survival Paasemine
Voéimalikud vaartused:
0 — reisija hukkus

1 —reisija paases

Pclass Sotsiaalne klass (SES — socioeconomic status)
Voimalikud vaartused:
1 - Gilemklass
2 — keskklass

3 —alamklass

Sex Reisija sugu
Voimalikud vaartused:
Male — mees

Female — naine

Age Reisija vanus

Vanus on murdosaline, kui reisija oli alla 1 aasta vana

Sibsp Reisija vendade, ddede, abikaasade arv pardal kokku liidetuna

Arvesse on vOetud ainult vendi, ddesid, poolvendi, poolddesid ja
abikaasasid (kihlatuid ja armukesi see muutuja ei kajasta)

Parch Reisija laste ja vanemate arv pardal kokku liidetuna

Vanem — ema vOi isa
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Ticket

Fare

Cabin

Embarked

Laps — poeg, titar, kasupoeg, kasutitar

Reisija pileti kood

Reisija pileti hind

Reisija kajuti number

Teekonna alustamise sadam

Voimalikud vaartused:

C - Cherbourg

Q — Queenstown

S - Southampton
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6 Andmete ettevalmistamine

Antud peatiikis on késitletud algandmetega seotud probleeme. Pohiliseks probleemiks
olid puudulikud algandmed, mille asendamist kdesolevas peatiikis ka kirjeldatakse.

Lisaks luuakse iiks lisa atribuut kahe algatribuudi baasil.

Vordluses teise analiiiitiku koostatud tddle, on kdige suuremad erinevused just siin osas.
Nimelt to6tleb tema puudu olevaid andmeid hoopis teisiti ning nime atribuudist, mida
antud t66s pole mudelite loomiseks iildse kasutatud, toob tema vilja atribuudi, mis néitab
reisija tiitlit. Samuti kasutab ta dra kajuti atribuuti, et luua uus atribuut, mis néitab, mitu
kajutit igal reisijal oli [31]. Kuna kajutite andmed on samuti puudulikud 687 reisijal, ei

ole antud t33s otsustatud neid andmeid kasutada ennustava mudeli loomiseks.

6.1 Embarked

Puudu olid kahe reisija teekonna alustamise sadamad 891 reisijast.

Ulejadanud reisijate alustamis kohad jagunesid jirgnevalt: 8,64% reisijatest alustasid
teekonda Queenstownist, 18.86% Cherbourgist ja 72,28% Southamptonist. Kuna puudu
oli nii viheste reisijate andmed, eeldasin, et nad alustasid oma teekonda Southamptonist,
sest see oli kdige populaarsem stardi koht. Peale asendamist alustas Southamptonist

teekonda 72,5% reisijatest.

Vordluseks teise analiiiitiku t6oga voib mainida, et tema puuduvaid véirtusi selle
atribuudi puhul ei to6tlenudki, vaid jéttis nad lihtsalt tiihjaks. Selline 1dhenemine on antud
atribuudi puhul téiesti sobilik, sest puudu on ainult 2 reisija andmed ning {ildist statistikat

need ilmselt oluliselt ei muudaks [31].

6.2 Age

Vanuse vairtus oli puudu 19,9% reisijatest. Kuna andmeid on niigi vdhe, ei ole voimalik
lihtsalt kustutada reisijate andmeid, kellel pole vanuse muutujat antud. Puudu olevate
vanuste leidmiseks kasutasin regressioonipuud. Peale lithikest vordlus teise analiiitiku

tooga, toon ka vélja regressioonipuu treenimise.
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Vanuse atribuudi muutuja juures on ka kdige suurem erinevus teise analiiiitiku tooga.
Nimelt on teine analiiiitik puuduvad véirtused lihtsalt asendanud vanuse viértustega, mis
on juba varem esinenud [31]. Seetottu peaks ka kannatama tema analiilisi tdpsus ning
antud t66s loodud mudelid vdiksid teoreetiliselt olla tdpsemad ning tulla paremini toime

uue infoga.

Esmalt treenisin mudeli. Selleks votsin koikide reisijate andmed, kellel on vanus antud.

Mudeli treenimiseks on vaja, et kdik andmed on antud numbriliste vdartustega.
Mudeli treenimine:

1. Viisin koikide atribuutide vaédrtused numbrilisele kujule.
Soo atribuut (Sex):
Male -> 0
Female ->1
Reisi alguskoha atribuut (Embarked):

S (Southampton) -> 0

C (Cherbourg) -> 1

Q (Queenstown) -> 2

2. Atribuutide valik mudeli jaoks:

e Passengerld: Atribuut on kdigi reisijate puhul erinev ja nditab ainult
reisijate jirjekorra numbrit antud andmebaasis. Mudeli treenimiseks
see ei sobi, kuna tekiks overfittingu probleem: mudel mééaraks reisija

vanuse ainult tema jirjekorra numbri jargi.

e Survival: Atribuudil on koik védrtused koigil reisijatel olemas ning

voimalikeks vairtusteks ainult ,,1 ja ,,0“, sobib.
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PcClass: Atribuudil on koik vairtused koigil reisijatel olemas ning
voimalikeks vidirtusteks ainult ,,1%, ,,2 ja,,3%, sobib viga hésti mudeli

treenimiseks.

Name: Atribuut on olemas koigil reisijatel, kuid tekib sarnane
probleem, mis Passengerld puhulgi, samuti ei ole vdimalik seda
atribuuti viia nummbrilisele kujule, mudeli treenimiseks seda ei

kasuta.

Sex: Atribuudil on kd&ik véirtused olemas ja peale asendamist on

voimalikeks vairtusteks ainult ,,0* ja ,,1*, sobib mudeli treenimiseks.

SibSp:  Atribuudil on  koik  véddrtused olemas,  sobib

mudelitreenimiseks.

Parch: Atribuudil on koik véaartused olemas, sobib mudeli

treenimiseks.

Ticket: Atribuut on kiill olemas kdigil reisijatel, kuid iihtib ainult
osadel reisijatel. Reisija vanuse ennustamiseks see ei sobi, sest kdigil

reisijatel on erinev pilet.

Fare: Atribuut on olemas koigil reisijatel ning juba viidud

numbrilisele kujule. Mudeli treenimiseks sobib.

Cabin: Atribuut on puudu 687 reisijal, mudeli treenimiseks nii
puudulikud andmed ei sobi. Antud atribuut ei sobiks isegi juhul, kui
koigi reisijate andmed oleksid olemas, sest ilihes kajutis olevate

reisijate vanused voivad olla viga erinevad.

Embarked: Peale puudu olevate viirtuste asendamist ja andmete
timber viimist numbrilisele kujule, on voimalikeks vééartusteks ,,0%, ,,1%

ja ,,2“, sobib vanuse ennustamiseks.

FamilySize: Atribuut on olemas koigil reisijatel ja sobib mudeli

treenimiseks.
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3. Segjdrel treenisin mudeli. Enne mudeli treenimist eraldasin train_test_split()
funktsiooniga testandmed, mida mudeli treenimiseks ei kasutata, et saaks
kontrollida mudeli tédpsust. Mudelid treenisin kasutades fit() meetodit. Kokku
treenisin kolm mudelit, mille erinevus seisnes puu maksimaalses siigavuses.

Puude stigavuseks olid 2, 5, 8 ja piiramatu siigavusega puu.

4. Ennustuste tipsuse hindamiseks kasutasin mean_absolute error() funktsiooni.
Kodige tdpsemini ennustas antud funktsiooni hinnangul puu, mille siigavuseks
oli 5, seda puud ma aga ennustamiseks ei valinud. Nimelt ennustasid kdik
puud peale piiramatu siigavusega puu viaga konkreetset vanust, nditeks arvas
puu siigavusega 5, et enamike puudu olevate vanustega reisijate vanuseks oli
28. Piiramatu siigavusega puu valisingi just nimelt sel pdhjusel, et ennustuste

korge tépsus ei tuleks ainult tdnu keskmise ennustamisele.

6.3 Family size

Family size — perekonna suurus, on ise loodud atribuut, mis néitab reisija pardal oleva
pere suurust, see on leitud liites kokku reisija Sibsp ja Parch, et paremat iilevaadet reisija
pardal olevate sugulaste kohta saada. Antud atribuudi on samamoodi loonud ka teine
analtititik [31].
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7 Atribuutide uurimine

Antud peatiikis uurin ldhemalt iiksikuid atribuute ning lisan ka graafikud, et paremini

illustreerida nende mdju reisijate ellujdédmisele.

Ka atribuutide uurimine on molemas t60s veidi erinev, nimelt kasutab teine analiilitik
graafikutel tihti reisijate arvu, mitte ei kirjelda reisijate paddsemist ja hukkumist

protsentuaalselt. Protsentuaalne info on enamasti siiski vélja toodud graafiku all tabeli
kujul [31].

7.1 Embarked

Atribuut niitab, kust alustasid reisijad teekonda Titanicu pardal. Alustamissadamaid oli

kolm: Cherbourg, Queenstown ja Southampton.
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=]
75}
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a

Cherbourg Cueenstown Southampton
Embarked

Joonis 4. Reisijate padsemine teekonna alustuskoha jérgi

Cherbourg — pééses 55,36% reisijatest
Queenstown — pééses 38,96% reisijatest

Southampton — paases 33,9% reisijatest

7.2 Pclass

Atribuut toob véga histi vélja, et ellujadmine soltus lisnagi palju reisija majanduslikust ja

sotsiaalsest seisusest:
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Survived %
=

Pclass

Joonis 5. Reisijate padsemine sotsiaalse klassi jargi

1 —iilemklass: padses 63% reisijates
2 — keskklass: padses 47% reisijatest

3 —alamklass: pddses 24% reisijatest

7.3 Fare

Selle jaoks, et uurida, kuidas mdjutas reisijate ellujdamist pileti hind. Eeldan ka seost
Pclass atribuudiga, millest vois selgelt vilja lugeda, et joukamatel reisijatel oli suurem

padsemislootus.

Survived
-0

— 1

% of all passengers

Joonis 6. Reisijate padsemine piletihinna jérgi
Antud graafiku y-telg niitab, kui palju reisijaid konkreetse pileti hinnaga hukkus voi
padses reisijate koguarvust protsentuaalselt. Graafikul tdhistatud sinise joonega on

reisijad, kes hukkusid ja rohelisega reisijad, kes padsesid. Kuna viga korge piletihinnaga
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reisijaid on vdga vihe, koostan ka graafiku, mille maksimum piletihinnaks on 100 dollarit,

et detailsemalt ndidata, kuidas mojutas piletihind reisija padsemist.

Survived

el

1 ‘ \h
—_—
- e —

i 0 40 60 :1) 100
Fare

— 1

% of all passengers

Joonis 7. Reisijate padsemine pileti hinna jargi, max pileti hind 100 dollarit
Graafikud kinnitavad ka hiipoteesi, et kui odavama pileti hinnaga reisijatest hukkus
enamus, siis reisijatest, kelle piletihind oli vdhemalt 20 dollarit vdi suurem, péises

enamus.

Eraldi mainimist tasub ka asjaolu, et 15 reisija piletihinnaks oli ,,0* dollarit.

7.4 Sex

Jargnevalt uurin reisija padsemist soo jdrgi, et ndha, kuidas mojutas reisija sugu tema

padsemist.

2 2 =

Survived %
&

10

Emale male

Joonis 8. Reisijate padsemine reisija soo jargi
Joonist 8 vaadates, on véga histi nédha, et just eriti hea padsemislootus on naistel, sest

padses 74% naistest ning kdigest 19% meestest.
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Lisaks uurin ka laste ja tiiskasvanute paisemist eraldi soo jargi. Lasteks loen reisijaid
vastavalt Eesti Vabariigi seadusele, mis sétestab, et laps on kuni 18 aastane inimene [7].

Taisealised on inimesed, kes on vihemalt 18 aastat vanad.

Alaealiste seas tildiselt padses 54% reisijatest. Paremaks illustratsiooniks toon vilja ka

graafiku, mis niitab eraldi pddsemist alaealiste seas vastavalt reisija soole.

8 & 8

Survived %

8

female

Joonis 9. Alacaliste reisijate padsemine reisija soo jargi
Pédses 69,1% alaecalistest neidudest ja 39,7% noormeestest. Kui vorrelda antud graafikut
joonisega 8, kus on lihtsalt arvestatud reisija sugu, on ndha, et alaealiste reisijate seas

méngib reisija sugu vdiksemat rolli, kuigi endiselt on parem pidsemise lootus naistel.

Taisealistest reisijatest padses 38,1%, mis niitab ka seda, et parem padsemislootus oli
alaealisel reisijal. Ka tdisealiste reisijate puhul toon paremaks illustratsiooniks vélja

graafiku, mis nditab tdisealiste reisijate padsemist vastavalt reisija soole.
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Survived %
B 8 &8 8 8 & B8

male

Joonis 10. Téisealiste reisijate padsemine reisija soo jargi

Emale

Sex

Téisealiste reisijate seas oli sool vdga suur kaal. Nimelt padses 77,2% naistest ja kdigest

17,7% meestest.

7.5 Parch

Atribuut néitab, kui palju on konkreetsel reisijal pardal lapsi ja vanemaid summaarselt.
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Survived %

Joonis 11. Reisijate pddsemine pardal olevate laste ja vanemate summa jargi

Joonist 11 vaadates tundub, et parim paasemislootus on reisijatel, kellel on kaasas moni
laps voi vanem. V3ib oletada, et see tuleb sellest, et esimesena lasti pdéstepaatidesse naisi
ja lapsi, kellest suurem osa olid kas ise vanemad voi kellel olid vanemad reisil kaasas.
Antud joonist vaadates esitan ka hiipoteesi: parim padsemislootus on viikestel peredel,

liilkme arvuga 1-3.
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7.6 Sibsp

Atribuut niitab, kas reisijal oli abikaasa ning kui palju oli tal pardal 6desid ja vendi. Antud
atribuut sobib ka Parch atribuudi all oleva hiipoteesi, et viikestel peredel on parim
paasemislootus, kontrollimiseks.
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Survived %

Joonis 12. Reisijate padsemine pardal olevate ddede, vendade ja abikaasa summa jérgi
Vaib viita, et joonis 12 kinnitab osaliselt eelpool piistitaud hiipoteesi, sest 3 liikmelisi

peresid padses vihe, kdigest veerand neist.

7.7 FamilySize

Antud atribuut on loodud kahe eelneva atribuudi (Parch ja SibSp) summana ning peaks

viikeste perede padsemise hiipoteesi kas 10plikult kinnitama voi timber liikkama.
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Joonis 13. Reisija padsemine pardal oleva pere suuruse jargi

Joonis 13 kinnitab varem loodud hiipoteesi védga histi, sest arvesse on voetud nii 6desid,
vendi, vanemaid, lapsi kui ka abikaasat. Antud atribuut toob vilja ka iihe fakti: nimelt
tiksi reisivatest inimestest padses vaid 30%, mis on iillatav t06 koostaja jaoks, sest vdiks

arvata, et kui reisija kellegi eest ei vastuta, on tal lihtsam enda eest seista ning pddseda.

7.8 Age

Atribuut néitab reisija vanust. Vanuse puhul toon vélja graafiku enne puudu olevate

vanuste ennustamist ja graafiku peale vanuste ennustamist.

Esialgsete andmete pohjal joonistatud graafik:
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Age distribution
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Joonis 14. Reisijate vanuse esialgne jaotus

Peale puudu olevate andmete ennustamist joonistatud graafik:

Age distribution
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Joonis 15. Reisija vanuse jaotus peale puudu olevate andmete ennustamist
Vanuste jaotuse osas on kiill vdike erinevus silmaga nidhtav, kuid iildjoontes vdib

ennustatud tulemustega rahule jddda ja nende pohjal t66d edasi teha.

Reisijate pddsemist vanuse jargi uurin peale vanuse ennustamist.
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Survived
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Joonis 16. Reisijate pddsemine reisija vanuse jérgi
Antud graafiku y-telg niitab, kui palju reisijaid konkreetses vanuses hukkus voi paédses
reisijate koguarvust protsentuaalselt. Graafikul tdhistatud sinise joonega on reisijad, kes

hukkusid ja rohelisega reisijad, kes péadsesid.
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8 Modelleerimine

Antud peatiikis toon vélja iga loodud mudeli kohta detailsemalt info ja kirjeldan ka,

millised atribuudid valisin mudelite loomiseks.

8.1 Valitud atribuudid

Péadsemist ennustavate mudelite loomiseks ei saa kasutada koiki atribuute ning seetdttu
on valitud ainult osad, enamasti samad atribuudid, mida kasutati puudu olevate vanuste
ennustamiseks treenitud regressioonipuu puhul. Ainsateks erinevusteks on Age atribuut,

mida niitid kasutan treenimiseks ja Survival atribuut, mida niitid iiritan ennustada.

8.2 Mudelite parameetrid

Antud peatiikis kirjeldan iga loodud mudelit veidi detailsemalt. Nimelt toon vilja iga

mudeliga tema loomiseks seotud parameetrid, mida antud t66s on kasutatud.

8.2.1 Otsustuspuu

Antud t00s péddsemise ennustamiseks loodud otsustuspuu on piiramata sligavusega
klassifitseerimispuu, mis tdhendab, et see suudab ennustada vairtusi ainult varem ndhtud
vadrtuste seas. See omakorda tihendab, et ennustatava atribuudi, antud juhul Survived,

koik voimalikud véirtused peavad olema esindatud treeningandmete seas.

8.2.2 Lihima naabri meetodid

Lihima nadbri meetodit on kasutatud antud t60s kaks korda ning mdlemal korral on
meetodit piiratud lihimate naabrite arvuga. Uhe mudeli 1ihimate naabrite arvuks on
seatud kolm naabrit ja teisel viis naabrit. Raadiusel pdhinevat 1ihima naabri meetodit

kasutatud ei ole.

8.2.3 Tehisnirvivork

Tehisndrvivorgul on parameetritena kasutatud vaikimisi véértusi. Selle peamiseks

pohjuseks on mudeli suur keerukus ja t66 koostaja vahene kogemus antud mudeliga.
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8.2.4 Naiivse Bayesi mudel

Antud mudelile parameetreid ette antud ei ole, sest mudel todtab viga konkreetse
matemaatilise valemi jargi. To0sse ongi antud meetod valitud tema lihtsakoelisuse tottu
ning t60 koostaja huvist konkreetset meetodit ise kasutada. Nimelt on kirjanduses antud
meetod tihti vélja toodud kui isna heade tulemustega meetod, mis tundub veidi uskumatu,

vaadates teiste meetodite keerukust.

8.2.5 Juhusliku metsa mudel

Antud mudelile on koostaja poolt seatud piiranguks igale puule, millest mets koosneb,
maksimum siigavus, milleks on valitud viis. Antud piirang on seatud seetdttu, et viltida
tilesobitamise probleemi, mis tekkis, kui lasta puudel Idpmata siigavaks minna.

8.2.6 Kohanemisvoimeline toukealgoritm

Antud mudelile t66 koostaja poolt seatud piiranguid pole, kiill aga on vaikimisi seatud

piirang, et iildine ennustus tehakse viiekiimne ndrga mudeli ennustuste keskmisena.
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9 Mudelite tipsuse hindamine

Mudelite tipsuse hindamiseks kasutatakse antud t66d kiimne kordset rist-valideerimist.
See tdhendab, et mudel treenitakse osade andmete peal ja tema tépsust hinnatakse ,,uute*
andmete peal, mida mudeli treenimiseks kasutatud ei ole. Seejérel arvutatakse tema
tapsus kasutades jargmist valemit:
o Ihix=y
Tapsus = ”lel * 100%
Kus x on ennustatud viirtus, y on dige vaértus ja n on ennustatavate vairtuste kogus.

Seda protsessi sooritatakse iga mudeli korral kiimme korda ning mudeli iildine tépsus

leitakse tipsuste aritmeetilise keskmisega.

Antud t66s kasutatakse kiimne kordseks rist-valideerimiseks scikit learni poolt pakutavat
funktsiooni cross_val_score(), millele antakse ette parameetritena klassifitseerija,
andmed ilma sihtmuutujata, sihtmuutuja ning tdisarv, mitu korda protsessi korratakse,
antud juhul kiimme. Funktsioon tagastab mudeli tdpsused massiivina (Array), mille
védrtused jadvad vahemikku [0:1] [28]. Peale massiivi tagastamist, leitakse nende
aritmeetiline keskmine, mis korrutatakse 100-ga, et esitada neid paremini
protsentuaalselt.

Decision trea

3 Meighbors

5 Meighbors

Meural nat

Gaussian MNaive Bayes
Random forest

AdaBoost

=]

10 20 E 40 a0 (0] TO B0
Model accuracy Yo

Joonis 17. Ennustusmudelite tdpsused
Joonisel on kuvatud erinevate ennustusmudelite tdpsused ning lisna selgelt on ndha neli

paremat. Koige tdpsemini suutis ennustada juhusliku metsa algoritm, mille tdpsus oli
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81,72% ja koige kehvemini suutis reisijate pddsemist vOi hukkumist ennustada
tehisnirvivork. Tehisndrvivorgu kehva ennustuse pohjuseks voib osaliselt olla ka t66

koostaja vihene varasem kokkupuude nérvivorkudega.

Fclass
Sex
Age
SibSp
Parch

Fare

Embarked

FamilySize

=)
&

10 15 20 b 30
Random Forest feature importances %

Joonis 18. Juhusliku metsa algoritmi abil loodud mudeli atribuuutide téhtsused

Joonisel on vilja toodud juhusliku metsa algoritmiga loodud mudeli erinevate atribuutide
tdhtsused reisijate padsemise ennustamisel. Nagu néha, on viga iilekaalukalt tdhtsaim
reisija sugu ning seejdrel tulevad pileti hind ning reisija sotsiaalset ning majanduselikku
klassi niitav atribuut, mis on omavahel seotud. Viga hea on néha, et ise loodud muutuja,

perekonna suurus pardal, on samuti esindatud.

Mudelite tépsust oleks tdendoliselt saanud parandada kasutades kombinatsiooni nii antud
t60s, kui ka teise analiiiitiku poolt tehtud t66ga. Nimelt usun ma, et veidi oleks tapsust
lisanud reisijate nimedest nende tiitlite eraldamine ja kajutite info parem &ra kasutamine.
Veel oleks saanud erinevaid atribuute luua kasutades teadmisi pardal olevate pereliikmete
kohta saada olevaid andmeid, nditeks uurides, kas vanematel voi lastel, kellel oli kaasas

moni vanem, on parem lootus péddseda ja seeldbi veel parandada mudelite tapsust.
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Kokkuvote

Titanicu uppumine ja sellega kaasnenud hukkunute arv oli iiks suurimaid omalaadseid

ning sellest Onnetusest on véimalik viga palju dppida.

Antud t60s loodud analiiiis annab iisna hea iilevaate sellest, et parimad pédsemislootused
olid kahe kuni nelja liikmeliste perede naistel, mis on tegelikult ka arusaadav, sest nemad

olid esimesed, kes péésteti.

Pédsemist ennustavatest mudelitest tdpseimateks osutusid otsustuspuid kasutavad

meetodid: juhusliku metsa algoritm ja piiramatu siigavusega otsustuspuu.

Antud t66ga oleks voimalik minna veel rohkemate detailsusteni, mida antud juhul piiras
veidi ette antud t66 maht ja koostaja kogenematus andmekaeve vallas. Ka lithike vordlus
teise analiilitiku poolt koostatud t6oga toi vilja, et mdlemal t661 on omad tugevused ja

ndrkused ning parim tulemus oleks vdimalik saavutada neid kombineerides.

Lopuks voib delda, et jdin iilesande valikuga rahule ja leidsin andmekaeve néol uue
valdkonna, millel on vdga palju potentsiaali ja millega kavatsen ka edaspidi tegelemist

jatkata.
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Summary

The sinking of Titanic and the amount of casualties are one of the biggest disasters of

their kind and there is much to be learned from it.

The analysis in this research shows that women in families with two to four members had
the best chance of survival which is self-explanatory because they were he first to be

evacuated.

The most accurate predictive models were the ones that used decision trees to make

predictions: random forest algorythm and decision tree with unlimited depth.

This research could go into more detail but in this case it was limited by the given volume
and the researchers inexperience in data mining. The brief comparison with another data
miners research also brought out that both researches have theirs strengths and

weaknesses and that the best result could be achieved by combining them.

In conclusion | can say that | am satisfied with the given subject and found a new field in

the face of data mining that has a lot of potential which | am going to keep working on.
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