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Annotatsioon

Bakalaureuse 10put6d raames uuriti, mis on sivadpe ning selle erinevaid algoritme.
Pustitati ulesanne, kus Kklassifitseeritakse kasitsi kirjutatud téhti ja numbreid, mille jaoks
kasutati stigavat konvolutsioonilist narvivérku. Seda (lesannet lahendati kahes
programmeerimiskeeles: Python ja MatLab. Md&lema lahenduse tulemusi analusiti ja
koostati tdpsem Ulevaade tookaigust dotsent Eduard Petlenkovi aine laborite jaoks, et
tudengid saaksid iseseisvalt labi teha tlesannet.

LOputdd on Kirjutatud eesti keeles ning sisaldab teksti 26 lehekdiljel, 6 peatlikki, 13

joonist, 2 tabelit.



Abstract

Numbers and letters recognition using convolutional neural networks in
Python and MatLab

The bachelor’s thesis explored what deep learning is and its various algorithms. A task
was set up to classify handwritten letters and numbers for which a deep convolutional
neural network was used. It was solved in two languages: Python and MatLab. The
results of both solutions were analysed, and a more detailed overview of the workflow
was prepared for the laboratories of Professor Eduard Petlenkov, so that the students

could also complete the task themselves.

Thesis is divided into five main chapters (seven total) that gives the reader better
understanding of deep learning and convolutional neural networks. First, an overview of
picture classification is given: what it is, how it has developed and the state-of-the-art,
which is currently convolutional neural network. Secondly, deep learning is explained,
its ties to machine learning and artificial intelligence, how a simple deep learning
process would work, and then an overview of few algorithms like autoencoders,
recurrent neural networks and convolutional neural networks. Convolutional neural
networks were discussed in more detail, as this kind of algorithm is chosen for the task.
In the next chapter an outline of different Python’s deep learning open-sourced libraries
is given and Tensorflow with Keras is chosen for the task. Then the finished code is
explained in detail and how to set it up. In the next chapter a brief rundown of MatLab
is given and then MatLab’s task solution is explained in depth. In the last chapter an

analysis of Python’s and MatLab’s results is given.

The thesis is in Estonian and contains 26 pages of text, 6 chapters, 13 figures, 2 tables.



Lihendite ja mdistete sdnastik

Al Tehisintellekt

DCNN Stigav konvolutsiooniline néarvivark

CNN Konvolutsiooniline nérvivork

GPU Graphics processing unit, graafikaprotsessor

FC Fully connected, téielikult thendatud

RNN Recurrent neural network, rekurrentne narvivork
ReLU Rectified linear unit, mittenegatiivne lineaarfunktsioon
NAS Nérvivorgu arhitektuuriline otsing
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1 Sissejuhatus

Ké&esoleva bakalaureusetod eesmark on uurida, mis on stvadppe, selle erinevad
algoritmid ning stivadppe algoritmide seast valida parim numbrite ja inglise t&hestiku
kasitsi kirjutatud tahtede tuvastuseks. Algoritmide seast valiti stigav konvolutsiooniline
narvivork mitmel pdhjusel, millest kirjutatakse tdpsemalt Glejargmises peatikis, ning
ulesannet lahendatakse MatLabi ja Pythoni programmeerimiskeelega. Mdolemal
programmikoodil kasutatakse sama andmekogumit ja algoritmi, et oleks parem vdrrelda
nende tulemusi, et ndha kumb lahendus oleks kiirem, tdpsem ja mugavam. Seejérel
tehakse tehtud toost laborijuhend dppejou Eduard Petlenkovi aine tudengitele, et nad
saaksid iseseisvalt labi teha ning vorrelda tulemusi Oppejou enda edasisuunalise

narvivorgu laboriga.



2 Pildi klassifikatsioon

Interneti Keskuse (IDC) andmetel oli kogu tlemaailmne andmemaht 2020. aastal
joudnud kuni 42ZB-ni [1]. Tohutu hulk sellest teabest edastatakse fotode vOi videotena.
Noudlus pilditootlusele on aastatega kasvanud mitmetes rakendusvaldkondades nditeks
meditsiinis, et tuvastada pildilt vahirakke, voi sjas, et tuvastada vaenlase sdidukeid.
Inimesel on vGime omandada ja tdlgendada seda rikkalikku teavet meie tmber, kuid see
on tbsine valjakutse arvutile, sest masin ndeb ainult bittide jadasid. Sellepédrast on
oluline madista, kuidas pilditdétlus kéib, et oleks vdimalik ka arvutil pildist Gigesti aru
saada. Pildid koosnevad tulpadest ja ridadest tais piksleid, mis moodustavad
mitmedimensioonilise maatriksi. Pildi klassifitseerimiseks on masinal vaja tuvastada
mustreid. Igal objektil on oma muster ja tunnused, seega need, millel on sarnased
karakteristikud, kuuluvad Uhte mustriklassi. Naiteks iga téht ingliskeelses tahestikus
koosneb tunnuste komplektist, kuhu kuuluvad horisontaalsed, vertikaalsed, kaldus
sirged jooned ja ka kdverjoonelised jooneldigud. Kui tihte ,,A*“ kirjeldab kaks kaldjoont
ja lks horisontaaljoon, siis tdhel ,,B“ on vertikaalne joon kahe kdverjoonelise

segmendiga [2].

Traditsiooniliselt kasutati klassifikatsiooni probleemi lahendamiseks kaheetapilist
l&henemist. Esmalt eraldati omadused pildist kasitsi, kasutades omaduse kirjeldusi ning
need toimisid kui sisendina treenimise jaoks. Selle l1dhenemisviisi suureks probleemiks
oli see, et klassifitseerimise Ulesande tapsus sbltus liiga palju selle pealt, kui hasti oli
omaduse eraldamise disain tehtud. Slvadppe mudelid, mis kasutavad mitu
mittelineaarset kihti andmet6otluseks ja omaduste eraldamiseks, on selle valjakutsega
paremini toime tulnud. Nende hulgast on konvolutsiooniline narvivork saanud juhtivaks
arhitektuuriks enamiku pildi tuvastamise ja klassifitseerimise llesannete jaoks. Stigavad
CNN-id (konvolutsiooniline nérvivork) said populaarsemaks kui tulid GPU-d (graphics

processing unit), suuremad andmestikud ja paremad algoritmid [3].

Kdige esimene CNN tutvustati aastal 1998 LeCun poolt, kus klassifitseeriti kasitsi
kirjutatud tdhti. CNN mudelil nimega LeNet on seitse kaaluga kihti, millest kolm on
konvolutsiooniline, kaks on keskmise koonduvusega kihti, ks taielikult Ghendatud kiht

ja uks véljundkiht. LeNet saavutas testimise vea 0.95% MNIST andmestikuga.
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Kdige rohkem tahelepanu sai DCNN (stigav konvolutsiooniline nérvivork) aastal 2012,
kui toimus ImageNet Large Scale Visual Recognition Challenge, kui vdistluse voitja
Krizhesky disainis suure DCNN, mille nimeks pandi AlexNet, et klassifitseerida umbes
1.2 miljon pilti 1000 klassist rekordiliste tulemustega. AlexNet oli arhitektuurilt sama,
mis LeNet, aga tunduvalt suurem. Sellel on 8 treenimiskihti, sellest viis on
konvolutsiooni kihid ja kolm on FC (taielikult Uhendatud) kihid. Treenimise
kiirendamiseks kasutatakse RelLU (mittenegatiivne lineaarfunktsioon) pdrast igat

treenimiskihti ja lisaks on kasutusel ka maksimaalse-koonduvuse kihid [4].
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3 Stivadpe

Stivabpe on masindppe alamvaldkond ning masinGpe on omakorda tehisintellekti
alamvaldkond. Al (tehisintellekti) all mdeldakse masinat, mis imiteerib inimese
intellekti ning kognitiivseid funktsioone nagu probleemide lahendamine ja Gppimine. Al
kasutab ennustamist ja automatiseerimist, et lahendada arvuti jaoks keerukaid
probleeme, mida inimesed peavad igapéevaselt tegema, nditeks ndotuvastus, otsuste

tegemine ja télkimine.

Masin@pe, nagu mainitud, on tehisintellekti alamkategooria, mis Gpib oma varasemast
kogemusest, leides sisestatud andmetes mustreid. Masindpe kasutab statistilisi
algoritme, mis paraneb automaatselt ilma inimese abita. Enamik masindppe meetoditel

on ainult ks voi kaks mittelineaarset kihti.

Stvabppe puhul on samuti tegemist isedppiva slsteemiga, aga andmestik on palju
suurem ja kasutatakse rohkem kui kolme narvivérgu kihti, mis on inspireeritud inimese
ajust, mis saavad samuti dppida struktureerimata andmestikust. Lahenemine on samuti
teistsugune kui masindppel: selle asemel, et saada tunnused kétte kasitsi mééaratledes
kindlad reeglid ja algoritmid, 6pib slsteem ise automaatselt eraldama tunnuseid, nagu
naiteks kuju, vérv voi tekstuur, dppimise protsessis. See tdhendab, et siivabpe on vaga
efektiivne keeruliste tlesannete lahendamisel, kus informatsiooni on tohutult ning

andmed ei pruugi olla &ra sildistatud, naiteks pildi- ja kdnetuvastuses [5], [6].

3.1 Stivadppe protsess

Kasside ja koerte identifitseerimine on inimeste jaoks vaga lihtne tlesanne — juba Ghest
pilgust piisab, et aru saada kumb loom on kass ning kumb on koer. Masindppe puhul on
vaja koik reeglistikud tapselt kirja panna, et masin oskaks teha nende jargi otsuseid,
kuid see osutub Upris keeruliseks, naiteks on hulk tduge, mis vdivad teineteisest erineda,
naiteks chihuahua voi labrador, kuid mdlemad on siiski koerad. Lisaks tekib probleem,
kui on pildi perspektiiv halb, nditeks on pilt tehtud Ulevalt vaatest, kilje profiil vms, voi

loom on poolenisti kaetud/peidus. Kdige selle defineerimine on Kkeeruline ning
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sellepdrast on sivadpe véga kasulik - keerulisemad definitsioonid koosnevad
lihntsamatest ja kihid toetuvad uUksteisele hierarhiliselt. Esimene kiht stivabppes on
ldhteandmed, mis on nahtavad meile, néiteks pilt kassist. Seejérel jargnevad peidetud
kihid, mis eraldavad jarjest abstraktsemaid tunnuseid pildist. Neid kutsutakse peidetuks,
sest need véaartused ei ole andmestiku poolt antud, vaid mudeli enda kalkulatsioon, mis
on oluline informatsioon pildi tuvastuseks. Esimene peidetud kiht vGib néiteks tuvastada
jooni pildis vorreldes pikslite heledust naabripikslitega. Jargmine kiht seejarel saab
eraldada sisendist nurgad ja kontuurid, mis koosnevad esimese Kkihi joontest. Kolmas
peidetud kiht votab teise kihi nurgad ja kontuurid ning avastab kindlamad objektide
osad, néiteks pea voi kdrvad. Kolmanda kihi tulemusena saab siisteem teha pakkumise,

et tegemist on néiteks kassiga [7].

3.2 Stivadppe algoritmid

Ule aastate on tekkinud mitmeid kasulikke stivadppe algoritme. Tehniliselt voib kdiki
algoritme kasutada vaga erinevate Ulesannete jaoks, kuid mdned algoritmid on paremad
teatud Ulesannete jaoks kui teised ning laialdasemalt ka kasutusel, mis tahendab, et
nende kohta eksisteerib rohkem informatsiooni. LOputdds Kirjutatakse mdoningast
narvivorgu algoritmidest, kuid pikemalt jaadakse peatuma konvolutsioonilise

narvivorgule, sest see algoritm valitakse plstitatud tlesande lahendusel.

Autoenkooderid on teatud tlupi edasisuunalised narvivérgud, mille valjund on sisendi
rekonstruktsioon. Neid Kkasutatakse peamiselt sisendandmete lihtsustamiseks,
juhendamata Oppimisel vOi anomaaliate tuvastamiseks. Narvivork koosneb kolmest
komponendist: kodeerija, kood ja dekooder. Kodeerija pakib sisendi véiksemaks ja
genereerib koodi, seejarel rekonstrueerib dekooder sisendi kasutades antud genereeritud

koodi. Sel viisil on vork sunnitud hoidma ainult olulist teavet ja hiiljates mira [8].

RNN-id (rekurrentne narvivork) on loodud spetsiaalselt jarjestikuste andmestruktuuride
jaoks nagu aegridade (time-series) andmed, sundmuste jadad ja loomulikud keeled.
RNN arhitektuuris liigub informatsioon tsuklis ja otsuste tegemisel votab RNN arvesse
praegust ja ka seda, mida ta on varem saadud sisenditest 6ppinud. Tanu sisemaélule
suudetakse saadud sisendi kohta olulisi asju meeles pidada, mis v6imaldab narvivérgul
jargmisel ennustamisel olla tdpsem. Lihtsal RNN arhitektuuril tekib probleeme kaduvate

gradientidega, mille tottu varasem malu ei ole piisavalt mdjuv. Keerulisemad
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arhitektuurid nagu pika lihimélu nérvivorgud lahendavad selle probleemi. RNN-i
kasutatakse sellistes tarkvarades nagu Siri ja Google Tdlge [9], [10].

StivaGppe nérvivorgud on vaga vlimsad arhitektuurid, kuid nende arendamine on
keeruline ja aegandudev protsess. Enamus narvivorke on ehitatud inimeste poolt, mis
tdhendab, et laheb rohkem ressursse ja vead tekivad tihedamini. Sellepédrast on NAS
(ndrvivorgu arhitektuuriline otsing) hakanud saama rohkem t&helepanu. NAS aitab leida
parima narvivorgu antud probleemi jaoks ja automatiseerib narvivorgu disaini, tagades
suurema joudluse, kiiruse ja vaiksemad kaod kui kasitsi Kirjutatud arhitektuuril. NAS-il
on kolm peamist komponenti: otsingu ruum, otsingu strateegia ja hindamisstrateegia
(toimivuse prognoos). NAS otsingu ruum defineerib missuguseid arhitektuure saab
avastada NAS algoritmi abil. See on méaératletud operatsioonide kogumiga, mis maarab
vorgu dldise struktuuri, kihte maaratlevate Uksuste vdi plokkide tlubi. Mida rohkem
elemente otsinguruumis on, seda keerukamaks ja mitmekulgsemaks see muutub, kuid
tbuseb ka kulukus. Otsingu strateegia paneb paika, kuidas navigeerida otsingu ruumis,
et leida v@imalikult Kiiresti arhitektuuri, kuid samal ajal jéalgida ka, et see arhitektuur
oleks nende seast parim. Hindamisstrateegia komponendi eesmark on leida kdrge
sooritusega arhitektuure. Kodige parim moodus selleks on teha lihtne arhitektuuri
treenimine ja valideerimine andmetega, kuid see laheb kalliks ning aega ndudvaks, kui
seda peab kdikidele arhitektuurile tegema Ukshaaval, sellepérast on uuemad uuringud
keskendunud meetodite arendamiseks, mis vahendaksid selle protsessi aega ja kulukust
[11].

3.2.1 Konvolutsiooniline stigav narvivork

CNNi kasutatakse peamiselt pildi- ja kdne tuvastuse tlesannete jaoks. Titpiline CNN
koosneb kas Uhest vdi mitmest konvolutsiooni ja diskreetimise kihtide plokist, parast
mida tuleb taielikult Ghendatud kiht ja valjundkiht [4].

Konvolutsioon on matemaatiline operatsioon kahe funktsiooni vahel, mille tulemusel
tekib kolmas funktsioon [12]. Né&rvivorgu korral on konvolutsioon tdpsemalt kahe
maatriksi elementide korrutiste summa. Valemis on konvolutsioon téhistatud *

operaatoriga, | on kahedimensiooniline sisendpilt ja K on kahedimensiooniline tuum.

SGJ) = U+ K)@f) = ) ) K(i-mj = n)I(m,n)
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Enamus masindppe ja slivadppe andmeteeke kasutavad tegelikult lihtsustatud

ristkorrelatsiooni funktsiooni.
SGj) = (I * K)(i,)) = ZZK(L' +mj + n)I(mn)
m n

Konvolutsiooni kihtide eesmérk on eraldada tunnuseid pildist. Konvolutsiooni kihtides
olevad neuronid esitatakse tunnuskaardina, kus igal tunnuskaardi neuronil on seos
naaberneuronitega eelmises kihis kasutades treenimiskaale, kutsutud ka filtrina. Iga
filter on kaalu maatriks, mis v@ib kahedimensioonilise pildi puhul olla néiteks suurused
3 x 3 vbi 5 x 5. Sisendid konvolutsioonitakse Opitud kaaludega, et arvutada uus
tunnuskaart ja tulemused saadetakse ReLU abil edasi. Igal neuronil on kaal, mis on
sunnitud olema vordne, aga erinevatel tunnuskaarditel samas konvolutsiooni kihis on
erinevad kaalud, et tunnuseid saaks eraldada igast kohast. Selle jaoks, et valjundpilt
oleks samade dimensioonidega nagu sisendpilt, kasutatakse polsterdamist ehk
tdiendamist. Olemas on mitu erinevat polsterdamise meetodit nagu naiteks null
polsterdus, mille puhul lisatakse aartesse null bitte, v&i Umber massitud polsterdus,
mille puhul &&rmised pikslid pannakse pildi teise dare pikslite jargi [3], [5], [7].
Koondamine tdhendab pildi diskreetimist. See votab vaiksed alad konvolutsiooni
valjundist sisendiks ja diskreetib seda, et saada uksik véljund. Olemas on mitmeid
erinevaid diskreetimise tehnikaid nagu maksimaalne diskreetimine, keskmine
diskreetimine jne. Koondamise kiht lisatakse perioodiliselt konvolutsiooni kihtide
vahele vahendamaks parameetrite arvu néarvivorgus ja tootlemise ressursse [3], [13].
Mitu konvolutsiooni ja koonduvat kihti on tavaliselt Uksteise otsa paigaldatud, et
eraldada jarjest abstraktsemaid tunnuskaarte nérvivérgus edasi liikudes. Taielikult
uhendatud kihid, mis jargnevad nendele kihtidele, tdlgendavad neid tunnuskaarte ja

sooritavad korgetasemelise arutlemise [3].
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4 Python

Pythoni programmeerimiskeeles késitsi kirjutatud inglise tahestiku tahtede ja numbrite
tuvastuse ulesande lahendamiseks on suureks abiks Pythoni stivadppe raamistikud, mis
aitavad programmeerijatel hoida aega kokku kodeerimisel, et iga kord ei peaks uuesti
kirjutama suuri koguseid koode. TensorFlow, Keras ja PyTorch on kolm kdige
populaarsemat stivadppe raamistikku.

TensorFlow arendati valja Google Brain tiimi poolt ja tehti avalikkusele kéttesaadavaks
aastal 2015 Apache litsentsi all ehk seda saab kasutada tasuta. Uheks suureks plussiks
TensorFlow juures on see, et sellel on hea kokkusobivus Kerase raamistikuga, mis
tdhendab, et kasutajad saavad lisada korge tasemelist funktsionaalsust oma koodile
séilitades Kerase lihtsust. Peale selle saab TensorFlow-d kasutada ka teiste
programmeerimiskeeltega peale Pythoni, nditeks Javascript ja C++. Kahjuks on
TensorFlow-I ka mitu miinust naiteks ebajérjekindlad homontlmid ja pikk treenimisaeg
[14].

Keras on samuti avalikkusele tasuta kattesaadav raamistik, mis loodi aastal 2015
Francois Chollet poolt. Keras on véga lihtne ja kasutaja s6bralik, mis aitab kaasa
stivadppe dppimisele ning sellel on suur kommuun téis programmeerijaid ja teadureid.
Kerase miinusteks on naiteks ebakasulikud vigade sdnumid, mis ei aita kaasa vea
peamise pOhjuse leidmiseks, ning lisaks on Keras kdrge-tasemeline ehk kasutajal on

vahem voimalust funktsioonide teisiti kasutamiseks [14].

PyTorch on kéige uudsem stvadppe raamistik, mis on loodud Meta (Facebook) Al
uuringu grupi poolt aastal 2016, mille eesmérgiks on olla kiirem alternatiiv NumPy-le.
Labi aastate on PyTorch kogunud omale mainet oma lihtsuse, paindlikkuse ja
efektiivsuse tottu. Samuti on PyTorchis juba véga tugev kommuun, kes ndevad palju
vaeva, et nende t60 oleks histi dokumenteeritud teiste programmeerijate jaoks. Uheks

miinuseks PyTorchi juures on see, et visualiseerimiseks on vaja eraldi tooriista [15].

4.1 Lahendus

Treenimiseks ja testimiseks on vaja suurt hulka andmeid, mille kogumine votab kaua
aega, seega on hea kasutada juba ettevalmistatud andmekogumeid. Uks hea veebileht
vajalike andmekogumite leidmiseks on Kaggle. Bakalaureusetdds kasutatakse
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andmekogumit, kus on 3140 pilti inglise keele késitsi kirjutatud tdhtedest ja numbritest.
Andmekogum sisaldab piltide kausta ja csv faili, kus on kaks veergu: thes veerus piltide
asukoht ja faili nimetus ning teises veerus iga pildi klassisilt. Kokku on 62 klassi, igal
klassil 55 pilti, ja nendest on 10 klassi numbrid 0-9, 26 tdhed A-Z triikitahtedena ja 26
klassi tdhed a-z kirjatdhtedena [16].

Raamistike kasutamiseks on vaja need oma arvutisse alla tdmmata, mille jaoks on paar
vOimalust: manuaalselt allalaadimine pip késuga vOi kasutades rakendust Anaconda.
Anacondaga on hea vdimalus teha erinevaid keskkondi, kuhu saab tdmmata erinevaid
pakettide versioone. See on oluline selleks, sest tihtipeale vdib pakettide uuendamisel
vana kood mitte t6otada vOi uus pakett ei to6ta teiste vanemate pakettidega. Sellise
keskkonnaga on hea vdimalus proovida v@i arendada erinevaid koode, mis vajavadki

erinevaid paketiversioone.

4.1.1 Kood

Koodi alguses lisatakse vajaminevad valised teegid ja moodulid, mille jarel saab nende
funktsioone kasutada jargnevas koodis. Os mooduli importimine vdimaldab meil
suhelda operatsioonististeemiga, naiteks lugeda vOi Kkirjutada faile. Pandas teeki
kasutatakse enamasti andmete lugemiseks ja analiisimiseks. Random moodul on
funktsioon, mis genereerib suvalisi numbreid. Cv2 ehk OpenCV teeki kasutatakse piltide
tootlemiseks. Loputdds kasutatakse Tensorflow ja Kerase raamistikku ning nende
mitmeid mooduleid. ImageDataGenerator moodulit kasutatakse andmete rikastamiseks.
Plot_model moodulit kasutatakse narvivorkude visualiseerimiseks ning selle mooduli
kasutamiseks on vaja eraldi tdmmata alla veel pydot, pydotplus ja graphviz paketid.
Matplotlib.pyplot moodulit kasutatakse treenimise tulemuste visualiseerimiseks
Pythonis. Sklearn.metrics moodulit kasutatakse, et arvutada erinevaid meetrikaid nagu
tapsus, tagastus ja F1.

import os

import pandas as pd

import random

import cv2

import tensorflow as tf

from tensorflow.keras.preprocessing.image import ImageDataGenerator
from tensorflow.keras.utils import plot model

from sklearn.metrics import accuracy score, precision score,

recall score, fl score, confusion matrix
import matplotlib.pyplot as plt
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Jargmisena on kaks rida koodi, mis on olulised reprodutseeritavuse tagamiseks voi kui
ei soovi juhuslikkust arendamise voi koodi silumise ajal. Valitud number ise ei ole
oluline, ainult, et see oleks kdikidel kordadel sama.

random.seed (24)
tf.random.set seed(24)

Esimene koodi funktsioon loeb funktsiooni sisestatud faili asukohas oleva csv
formaadis faili ja tagastab selle. L6putd0s kasutatava andmestiku csv fail koosneb ainult
kahest veerust: esimeses veerus on iga méargi pildi asukoht ja failinimi ning teises veerus
on klass, kuhu see mark kuulub.

def read csv(file path):
return pd.read csv(file path)

Teise funktsiooni eesmérk on andmestiku jagamine kolmeks osaks: treenimine,
valideerimine ja testimine. P6hjus valideerimise ja testimise mdlema olemasolu jaoks
on hinnata mudeli toimivust andmetel, mida mudel pole treenimisel juba ndinud.
Rand_val v6tab 500 suvalist elementi sisse loetud andmestikust. Validation_set loob
valideerimise kogumiku eraldades ridu suvaliselt valitud elementidest ja seejérel
eraldatakse need read originaalsest andmestikust, et neid ei kasutataks treenimise jaoks.
Testimise jaoks valitakse juhuslikult 5 elementi, nendest eraldatakse read test kogumiku
jaoks ja valideerimise kogumikust eraldatakse need read. Seejérel funktsioon tagastab
valideerimise ja treenimise kogumikud.

def create validation test sets(df):

rand val = random.sample (range (len(df)), 500)

validation set = df.iloc[rand val, :].reset index(drop=True)
df.drop(rand val, inplace=True)

rand test = random.sample (range(len(validation set)), 5)
test set = validation set.iloc[rand test,

:].reset index(drop=True)
validation set.drop(rand test, inplace=True)

return validation set, test set

Kolmandaks funktsiooniks on andmete genereerimine, kus kasutatakse Kerase moodulit
ImageDataGenerator. See Kerase funktsiooni tilip tdiendab n-0 kadigupealt andmeid.

Sellest on vale arusaam, et andmete rikastamine tihendab andmete lisamist, et kui
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alguses on (ks pilt, siis pdrast funktsiooni kasutamist on nditeks 4 pilti. See ei ole
Kerase funktsiooni puhul dige. See hoopis votab sisestatud andmed ning muudab neid
veidi, nditeks p6orab pilti horisontaalselt vms. See on oluline selle jaoks, et iga
treenimise epohh ajal ndeb mudel ,uusi“ pilte ja sellega saavutatakse parem
generaliseerimine. Train_data_generatori puhul kasutatakse erinevaid rikastamise
tehnikaid nagu imber skaleerimine, nihutamine ja sisse suumimine. Data_generator on
lihntsam generaator, mis kasutab ainult imber skaleerimist ja kasutatakse valideerimise
ja test andmestiku jaoks. Flow_from_dataframe kasutatakse, et genereerida rikastatud
andmete plokke. Seejdrel rikastatud andmestikud tagastatakse ning kasutatakse
treenimisel.

def create data generators(datadir, train df, validation df, test df):

train data generator = ImageDataGenerator (rescale=1/255,

shear range=0.2, zoom range=0.2)
data _generator = ImageDataGenerator (rescale=1/255)

training data frame =
train data generator.flow from dataframe(dataframe=train df,
directory=datadir, x col='image', y col='label',

target size=(64, 64), class mode='categorical',
validate filenames=False)
validation data frame =

data generator.flow from dataframe(dataframe=validation df,
directory=datadir, x col='image',6 y col='label',
target size=(64, 64), class mode='categorical',
validate filenames=False)
test data frame =

data generator.flow from dataframe (dataframe=test df,
directory=datadir, x col='image',6 y col='label',

target size=(64, 64), class mode='categorical', shuffle=False,
validate filenames=False)

return training data frame, validation data frame, test data frame

Jargmine funktsioon on CNN mudeli loomine. LOputdds kasutatakse arhitektuuri, mis
on disainitud just pildi klassifitseerimiseks 62 klassi sisendiga. Esimene on sisendkiht —
conv2D kiht koos 32 filtriga ja kerneli ehk konvolutsioonimaatriksi suurusega 3 x 3.
Polstriks on pandud sama, mis tdhendab seda, et sisendandmete servadele lisatakse
tdiendavaid pikslite ridu ja veerge, et tunnuskaartide suurus oleks sama, mis
sisendandmetel. Lisaks on lisatud sisendpildi suurus ja ReLU aktiveerimine. Seejérel
tuleb esimene konvolutsiooni ja koonduvuse kihtide plokk. Koonduvuse kihis

kasutatakse maksimaalset koonduvust suurusega 2 x 2 ja véljalangemiskihis on
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valjalangemise madraks pandud 0.25. Teises konvolutsiooni ja koonduvuse kihtide
plokis on kaks konvolutsiooni kihti juba 64 filtriga, maksimaalse koonduvuse kiht ja
valjalangemise kiht. Kolmas plokk on sama, mis teine plokk. Seejérel tuleb
lamendamise kiht ning pérast seda tuleb tdielikult Ghendatud kiht 512 neuroni ja ReLU
aktiveerimisega, mille jarel tuleb véljalangemiskiht ja ks véljundkiht 62 neuroniga.
Treenimise valikute all spetsifitseeritakse Gppimise kiirust (learning rate), mis on

suurusega 0.0001 ja ristentroopia kadu (cross-entropy loss).

def build model():
model = tf.keras.Sequential ([
tf.keras.layers.Conv2D(32, (3, 3), padding='same',
input shape=(64, 64, 3), activation='relu'),
tf.keras.layers.Conv2D(32, (3, 3), activation='relu'),
tf.keras.layers.MaxPooling2D(pool size=(2, 2)),
tf.keras.layers.Dropout (0.25),

tf.keras.layers.Conv2D(64, (3, 3), padding='same',
activation='relu'),

tf.keras.layers.Conv2D(64, (3, 3), activation='relu'),

tf.keras.layers.MaxPooling2D(pool size=(2, 2)),

tf.keras.layers.Dropout (0.25),

tf.keras.layers.Conv2D(64, (3, 3), padding='same',
activation='relu'),

tf.keras.layers.Conv2D(64, (3, 3), activation='relu'),

tf.keras.layers.MaxPooling2D(pool size=(2, 2)),

tf.keras.layers.Dropout (0.25),

tf.keras.layers.Flatten(),
tf.keras.layers.Dense (512, activation='relu'),
tf.keras.layers.Dropout (0.5),
tf.keras.layers.Dense (62, activation='softmax")

1

model.compile (optimizer=tf.keras.optimizers.RMSprop(lr=0.0001),
loss="categorical crossentropy", metrics=["accuracy"])
return model

Jargmisena tuleb treenimise funktsioon. Funktsiooni sisestatakse mudel ning treenimise
ja valideerimise andmestik. Lisaks on pandud paika epohhide arv, milleks on 60.
Treenimiseks kasutatakse Kerase funktsiooni fit(), kuhu saab sisestada ka valideerimise
andmestiku. Fit() varskendab mudeli kaale pérast igat plokki. Funktsioon tagastab
ajaloo (history) objekti, kus on olemas vajalik informatsioon treenimise protsessi koht.
Seda on hea kasutada tulemuste visualiseerimiseks ja analtiiisimiseks.

def train model (model, train data, validation data, epochs=60):

history = model.fit(train data, validation data=validation data,

epochs=epochs)
return history

20



Jargmine funktsioon on loodud tulemuste visualiseerimiseks. Selle jaoks kasutatakse
Matplotlib moodulit luues kaks graafikut, kus Gihes on treenimise ja valideerimise tapsus

ning teises on treenimise ja valideerimise kadu.

def plot training history(history):
acc = history.history['accuracy']
val acc = history.history['val accuracy'l]
loss = history.history['loss']
val loss = history.history['val loss']
epochs range = range (40)
plt.figure(figsize=(15, 15))
plt.subplot(2, 2, 1)
plt.plot(epochs range, acc, label='Training Accuracy')
plt.plot(epochs range, val acc, label='Validation Accuracy')
plt.legend(loc='lower right'")

plt.subplot(2, 2, 2)

plt.plot(epochs range, loss, label='Training Loss')
plt.plot(epochs range, val loss, label='Validation Loss')
plt.legend(loc='upper right')

plt.show()

Viimane funktsioon teeb pakkumisi test andmestikul kasutades treenitud mudelit ja
kuvab tulemused. Lisaks arvutatakse siin funktsioonis erinevad meetrikaid, nagu t&psus,
tagastus ja F1, mis arvutatakse ennustuste tapsust siltide suhtes.

def predict and display results(model, test data frame, test set,

datadir, class_dict):
pred = model.predict(test data frame)

pred classes = pred.argmax(axis=l)

reversed class dict = {str(v): k for k, v in class dict.items()}
true class names = test set['label'].values

true labels = [reversed class dict[label] for label in

true class names]
accuracy = accuracy score(true labels, pred classes)

print('Accuracy: %f' % accuracy)

precision = precision score(true labels, pred classes,
average='micro')

print('Precision: %f' % precision)

recall = recall score(true labels, pred classes, average='micro')

print('Recall: $f' % recall)

fl = f1 score(true labels, pred classes, average='micro')

print('Fl score: Sf' % fl)

output df pd.DataFrame (pred)
max_index = list(output df.idxmax(axis=1))

for i in range(len(test set)):
image = cv2.imread(os.path.join(datadir, test set.at[i,
"image']))
plt.title(class_dict.get(max index[i], "error"))
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plt.imshow (image)
plt.show()

Kdige viimasena on jadnud veel peamine main() funktsioon, kus kutsutakse kdik

funktsioonid vélja. Alguses pannakse paika vajamineva faili nimi ja selle faili asukoht

arvutis. Seejérel loetakse csv fail ning luuakse treenimise, valideerimise ja treenimise

andmestikud. Kutsutakse vélja andmerikastamise funktsioon, CNN mudeli ehitamise ja

treenimise funktsioon. Seejarel visualiseeritakse treenimise tulemused ning samuti

mudel ise visualiseeritakse ja salvestatakse arvutisse PNG failina. Viimasena on

pakkumise funktsioon test andmestikul ja selle visualiseerimine. Paremaks loetavuseks

luhendatakse class_dict vaartusi.

def main():
script dir = os.getcwd()
file = 'english.csv'

file path = os.path.normcase(os.path.join(script dir, 'data',
file))
datadir = os.path.normcase(os.path.join(script dir, 'data'))

df = read csv(file path)
validation set, test set = create validation test sets(df)

train data, validation data, test data =
create data generators(datadir, df, validation set, test set)

model = build model ()

plot model (model, to file='model plot2.png', show shapes=True,
show layer names=True)

history = train model (model, train data, validation data)

plot training history(history)
model.save ('model .h5")

class_dict = {
e

o: '0"', 9. '9', 10: 'A',.. , 35: 'z', 36: 'a', .., 61l: 'z'
}
predict and display results(model, test data, test set, datadir,

class_dict)

if name = " main ":
main ()

Koodi kirjutamiseks kasutati jargmiseid allikaid: [17]-[24].
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|

convZd_input | input: | [(None, 64, 64, 3)] dropout 1 | input: | (None. 14, 14, 64)
InputLayer output: | [(MNone, 64. 64, 3)] Dropout output:l (None, 14, 14, 64)
. y —— convZd 4 | input: | (None, 14, 14, 64)
conv2d | input: | (None. 64, 64, 3) —
ConvZD | output: | (None, 14, 14, 64)
Conv2D | output: | (None, 64, 64, 32) l
/ convZd 5 | input: | (None, 14. 14, 64)
72 i - 34 6. 2
comvzd | | input: | (None. 64, 64. 32) Conv2D | output: | (None, 12,12, 64)
Conv2D | output: | (None, 62, 62, 32) l
r max_pooling2d 2 | input: | (None, 12, 12, 64)
max_pooling2d | input: | (None, 62, 62, 32) MaxPoolingZD | output: | (None, 6, 6, 64)
MaxPooling2D | output: | (None, 31, 31, 32) l
. dropout 2 | input: | (None. 6, 6, 64)
dropout | input: | (None, 31, 31, 32) Diopout | oufput: | (None. 6, 6, 64)
Dropout | output: | (None, 31, 31, 32) l
flatten | input: | (MNone, 6, 6, 64)
4
X Flatt it , 2304
conv2d 2 | input: | (None, 31, 31, 32) atten | cufpu (Noue, )
Conv2D | output: | (None, 31, 31, 64) l
dense | input: | (None. 2304)
4 Dense | output: [ (None, 512)
convZd 3 | input: | (None, 31, 31, G4)
Conv2D | output: | (None, 29, 29, 64) l
dropout_3 | input: | (None, 512)
' Dropout | output: | (None, 512)
max_pooling2d 1 | input: | (None, 29, 29, 64) l
MaxPooling2D output: | (None, 14, 14, 64)
dense 1 | input: | (None, 512)
l Dense | output: | (None, 62)

4.1.2 Algne Ulesehitus

Anacondas tuleb alguses teha omale keskkonna nimega baka kasutades késku ,,conda
create —name baka“. Kui ei spetsifitseerita Pythoni versiooni, siis Anaconda teeb
keskkonna hetkeseisu Pythoni versiooniga, mis on arvutil alla tdmmatud. Versiooni
spetsifitseerimiseks on vaja kasu 16ppu panna python=versioon ehk terve kéask oleks
nditeks: ,,conda create —name baka python=3.10*. Loputdds kasutati Python versiooni

3.10. Seejirel tuleb see keskkond aktiveerida kdsuga: ,,conda activate baka“ ja hiljem

Joonis 1. Mudeli visualisatsioon

desaktiveerimiseks lihtsalt: ,,conda deactivate baka“.

Programmeerimise lihtsustamiseks kasutatakse erinevaid raamistikke ja selle jaoks on

vaja need arvutisse alla tdommata. Bakalaureusetdds kasutatakse jargmiseid paketi alla

tdmbamise kaskluseid:

e conda install tensorflow (selle k&sklusega tdmmatakse alla ka Keras, kuid
vajadusel saab Kerase paketti eraldi alla tbmmata kasklusega conda install

keras)
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e conda install opencv matplotlib panda pydot scikit-learn

Koodi t66le panemiseks on vaja alguses kasutada késklust: ,,cd <faili asukoht/kaust
arvutis>“, et Python oskaks leida koodi Gigest kohast. Seejarel saab koodi kompileerida
kdsuga: ,,python <failinimi>“, niiteks 15putéés Pythoni koodi pealkiri on
TensorKerasCode.py, siis kisklus oleks: ,,python TensorKerasCode.py*. Selle jaoks, et
kood leiaks Ules Kaggle keskkonnast alla tdommatud failid, tuleb andmekaust lisada

samasse kausta, kus asub t66le pandav kood.

4.1.3 Tulemused

Pythoni konvolutsioonilise narvivérgu treenimise tulemusena saavutati valideerimise
tdpsus 76% ja treenimise tdpsus 80% ning kadude 16pp tulemused tulid vastavalt 1,1 ja
0,6. Test elementide peal ennustamisel pandi ainult tiks pakkumine médda. Joonis 4 on
naha kaésitsi kirjutatud tadhtede ja numbrite pilte, kus jooniste pealkirjaks on arvuti

pakkumine.
0.87 ,ﬁv—”wr"_/
0.7 o
0.6 -
0.5 -
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0.14 —— Training Accuracy
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Joonis 2. Treenimise ja valideerimise tdpsus ning kadu

4.0 4 —— Training Loss
Validation Loss
354
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10 | : \
0.5 1
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Joonis 3. Treenimise ja valideerimise kadu
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Joonis 4. Testimise ennustused

4.1.4 Probleemid

CNN mudeli treenimisel vdib tekkida mitmeid probleeme nagu ala sobitamine, Ule

sobitamine vdi Ule treenimine.

Ala sobitamine juhtub kui mudel ei suuda jouda piisavalt madalale treenimiskadule ehk
mudel ei oska piisavalt 6ppida mustreid treenimisandmestikus. Ala sobitamisel on lihtne

lahendus — tuleb lihtsalt lisada rohkem kihte vdi neuroneid nérvivorku.

Ule sobitamine juhtub kui nirvivorgu mudel treenib andmestikku ,,liiga hésti* ja ei oska
uldistada valideerimisandmeid. Sellest saab aru kui vaadata treenimis- ja
valideerimiskadude graafikut: nende vahe on liiga suur. Selle probleemi lahendamine on
veidi keerulisem, naiteks vBib eemaldada kihte vdi neuroneid narvivdrgust, aga seda
soovitatakse ainult vaiksema andmestiku puhul, v6i lisada tugevamad reguleerimise
tehnikaid [5].
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Joonis 5. Treenimise ja valideerimise tapsus Ule sobitamisel
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Joonis 6. Treenimise ja valideerimise kadu Ule sobitamisel

Ule treenimisel on naha, kuidas treenimise ja valideerimise tapsus stagneerub, kuid

valideerimise kadu tGuseb ajaga tohutult ja ei ole tldse stabiilne.
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Joonis 8. Ule treenimise kadud
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5 MatLab

MatLab on aastal 1984 firma MathWorks poolt tehtud andmetdotluskeskkond ja
korgetasemeline programmeerimiskeel. MatLab keskkonnas on olemas erinevad
tooriistad, mis on MatLabi poolt professionaalselt valja to6tatud, rangelt testitud ja
taielikult dokumenteeritud [25]. Bakalaureuse MatLabi lahenduses kasutatakse

jargmiseid suvadppe tooriistu:
e Deep Learning HDL Toolbox
e Deep Learning Toolbox
e Image Processing Toolbox
e Simulink
e Statistics and Machine Learning Toolbox

Koodi tédle panemiseks tuleb fail avada MatLabi keskkonnas ning seejarel on vaja
vajutada ainult kéivitamise (run) nuppu. Selle jaoks, et kood leiaks Ules Kaggle
keskkonnast alla tdmmatud failid, tuleb andmekaust lisada samasse kausta, kus asub

toole pandav kood.

5.1 Kood

MatLab kood tehti véimalikult sarnaselt Pythoni koodiga, et saaks kdige paremini
vorrelda tulemusi, kuid téiesti uksuhele teha oli keerulisem. Probleemseks kohaks tuli
narvivorgu mudeli koostamine. Pythoni ndrvivorgu mudeli (lesehitus on veidi
teistsugune kui MatLabi oma ning osad kihid on teise nimetusega, mille tGttu oli

ekvivalentsete leidmine raskendatud.

MatLabi kood hakkab pihta seemne paika panemisega, kuid kuna Python ja MatLab
initsialiseerivad erinevalt ei ole seemne numbrid Uhtsed ehk piltide sildid ei Uhti
mdlemal platvormil. MatLabis ei ole vaja eraldi koodiridu, et importida erinevaid teeke

nagu Pythonis, sest todriistade lisamine MatLabi rakenduses on lihtsustatud.
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MatLabi koodi struktuur on veidi erinev Pythonist — main() funktsioon on esimesena ja
tavalised funktsioonid tulevad pérast seda. Main() funktsiooni p6himdte on sama, mis
Pythoni koodilgi. Alguses loetakse csv fail sisse, andmestik jaotatakse kolmeks, ehk
treenimise, valideerimise ja testimise andmestik, ning seejarel augmenteeritakse ehk
rikastatakse treenimise andmestik. Jargmisena ehitatakse narvivorgu mudel ja hakatakse
treenima seda 60 epohhiga. Seejarel visualiseeritakse nérvivorgu mudel ja salvestatakse
see ka arvutisse. Viimasena tehakse ennustamist test andmestikul, arvutatakse erinevad
meetrikad ja kuvatakse tulemused. Paremaks loetavuseks liihendatakse key user ja

values_user véartusi aruandes.

rng(24) ;
main () ;

function main ()
script dir = pwd;
file = 'english.csv';
file path = fullfile(script dir, 'data', file);
datadir = fullfile(script dir, 'data');

df = read csv(file path);
[validation set, test set] = create validation test sets(df);

[training data frame, validation data frame, test data frame] =
create data generators(datadir, df, validation set, test set);

model = build model(training data frame, validation data frame);

analyzeNetwork (model)
save ('model .mat', 'model');

keys user = [0, .., 1;

Values_user - [HOH’ ey H9H’ H/\\H’ ey H%H’ HaH’ ey H7‘H] ;
class_dict = dictionary(keys user,values user);

reversed class dict = dictionary(values user, keys user);

predict and display results(model, test data frame, test set,
datadir, class_dict, reversed class_dict);
end

Esimene funktsioon parast peafunktsiooni on csv faili sisse lugemine. Teine funktsioon
on esialgse andmestiku jagamine kolmeks sama moodi nagu Pythoni koodis: kogu
andmestikust eraldatakse 500 suvaliselt valitud elementi valideerimise jaoks ja 5
testimise jaoks, sellest alles jadnud andmestik l&heb treenimisele.
function df = read csv(file path)

opts = detectImportOptions(file path);

opts.VariableNames;

opts = setvartype (opts,"label","string");

df = readtable(file path, opts);
end
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function [validation set, test set] = create validation test sets(df)
rand val = randperm(height (df), ) ;
validation set = df(rand val, :);
df (rand val, :) = [1;

rand test = randperm(height(validation set), 5);
test set = validation set(rand test, :);
validation set(rand test, :) = [];

end

Jargmisena on vaike lisa funktsioon nimega cutomReadDatastorelmage, mida Pythonis
ei olnud. Seda funktsiooni kasutatakse sisseehitatud funktsioonis ImageDatastore, et
eeltoodelda andmeid. ImageDatastore funktsiooni kasutatakse andmete konteinerina, et
treeningu ajal tdhusamalt hallata ja laadida suuri andmestike komplekte. Treenimise
paremaks tulemuseks kasutatakse andmete rikastamist, tdpsemalt tehakse piltide

nihutamist ja sisse suumimist nagu Pythoni koodis.

function data = read datastore image (filename)
onState = warning('off', 'backtrace');
c = onCleanup(@() warning(onState))
image size = [ 1,
data imread(filename) ;
data = imresize(data, image_ size);
end
function [training data frame, validation data frame, test data frame]
= create data generators(datadir, train df, validation df, test df)

shearRange = ;
zoomRange = [ , 1;
train data generator = imageDataAugmenter(...

'RandXShear', [-shearRange, shearRange],

'RandYShear', [-shearRange, shearRange],

'RandScale', [zoomRange(l), zoomRange(2)]):;
image size = [ 1;

training data = imageDatastore(fullfile(datadir, train df.image),
'Labels', categorical(train df.label), 'ReadFcn',
@read datastore image);

validation data frame = imageDatastore(fullfile(datadir,
validation df.image), 'Labels', categorical(validation df.label),
'ReadFcn', Q@read datastore image);

test data frame = imageDatastore(fullfile(datadir, test df.image),
'Labels', categorical(test df.label), 'ReadFcn',
@read datastore image);

training data frame = augmentedImageDatastore(image size,
training data, 'DataAugmentation', train data generator);
end

Jargmisena tuleb narvivérgu mudeli loomine. Pythoni nérvivorgul on konvolutsiooni
kihil endal samal real nditeks sisend ja ReLU aktiveerimine, kuid MatLabis peavad kdik
olema eraldi kihtidena. Samuti ei ole MatLabis dense nimetusega kihti, vaid selle

ekvivalent on hoopis FullyConnectedLayer. Pythonis oli treenimise valikute all
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ristentroopia kadu (cross-entropy loss), kuid MatLabis oli vaja eraldi nérvivorgu kihina
lisada ClassificationLayer, et arvutada ristentroopia kadu. MatLabi treenimise valikutel
on lisatud paar terminit, mida Pythoni treenimise valikutel ei olnud. Uks nendest on
sbnaohtrus (Verbose), mis kuvab treenimise protsessi tekstiliselt, mida on naha Joonis
10. Teine termin on treenimise edenemine (training-progress), mis kuvab treenimist

graafiliselt, tinu millele ei ole vaja eraldi visualiseerimise funktsiooni nagu Pythonis.

function model = build model(training data frame,
validation data frame)
layers = [
imageInputLayer ([ 1)
convolution2dLayer (3, , 'Padding', 'same')
batchNormalizationLayer
relulayer
convolution2dLayer (3, )
relulayer
maxPooling2dLayer (2, 'Stride', 2)
dropoutLayer ( )

convolution2dLayer (3, , 'Padding’', 'same')
relulayer

convolution2dLayer (3, )

relulayer

maxPooling2dLayer (2, 'Stride', 2)
dropoutLayer ( )

convolution2dLayer (3, , 'Padding’', 'same')
relulayer

convolution2dLayer (3, )

relulayer

maxPooling2dLayer (2, 'Stride', 2)
dropoutLayer ( )

flattenlayer
fullyConnectedLayer ( )
relulayer
dropoutLayer ( )
fullyConnectedLayer (62)
softmaxLayer
classificationLayer
1;
options = trainingOptions('rmsprop', 'InitiallearnRate', ,
'MaxEpochs', , 'Shuffle','every-epoch', 'ValidationData',
validation data frame, 'ValidationFrequency', , 'Verbose',
true, 'Plots', 'training-progress');
model = trainNetwork(training data frame, layers, options);
end

Seejérel tuleb erinevate meetrikate arvutamise funktsioon. Pythonis kasutati selle jaoks
sklearn.metrics teeki, kuid MatLabis oli selle jaoks vaja luua eraldi kohandatud
funktsiooni, mille p6hja allikas on [26], mida muudeti vastavalt vajadusele. See arvutab

meetrikaid nagu tépsus, f1 ja spetsiifilisus.
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function [stats] = stats of measure(confusion, verbatim)

tp = [1;
fp = [1;
fn = [];
tn = [1;
len = size(confusion, 1);
for k = 1l:1len
tp _value = confusion(k,k);
tp = [tp, tp_valuel;
fp value = sum(confusion(:,k)) - tp value;
fp = [fp, fp value];
fn value = sum(confusion(k,:)) - tp value;
fn = [fn, fn value];
tn value = sum(sum(confusion)) - (tp _value + fp value +
fn value);
tn = [tn, tn valuel;
end

prec = tp ./ (tp + fp); % precision

prec(isinf(prec) |isnan(prec)) = 0; % Replace NaNs and infinite
values with zeros

recall = tp ./ (tp + fn); % sensitivity, recall

recall (isinf(recall) |isnan(recall)) = 0;

acc = sum(tp) ./ sum(sum(confusion)):;

acc(isinf (acc) |isnan(acc)) = 0;

fl = (2 .* prec .* sens) ./ (prec + sens);

fl(isinf (fl) |isnan(fl)) = O;

name = ["true positive"; "false positive"; "false negative";
"true negative";
"precision"; " recall "; "accuracy"; "F-measure"];

varNames = ["name"; "classes"; "macroAVG"];
values = [tp; fp; fn; tn; prec; recall; repmat(acc, 1, len); f1];
macroAVG = mean (values, 2);
stats = table(name, values, macroAVG, 'VariableNames',6varNames)
if verbatim

stats
end

end

Viimases funktsioonis toimub masina poolt pakkumine viiele test elemendile ning
seejarel kuvatakse tulemused. Samuti kutsutase siin valja meetrikate arvutamise

funktsioon, mille sisendiks on segadusmaatriks.

function predict and display results(model, test data frame, test set,
datadir, class_dict,reversed class dict)

pred = classify(model, test data frame);

pred classes = grp2idx(pred) - 1;

true class names = test set.label;

for i=l:length(true class names)

true labels(i)= lookup(reversed class _dict,

true class names{i});

end
true labels = reshape(true labels, []1, 1);
confusion = confusionmat (true labels, pred classes);

stats of measure(confusion, 1);
for i=l:length(pred classes)

pred label(i)= lookup(class dict, pred classes(i));
end
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for i = l:numel(test set.image)
image = imread(fullfile(datadir, test set.image{i}));
figure;
imshow (image) ;
title(pred label(i));
end
end

Koodi kirjutamisel kasutati firma MathWorks professionaalselt tehtud abi leheklgi [27]
ning lisaks Uhte tavakasutaja poolt programmeeritud meetrikate arvutamise funktsiooni
[26].

ANALYSIS RESULT

Name Type Activations Learnable Proper...

1 imageinput Image Input 64(S) x 64(S) x 3(C) x 1(B) =
64x64x3 images with 'zerocenter' norma...

2 conv_1 2-D Convolution 64(5) x 64(5) x 32(C) = 1(B) Weig. 3 x 3 x 3 .
32 3x3x3 convolutions with stride [1 1] a... Bias 1 x 1 x 32
batchnorm Batch Normalization |64(S) x 64(S) x 32(C) x 1(B) Offset 1 x 1 x 32
Batch nomnalization with 32 channels Scale 1 x 1 x 32

4 relut RelU 54(5) x 64(5) x 32(C) x 1(B) :

RelU

conv_2 2-D Convolution 62(5) x 62(S) x 32(C) = 1(B) Weig. 3 x 3 x 32.

32 3x3x32 convolutions with stride [1 1] ... Bias 1 x 1 x 32
5 |relu2 RelU 52(5) x 62(S) x 32(C) x 1(B) -

RelU

7 maxpool_1 2-D Max Poaling 31(5) % 31(S) x 32(C) = 1(B) -
2x2 max pooling with stride [2 2] and pa...

& |dropout_1 Dropout 31(S) = 31(S) x 32(C) = 1(B) -

25% dropout

conv_3 2-D Convolution 31(5) % 31(S) x 64(C) = 1(B) Weig. 3 x 3 x 32.

64 3%3x32 convolutions with stride [1 1] ... Bias 1 x 1 x 64
0 |relu_3 RelU 31(S) x 31(S) x 64(C) x 1(B) -

RelU

conv_4 2-D Convolution 29(5) % 29(S) x 64(C) = 1(B) Weig. 3 x 3 x 64.

64 3x3x64 convolutions with stride [1 1] ... Bias 1 x 1 x 64
2 frelud RelU 29(5) x 29(5) x 64(C) x 1(B) -

RelU

maxpool_2 2-D Max Pooling 14(5) x 14(5) x 64(C) x 1(B) -

2x2 max pooling with stride [2 2] and pa...
14 | dropout_2 Dropout 14(S) x 14(S) x 64(C) x 1(B) -

25% dropout

conv_5 2-D Convolution 14(5) x 14(5) x 64(C) x 1(B) Weig. 3 x 3 x 64.

64 3%3x64 convolutions with stride [1 1]... Bias 1 x 1 x 64
6 |relu_s RelU 14(5) x 14(S) x 64(C) x 1(B) -

RelU

7 |conv_6 2-D Convolution 12(S) x 12(S) x 64(C) x 1(B) Weig.. 3 x 3 x 64.
64 3x3x64 convolutions with stride [1 1] ... Bias 1 x1 x 64

15 |relu6 RelU 12(5) x 12(S) x 64(C) x 1(B) -

RelU

19 |maxpool_3 2-D Max Pooling 6(5) x 6(5) % 64(C) = 1(B) -
2x2 max pooling with stride [2 2] and pa

20 |dropout_3 Dropout 6(5) x 6(S) x B4{C) x 1(B) -

25% dropout

21 |flatten Flatten 2304(C) x 1(B) -
Flatten

22 |fc1 Fully Connected 512(C) = 1(B) Weights 512 x 2304
512 fully connected layer Bias 512 x 1

23 |relu7 RelU 512(C) = 1(B) -

RelU

24 |dropout 4 Dropout 512(C) x L(B) -
50% dropout

25 |fc2 Fully Connected 62(C) x 1(B) Weights 62 x 512
62 fully connected layer Bias 52 x 1

26 |softmax Softmax 62(C) x 1(B) -
softmax

27 | classoutput Classification Output [62(C) x 1(B) -
crossentropyex with ‘0" and 61 ather clas...

Joonis 9. Narvivorgu mudeli visualisatsioon MatLabis
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Command Window

New to MATLAB? See resources for Getting Started.

>> matlab
Training on single CPU.
Initializing input data normalization.

|
| Epoch | Iteration | Time Elapsed | Mini-batch | Validation | Mini-batch | Validation | Base Learning |
| | | (hh:mm:ss) | Accuracy | Accuracy | Loss | Loss | Rate |
| |
| 1] 11 00:00:41 | 0.00% | 2.42% | 4.249¢6 | 4.1582 | 1.0000e-04 |
| 1] 26 | 00:04:46 | 1.56% | 3.23% | 4.1195 | 4.0945 | 1.0000e-04 |
| 2| 50 | 00:08:15 | 1.56% | | 4.1149 | | 1.0000e-04 |
| 2| 52 | 00:08:55 | 1.56% | 5.45% | 4.0954 | 4.0573 | 1.0000e-04 |
| 3 78 | 00:13:00 | 3.12% | 8.89% | 4.0732 | 3.9638 | 1.0000e-04 |

Joonis 10. Kaskluste akna vaade

5.2 Tulemused

MatLabi konvolutsiooni nérvivérgu treenimise tulemuseks 60 epohhiga tuli
valideerimise tépsus 91%, treenimise tapsus 80% ja testimisel tulid koik viis pakkumist
Oigesti, mille tottu olid ka kdik meetrikate tulemused 1 ehk parim vdimalik tulemus.
Joonis 11 on graafiliselt ndidatud tapsused, kus sinisega kujutakse treenimise tapsust ja
mustaga valideerimise tépsust. Joonis 12 on punasega naidatud treenimise kadusid ja

mustaga valideerimise kadusid.
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Joonis 12. Narvivorgu kadud
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Pildi Kklassifitseerimise ennustamise funktsioonis pakkus masin k6ik numbrid ja tdhed
Oigesti, mida on naha jargmisel joonisel, kus pildil on késitsi kirjutatud taht voi number

ja selle kohal on pealkirjana arvuti pakkumine.

Joonis 13. Ennustamise tulemused
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6 Analuus

Pythoni lahenduse puhul oli hea see, et Kerase ja Tensorflow raamistikkude
konvolutsiooni narvivorgu lahendusi leidus internetis rohkem ja seega oli probleemidele
lahendust leida lihtsam ja kiirem. MatLabil on vdhem kasutajaid, sest see on tasuline
tarkvara, ning seega leidus ka vahem informatsiooni spetsiifiliste probleemide korral,
aga see-eest on MatLabi firma poolt tehtud dokumentatsioone rohkem ning kisimuste
korral vastab MatLabi tugi paari argipdeva jooksul. Kodeerimist alustati Pythoni

programmeerimiskeelega, mille tdttu oli hiljem selle vorra lihtsam kodeerida MatLabis.

MatLabi Uks hea omadus on see, et MatLabi rakendus on integreeritud
programmeerimiskeskkond, kus on olemas erinevad t60riistad nagu teksti redaktor, silur
ning suvadppe todriistad on lihtsasti lisatavad. See muudab alustamise ja kodeerimise
protsessi kiiremaks vorreldes Pythoniga, sest Pythoni jaoks on vaja eraldi teksti
redaktorit ning vaja minevaid suvadppe pakette on vaja alla tdmmata kasurealt, mis

votab tunduvalt rohkem aega alustamisel.

LOputods kasutati vanemat sllearvutit, mille tottu oli treenimisajad suuremad Kui
modernsematel arvutitel. Pythonis laks 60 epohhi treenimine keskmiselt aega 75 minutit
ja MatLabis 240 minutit ehk Pythonis treenimine laks tunduvalt kiiremini. Selle pdhjus
vOib tuleneda asjaolust, et MatLab on eraldi rakendus ning seal on rohkem lisandeid

juba kaasas, mida tegelikult 16put66 koodi tegemiseks vaja ei lainud.

Nérvivergu treenimisel tuli Pythoni valideerimise tapsus 76% ja treenimise tapsus 80%
ning MatLabil tuli valideerimine 91% ja treenimine 80% ehk MatLabi lahenduse

valideerimise tapsus oli 15% parem ja treenimise tdpsus oli sama mis Pythonil.

MatLabi erinevate meetrikate, nagu tapsus, kordustapsus ja F1, tulemused tulid head,
sest masina ennustamisel pandi kdik pakkumised téppi. Pythoni meetrikate tulemused
tulid halvemad kui MatLabi omad, sest ennustamisel ldks masinal tks pakkumine

valesti.
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Tabel 1. Meetrikad

Python MatLab
Tapsus (accuracy) 0.8 1
Kordustapsus (precision) | 0.8 1
F1 0.8 1
Tagasivott (recall) 0.8 1

Tabel 2. Pythoni ja Matlabi erinevuste tlevaade

MatLab Python
60 epohhi treenimise | 240 minutit 75 minutit
Kiirus
Lihtsus Rakendusel on olemas juba vaja | Vajab eraldi tekstiredaktorit,

minevad vahendid ning tooriistu

on lihtne lisada

silurit, paketid vaja eraldi alla

tdmmata kasurealt

Treenimise ja

valideerimise tapsus

Vastavalt 80% ja 91%

Vastavalt 80% ja 76%

Tasulisus Tasuline omanduslik vara Vabavara (open-sourced)
(proprietary, closed-source
software)

Kommuun Véiksem Suurem

Visualiseerimine Lihtsam, tooriistad selle jaoks on | Vajab eraldi tooriistade

rakenduses juba olemas

pakettide alla tdmbamist
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7 Kokkuvote

Bakalaureuse 16putdd raames uuriti erinevaid stivadppe algoritme nagu rekurrentne
narvivork ja autoenkooderid. Erinevate algoritmide seast osutus parimaks
konvolutsiooniline narvivork pstitatud lesande jaoks — lahendada kasitsi kirjutatud
téhtede ja numbrite klassifikatsiooni tlesanne Pythoni ning MatLabiga. Seejérel vorreldi
mdlema programmeerimiskeele lahenduse tulemusi. Mdlemal Pythonil ja MatLabil on
omad head ja halvad kuljed, néiteks oli Pythoniga CNN mudeli treenimine kiirem kui
MatLabiga, kuid see-eest oli MatLabi rakendust lihtsam kasutada. LOput6d autor peab
Pythonit paremaks valikuks, peamiselt selleparast, et see on vabavara ning omab

suuremat kommuuni.
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Lisa 1 — Lihtlitsents 16put60 reprodutseerimiseks ja I6put6o

uldsusele kattesaadavaks tegemiseks?

Mina, Liis Karbus

1. Annan Tallinna Tehnikatlikoolile tasuta loa (lihtlitsentsi) enda loodud teose

., Tahtede ja numbrite tuvastamine konvolutsiooniliste narvivorkude abil MatLabi ja

Pythoniga‘“, mille juhendaja on Kristina Vassiljeva

1.1. reprodutseerimiseks 16putd0 sailitamise ja elektroonse avaldamise eesmérgil, sh
Tallinna Tehnikadlikooli raamatukogu digikogusse lisamise eesmaérgil kuni
autoridiguse kehtivuse téhtaja 16ppemiseni;

1.2. Uldsusele kéattesaadavaks tegemiseks Tallinna Tehnikatlikooli veebikeskkonna
kaudu, sealhulgas Tallinna Tehnikaulikooli raamatukogu digikogu kaudu kuni
autoridiguse kehtivuse téhtaja I6ppemiseni.

Olen teadlik, et kéesoleva lihtlitsentsi punktis 1 nimetatud digused jaavad alles ka

autorile.

Kinnitan, et lihtlitsentsi andmisega ei rikuta teiste isikute intellektuaalomandi ega

isikuandmete kaitse seadusest ning muudest digusaktidest tulenevaid Gigusi.

02.01.2024

1 Lihtlitsents ei kehti juurdepaéasupiirangu kehtivuse ajal vastavalt tlidpilase taotlusele 16put6éle juurdepadsupiirangu kehtestamiseks, mis on allkirjastatud

teaduskonna dekaani poolt, vélja arvatud tlikooli 6igus 18put6dd reprodutseerida tiksnes séilitamise eesmérgil. Kui 16putéd on loonud kaks vai enam isikut oma

tihise loomingulise tegevusega ning 16putdd kaas- voi thisautor(id) ei ole andnud 16putddd kaitsvale tlidpilasele kindlaksméaratud tahtajaks ndusolekut 16putdd

reprodutseerimiseks ja avalikustamiseks vastavalt lihtlitsentsi punktidele 1.1. ja 1.2, siis lihtlitsents nimetatud téhtaja jooksul ei kehti.
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