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EESSONA

Antud 16putdd on koostatud ja sOGnastatud to6 autori LutSika Klimi ja juhendaja Olga
Dunajeva koosttds. Teema valik oli juhendaja poolt pakutud ning on tingitud autori
huvist aktsiaturgude vastu ja soovist edasi arendada oma seniseid teadmiseid Power
BI tarkvaraga, lahtudes ka Tallinna Tehnikallikooli Virumaa kolledzi vajadusest Power

BI 6ppematerijali jarele.

Kéesolevas [0putdds autor valis modelleerimiseks ja prognoosimiseks Netflix

aktsiahindade andmestiku Yahoo.Finace portaalist [1].

Autor soovib tanada juhendaja Olga Dunajevat abi eest [0puttd teema valikul, 16putdo

vormistamisel, konsultatsioonide ja juhendamise eest.

Votmesdnad: Power BI, Azure ML, aegridade modelleerimine, masindpe,

prognoosimise mudelid, diplomit6d.



SISSEJUHATUS

Alates 17. sajandist investorid on kasutanud turusiindmuste ennustamiseks tehnilist
anallisi [2]. Selline meetod sobib hasti lihiajaliste strateegiate jaoks ja pOhineb
minevikus toimunud hinnamuutuste mustrite uurimisel. Kuid aga masinOppe ja
erinevate BI (Business Intelligence) tarkvara arenemisega on n(idd voimalus
aktsiahindasid analiiisida ja prognoosida ka automaatreziimis. Tanapdeva maailmas,
kus investeerimine ei ole enam ainult rikastele inimestele, isna rohkem tekkib huvi ja
noudlus erinevate aktsiahindade prognoosimise meetodite vastu, mis aitavad

investoril koostada oma investeerimisplaani.

LOputdd teema valik on tingitud autori huvist aktsiaturgude vastu. Aktsiahindade
modelleerimise ja prognoosimine Power BI tarkvara abil sai valitud, selleparast, et
autoril on juba eelnevalt olnud kokkupuuteid selle tarkvaraga ning oli soov ka oma

teadmised edasi arendada.

Kéesoleva 10putdd pohieesmargiks on uurida Power BI aegridade prognoosimise ja
masindppe vahendeid aktsiahindade modelleerimise naitel. Tdds vaadeldakse
erinevaid aegridade prognoosimise ja edasise kditumise modelleerimise meetodeid ja
masindppe mudeleid, mida Power BI tarkvara vahendid pakuvad. Tehakse nende
mudelite tapsuste vordlusanaliilisi aktsiahindade andmete naitel ning pakutakse
aktsiahindade ja nende prognooside visualisatsioonid. Loputt6d eesmargist lahtuvalt on
plUstitatud ka [10putdéd  Ulesanded: uurida Power Bl-sse sisseehitatud
masindppemeetodid, mis lubavad aegridasid prognoosida; konstrueerida nende abil
mudelid aktsiahindade modelleerimiseks Yahoo.Finace portaalist saadud andmete
pohjal ning koostada mudelite konstrueerimise protsessist lilevaade; vorrelda saadud
mudelite tapsused ning teha parimate mudelite pdhjal aktsiahindade prognooside

visualiseerimine.

To6 koosneb kolmest peatikist. Esimeses peatikis tutvustatakse aegridade
prognoosimise meetodeid ja esitatakse kasutatud valideerimise moddikut. Teises
peatikis on kirjeldatud t66s kasutatud andmeid ning Power BI tarkvara aegridade
prognoosimise voimalused. Kolmandas peatlikis modelleeritakse aktsiahinnad Power
BI aegridade prognoosimise meetodite abil, kasutades ka Azure masinOppe

inegreerimist ja Pytnoni skripte ning tehakse parimate mudelite visualisatsioonid.



1 TEOREETILINE ULEVAADE
1.1 Aegridade prognoosimise meetodid

Aegrida y: on ajas jarjestatud andmete jada, mis salvestatakse kindla ajavahemiku
jooksul. Aegridade prognoosimine on masindppe tehnika, mis analliisib andmeid ja
ajavahemikke tulevaste sindmuste ennustamiseks. See meetod annab ajalooliste

aegridade andmete pdhjal peaaegu tapsed eeldused tulevikutrendide kohta. [3]

Aegridade abil saab analliisida andmete peamisi mustreid, nagu trendid, sesoonsus,

tslklilisus ja ebaregulaarsus. [4]
Aegread koosnevad mitmest komponendist:

e Trend: pikema aja jooksul ilmnev andmete suurenemise vdi vahenemise

tendents.

e Sesoonne komponent: perioodiliselt (iga aasta, voi iga kuu, vOi iga nadal)

korduvad muutused trendi suunas.

e Tsikliline komponent: aastast pikema perioodiga perioodilised muutused trendi

suunas.

e Juhuslik komponent ehk miira, mis on pdhjustatud paljude tegurite koosmdjust

ja ei ole prognoositav. [3]

Aegridade prognoosimisel on palju kasutusvbimalusi paljudes todstusharudes ja
ettevotetes. See vdimaldab ennustada ndudlust toodete jarele, ennustada miuigist

saadavat raha v0i prognoosida aktsiahindade tulevasi vaartusi.

1.1.1 ARIMA mudel

ARIMA mudel - autoregressiivsed integreeritud libiseva keskmisega (AutoRegressive
Integrated Moving Average, ARIMA) mudelid, mis kuuluvad lineaarsete mudelite hulka
ning lubavad kirjeldada nii statsionaarseid (aegridu, mille omadused ei sOltu aegrea
vaatlemise ajast) kui ka mittestatsionaarseid aegridu. See on kombinatsioon
autoregressiivsest (AR) ja libiseva keskmise (MR) mudelist. AR mudeli prognoos
vastab muutuja varasemate vaartuste ehk viitaegade (inglise keeles lags) yt1, ..., ytp
lineaarkombinatsioonile. Libiseva keskmise mudeli prognoos vastab varasemate
prognoosivigade ehk juhuslike komponentide lineaarkombinatsioonile &-1, ..., &-q. "I"
tdhistab andmevaartuste asendamist nende vaadrtuste ja eelmiste vadrtuste

erinevusega (aegrea muudud ehk diferentsid, Ayt = ye-yt-1). [5]
ARIMA mudeleid liigitatakse kolme teguri jargi kasutades tahistust ARIMA(p,d,q), kus

p = autoregressiivse osa jark (AR)



d = diferentside jark - kas andmete asemel kasutatakse aegrea muudud voi muutude

muudud jne Gldjuhul Ay = A9ty - Adlye; (1)
g = libiseva keskmise jark (MA) [3]

SARIMA mudel - SARIMA (Seasonal Autoregressive Integrated Moving Average)
tahistab sesoonset autoregressiivset integreeritud libiseva keskmisega mudelit. See
laiendab ARIMA mudelit, lisades mudelisse sesoonsuse perioodile vastavate nihetega
autoregressiivseid ja libiseva keskmise lilkmeid kasutades tahistust
ARIMA(p,d,q)(P,D,Q)m, kus P, D, Q on jarkude p, d, g sesoonsed analoogid, kuid tuleb

arvesse votta sesoonset nihet yrm, ja m on sesoonsuse perioodi ajasammude arv. [6]

ARIMA ja SARIMA mudelid on aegridade prognoosimisel kaks koige laialdasemalt
kasutatavat I[dhenemisviisii ARIMA mudelite eesmark on kirjeldada andmetes
esinevaid autokorrelatsioone ehk seosi y: ja yt: vahel, y: ja yt2 vahel jne. Seda
mudelit kasutatakse ndudluse ja varude, eelarvestamise, miuulgikvootide,

turunduskampaaniate ja hangete ennustamiseks. [3]

1.1.2 Prophet mudel

Prophet on aegridade prognoosimise protseduur, mis pdhineb aditiivsel mudelil, kus
mittelineaarsed trendid prognoositakse aastase, nadala ja igapdevase sesoonsusega
ning arvestades puhkepdevade mdju. See tootab kdige paremini aegridadega, millel
on tugev hooajaline mdju ja mitme hooaja ajaloolised andmed. Prophet on vastupidav
andmete puudumise ja trendis muutuste suhtes ning saab tavaliselt hasti hakkama

andmetes esinevate korvalekalletega. [7, 8]

Prophet on avatud Iahtekoodiga tarkvara, mille on vélja andnud Facebooki Core Data
Science meeskond. See on allalaadimiseks saadaval nii R-i kui ka ja Pythoni

programmeerimiskeelte kasutajale. [7, 8]

1.1.3 Narvivorgu mudelid

Tehisnarvivorgud on  prognoosimismeetodid, mis pohinevad lihtsatel aju
matemaatilistel mudelitel. Need vdimaldavad leida keerulisi mittelineaarseid seoseid
prognoositava muutuja ja selle ennustajate vahel. Stvadppe narvivorgud suudavad
automaatselt Oppida suvalisi keerulisi suhteid sisendmuutujate ja prognoositava

muutuja vahel, mistdttu voivad olla aegridade prognoosimisel kasulikud. [8]

LSTM (Long Short-Term Memory) - rekurrentne narvivork (narvivork, mis suudab
kasutada oma sisemist olekut ehk malu, et tdéddelda jada kujul esitatud
informatsiooni), mis tegeleb pikaajaliste sOltuvustega. LSTM kasutatakse laialdaselt
aegridade prognoosimisel. See maletab teavet varasematest andmetest ja on

vOimeline dppima jarjestuse soltuvust jada olekute ennustamise probleemides. [5]



LSTM lahendab rekurrentse narvivorgu probleemi: lihike méalu (short-memory).
Kasutades rida "varavaid" (gates), millest igalihel on oma rekurrentne nérvivork, ning
pohinedes tdendosusmudelil LSTM suudab andmepunkte sdilitada, unustada vOi

ignoreerida. [9]

1.1.4 Mudelite valideerimine

Prognoosimise viga on erinevus aegrea tegeliku vaartuse ja selle prognoosi vahel.
Aegridade prognoosmudelite tapsuse hindamiseks kaesolevas té6s on kasutatud
prognoosimise vigade pdhjal leitavaid mdddikut - ruutkeskmist viga (Root Mean
Square Error, RMSE). [3]

RMSE on ruutjuur vigade ruutude keskmisest ja see mdddik annab Ulevaate ennustuse
tapsuse hajuvuse voi varieeruvuse kohta. RMSE rohutab suurte vigade olemasolu
mudelis, mistdttu RMSE on soovitav kasutada juhul, kui on soov suuremaid vigu
valtida. [3]

Root mean squared error: RMSE = v-'xmean[eg)

Joonis 1.1. RMSE leidmise valem [3]

Joonisel 1.1. on naidatud RMSE leidmise valem, kus e: on aegrea prognoosimise vead.
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2 MEETODID JA VAHENDID
2.1 Andmete kirjeldus

Netflix (NFLX) aktsiahindade andmestik, prognoosimiseks ja masindppe mudelite

ehitamiseks on parit interneti portaalist Yahoo.Finance

https://finance.yahoo.com/quote/NFLX/history?p=NFLX, kust saab votta ajaloolised

andmed, valida perioodi, ning alla laadida csv -formaadis faili andmetega (vt Joonis

2.1). Allalaaditud andmestik koosneb 1260 reast ja 7 muutujast.

Time Period: Oct 31, 2016 - Dec 16, 2021 ~ Show: Historical Prices Frequency: Daily ~ m
4 Download -

Dec 15, 2021 598.18 605.69 584.51 605.04 605.04 2,866,200
Dec 14, 2021 598.71 602.29 588.13 597.99 597.99 2,984,500
Dec 13, 2021 612.00 612.64 599.52 604.56 604.56 2,517,900
Dec 10, 2021 616.78 617.74 605.88 611.66 611.66 2,747,900
Dec 09, 2021 627.58 630.24 610.44 611.00 611.00 2,376,300

Joonis 2.1 Netlfix aktsiahindade andmestikust naide
o Date - kuupaev.

o Open - avanemishind, tahendab hinda, millega aktsiaga kauplemine antud

pdeval algas.

o High - aktsia kdrgeim hind pdeva jooksul.
o Low - aktsia madalaim hind paeva jooksul.
o Close - sulgemishind, tdhendab hinda, millega aktsiaga kauplemine antud

paeval lopes.
o Adj Close — korporatiivseid tegevusi arvestades korrigeeritud sulgemishind.
. Volume - padeva jooksul kaubeldavate aktsiate arv.

Kdesolevas t66s mudelite treenimiseks kasutatakse Netlfix aktsiahindade andmed, mis
on vdetud ajavahemikul alates 31.10.16 kuni 29.10.21. Esialgsest andmestikust,

kasutatakse ainult kahe tulpa, kuupaeva (Date) ja sulgemishinna (Close).

Testimiseks kasutatakse andmeid, mis on voetud ajavahemkul 01.11.21-16.12.21.
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Joonis 2.2 Treenimis- ja testimisandmed: NFLX aktsia sulgemishinnad 31.10.16-16.12.21

Kdesoleva 10putdo treenimis- ja testimisandmete aegrida on esitatud Joonisel 2.2.

2.2 Aegridade prognoosimise vahendid POWER BI-s
Kdesolevas 10putdds on kirjeldatud aegridade prognoosimise vdimalused ja protsess

Power BI Desktop tarkvaras.

Prognoosimine Power BI-s poOhineb aegridade ennustamise meetodil, mida
nimetatakse eksponentsilumiseks. Prognoosid arvutatakse eelmiste vaartuste kaalutud
keskmiste abil, kus kaalud vahenevad eksponentsiaalselt ning vaikseimad kaalud on

seotud rea vanimate vaartustega. [3]

Aastate jooksul on aegridade analllisimiseks valja toédtatud palju meetodeid, olenevalt
sellest, kas andmed on tugevalt sesoonsed vo6i puuduvad hooajalisus, kui palju on
andmetes miira ja kas andmed sisaldavad “lllatusi” vdi ebaregulaarseid tippe.
Eksponentsilumise meetodil on head tulemused nii teadusuurimustes kui ka
ettevotluses ning selle eeliseks on see, et see summutab mira voi soovimatuid

variatsioone, mis vdivad mudelit moonutada, pildes samal ajal trende tohusalt. [10]

Power BI pakub kahte eksponentsiaalse silumise versiooni, Uhte sesoonsusega
andmete jaoks (ETS AAA) ja teist sesoonsuseta andmete jaoks (ETS AAN). Power BI

kasutab automaatselt sobivat mudelit aegrea andmete analiilisi pohjal. [10]
Sesoonsusega algoritm (ETS AAA)

Sesoonsusega algoritm (ETS AAA) modelleerib aegridu, kasutades eksponentsilumise
vorrandit, mis arvestab aditiivse vea, aditiivse trendi ja aditiivse sesoonsusega. Seda

algoritmi tuntakse mudeli omadusi kirjeldanud teadlaste jargi ka Holt-Wintersi
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algoritmina. Holt-Wintersi meetodit kasutatakse laialdaselt naiteks ettevotete ndudluse

prognoosimisel ja planeerimisel. [3, 10]
Sesoonsuseta algoritm (ETS AAN)

Sesoonsuseta algoritm (ETS AAN) kasutab aegridade modelleerimiseks lihtsustatud
eksponentsilumise voOrrandit, mis sisaldab ainult aditiivse trendi ja aditiivse vea
komponenti ning ei vota sesoonsust lldse arvesse. Eeldatakse, et aegrea vaartused
suurenevad vOi vdhenevad mingil viisil, mida saab kirjeldada valemiga, kuid et

suurenemine voi vdhenemine ei ole tstikliline. [10]

2.2.1 Power BI visuaalid aegridade prognoosimiseks
Vaikimisi Power BI-s prognhoosimiseks on ainult aegrea joondiagrammile kuuluv

analldtiline vahend, mis on leitav menuist Analytics - Forecast (vt Joonis 2.3).

Visualizations

Average hine
Median ine

Percentile line

Forecast 1 - |

Joonis 2.3 Power BI-sse aegridade prognoosimiseks sisseehitatud vahend

Joondiagramm pakub aegrea prognoosimiseks sesoonsusega VvOi sesoonsuseta

algoritmi, mis valitakse automaatselt vastavalt andmetele.
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Kuid Power BI vdimaldab alla laadida Microsoft AppSource ressursilt juurde visuaale,

millega saab aegridu prognoosida. Allpool on vélja toodud moned neist.

Visuaal Time Series Decomposition Chart

Time Series Decomposition Chart on avatud lahtekoodiga tasuta Power BI visuaal, mis
on valjaantud Microsoft Corporation-i poolt (vt Joonis 2.4). Visuaal on loodud
programmeerimiskeele R pakettide proto ja zoo abil. Praegu saab alla laadida
versiooni 1.0.3.0, ning viimati on uuendatud 18.10.2021. [11]

Time series decomposition chart

L

Crverview

Pricing

Joonis 2.4 Visuaal Time Series Decomposition Chart ressursil Microsoft AppSource

Aegridade dekompositsioon on statistiline meetod, mis jagab aegread mitmeks,
tavaliselt kolmeks komponendiks: trend, sesoonne komponent ja mira. Aegridade
dekompositsioon on oluline analllsitooriist aegrea komponentide mdistmiseks ja
prognoosi parandamiseks. Saadaval on seitse erinevat aegridade visualiseerimise
reziimi, mis voGimaldavad analtdtikul andmete eri aspekte slveneda. Kogenud

kasutaja saab kontrollida algoritmi sisemisi parameetreid. [11]

See visuaal aitab paremini mdista aegridu, vaadates hooajalisi mustreid ja trende.
Moistes paremini aegridade keerukust ja aluseks olevaid mustreid, on kergem valida

prognoosimudelite parameetreid, neid hadlestada ja prognoosi tapsust parandada.

Visuaal Forecasting with ARIMA

Forecasting with ARIMA on avatud lahtekoodiga tasuta Power BI visuaal, mis on
vdljaantud Microsoft Corporation-i poolt (vt Joonis 2.5). Visuaal on loodud R pakettide
scales, forecast, zoo, htmlWidgets, XML ja plotly abil. Praegu saab alla laadida
versiooni 1.2.1.0, ning viimati on uuendatud 18.10.2021. [13]
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Forecasting with ARIMA

Crverview Ratings + reviews
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Joonis 2.5 Visuaal Forecasting with ARIMA ressursil Microsoft AppSource

Visuaal rakendab prognoosimiseks ARIMA meetodit, mille eesmargiks on kirjeldada
andmetes esinevaid autokorrelatsioone. Toetatakse nii hooajalist kui ka
mittehooajalist modelleerimist. Visuaal voimaldab automaatselt leida hooajalise teguri,
kuid lubab ka kasutajale seda maarata. Vaikimisi optimeerib algoritm mudeli kdigi

parameetrite jaoks, kuid kasutajal on vdéimalus muuta mudeli parameetreid. [13]
Visuaal Forecasting using Neural Network

Forecasting using Neural Network on tasuta Power BI visuaal, mis on valja antud MAQ
LLC Software poolt (vt Joonis 2.6). Visuaal on loodud R pakettide forecast, plotly, zoo,
ja nnet abil. Hetkel on kasutusel 3.0.6.0 versioon, mis on viimati uuendatud
18.10.2021. [14]

Forecast using Neural Network by MAQ Software

W
Cwverview Ratings + reviews
MAQ Scitware
“ Fedecastog uning Meural Metwork by MAD Sodbware snplements 3o “Artbonl Mewasl Metwark® ta learn fram britoncsl dats and predt fuiue
Downlosd Sample alues. This visusl uses 3 single layer feed forward retwork with lagged inputs 1o process time series values. R packige dependencees (alo-
nstalled): forecast, plokly. o0, st
oreca ng heural k A0 Software i usef L= busdgets, sales, demand ®
Pricing
Free ey Spatun

Joonis 2.6 MAQ LLC Software visuaal Forecasting using Neural Network

Visuaal kasutab aegrea vaartuste ennustamiseks (hekihilist parilevivorku (feed-
forward network) lubades sisendandmetena antud aegrea suhtes ajas tagasi nihutatud

aegridasid (/ags). Visuual voimaldab ka mudeli parameetreid kasitsi reguleerida. [14]
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2.2.2 Masinoppe vahendid Power BI-s

Azure masinoppe mudelid Power BI-s

Azure Machine Learning on pilveteenus masindppeprojekti elutsiikli kiirendamiseks ja
haldamiseks. MasinOppe spetsialistid, andmeteadlased ja insenerid saavad seda
kasutada oma igapdevastes tddvoogudes mudelite treenimiseks ja juurutamiseks.
Azure Machine Learning Studio (Azure ML Studio) on keskkond, kus on vdimalik luua
masindppe mudeleid vOi kasutada avatud lahtekoodiga platvormilt (nt Pytorch,
TensorFlow vdi scikit-learn) loodud mudelit. Keskkonna tooriistad lubavad mudeleid
jalgida, Umber Opetada ja Umber paigutada. Azure'i masindppes on vdimalik mudeli
treenimisskripti kaivitada pilves vdi luua mudeli nullist. Automatiseeritud masindpe
(AutoML) kiirendab seda protsessi ja seda saab kasutada Azure ML Studio
kasutajaliidese vdi Pythoni SDK (Software Development Toolkit) kaudu. [15]

Antud td6s on kasutatud Azure ML Studio aegridade prognoosimise automatiseeritud
masindppe algoritmid: AutoArima, Prophet ja narvivobrgu mudel ForecastTCN.
Parimaks mudeliks on valitud AutoArima, mis on Azure poolt automaatselt haalestatud
ARIMA mudel.

Power BI-s on vdimalik kasutada Azure ML Studio treenitud ja juurutatud mudelit.
Selleks on vaja minna Power Query Editor-isse, ning seal valida Azure masindppe

nuppu (vt Joonis 2.7).

— Text Analytics
<42 Vision
i é Azure Machine Learning

Al Insights

Joonis 2.7 Azure masindppe nupp Power Query Editor-is

Nupule vajutades, avaneb aken, kus on vdimalik naha kdik Azure ML Studios

juurutatud mudeleid, ninga rakendada neid andmete peale.
Pythoni skriptid Power BI-s

Power BI lubab kasutada programmeerimiskeelte R ja Python skripte andmete
sisestamiseks, todtlemiseks ja visualiseerimiseks. R ja Pythoni skriptidega tédtamise
vOoimalus avab Power BI-s palju voéimalusi ja (ks neist on tdétada masinOppe
tooriistadega ja luua mudeleid otse Power BI-s. Antud I10puté6s on kirjeldatud Pythoni

keeles skriptide kasutamine aegridade prognoosimiseks.

16



Pythoni keeles skript masindppe mudeli loomise koodiga integreeritakse Power Query
Editoris andmetabeli andmete teisendamise etapina vajutades Pythoni skriptide

kaivitamise nupule (vt Joonis 2.8).

Py

Fun B Run Python
script script

Scripts

Joonis 2.8 Pythoni skripti integreerimise nupp (paremalt)
Pythoni skriptide kaivitamisel on moned piirangud. Neist olulisemad on:
e Imporditakse ainult pandas paketi andmetabelid.

e Iga Pythoni skript, mis té6tab kauem kui 30 minutit, aegub. [16]
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3 TOO TULEMUSED
3.1 Andmete eeltootlus

Andmete eeltddtlemiseks ja modelleerimiseks kasutatakse Power BI Query Editor-i.
Siin jaadi analtldsimisele andmestiku veerud kuupdev (Date) ja sulgemishind (Close)
ning kontrolliti, et kuupdev (Date) on kuupdeva formaadis ja sulgemishind (Close) on

fikseeritud kiimnendarvu formaadis.

Selleks, et Power BI-s olevad andmed oleksid varsked, eelkdige on vaja seadistada
andmete automaatvdarskendamise. Yahoo.Finance portaalist ajaloolised andmed
saadakse URL kaudu. Selleks, et ei peaks uute andmete saamiseks URL-i uuesti
sisestada, Power Query Editor-is on vdimalik seadistada andmestiku

automaatvarskendamist.

Yahoo.Finance lehelt kopeeritakse ajalooliste andmete lingi URL aadressiga. Power BI-

sse lisades uue allika, valitakse Veeb allikat, ning lisatakse kopeeritud lingi aadressi.

URL aadress naeb valja selliselt:

https://query1l.finance.yahoo.com/v7/finance/download/NFLX?period1=1604102
400&period2=1635465600&interval=1d&events=history&includeAdjustedClose=t
rue

Kus NFLX on aktsia kood ja periood on (period1=1604102400&period2=1635465600)

epohhi formaadis.

Kuna on vaja, et aruanne oleks alati ajakohane, peaks iga kord, kui kldpsatakse nupul
,Varskenda", asendama URL-i perioodi 2. osa praeguse ajastu ajaga. Selleks, et mitte
teha seda kasitsi, lisame andmete juurde tabeli, mis hakkab portaalist

https://www.epochconverter.com/, votma viimase epohh aja, ning asendama seda

periood2 ajaga.

Juurde lisatakse veel Uks veebi allikas, aadressiga https://www.epochconverter.com/.

Ning ,Navigaatoris" lisatakse uus tabel naidete abil (vt Joonis 3.1)
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https://www.epochconverter.com/
https://www.epochconverter.com/

Navigaator

Eelvaateks pole valitud dhtegi dksust

e

Joonis 3.1 Ajastu aja tabelisse lisamine

Avatud aknasse, Veergu 1 |lisatakse kuupdevale vastava ajastu aja numbri.
Jargmisena on vaja koostada parameetrit viimase kuupdeva jaoks (periood2). On vaja

kldpsata paringuredaktoris nuppu ,Halda parameetreid® (vt Joonis 3.2).

1k F | NPLASULLIIGL = FUWET LUTY TeUakiorn

=X p— = Atribuudid Y WS 4
ol B Z+
- At T m redaktor >< |
Sule & Uus Hiljutised Andmete Andmealliia Halda Virskends Veergude Eemalda J3ta read Eemalda Tokelds ROhmitusalus
e 3 Halda = .
rakenda~ allikas ~ allikad * sisestamine satted parameetreid *  eelvaadet — v * veerud * alles™ read~ veerg ™
Sule Uus plring Andmeallicad Halda parameetresd - Veergude haldamine Ridade vihendamine Sorti
11413 < Redigeeri parameetreid
Jx Muudetud tiip™,{{"Column1”, “EpochTime"}})
Uus parameeter
Company . 123 EpochTime v
[x NFLXStock 1 1639500669

Joonis 3.2 Uue parameetri loomine

Seal luuakse parameeter LastDate ning vaartuseks pannakse ajastu aja numbri
(epohh).

Peale seda avatakse andmestiku tdpsem redaktor (Advanced Editor), kus asendatakse

periood2 numbriline vaartus parameetri LastDate vastu (vt Joonis 3.3).
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1§ wpsem redaktor

NFLXStock

lat ‘

Allikas=-(LastDate a5 text, Comp as text)=-> let

Allikas - Csv.Document(Meb.Contents( https://queryl.finance.yahoo.con/v7?/finance/download/ " &Comph™ fper iod1-16357248008per iod2-"BLastDatel™Rinterval-1dhevent s-history ™). [Delimite

r Esiletdstetud piised” - Table.Promotedeaders(allikas, [PromoteAllscalars=trus]),

»"Wuudetud tiilip™ = Table.TransformcolumnTypes(s~Esiletdstetud piised™, ({"Date”, type date), [“Open”, type text}, {“Migh™, type text}, {“Low". type

text), (“Close™, type text), {

ruudetud tiip lokaadiga™ - Table.TransformtolumnTypes(® ruudetud tilp®, ({"Open™, Currency.Type), {"migh™, Currency.Type). (“Low™, Currency.Type), (“Close”™, Currency.Type). (7

"Hupdetud tiipl™ = Table.TransformColumnTypes (8 Muwdetud tidp lokaadige™,(("Date™, type date}})

#"Huudetud tiipl”
in allikas

v Uhtegi sintaksiviga ei tuvastatud

Joonis 3.3 Parameetri integreerimine

Lopuks lisatakse (ldtabelisse kohandatud veerg, uue veeru nimega LastDate (vt Joonis

3.4),

1 & = | NFXautomat - Power Query redaktor
_ Avaleht Transformatsioon Veery lsamine Vaade Wdnrstad Spakker
== M = - = ColTingmusiicveery . . (lilidaweerd  XO HEE . Tigonomeetria = TR} 1) =
v = oA ! Findeksiveerg = ﬁ‘é 145 Blestraks = 2 1) ) ‘0. a5 Umnardamine = S’ _.. @
\'f«gt'lﬂ::;\dl*::ﬂm fveergu \.u'm-ng 45 Soeky - \.-r..'-u |.. w ..,._- & .~ lw:ﬂev Keﬂ.:.uq ---;‘.. Tekstianallls Nagfmme"
Jidine Telcstifailist Arvust Alguskuupdey ja -kellaseg TehisintellektipShised Ole
Paringu e I fr | = Table.AddIndexColumn(e"Lisatud kohandatud1™, “Indeks®, 0, 1, Int6d.Type) v
Loo sellesse tabelrse uus veerg L
1 kohandatud valemi alusel M - | ¥ LastDate = 7] NFLX.Oste v § NFUCOpen * § NFLCHIgh -
f\ NFLXStock 1 NAX 1639500669 14.12.2021 598,71 602,
f EpochDate 2 NAX 1639500669 13.12.2021 612,00 6[2,A
Joonis 3.4 Kohandatud veeru loomine
kus kohandatud veeru valemiks pannakse ajastu aja tabeli nimetuse, ning
nurksulgudesse ajastuaja tabelis oleva veeru nimetuse (vt Joonis 3.5).
Kohandatud veerg
Lisage veerg mis on arvutatud teiste veergude pShyal
Uus veeru nimi
LastDate
Kohandatud veeru valem (&) Sasdacdevad veerud
- EpochDate[EpochTise] I | QuoteSymbol
LastDate 2
NFLXDate
NFLX.Open
NFLXHigh
NFLC Low
NFLXClose v
™ ]

Power Query valemite teave

v Uhtegi sintaksiviga ei tuvastatud

Joonis 3.5 Kohaldatud veeru valem
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Tulemusena saadakse tabelisse uus veerg, mis hiljem tuleb laiendada uutele ridadele.
Edaspidi andmete varskendamiseks tuleb vajutada nuppu ,Varskenda™ Power BI

Desktop-is.

3.2 Modelleerimine Power BI visuaalide abil

Selleks, et juurde laadida aegridade prognoosimise visuaalid, visualiseeringute
mendds on vaja vajutada kolme punkti peale, kus valida ,Hangi rohkem visuaale"™ (vt
Joonis 3.6)

[ 51 © &[] e
QEEd R E
EHE KM
SNMECEFE
® o 1 © B Wi
VSUEHEKE

1

—

Joonis 3.6 Visuaalide juurde allalaadimine

Parast seda avaneb Power BI Microsoft AppSource ressursi uute visuaalide akna, kus

otsingutest saab alla laadida jargmised visuaalid aegridade prognoosimiseks.

Time Series Decomposition Chart

Seda visuaali on vaja ennem alla laadida Microsoft AppSource kaudu. Joonisel 3.7 on

esitatud uuritava aegrea dekomponeerimine.

21



L1 1 1

100 300 500 700

280

L
™,

e

- /_

2 __—
™~ e
T T T T T ™
2017 2018 2019 2020 2021 2022

Model: multiplicative, freq = 252 / year, seasonal: 12%, trend: 68%, remainder: 20%

Joonis 3.7 Netflix aktsia sulgemishindade Time Series Decomposition Chart

Aegrea dekomponeerimine tahendab aegrea vaartuste jaotamist jargmisteks

mustriteks:
1. Data: esialgne aegrida.

2. Sesoonsus: aegrea perioodiline osa. Uuritavas aegreas esineb sesoone
komponent, mis ei muutu aja jooksul, nii et aastatel on sarnased sesoonsed

mustrid. Antud andmestiku hooajalisus moodustab 12%.

3. Trend: aegrea vaartustes esinev kasvav vO0i kahanev tendents. Uuritavas

aegreas esineb kasvav trend, mis moodustab 68%.

4. Mira ehk jaak: seeria juhuslik komponent moodustab 20% ja naitab viimasel

aastal juhuslikkuse kasvava tendentsi.

Sesoonsuse, trendi ja mira kombineerimisel rekonstrueeritakse Ulemisel paneelil
ndidatud esialgsed andmed. Sesoonsuse perioodiks on siin finantsaasta ning

ajasammude arvuks on maaratud 252, mida saab edasi SARIMA mudelites kasutada.
See visuaal aitab paremini moista aegridu, vaadates hooajalisi mustreid ja trende.

Forecasting using ARIMA

Seda visuaali on vaja alla laadida Microsoft AppSource kaudu.
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ARIMA: {p,d.q,RD,Q,m) = (0,1,0,0,1,0,252)

Close

Date

Joonis 3.8 Netlix aktsia sulgemishinna prognoosimine ARIMA(0,1,0)(0,1,0)252 mudeliga

ARIMA mudeleid kasutatakse andmestiku autokorrelatsiooni kirjeldamiseks.
Autokorrelatsioon on vaatluse korrelatsioon selle varasemate vaartustega. See
moddab hilinenud vaatluste kogumi sarnasust aja funktsioonina. Joonisel 3.8 on
esitatud uuritava aegrea prognoos ARIMA(0,1,0)(0,1,0)2s2 mudeliga, mis naitab

aktsiahindade kasvamise tendentsi.

Hallina diagrammil naidatakse prognoosi usaldusvahemik.
Forecasting using Neural Network

Seda visuaali on vaja alla laadida Microsoft AppSource kaudu.

Joonis 3.9 Netflix aktsia sulgemishinna prognoosimine narvivorkuga

Selles visuaalis kasutatakse Uhekihilist tehisnarvivorku, et Oppida antud andmete

mustreid ja ennustada Opitud parameetrite pdhjal tulevasi vaartusi. Joonisel 3.9 on
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esitatud uuritava aegrea narvivorgu mudeliga leitud prognoos, mis erinevalt ARIMA

mudelist naitab aktsiahindade kahanemise tendentsi.

Power BI-sse sisseehitatud visuaalide puuduseks on see, et prognooside vaartused ei
ole vdimalik alla laadida vdi tabelina salvestada ning nende jérgi mudelite RMSE vead

leida.

3.3 Automaatmodelleerimine Azure ML Studios

Azure ML Studios prognoosimudeli loomiseks ja juurutamiseks, et neid hiljem saaks
kasutada Power BI-s visualiseerimiseks, on valitud mudeli treenimine ja juurutamine
automaatse masinOppega. See valik vOimaldab tdielikult automatiseeritud andmete

ettevalmistamist ja mudeli treenimist ilma koodi kasutamata.

Automatiseeritud masindpe vdimaldab optimaalse algoritmi ja parameetrite leidmiseks

automaatselt treenida palju erinevaid masindppe mudeleid.

3.3.1 Modelleerimise protsess

AutomaatmasinOppega modelleerimise protsess on esitatud Joonisel 3.10.

1. Treenimise andmestiku
allalaadimine

2. Uue automaatmasindppe
protsessi kadivitamine

3. Prognoosimise tldbi valimine
(Time Series Forecasting)

L

4. Mudelite treenimine

-

5. Parima mudeli testimine

4L

6. Mudeli juurutamine

Joonis 3.10 Automaatmasindppega modelleerimise protsess

Esimese sammuna on vaja laadida treenimisandmestik (vt Joonis 3.11).
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Microsoft Arure Machine Learning Studio

= Home Datasets
Heaw Datasets
{x Home
Registered datasets Dataset monstorns (preview)
E HNotebooks

l-iu Create dataset - l' Refresh ister [@B Edit columns "0 Reset view

£ Automated ML .
% From local files

& Designer
g ﬁ From datastore

a3ets
G2 Datasets [3 From web files

= i Version Data source Created on |

s, Experiments ¥ From Open Datasets
¥ Pipelines NFDIdateCloSy111 1 workspaceblobstone Dec 3 20211
S e NFLXSy1.11 1 workspaceblobstore Dec 2 20215

%> Endpoints
Joonis 3.11 Uue andmestiku allalaadimine

Upload nupule vajutades, tuleb valida upload files, et saaks treeningandmetega csv-

formaadis faili arvutist Azure ML Studiosse alla laadida (vt Joonis 3.12).

Create dataset from local files

Datastore and file selection
Salect or create a datastore * O

@ Basicinfo .
workspaceblobsiore L Y

> Create new datastore
@ Datastore and file selection
Select files for your dataset *

These files wll be uploaded to your selected datastare and made available in
Settings and préview your workspace, Supported file types include: delimited (e, cov, tov), Parquet.
JSON Lings. and plain text.

» =

T Upload files

Schema

D) Upload folder aded to "${Upload path)/12-03-2021_112422_UTC'

Confirm details
[ skip data validation ©

Joonis 3.12 Andmestiku allalaadimine arvutist

Teiseks, Azure ML automaatmasindppe loomiseks, peab valima vasakul tulbas

Automated ML, ning uus automaatne masindppe (vt Joonis 3.13)

Microsoft Azure Machine Learning Studio

— Home Automated ML
Lo Automated ML
{=y Home
= Let Automated ML train and find the best model based on your data without writing a single line of cod
=) _Notebooks [—-— New Automated ML run] ) Refresh

& Automated ML
5;5 Designer Recent Automated ML runs

i L e e Carmmrirmnmet < o b it bnd $lons

Joonis 3.13 Uue Azure automaatmasindppe loomine

25



Kolmas samm on proghoosimise talibi valimine (vt Joonis 3.14). Azure pakub
prognoosimise tilbiks klassifitseerimise, regressiooni vdi aegridade prognoosimise
meetodit. Antud tods kasutatakse aeridade prognoosimise meetodit (Time Series
Forecasting). Time Series Forecasting (Aegridade prognoosimine) - vddrtuste
prognoosimine aja parameetri jargi. Vajutades all nurgas Lisaparameetrite peale, on

voimalik lisaparameetreid konfigureerida.

Prognhoosimise tegemiseks on vaja

) Lubada sligavope.
o Valida aja veerg, ehk Date
o Valida prognoosihorisont. See naitab, mitu ajathikut (minutid, tunnid, paevad,

nadalad, kuud vbi aastad) suudab mudel tulevikku ennustada. Vaikimisi

prognoosihorisondiks maaratakse 7 paeva.

Bicchd whgorrhms

Fiwedaal Larged Lagn

Tl | punt

Sermucn and trend

Cimailiiy i iiyicon ol Basbadd s

Joonis 3.14 Prognoosimise tilbi valimine

Neljandaks, kdikide mudelite treenimine votab aega umbes kaks tundi. Et seda aega
vahendada, on vdimalik treenimiseks jatta ainult andmetele sobivaid aegridade
prognoosimise algoritme, mis on AutoArima, Arimax, Prophet ja ForecastTCN (Azure
ML Studio poolt pakutav narvivorgu mudel). Selleks on vdimalik Glejadnud algoritmid

vdlja jatta (vt Joonis 3.15).
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Select task type Primary metric

Maormalized root mean squared #iror

Regression E Explain best model
Best model xplanation is not currently available for some AutoML forecasting experiments.

=]
To predict continuous numernc values

Blocked algorithms (.

/oy Time series forecasting
)

BlasticNet x  GradwntBoosting x DecsionTree x KNN X Lassolars
REErc yoiens Bunel on e SGD X Randomforest X  ExremeRandomTress % LightGEM
The time seres farecasting method requires 8 XGBoostRegressor X Average X Nave X Seasonaldverage
R SeasonaliNaive = ExponentisiSmoothing = TCNForecaster
| Date (Date) | F«':r of algorithms that Automated ML will not use during traineng

AutoAnma

Time series identifier(s)

= Prophet
Select column(s) J
Animy
Frequency *
@D iuvoderea
» Concumency

Forecast horizon *

@D ~ucdetea

Joonis 3.15 Algoritmide blokeerimine

AutomaatmasinGppe protsessi |0ppemisel pakutakse andmetele sobitud mudelite
nimekirja (vt Joonis 3.16).

keen_glove_r36zwck5 o7

) Refresh Cancel [1] Delete

Details Data guardrails Cutputs + logs Child runs Snapshot

) Refresh Deploy Download Explain model W Editcolumns 7 Reset view
L search Submited time WAl filters Clear all
Showing 1-2 of 2 models Page size: E
Algorithm name Explained Mormalized ro... 7 Sampling Subn
AutoAnma Wiew explanateon 0.03827 100,00 % Deg
Prophethodel QTEId 100000 % Deci

Joonis 3.16 Mudelite nimekiri

Neljast algoritmist Azure Automated ML konstrueeris ainult kahel algoritmil pdhinevad
mudelid ProphetModel ja AutoArima. Parimaks oli pakutud AutoArima mudel. Joonisel
3.17 on néha mudeli parameetreid. Treeningandmetel mudeli RMSE on 22.077.

27



explained_variance

0.148

mean_absolute_error

20.461 3.075

root_mean_squared_error

22.077

root_mean_squared_log_error

0.034 0.76

Select a metric to see a visualization or table
of the data,

Viewas: (@) Chart (T Table

0 explained_variance
i Search

0.148

mean_absolute_error
20.461

B xplained variance

! mean_absolute_srrar

B mean_absolute_percentage_error
B median_absolute_ermor

B romalized_mean_absolute_error
D normalized_median_absolute_error
[ nommalized_root_mean_squared_err..
[ normalized_rost_mean_squsred_Jo...
n predicted_true

B r2score

[ residuats

[ reet_mean_squared_errar

[ reotmesn_squared_tog_ermer

[ eprnar st

mean_absclute_percentage_e...

3.075

Predicted value

Bin Count
w

mean_absolute_percentage_e...

median_absolute_error

20.84

normalized_mean_absolute_e...

0.035

spearman_correlahon

r2_score

-0.905

median_absolute_error | normalized_mean_absolute_e... | r2_score
20.84 0.035 -0.905
'e
Predicted vs. True
- sees Ideal

#verage Predicted Value

543,56 £65.99 se6.a1

True value

—E

Joonis 3.17 AutoArima treeningandmetel mudeli tapsuse mdddikud

Prophet mudeli RMSE oli 103.627 (vt Joonis 3.18).

e _eeror |

eplaned_

-0.977

a0t

102179
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15.37 103.627
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ST 8 Pt B0 00 D PIUBRIISCA O Labin
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102179

explained_vanance
|
. L= SR ]
B oo stncine emer
B oo stnchne percectage eevce
B -+os o e
B ~msiier menn aticie e
[ nemsiset, mesan_sticite evee
[ mermarses root masn sauaes, o
C] PCrmaLied_rool_madn_ kpulred o
B prescred vue
. rd soore
D eLau e
O ot renn sgemres ome
O rectmann squmes jog. eevce

[ s s

L2
| 15.37

Pred ted Vha

b Court

mekan_abickte_error

Qubred_ertor Mguared
®_percentage e medan_al te_¢ normaized_mean_stachite e
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Joonis 3.18 Prophet treeningandmete mudeli tdpsuse moddikud
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Viiendaks, enne mudeli juurutamist ja Power BI-sse kasutusele votmist, Azure ML

Studio pakub mudeli testimise vdimalust. Testimiseks valitakse testandmestiku (vt

Joonis 3.19).

i1 (Orvpute Type

- = - Select Azure ML compute Chuter *
Cetals Mol Lplanatons (previea Metras Cata Uransiormation (preverw o5t resats (prevern Dutputs « logs -

Model summary Select 2 dataset *
PS— e -

My per par ameteny
L nuf-:n-‘l OOt mean sguaed error
Saerpling

Fagistered modeh

Ceploy status

]

Joonis 3.19 Mudeli testimine testandmetega

AutoArima mudeli testandmetel testimise tulemused on esitatud Joonisel 3.20. RMSE

vaartuseks on juba 44.45.

| 0.183 I 35.156 | 5517 33.18 0.061
B -
- .
g
B roommizes mas
B .
B
-0.183 | 35.156 I 5517 | 33.18 0.061 | -1 44.455

Joonis 3.20 AutoArima testandmete mudeli méodikud

Viimane, kuues samm on parima mudeli juurutamine Power BI-s kasutamiseks. Kui
automatiseeritud masinOppe t66 on I[Opule viidud, saab vaadata kdigi kasutatud

masindppe mudelite loendit, valides vahekaardi Mudelid. Mudelid jarjestatakse tapsuse
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jargi, kodige paremini toimiv mudel, siin AutoArima, kuvatakse esimesena. Parast
parima mudeli valimist aktiveeritakse nupp Juuruta (Deploy) (vt Joonis 3.21).

Details Data guardrails Models Outputs » logs Child runs

+ Deploy to real-time endpoint (preview)

filters
Page size:

1-; Deploy to batch endpoint (preview)

AlG¢ Deploy to web service

Deplory the model 1O 2 wed 1ernle

- ned Normalized ro ! Sampling Submitted time

©  AutcArmy VW explanat 0.03827 10000 % Dec 6, 2021 7:31 P

Joonis 3.21 Mudeli juurutamine

3.3.2Azure mudelite rakendamine Power BI-s
Power BI Query Editor-is on olemas nupp Azure Machine Learning (vt Joonis 3.22).

u: . °

22 : : - >

Joonis 3.22 Azure masindppe mudelite kasutamine Power BI-s

Enne Azure masindppe mudeli rakendamist, on vaja teha Enter Data abil lisatabeli
kvantiili naitudega. Selleks oli lisatud Quantiles nimega Uhe veeruga ja Uhe reaga
tabel, kuhu kvantiili vaartuseks oli sisestatud 0.975.

Prognoosi loomiseks, kasutatakse testimisandmestikku. Valitakse Azure ML mudel,
parameetriks data valikatse testimisandmestikust veerg kuupdev (Date) ja
parameetriks quantiles valitakse kvantiil (vt Joonis 3.23).

Sisestage parameetrid

data

Vali veerg ...
quantiles
‘ Kdivita ‘ ‘Tuhjenda

Joonis 3.23 Azure ML mudeli parameetrite valimine
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Tabelisse lisatakse veerg prognoosidega, kuid prognoosid ei ole numbriliste
vddrtustega, nad on json -formaadis ning neid on vaja arvulise formaadi
konverteerida. Selleks on vaja lisada uue kohandatud veergu, ning valemiks kasutada
Record.ToTable(Json.Document([#"AzureML.autoatumaml"])). Lisandub uus veerg

Custom.

Seejarel tuleb lisada peatabelisse uue indeksite veergu ning teha tabelist duplikaati.
Duplikaati saab teha vajutades parema hiirekldpsuga tabeli nime peale. Edasised

toimingud tehakse dubleeritud tabelis.

Uues veerus Custom klopsata esimese rea peale (vt Joonis 3.24)

ded Custom™, "Index™, 1, 1, IntE4.Type v e
133 Cusroe 143 Indes - 4 PRON
SBER3E 129 BSTROS12T3)16, 319 3640514 i -
3 RSTAN1273216, 129 3542514 ? S
...... g 3158 127313 b a3
- 9 re r 4 .
4 APPL

Joonis 3.24 Kohandatud tabelis prognooside avamine

Avaneb tabel prognoosidega, millest tuleb alles jatta ainult esimene rida (vt Joonis
3.25).

T W Name 455 Viker - 2 PROPER

e -

# APPLIED

Joonis 3.25 Tabel prognoosidega

Et jatta ainult esimest rida, voib kasutada Jdta read alles ikooni, ning valida sailita

Ulemised read (vt Joonis 3.26)
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or

D L B | EX 8l I =
X [EJEE g rin

Veergude Eemalda |Jita read|Eemalda Tukelda Rihmitu

valimine ¥ veerud ~ alles~ | read~ veerg ™

Veergude haldamine F [T Séilita illemised read

H_i; Alumiste ridade s&ilitamine
NFLX.Date", order.De¢ .. _ . . .
B¥ Siilita ridade vahemik

Sdilita duplikaadid

[> Jata torked alles
Joonis 3.26 Ulemiste ridade séilitamine
Edasi tuleb teha lahti loetelu. Lisada tabelisse indeksiveerg, ning Ghendada duplikaat

tabeliga (Combine -> Merge Queries), jattes |0pptabelisse ainult prognossid ning
kuupaeva (Date) ja sulgemishinna (Close) veerud.

Tulemusena on vdimalik Power BI-s saada visualiseeringu (vt Joonis 3.27), kus

helesinine joon on prognoositav sulgemishind.

Sulgemishind, USD

Joonis 3.27 AzureML AutoArima mudeli prognoos ja tegelikud vaartused

Proognosid ja tegelikud vaartused on voimalik Power BI-s ka tabelina esitada (vt
Joonis 3.28).
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Date Forecast Close

. november 2021.
. november 2021,
november 2021.
. november 2021.
. november 2021,
. november 2021.
9. november 2021.
10. november 2021,
11. november 2021.
12. november 2021,
15. november 2021.
168. november 2021.
17. november 2021.
18. november 2021.
19. november 2021.
22. november 2021,
23. november 2021.

$687.28 $681,17
$687.55 $677.72
$688.63 $688.29
$688.40 $66840
$68892 $64572
$688.46 $651.45
$600,58 $6555,99
$691.46 $646,91
$689.91 $657.58
$600,60 $682,61
$691,07 $679,33
$602,86 $687.40
$6092,54 $691,69
$691,55 $682,02
$602.04 $678.80
$603.24 $659,20
$69472 $654,06

O

ooown
W W W W W W W

[ ¥ « I < N I o Y N« N « ¥ R <

Joonis 3.28 AutoArima prognoosiandmed ja tegelikud vaartused tabelina

3.4 Modelleerimine Pythoni abil
3.4.1Pythoni skriptid Power BI-s

Pythoni skriptide kasutamiseks Power BI-s, peab olema Python ja selle kdik vajalikud
teegid arvutisse installitud, ning Power BI seadistusetes (Options) Pythoni ja Pythoni
integreeritud programmeerimiskeskkonna (IDE, Integrated Development
Environment) asukoht arvutis maadratud. Power Query editoris on olemas Run Python
script nupp, kuhu peale vajutades avaneb aken, kuhu on vdimalik Pythoni skripti
sisestada (vt Joonis 3.29). [16]

YEBOLIU S R 4

order.Descending}}) A

"1 Company 4 ATRIBUUDID

Joonis 3.29 Pythoni skripti kaivitamine

3.4.2 Pythoni mudelite rakendamine Power BI-s

Enne Pythoni skripti kaivitamist, tuleb andmestiku modelleerida. Esialgsest

andmestikust tehakse viide, kasutatavad veerud Date ja Close asendatakse numbirilise
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talbi vastu. Seejarel avaneb aken, kuhu saab lisada Pythoni ARIMA mudeli skript (vt
Joonis 3.30).

mine  Veade  Todriistad  Spikker

Kaivita Pythoni skript
Sisestage Pythoni skriptid redaktorisse, et teisendada ja kujundada oma andmeid.

Skript

import nuspy as np

import pandas as pd ~
from statsmodels.tsa.arima.model import ARIMA

from pandas import DataFrame

train_data, testing data = dataset[@:int(len(dataset)*s.7)], dataset[int{len(dataset)"8.7):]
training_data = train_data['Close’].values
test_data = testing_data[ Close’].values

model_predictions = []
history = [x for x in training_data)

irgmise Pythoni installiga: utsikalAppDataiL

serimiseks ja muutmiseks, r

oK Lootu |

Joonis 3.30 Pythoni skripti lisamine

Kui Pythoni skript on labi téddeldud, ilmub ette uus tabel skripti valjundandmetega (vt
Joonis 3.31), kus dataset on koguandmestik, df c prognoosid, testing data on

testimisandmestik ja traind_data on treeningandmestik.

_J’.'\ = Python.Execute("import numpy as np#(1f)import pandas as pd#(1f)from statsmodels.tsa.arima.model
. AP%c Name ~ | [ value ik
dataset
2 |df_c

3 testing_data

4 train_data

Joonis 3.31 Pythoni ARIMA mudeli rakendamise andmestik

Vajutades df c Table peale avaneb tabel koos prognoosimise andmetega. Nimega 0

veerg Umber nimetatakse prognoosi veeruks (Forecast)

Avatud tabelis tuleb muuta veergu vaartuste tlauabid. Date pannakse kuupdeva

formaati, Close ja Forecast veergudele maaratakse fikseeritud kiimnendarvu tiubi.

Tulemusena saadud Pythoni skripti ARIMA mudeli prognoosid ja aegrea tegelikud

vaartused on esitatud Joonisel 3.32.
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ARIMALLZT)

Sulgemishind, USD

Joonis 3.32 Pythoni skripti ARIMA mudeli prognoos ja tegelikud vaartused

Pythoni abil leitud prognoosid ja tegelikud vaartused on vdimalik Power BI-s ka

tabelina esitada (vt Joonis 3.33).

Eate Close Forecast
1. november 2021, 3. $681,17 673,08
2. november 2021, a.  $677,72 $674.26
3. november 2021, a.  $683,290 §674,00
4, november 2021, 3.  $668,40 $675,55
5. november 2021, 3.  $64572 $675,83
8. november 2021.a.  $5651,45 676,28
9. november 2021, a.  $655,99 §676,65
10. november 2021, 2.  $645,91 $677.19
11. november 2021, 3. $657,58 677,60
12. november 2021, 2. $682,51 678,04
15 november 2021, 3. $679,33 678,47
16. november 2021, 3. $687.40 $678,92
17. november 2021, 3. $691,69 $679.35
18, november 2021, 3. $682,02 $679,79
19, november 2021, 3. $678,280 $68022
22. november 2021, a. $659,20 $680,66
a. $65406 £681,10

. hovember 2021,

r-a
)

Joonis 3.33 Pythoni ARIMA mudeli prognoosiandmed ja tegelikud vaartused tabelina

Saadud tabeli on v@imalik edasi csv-formaadis eksportida voi otse Power BI-s mdddiku
abil testandmete RMSE arvutada. Pythoni ARIMA mudeli testandmete RMSE on 48.47,
mis on Azure AutoArima mudeliga ldhedane. Pythoni ARIMA mudeli parameetreid saab

edasi hallata, skripti uuesti kadivitada ning proovida muuta mudel tadpsemaks.
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KOKKUVOTE

Uha rohkem ettevdtted vdtavad kasutusele erinevaid Business Intelligence (BI)
tarkvarasid, mille abil on vdimalik andmeid visualiseerida ja analiilisida ning luua
masindppe abil prognoosimise mudeleid. Kaesoleva Ioputdd pohieesmargiks oli uurida
Power BI aegridade prognoosimise ja masinOppe vahendeid aktsiahindade

modelleerimise naitel.

To6s olid uuritud aegridade prognoosimisel kasutatavad mudelid, mis olid loodud
Azure Machine Learning Studio automaatmasinOppe abil, kui ka Pythoni skriptide abil

ning rakendatud Power BI Desktop-is.

LOputtd pohiosa koosneb kolmest peatiikist. Esimeses peatiikis tutvustati aegridade

prognoosimise meetodeid ja mudelid. Lisaks esitati kasutatud valideerimise mdddikut.

Teises peatlikis anti Ulevaade t66s kasutatud andmete kohta ning Power BI tarkvara
aegridade prognoosimise vOimalustest. Tutvustati Power BI-sse sisseehitatud
prognoosimise vodimalusi. Naidati moned populaarsemad Vvisuaalid aegridade
prognoosimiseks, mida saab juba praegu Power BI-sse alla laadida ja seal kasutada.

Tehti ka Power BI masindppe vahendite llevaade.

Kolmandas peatikis modelleeriti aktsiahinnad Power BI aegridade prognoosimise
meetodite abil, kasutades nii Azure masinOppe kui ka ka Pytnoni skriptide
integreerimist ning tehti leitud mudelite visualisatsioonid Power BI-s. Ldputdds
esitatud aegridade modelleerimise protsessi kirjeldus on kasutatav Power BI

masindppe vdimalustega tutvumiseks Power BI tarkvara taiendkoolituste labiviimisel.

Pythoni skriptidega to6tamise vdimalus avab Power BI-s palju vdimalusi ja Uks neist
vOimalustest on todtada masinOppe tooriistadega ja luua tasuta erinevat tilpe
mudeleid otse Power BI-s ning koostoimimisel Power BI andmete importimise ja

uuendamise vOimalustega lubab luua ja visualiseerida mudeleid peaaegu reaalajas.

Aktsiate hindasid on vaga raske prognoosida, sest aktsiaturg on vaga ettearvamatu,
igasugune geopoliitiline muutus voib mdjutada aktsiate diinaamikat borsil. Andsid ka,
tookaigus loodud aegridade prognoosimise mudelid umbkaudsed tulemused. Kuid
antud mudelitega on vdimalik edasi tootada, selleks on igas mudelis ja visuaalis

voimalik parameetreid hallata, ning muuta mudel tdpsemaks.
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SUMMARY

The choice of the topic is due to the author's interest in the stock markets. Stock price
modeling and forecasting using Power BI software were chosen because the author
has already been in contact with this software and wanted to further develop his

knowledge.

This thesis on the topic ,Time Series Forecasting on Stock Prices Using Power BI

Software” is written by student LutsSika Klim.

The main goal of this thesis is to study Power BI machine learning tools on the
example of stock price modeling. The thesis looks at different time series predictions
and further behavior modeling methods and machine learning models offered by
Power BI software tools. The accuracy of these models is benchmarked using stock
price data and also visualizations of stock prices and their forecasts are provided.
Based on the aim of the thesis, the tasks of the thesis have also been set: to study
the machine learning methods built into Power BI, which allow time series to be
predicted; use them to construct models for modeling stock prices based on data from
the Yahoo.Finance portal; compare the accuracy of the obtained models and visualize

stock price forecasts based on the best models.
The work consists of three chapters.

. The first chapter introduces the methods for forecasting time series and

presents the validation metrics used.

o The second chapter describes the data used in the work and the possibilities of

forecasting the time series using Power BI software.

. In the third chapter, stock prices are modeled using Power BI time series
prediction methods such as Azure machine learning integration and Python scripts,

and visualizations of the best models are made.

The description of the time series modeling process presented in the can be used for

educational purposes in TalTech Virumaa College.

The ability to work with Python scripts opens up many possibilities in Power BI, and
one of those options is to work with machine learning tools and create different types
of models directly in Power BI, which in combination with Power BI data import and

refresh capabilities allows to create and visualize models in near real time.

Stock prices are very difficult to predict because the stock market is very
unpredictable, any geopolitical change can affect stock market dynamics. The time

series prediction models created in the workflow also gave approximate results.
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However, it is possible to work with these models, for which it is possible to manage

parameters in each model and visual and to make the model more accurate.
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