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Annotatsioon

Kéesoleva bakalaureuset66 eesmirgiks on hinnata kui hédsti suudavad generatiivsed
voistlusvorgud alavalgustatud pilte valgustada ning vorrelda neid muude traditsiooniliste

digitaalsete pildi taastamismeetoditega.

Toos Kirjeldatakse ja vorreldakse erinevaid generatiivsete voistlusvorkude arhitektuure ja
nende tulemusi. Generatiivsete vdistlusvorkude treenimiseks ja testimiseks luuakse
andmestikud, mis koosnevad alavalgustatud ja valgustatud piltidest. Saadud tulemusi
vorreldakse omavahel. T6O tulemusi hinnatakse kvantitatiivselt ja kvalitatiivselt ning
vorreldakse traditsiooniliste digitaalsete pildi taastamismeetoditega. Kvantitatiivses
hinnangus moddeti piltide erinevust hésti valgustatud originaal piltidest. Kvalitatiivse
hinnangu jaoks koostati kiisimustik, kus kiisitletavavad vordlesid omavahel generatiivsete

voistlusvorkude poolt loodud pilte traditsiooniliste pildi taastamismeetodiga saadud piltidega.

Tulemuseks on generatiivsete voistlusvorkude poolt valgustatud pildid ning nende vordluse

kéigus tehtud hinnangud.

Loputdd on kirjutatud eesti keeles ning sisaldab teksti 45 lehekiiljel, 5 peatiikki, 35 joonist.



Abstract

The goal of this thesis is to evaluate how well will generative adversarial networks brighten

low light images and compare them to other traditional digital image restoration methods.

This work describes and compares different architectures of generative adversarial networks
and their results. A data set of combined low light and well lit images is created in order to
train and test generative adversarial netoworks. The results are then evaluated quantitatively
and qualitatively, and compared to traditional digital image restoration methods. Quantitative
evaluation is done by calculation how different are results from originaal well lit images.
Qualitative evaluation is done by questionnaire, where participants compare images produced

by generative adversarial networks to traditional image restoration methods.

Result of this work are images that are produced by generative adversarial netoworks and

their evaluation.

The thesis is in Estonian and contains 45 pages of text, 5 chapters, 35 figures.



Liihendite ja moistete sonastik

CNN Konvolutsiooniline nédrvivork

GAN Generatiivne vaistlusvork

CGAN Tinglik generatiivne vdistlusvork

DCGAN Stigav-konvulutsiooniline generatiivne voistlusvork
C-DCGAN Tinglik siigav-konvulutsiooniline generatiivne v3istlusvork
SRGAN Super-resolutsiooni generatiivne voistlusvork
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1. Sissejuhatus

Paljudel fotokaameratel esineb probleem pildistamisega viheselt valgustatud keskkonnas.
Sellistel alavalgustatud keskkonnas tehtud fotodel olevad objektid on miira ja piisava valguse
puudumise tottu ebaselged ja raskesti eristatavad, mistottu esineb tehtud piltidel

informatsiooni kadu.

Antud bakalaureusetd6 eesméargiks on analiitisida ja hinnata, kui hasti suudavad generatiivsed
voistlusvorgud (lithidalt GAN'id) alavalgustatud fotosid valgustada ning vorrelda neid muude
traditsiooniliste digitaalsete taastamismeetoditega. Selleks treenitakse generatiivseid
voistlusvorke nii, et need oleksid suutelised alavalgustatud sisendpiltidest genereerida sellised
viljundpildid, mis oleksid voimalikult selged, histi valgustatud ning minimaalse miira ja info
kaoga. Valgustatud piltide genereerimiseks on t66s kasutatud kahte erinevat GAN
arhitektuuri — cGAN ja cDCGAN, mis on kirjutatud Pythonis kasutades TensorFlow
tarkvarateeki.

T66 kaigus analiiiisitakse CGANI ja cDCGAN'i arhitektuuride ja tulemuste erinevusi. CGAN'i
ja c-DCGAN'i poolt genereeritud tulemusi piititakse parandada SRGAN'i abil, et tosta pildi
kvaliteeti. Lopptulemusi hinnatakse kvantitatiivselt ja kvalitatiivselt ning vorreldakse Fotor
pilditootlusprogrammis valgustatud piltidega. Kvantitatiivseks hindamiseks arvutatakse vilja
GAN’ide ja Fotori poolt valgustatud piltide maksimaalne signaali-miira suhe (PSNR),
keskmine ruutviga (MSE) ja struktuurne sarnasus (SSIM) ning vorreldakse tulemusi
omavahel. Kvalitatiivne hindamine toimub kiisimustiku alusel, kus kisitletavad vordlevad
generatiivsete voistlusvorkude poolt genereeritud Idpptulemusi Fotor’is kunstlikult

valgustatud piltidega.
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2. Tehisnarvivorgud

Tehisndrvivork voi lihtsalt narvivork (artificial neural network, neural network) on
algoritmide kogum, mis on loodud mustrite dra tundmiseks. Mustriteks voivad olla pildid,
helid, tekstid ja muu andmed, mis on teisendatud numbriteks. Saadud numbrid hoitakse
vektorites. Tehisnarvivorgud on inspiratsiooni saanud bioloogilisest inimajust, kuna nad

puitiavad imiteerida seda kuidas inimese aju dpib ja informatsiooni t66tleb. [1, 2]

Narvivorgud koosnevad mitmest nérvist ehk neuronist, millest igaiiks saab eelnevalt neuronilt
sisendid, seejarel viib 14bi arvutuse ning annab véljundi. Neuronite vahel on ithendused. lgal
tthendusel on kaal, millest sdltub kui palju {ihe neuroni védljund teise neuroni véljundit
mdjutada saab. Neuronid on jagatud kihtidesse. Kdige esimene kiht on sisendkiht, kuna siia
sisestatakse andmed. Jargmised kihid on peidetud kihid, mis on enamasti téielikult iihendatud
vorku. Viimane kiht on viljundkiht, see annab vilja informatsiooni, mida sisendandmete

kohta sooviti teada.[2, 3] Narvivorgu arhitektuuri ehitus on kujutatud joonisel 1.

Peidetud kiht

Sisendkiht
Valjundkiht

Joonis 1. Tehisnédrvivorgu arhitektuur [3].

Kuigi tehisndrvivorgud on kasutusel alates 1943ndast aastast, on nad alles peale 1980ndaid
aastaid  muutunud tehisintellekti pohiliseks osaks. Selle pohjuseks on tagasilevi
kasutuselevott.[2] Tagasilevi (back-propagation) on optimeerimise algoritm, mis aitab
narvivorkudel Oppida. See tdidab ndrvivorgus sonumitooja rolli, aidates vorgul reguleerida
neuronite varjatuid kihte siis kui tulemus ei ole sobilik, nt nérvivork, mis on Opetatud

tuvastama piltidelt koeri, tuvastab valesti pildid oleva kassi koeraks. [4, 5]
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3. Siigavaope

Stigavdpe voi hierarhiline ope (deep learning, hierarchical learning) on algoritmide kogumist
koosnev masindppe alamliik, mis piiiab modelleerida kdrge-tasemelisi abstraktsioone
andmetes [6]. Uheks siigavoppe aspektiks on tunnusehdive, kus algoritmid konstrueerivad
sisendandmete pdhjal kasulikke tunnuseid selleks, et nende pohjal dppida ja treenida [7].
Stigavope vorgud suudavad Oppida ilma juhendamiseta andmetelt, mis on struktureerimata ja
margendamata [8]. Juhendamata Spe (unsupervised learning) tahendab seda, et inimesel pole
vaja masina treenimisel voi Opetamisel andmeid mérgendada ega klassifitseerida, seda teeb
masin ise. Siigavoppega on seotud mitmeid arhitektuure nagu siligavad nérvivorgud ja
rekurrentsed nérvivorgud. Siigavopet kasutatakse loomuliku keele tootluses, arvutindgemises,

kdnetuvastamises, bioinformaatikas ja muudes valdkondades. [9]

3.1 Siigavad nirvivorgud

Siigavad narvivorgud (deep neural networks) nagu ka muud narvivorgud on kogum algoritme,
mis on loodud mustrite dra tundmiseks. Varreldes teiste tihekihiliste ndrvivorkudega on
sligavad nérvivorgud keerulisema ehitusega, sest koosnevad mitmest peidetud kihist [1]. SGna
»Stigav® on tehniline termin ning viitab kihtide arvule nérvivorgus ning pShimdatteliselt ei
erine see muudest narvivorkudest. Suurema kihtide arvuga vorke on intensiivsem treenida kui
véikese arvu kihtidega vorke, kuna need sisaldavad rohkem matemaatilisi operatsioone, mida
sisendandmed ldbima peavad. Selline andmete to6tlemise intensiivsus on siigavoppe
iseloomulik joon, mistdttu on siigavdppe mudelite treenimistel tekkinud ndudlus

videokaartidele jarele. [10]

3.2 Konvolutsioonilised narvivérgud

Konvolutsioonilised néarvivorgud (convolutional neural networks, CNNs) on siigavad
narvivorgud, mida kasutatakse peamiselt piltide Klassifitseerimiseks, klasterdamiseks ja
piltidelt objektide dra tundmiseks [11, 12]. Nagu ka muud nédrvivorgud koosnevad ka
konvolutsioonilised ndrvivorgud sisend kihist, peidetud kihtidest ja véljundkihist.
Konvolutsioonilise nérvivorgu peidetud kihid sisaldavad konvolutsioonilisi  kihte
(convolutional layers), kust narvivork saabki oma nimetuse. Lisaks v3ib nérvivork sisaldada
ahenduskihte (pooling layers) ja mittenegatiivsed lineaarfunktsioone (rectified linear units,

ReLu). Uheks CNN’i eripéraks on see, et selle neuronid pole tiielikult iihendatud st seda, et
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neuron, mis asub iihes kihis pole ithendatud koikide jargmises kihis olevate neuronitega. [12]

Iga konvolutsiooniline kiht sisaldab mingi arv filtreid, mis suudavad sisendpiltidelt mustreid

dra tunda. Mida siigavamal vorgus asuvad kihid, seda keerulisemaid mustreid suudavad filtrid

dara tunda, alustades kergete geomeetriliste kujudega ja l1opetades keerulistema objektidega

nagu auto, inimene, loom jne. [13] Jargneval joonisel on illustreeritud konvolutsioonilise

nérvivorgu arhitektuur.

<7 INPUY CONVOLUTION + RELU POOLING CONVOLUTION + RELU  POOLING

] — sicyeLe

FuLy
FLATTEN CONNECTED SOFTMAX

k4
HIDDEN LAYERS

~

CLASSIFICATION

Joonis 2. Konvolutsioonilise nérvivorgu arhitektuur [14].

Konvolutsioonilised narvivorgud tajuvad pilte kahe- voi kolmemddtmeliste maatriksitena.

Reeglina on halltoon pildid kahemdotmelised maatriksid ja vérvilised pildid

kolmemodtmelised maatriksid. Esimesed kaks dimensiooni tdhistavad pildi pikkust ja laiust

pikslites, ja kolmas dimensioon téhistab pildi vérvi. Kolmas dimensioon on siigavusega 3,

sest koosneb kolmest vérvi kanalist — punane, roheline, sinine (red-green-blue, RGB). [15]

Jargneval joonisel on kujutatud vérvilise pildi maatriksid.

8. 8 ¥,
6, 6,
Oy
6, 6, O
Ll 6, 60, @
6, 0, 6
6, 6; 9
n On Oy
o 8

Joonis 3. Virvilise pildi kolmemodtmeline maatriks [15].
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Selle asemel, et sisendpilti iihe piksli kaupa té6delda, nagu teevad seda moned narvivorgud,
tootleb konvolutsiooniline nirvivork piksleid maatriksite kaupa, lastes nad 14bi nérvivorgu
kihis oleva filtri. Filter koosneb maatriksist, mis on vdiksem kui pilt ise. Sellist filtrit
nimetatakse ka kerneliks voi tunnuste detektoriks. Kernel tootleb pildi piksleid liikudes
paremalt vasakule ja tilevalt alla korrutades omavahel vastavate pikslite vaartused ja liites
tulemused kokku (joonis 4). [11, 16]

Input Filter Result
o e 2 | 6
NN
mp| 6 [ 2 | 4]0 |3 ;

-

o
'

-

o s 1|0 | -1

S T S P -] ;
Parameters: X

ST T[9]2 1 Size: f=%5 @ =9* +2*0 + 5%(-1) +
Stride: sy 6%1 +2%0 + 4°(-1) +

5 8 5 3 8 4 5 * * *
Padding: p=o0 41 590 +4%)

nH X nw =6x6 https://indoml.com

Joonis 4. Pildi maatriksi to6tlemine filtri poolt, kus oranz maatriks on pildi pikslite maatriks, roheline on filtri
maatriks ja kollane tulemused [17].

3.3 Generatiivsed voistlusvorgud

Generatiivsed voistlusvorgud (generative adversarial networks, GANS) on siigava nirvivorgu
arhitektuurid, mis koosnevad kahest omavahel vdistlevast narvivorgust [18]. Tegemist on
masindpe tehnikaga, mis oli vidljatootatud lan Goodfellow ja teiste uurijate — Jean Pouget-
Abadie, Mehdi Mirza, Bing Xu, David Warde-Farley, Sherjil Ozair, Aaron Courville, Yoshua
Bengio — poolt aastal 2014 Montreal iilikoolis. GAN pohineb minimax méngul, kus tiks vork
piitiab teist voita. Neid kahte omavahel voistlevaid narvivorke nimetatakse diskriminaatoriks
(discriminator, discriminator network) ja generaatoriks (generator, generator network). Nii
diskriminaator kui ka generaator on mitmekihilised tsiikliteta narvivorgud (multilayer
perceptron). [19] Selleks, et GAN'e nagu ka muid narvivorke saaks treenida on vaja
treeningandmestiku. Treeningandmestik on kogus digitaalseid andmeid, mida kasutatakse
algoritmide treenimiseks, et algoritmid oskaksid rakendada selliseid kontsepte nagu
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narvivorgud nii, et need oleksid suuteliselt dppima ja tekitama tulemusi [20]. Sellisteks

andmeteks voivad olla pildid, tekstid, videod, helid ja muud andmed.

Eksisteerib mitmeid erinevaid GAN’i tiiiipe nagu tavaline GAN (vanilla GAN), cGAN,
DCGAN, SRGAN jt.

3.3.1 GAN’ide treenimine

Generatiivsete voistlusvorkude treenimise protsess toimub jargmiselt: generaator loob uusi
viljundandmeid vottes sisendiks juhusliku miira ja diskriminaator otsustab, kas generaatori
véljundid kuuluvad treeningandmestikku vOi on generaatori poolt tekitatud, seejérel
klassifitseerib diskriminaator generaatori valjundid kas autentseks vai voltsiks. Generaatori
tilesandeks on petta diskriminaatorit ja genereerida sellised pildid, mida diskriminaator
Klassifitseeriks autentseks. Diskriminaatori iilesandeks on tuvastada generaatori poolt
genereeritud pildid ja klassifitseerida nad voltsiks. Diskriminaatori véljundiks on arvud
vahemikus 0 kuni 1, mis vastavad toendosustele. Nende tdendosuste abil saab diskriminaator
generaatori tulemusi liigitada kas autentseks, kui tdendosus on ldhemal 1-le v&i voltsiks, kui

tulemus on ldhemal 0-le. [18] Joonisel 5 on kujutatud GAN’1 arhitektuur.

Training set V

Random i
y 5@m

Generator

Discriminator
PN |
| .
[ @ =1 Fake

Fake image

Joonis 5. GAN’i arhitektuur [21].

Mbolemad vorgud on diinaamilised st treenimise kdigus piitiab iga vork oma iilesannet
paremini tdita. Selleks, et iiks vork teist alla ei suruks, peavad generaatori ja diskriminaatori
vorgud tasakaalus olema. Juhul kui vorgud pole tasakaalus siis on raske GAN’i treenida, sest
kumbi vork ei Opi efektiivselt. [18]
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3.3.2 CGAN

CGAN (conditional-GAN) on tinglik generatiivne voistlusvork. Kuna tavalises GAN’is pole
kontrolli selle iile missuguseid andmeid luuakse siis erineb tinglik GAN selle poolest, et selle
generaatori ja diskriminaatori sisendile on lisatud parameeter y, mis voib tihistada margendit
(label) véi mdonda muud abistavat infot (joonis 6). Selline meetod aitab juhtida andmete

genereerimise protsessi, et saavutada soovitava viljundi. [22]

image from dataset ()

label (v)

Generator }—) fake image G(z)

Joonis 6. CGAN arhitektuur.

N Real
Discriminator }—[:
) Fake

noise (z)

label (v)

CGAN leiab peamiselt rakendust andmete muutmises (nt genereerides sisendpildist soovitud
véljundpilt: talvest suve, fotost maali, must-valge pilt varviliseks jne) voi teisendamisest tihest
liigist teise (nt genereerides tekstist pildi). Tingliku GAN’i saab rakendada DCGAN’le ja ka

teiste generatiivsete voistlusvorkude tiitipidele. [23]

3.3.3 DCGAN

Stigav konvolutsiooniline generatiivne voistlusvork ehk DCGAN (deep convolutial GAN) on
konvolutsiooniliste nirvivorkude klass. Vorreldes tavaliste GAN’idega on DCGAN’id
stabiilsemad ning loovad paremaid tulemusi. DCGAN’i arhitektuur koosneb peamiselt
konvolutsioonilistest narvivorkudest. Erinevalt tavalisest GAN’ist ei ole DCGAN’1 kihid
taielikult tihendatud. Siigava konvolutsioonilise GAN’i generaatoris ja diskriminaatoris
kasutatakse plokk normaliseerimist (batch normalization). Selle generaator sisaldab
mittenegatiivseid lineaarfunktsioone (rectified linear unit, ReLU) koikides oma kihtides, vilja
arvatud véljundkihis. Diskriminaator sisaldab lekkivaid mittenegatiivseid lineaar-funktsioone

koikides oma kihtides. [24] Joonisel 7 on kujutatud DCGAN’i generaatori vorgudisaini.
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Project and reshape

Joonis 7. DCGAN’i generaatori vorgudisain [24].

3.3.4 SRGAN

SRGAN’iks nimetatakse super-resolutsiooni generatiivset voistlusvorku (super-resolution
GAN). SRGAN’i iilesandeks on genereerida madala resolutsiooniga piltidest korge
resolutsiooniga pildid. SRGAN’i arhitektuur pohineb VGG’il (visual geometry group) ja
kasutab stigavat jadkvorku (ResNet). Treenimise protsessis muudetakse korge resolutsiooniga
pildid madala resolutsiooniga piltideks. Generaator genereerib madala resolutsiooniga
piltidest super-resolutsioon pildid ning diskriminaator eristab kdrge-resolutsiooniga pilte.
Modlemad vorgud (generaator ja diskriminaator) koosnevad peamiselt konvolutsioonilistest
Kihtidest. [25] Joonisel 8 on kujutatud SRGAN’i generaatori ja diskriminaatori vorgu
arhitektuurid.

Generator Network B residual blocks
A
k9nB4s1 ' k3nB4s1 k3nbds1 ! k3n64s1

skip connection

Discriminator Network k3n128s2 k3n25652 k3n512s2
K3n64s1 k3n6ds2 k3n128s1 K3n256s1 k3n512s1

Joonis 8. SRGAN’i generaatori ja diskriminaatori vorgu arhitektuurid [25].
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4. Kasutatud tehnoloogiad

Antud bakalaureusetoos kasutati piltide valgustamiseks tinglike generatiivseid voistlusvorke,
mis pdhinevad pix2pix projektil [26]. Molemad selles t66s kasutatavad GAN’id (c-DCGAN
ja cGAN) kasutavad TensorFlow’is implementeeritud pix2pix koodi, mis on kirjutatud
Python programmeerimiskeeles [27, 28]. Generatiivsete voistlusvorkude treenimiseks ja
testimiseks vajaminev andmestik on koostatud autori poolt alla laetud piltidest ja tehtud
fotodest. CGAN’i ja ¢-DCGAN’i tulemustele rakendati lisaks SRGAN’i, et proovida
parandada genereeritud piltide kvaliteeti.

4.1 Pix2pix

Pix2pix on Pythonis kirjutatud tarkvara, mis muudab sisendpildi vastavaks véljundpildiks.
Selleks kasutatakse pix2pix koodis tinglike generatiivseid voistlusvorke, mis voimaldavad
tihest pildist luua teise. Originaalses pix2pix projektis olid GAN’id implementeeritud
kasutades Torch ja PyTorch tarkvarateeke, mis on timber porditud ka jédrgnevatesse

teekidesse: TensorFlow, Keras ja Chainer. [26, 29]

4.2 TensorFlow

TensorFlow on avatud ldhtekoodiga masindppe tarkvarateek, mis teeb numbrilisi arvutusi
kasutades andmevoogude graafe. Tarkvarateek oli vilja to6tatud Google’i poolt aastal 2015
ja seda kasutatakse peamiselt sligavOoppes ja nérvivorkudes. TensorFlow to6tab nii
arvutiprotsessorite (CPU) kui ka videokaartide (GPU) peal [30]. TensorFlow abil on vdimalik
visualiseerida GAN’i diskriminaatori ja generaatori kadusid graafikutena.

4.3 GIMP

GIMP (GNU image manipulation program) on tasuta avatud ldhtekoodiga pilditootlus-
programm. Antud t66s kasutasin GIMP’i piltide tootlemiseks treeningandmestiku jaoks.

Selleks tuli kirjutada pilditdotlusprogrammile GIMP-Python plugin.

4.4 Python

Python on interpreteeritud, objektorienteeritud, kdrgetasemeline programmeerimiskeel koos

diinaamiliste semantikatega. Pythoni siintaks on lihtne ja kergesti Opitav, mis teeb koodi
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loetavaks ja seega viahendab ka programmi hoolduskulusid [31]. Python toetab ka paljusid
tarkvarateeke, mis koos programmeerimiskeele lihtsusega teeb selle populaarseks valikuks

masindppes.
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5. Katsetused

Antud peatiikis vorreldakse erinevaid treenitud GAN’i mudelite tulemusi. Seejdrel
rakendatakse cGAN’i ja ¢c-DCGAN’i tulemustele SRGAN, et proovida parandada piltide
kvaliteeti. Lopuks hinnatakse pilte kvantitatiivselt ja kvalitatiivselt vorreldes GAN’ide

tulemusi traditsiooniliste digitaalsete piltide taastamismeetodi tulemustega.

5.1 Andmestik

Generatiivsete voistlusvorkude treenimiseks ja testimiseks on koostatud andmestik Gisel ajal
tehtud piltidest. Loplik treeningandmestik koosneb 4 000 alla laetud ja téodeldud pildist.
Testimiseks on fotokaameraga tehtud igast konkreetsest asukohast kaks fotot — hésti
valgustatud ja alavalgustatud. Treeningandmestikus olevad pildid koosnevad kahest 256x256
resolutsiooniga kdrvuti olevast pildist. Esimene pilt on originaalne ehk pildistatud ja teine
GIMP pilditootlusprogrammiga kunstlikult alavalgustatud. Piltide t66tlemiseks on kirjutatud
GIMP’ile plugin Pythonis. Plugini koodis piilitakse jéljendada seda, kuidas peaks
alavalgustatud pilt vilja ndgema. Selleks vorreldakse fotokaameraga tehtud kaht fotot tihest

ja samast asukohast kuid erineva valgustusega. Jargmistel joonistel on néha fotode erinevusi.

Originaalne valgustatud foto Originaalne alavalgustatud foto GIMP'is alavalgustatud foto

Originaalne valgustatud foto Originaalne alavalgustatud foto GIMP'is alavalgustatud foto

Joonis 9. Piltide vordlus

20



Treeningandmestikku kasutatakse GAN’ide treenimiseks ja testandmestiku GAN’ide
testimiseks peale treenimist. Sarnaselt treeningandmestikule koosneb ka testandmestik kahest
256x256 formaadiga korvuti olevast pildist. Molemad pildid on originaalsed fotod, aga
erinevalt valgustatud. Jargneval joonisel on toodud nidide andmestikudes olevast pildist, kus
vasakul olev pilt on valgustatud (pilt, mida soovitakse saavutada ehk mérgend (label)) ja

paremal alavalgustatud (sisendpilt, mida GAN’ide generaator piiliab valgustada).

Joonis 10. Niide treening- voi testandmestikus olevast pildist.

5.2 CGAN

Antud t66s kasutatud pix2pix CGAN opib teisendama sisendpildi véljundpildiks. Selle
generaator rakendab muudatusi sisendpildile, et saada véljundpildi ja diskriminaator vordleb
sisendpilti tundmatu pildiga, mis on kas pilt andmestikust v6i valjundpilt generaatorilt.
Seejarel oletab diskriminaator kas pilt on generaatori poolt genereeritud voi mitte [32].
Generaatori struktuuri nimetatakse encoder-decoder (kooder-dekooder). Generaator muudab
256x256x3 sisendpildi maatriksi, mis on kdrgusega ja laiusega 256 pikslit ning koosneb
kolmest varvi kanalist (punane-roheline-sinine), 1x1x512 maatriksiks. Sellisele kujule kokku
surutud pilt saadakse mitme kooderi abil. Pildi kokku surumise protsessi otstarve on selles, et
saada korgetasemelisema andmete esituse peale kooderi viimast kihti. Dekooderi kihtide
protsess on vastupidine kooderi omadele st dekooder teisendab andmed tagasi esialgsele

kujule.
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CGAN’i treenimiseks ja testimiseks ettendhtu andmestikud on jagatud vastavatesse
kaustadesse train ja test. Andmestikkude jaoks oli vaja koik pildid teisendada 256x256
formaati, mida saab teha pix2pix programmis oleva lisa koodiga. Pildid teisendati 256x256
formaati ja pandi kokku kasutades TensorFlow tfimage moodulit ja NumPy teeki. Alguses
teeb cGAN lébi treenimise protsessi, mille ajaline kulu sdltub piltide resolutsioonist, nende
arvust treeningandmestikus (batch size) ja epohhide arvust. Epohh on kasutaja poolt méaératud
arv, mis nditab mitu korda treenitakse antud andmestiku peal néarvivorke. Treenimise kéigus
salvestatakse arvutisse treenimise tulemused ja logi koos TensorFlow graafikuga, kus on
kujutatud generaatori ja diskriminaatori treenimise protsessi kdigus muutunud kadusid. Pérast
cGAN’i treenimist on voimalik selle tulemusi testida. Generatiivse voistlusvorgu testimiseks
kasutatakse testandmestikku ja miératakse dra treeningu tulemuste kausta (checkpoint), mille
pohjal saab GAN’i katsetada. Testimiseks kasutati antud t66s autori poolt tehtud fotosid.
CGAN’i treeniti maksimaalselt 4 000 pildiga ja 200 epohhiga, mille jaoks kulus ligikaudu 30

tundi.

5.2.1 Mudeli treenimine ja testimine 1 000 pildiga ja 100 epohhiga

Esialgu testiti CGAN’i mudelit, mida treeniti 1 000 pildi ja 100 epohhiga. Protsess vottis acga
umbes 3-4 tundi. Mudeli generaatori treenimise kadu on kujutatud TesnorFlow abil saadud

graafikul (Joonis 11).

0 20k 40k 60k 80k 100k

Joonis 11. Generaatori kaod treenimise kéigus.

Graafikul kujutatud joon tdhistab generaatori kadu iga sammu kdigus (samm on piltide arv
treeningandmestikus korrutatud epohhide arvuga). Kao kasv niitab, et generaatoril dnnestub

luua pilte, mis diskriminaatorit petavad. Graafikul kujutatud joon kasvab stabiilselt ning
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100 000-nda sammu juures pole mérgata olulist kasvu aeglustust, mis néitab, et generaatorit
saab veel edasi treenida. Edasi vaadeldakse diskriminaatori kadu (Joonis 12).

1.2

0.8

0.4

0 20k 40k 60k 80k 100k

Joonis 12. Diskriminaatori kaod treenimise kdigus.

Graafikul kujutatud joon tdhistab diskriminaatori kadu iga sammu kéigus. Diskriminaatori
kao langus nditab, et diskriminaatoril Onnestub generaatori pilte tuvastada. Graafikul
kujutatud joon on stabiilselt langemas ka 100 000ndat sammu juures, mis nditab, et ka

diskriminaatorit saab veel edasi treenida.

Mudeli testimiseks kasutati 10 autori poolt tehtud fotot. Jargnevatel joonisel on kujutatud
c¢GAN’i mudeli sisendpilti ja sisendpildist saadud viljundpilti.

Joonis 13. Alavalgustatud sisendpildist (vasak) genereeritud viljundpilt (parem).

23



Joonisel on ndha kuidas treenitud mudel valgustab pilti, et teha sellel olevad objektid
néhtavamaks. Mérgata voib ka kuidas GAN on genereerinud pildi paremale alla nurka objekti,
mis meenutab lilli ning mida pole originaalsel histi valgustatud fotol. Pilt on tuhm ning sellel
esineb musti laike. Erinevusi genereeritud valjundi ja originaalse hésti valgustatud foto vahel

on ndha joonisel 14.

Joonis 14. CGAN’i poolt genereeritud pildi (vasak) vordlus originaalse hésti valgustatud pildiga (parem)

Joonis 15. Alavalgustatud sisendpildist (vasak) genereeritud valjundpilt (parem).

Joonisel 15 on nédha teist cGAN’i mudeli poolt genereeritud pildi ndidet. Vorreldes joonisel
13 olnud pildiga tundub see tulemus parem. Sarnaselt joonisel 13 viljundpildiga esineb ka

joonisel 15 oleval véljundpildil musti laike (pildi tileval pool).
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Joonis 16. CGAN’i poolt genereeritud pildi (vasak) vordlus originaalse histi valgustatud pildiga (parem).

Joonisel 16 toodus ndites on mudeli véljundpilt heledam kui originaal pilt seega v3ib viita, et
cGAN’il Onnestus pilti hidsti valgustada kuid pildil esineb rohke miira, mis teeb pildi

dhmaseks.

Generaatori ja diskriminaatori graafikul kujutatud kaod niitavad, et molemad vorgud
suudavad oma tilesannetega hésti toime tulla. Kadude pidev kasv/ langus iitleb seda, et antud
generatiivsed voistlusvorgud dpivad ja neid voib veel edasi treenida, et saavutada paremad
tulemused. CGAN’i mudelil onnestus pilte valgustada ning nendele midagi genereerida.
Antud mudelil ei dnnestunud aga vabaneda miirast ning osadel piltidel ei ole vérvid péris

korrektsed.

5.2.2 Mudeli treenimine ja testimine 2 000 pildiga ja 200 epohhiga

Paremate tulemuste saavutamise eesmargiks suurendati jargmiseks katseks piltide kogust
2 000ni ja epohhide arvu 200ni. Mudeli treenimiseks kulus ligikaudu 15 tundi. Mudeli

generaatori treenimise kadu on kujutatud graafikul (Joonis 17).

25



0 100k 200k 300k 400k

Joonis 17. Generaatori kaod treenimise kéigus.

Graafikul on ndha, et generaatori kadu on stabiilselt kasvanud kuni 250 000nda sammuni ja
peale seda tunduvalt aeglustunud. See niitab, et generaator dppimise protsess edaspidi on
véike kuid samas pole kao kasv seisma jadnud. Edasi vaadeldakse diskriminaatori kadusid
(Joonis 18).

1.2

0.8

04

0 100k 200k 300k 400k

Joonis 18. Diskriminaatori kaod treenimise kdigus.
Graafikul kujutatud joon tdhistab diskriminaatori kadu iga sammu kéigus. Jooniselt 18 on
nédha, et diskriminaatori kao langust pole enam peale 250 000ndat sammu margata. Sellest

vOib jareldada, et diskriminaator Gppimise protsess on edaspidi véike.

Mudeli testimiseks kasutati 10 autori poolt tehtud fotot. Jargnevatel joonistel on kujutatud nii

sisendpildid kui ka cGAN’i testimise kdigus genereeritud véljundpilte.
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Joonis 19. Alavalgustatud sisendpildist (vasak) genereeritud véljundpilt (parem).

Joonis 20. Alavalgustatud sisendpildist (vasak) genereeritud véljundpilt (parem).

Joonistel 19 ja 20 kujutatud mudelite viljundpiltidel v3ib mérgata, et enam ei esine nendel
musti plekke nagu esinesid need eelneva mudeli véljundpiltidel (joonis 13 ja joonis 15).
Joonise 19 viljundpilt on vorreldes joonise 13 omaga tumedam aga selgem. CGAN’i mudelil

ei onnestunud ka seekord vabaneda miirast nagu see ilmneb joonisel 20.

Generaatori ja diskriminaatori graafikul kujutatud kaod néditavad, et vOrkude Oppimise
protsess on aeglane ning edaspidine treenimine ei anna sellise andme kogusega enam
mirgatavaid tulemusi. Antud mudelil dnnestus genereerida selgemad pildid kui eelmisel

mudelil.
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5.2.3 Mudeli treenimine ja testimine 4 000 pildiga ja 200 epohhiga

Eesmaérgiga saavutada veelgi parem tulemus, treeniti mudelit 4 000 pildiga ja 200 epohhiga.
Antud mudeli treenimiseks kulus ligikaudu 30 tundi. Mudeli generaatori treenimise kaod on

kujutatud graafikul (Joonis 21).

0 200k 400k 600k 800k

Joonis 21. Generaatori kaod treenimise kaigus.

Joonisel 22 kujutatud graafikul on ndha, et generaatori kadu on treenimise kdigus kasvanud.
Kuigi generaatori kao kasv aeglustub peale 600 000ndat sammu, saab generaatorit edasi

treenida. Edasi vaadeldakse diskriminaatori kadu (Joonis 22).
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Joonis 22. Diskriminaatori kaod treenimise kdigus.

Graafikul kujutatud joon téhistab diskriminaatori kadu iga sammu kaigus. Jooniselt 23 on

néha, et diskriminaatori kao langust on peale 450 000ndat sammu muutunud viga acglaseks.
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Mudeli testimiseks kasutati 10 autori poolt tehtud fotot. Jargneval joonisel on vorreldud

eelneva mudeli véljundpilti selle mudeli omaga

Joonis 23. Eelneva mudeli (vasak) ja selle mudeli (parem) véljund pildid.

Joonis 24. Eelneva mudeli (vasak) ja selle mudeli (parem) véljund pildid.

Vaadates joonistes 23 ja 24 toodud erinevate mudelite tulemuste peale, pole nende vahel
margata olulisi erinevusi. Joonisel 23 toodud piltidel tundub, et eelneva mudeli valjundpilt

selgem, joonise 24 puhul aga vastupidi. Sama kehtib ka tilejaanud testandmete puhul.
Generaatori ja diskriminaatori kadudelt selgus, et vorgud ei dpi enam efektiivsel ning edasine

treenimine ei tohiks enam anda paremaid tulemusi. Vorreldes omavahel eelneva ja selle

mudeli valjundpilte, pole nende vahel margata olulisi erinevusi.
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5.2.4 Jareldused

Uldiselt dnnestus cGAN’i mudelitel pilte {isnagi hésti valgustada ning monele pildile on
proovitud mingit objekti juurde genereerida. Negatiivseteks kiilgedeks oli see, et pildid olid
dhmased, sest ei suudetud vabaneda piltidel olevast miirast, mida isegi piltidele juurde tekkis.
Peale viimase mudeliga treenimist (mudel 4 000 pildi ja 200 epohhiga) ei esinenud piltide
kvaliteedi paranemist vorreldes sellele eelneva mudeliga (mudel 2 000 pildi ja 200 epohhiga),

mistdttu pole mdtet mudelit antud andmestikuga edasi treenida.

5.3 C-DCGAN

Sarnaselt antud t60s kasutatavale cGAN’ile Gpib tinglik DCGAN teisendama sisendpildi
viljundpildiks. Nende kahe vorgu generaator ja diskriminaator tdidavad sama iilesannet.
Generaator teisendab 256x256x3 sisendpildi maatriksi, mis on kdrgusega ja laiusega 256
pikslit ning koosneb kolmest vérvi kanalist (punane-roheline-sinine), 1x1x512 maatriksiks.
Sellisele kujule kokku surutud pilt saadakse mitme kooderi abil. Pildi kokku surumise
protsessi otstarve on selles, et saada korgetasemelisema andmete esituse peale kooderi viimast
kihti. Dekooderi kihtide protsess on vastupidine kooderi omadele st dekooder teisendab

andmed tagasi esialgsele kujule.

C-DCGAN’i treenimiseks ja testimiseks ettendhtu andmestikud on jagatud vastavatesse
kaustadesse train ja test. Lisaks treening- ja testandmestikule on vaja méddrata c-DCGAN’i
jaoks hinnangu andmestiku, mis asub kasutas val. Hinnangu andmestikku on vaja selleks, et
testida mudeli tulemusi treening protsessi kdigus. Andmestikude jaoks oli vaja koik pildid
teisendada 256x256 formaati, mida saab teha pix2pix cGAN’i programmis oleva lisa koodiga.
Alguses teeb cGAN lébi treenimise protsessi, mille ajaline kulu soltub piltide resolutsioonist,
nende arvust treeningandmestikus (batch size) ja epohhide arvust. Epohh on kasutaja poolt
maératud arv, mis nditab mitu korda treenitakse antud andmestiku peal nérvivorke. Peale
treenimise kdigus salvestatakse arvutisse treenimise tulemused ja logi koos TensorFlow
graafiga, kus on kujutatud generaatori ja diskriminaatori treenimise protsessis kaigus
muutunud kadusid. Parast cGAN’1 treenimist on vdimalik selle tulemusi testida. Generatiivse
voistlusvorgu testimiseks kasutatakse testandmestikku ja madratakse dra treeningu tulemuste
kausta, mille pdhjal saab GAN’i katsetada. Testimiseks kasutati antud t66s autori poolt tehtud

fotosid.
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5.3.1 Mudeli treenimine ja testimine 4 000 pildiga ja 50 epohhiga

Tingliku DCGAN’1 treeniti 4 000 pildiga ja 50 epohhiga, mille jaoks kulus ligikaudu 30 tunni.
Kuna antud c-DCGAN’i implementatisooni treenimise protsess on palju aeglasem cGAN’i
omast, pidi epohhide arvu vihendama 50ni. Mudeli generaatori treenimise kadu on kujutatud

graafikul (Joonis 25).
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Joonis 25. Generaatori kaod treenimise kaigus.

Graafikul kujutatud joon tdhistab generaatori kadu iga sammu kdigus (samm on piltide arv
treeningandmestikus korrutatud epohhide arvuga). Sellel graafikul nditab generaatori kao
langus, et generaatoril dnnestub luua pilte, mis diskriminaatorit petavad (generaatori kadu
arutatakse teistmoodi vorreldes cGAN’is oleva implementatsiooniga). Graafikul kujutatud
joon langeb alguses kiiresti kuid pérast 40 000ndat sammu piisib paigal, mis tdhendab, et

generaator enam ei Opi. Edasi vaadeldakse diskriminaatori kadu (Joonis 26).
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Joonis 26. Diskriminaatori kaod treenimise kdigus.

Joonisel 26 kujutatud graafikul ndidatakse diskriminaatori kadu iga sammu kiigus. Kao
langus néitab, et diskriminaatoril Onnestub generaatori pilte tuvastada. Graafikul kujutatud
joon langeb alguses kiiresti kuid peale 40 000ndal sammu piisib paigal, mis tdhendab, et

diskriminaator enam ei Opi.

Mudeli testimiseks on kasutatud 10 autori poolt tehtud fotot. Jargnevatel joonistel on
kujutatud nii  sisendpildid kui ka c-DCGAN’i testimise tulemusena genereeritud

véljundpildid.

Joonis 27. Alavalgustatud sisendpildist (vasak) genereeritud véljundpilt (parem).
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Joonis 28. Alavalgustatud sisendpildist (vasak) genereeritud véljundpilt (parem).

Joonistel 27 ja 28 on niha, kuidas DCGAN’i mudelil dnnestus alavalgustatud pilte valgustada.
Joonise 27 viljundpildi iileval maja katuse kohal voib mérgata tumedaid tdppe, mida
generaator on sinna genereerinud. Jargneval joonisel vorreldakse joonisel 29 esitatud

viljundpilti selle hasti valgustatud originaal pildiga.

Joonis 29. C-DCGAN’i poolt genereeritud pildi (vasak) vordlus originaalse hésti valgustatud pildiga (parem).

Vorreldes joonisel 29 esitatud pilte, onnestus autori hinnangul DCGAN’il pilti kiillaltki hésti
valgustada. Negatiivsetest kiilgedest on pildil liigne vérvide kiillasus ning hoone taga oleva

ehitise aknaid pole nidha nagu on seda originaal pildil.
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5.3.2 Jareldused

Mudeli onnestus pilte kiillaltki hdsti valgustada ning monele pildile on proovitud midagi
juurde genereerida, mis niitab, et generatiivne voistlusvork tootab, kuigi annab soovida
paremat. Negatiivseteks kiilgedeks oli see, et moned pildid olid &hmased, sest ei suudetud
vabaneda piltidel olevast miirast, mida isegi osadele piltidele natuke juurde tekkis. Lisaks olid
genereeritud piltide varvid liiga kiillastatud, mis pigem on treeningandmestikku t66delnud
GIMP’i plugini probleem. Antud DCGAN’i treenimisel selgus ka, et edasine vorkude
treenimine on mottetu, kuna generaatori ja diskriminaatori kaod piisivad tihel ja samal kohal

ega lange.

5.4 SRGAN

Eesmérgiga parandada ¢cGAN’i ja DCGAN’i tulemusi on proovitud rakendada nendele
SRGAN’i. Toos kasutatud SRGAN on inspiratsiooni saanuid pix2pix’ilt ning kasutab
TensorFlow tarkvarateeki [25, 33]. SRGAN’i iilesandeks on teha pilt selgemaks parandades
selle resolutsiooni. Antud generatiivne voistlusvork kasutab eelnevalt treenitud mudelit 8 156
pildiga. Testandmestikus on pildid jagatud kahte kausta {ihed korge resolutsiooniga piltide
kausta ja teised madala resolutsiooniga piltide kausta. Testandmestik koosneb 10 pildist.
Joonisel 30 vorreldakse omavahel cGAN’i ja SRGAN’i tulemusi.

Joonis 30. CGAN’i pildi (vasak) tootlemine SRGAN’iga (parem).
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Nagu joonisel ndha teeb SRGAN pildi teravamaks parandades selle resolutsiooni. Pildi
teravuse suurenemisega muutuvad ka kompressiooni artefaktid (miira, ruudud jt)

nihtavamaks. Joonisel 31 vorreldakse omavahel c-DCGAN’i ja SRGAN’i tulemusi.

Joonis 31. C-DCGAN’i pildi (vasak) to6tlemine SRGAN’iga (parem).

Sarnaselt joonisele 30 teeb SRGAN pildi teravamaks parandades selle resolutsiooni kuid

samuti muutuvad nidhtavamaks ka pildi kompressiooni artefaktid.

SRGAN parandas teiste generatiivsete vorkude poolt genereeritud piltide resolutsiooni tehes
pildid selgemaks. Kuna olulist piltide kvaliteedi paranemist pole antud t66 tulemustes mérgata
ning piltidel olevad artefaktid on muutunud ndhtavamaks, otsustas autor edasi to6s SRGAN’1

mitte kasutada.

5.4 Kvantitatiivne hindamine

Kéesolevas peatiikis vorreldakse t60s kasutatud GAN’ide poolt loodud pilte originaalsete
valgustatud piltidega. Selleks arvutatakse vilja genereeritud piltide keskmine ruutviga (mean
squared error, MSE), struktuurne sarnasus (structural similarity, SSIM) ja maksimaalne
signaali miira suhe (peak signal-to-noise ratio, PSNR). Tulemuste saamiseks on kirjutatud
Pythonis skript, mis vordleb omavahel pilte, et arvutada MSE, SSIM’i ja PSNR’i vdartused
ning salvestada need Excel faili. Saadud véairtused nditavad kui sarnased on kasutatud
GAN’ide pildid originaal piltidega. Vordlemiseks on kasutatud 380 erinevat pilti, mida iga

generatiivne voistlusvork on genereerinud (kokku on iga GAN’i kohta 760 pilti kuna iihe ja
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sama pildi kohta esineb 2 versiooni — genereeritud ja valgustatud originaal). Seejarel
arvutatakse iga saadud tulemuse keskmise MSE, SSIM ja PSNR. Saadud tulemusi
vorreldakse omavahel ning valitakse vilja parima GAN’i, mida edaspidi vorreldakse

traditsiooniliste pildi taastamismeetoditega. Leitud tulemused on kujutatud tabelis 1.

MSE(avg) SSIM(avg) PSNR(avg)
CGAN 2000 | 287.84 0.77 24.2
CGAN 4000 | 337.53 0.73 23.52
DCGAN 195.28 0.82 26.49
Fotor 1031.43 0.65 18.42

Tabel 1. Keskmised MSE, SSIM ja PSNR véirtused.

Kdorgem MSE téhistab seda, et pildil esineb rohkem vigu pikslite kohta. Identse pildi puhul
on MSE véirtus 0. SSIM leiab pildi pikslite vahel sarnasusi. SSIM’i véartused asuvad
vahemikus -1 kuni 1, kus vaértus 1 téhistab identseid pilte ja vddrtus -1 erinevaid pilte.
Vorreldes MSE’ga on SSIM’i véddruseid paremini liigitada, kuna MSE vaértustel puudub
kindel vahemik. PSNR on maksimaalne signaali miira suhe. Piltide puhul tihistab signaal
originaal pildi andmeid ja miira pildi kompressiooni kdigus tekkinud vigu. Mida suurem on

PSNR seda ldhemal on varreldava pildi kvaliteet originaaline.

5.4.2 CGAN’i 4 000 ja 2 000 pildiga treenitud mudelite vordlus

Antud t66 kaigus selgus, et kahe cGAN’i mudelite tulemuste vahel ei ole olulisi erinevusi.
Autori arvates esines 2 000 pildiga treenitud mudelil pilte, mis olid kvaliteedi poolt paremad
kui 4 000 pildiga treenitud mudelil ja vastupidi. Tabelis 1 oleva 2 000 pildiga treenitud
mudeli (CGAN 2000) keskmised tulemused on jargmised — MSE: 284,84; SSIM: 0,77; PSNR:
24,20. Tabelis 1 toodud 4 000 pildiga treenitud mudeli (CGAN 4000) keskmised tulemused
on jargmised — MSE: 337,53; SSIM: 0,73; PSNR: 23,52. Tulemustes selgub, et mudel mida
treeniti 2 000 pildiga suudab luua paremaid pilte kui mudel mida treeniti 4 000 pildiga.

5.4.3 C-DCGAN’i ja CGAN’i mudelite vordlus

Kéesolevas peatiikis vorreldakse tingliku DCGAN’i tulemusi CGAN’i omadega. CGAN’i
mudeliks on selles vordluses kasutatud 2 000 pildiga treenitud mudelit, kuna see suutis luua

paremaid tulemusi. Antud t66 kdigus onnestus DCGAN’il genereerida kiillalti head
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tulemused, mis autori arvates iiletavad CGAN’i omi kvaliteedi poolest. Jirgnevatel joonistel

vorreldakse kahe generatiivse voistlusvorgu tulemusi.

Joonis 33. CGAN’i tulemuse (vasak) vordlus DCGAN’i omaga (parem).

Ulaltoodud joonistel vdib niha, et tinglikul DCGAN’il dnnestus luua selgemad pildid, kuna
piltidel esineb vdhem miira ja kompressiooni artefakte. Ka véirvide ja valgustuse poolest

tundub DCGAN’i tulemus veidi tiletavat cGAN’1 oma.

Vastavalt tabelile 1 on C-DCGAN’i kvantitatiivse hinnangu keskmised tulemused jargmised
—MSE: 195,28; SSIM: 0,82; PSNR: 26,49. Tabelis 1 toodud cGAN’i kvantitatiivse hinnangu
keskmised tulemused on jargmised — MSE: 284,84; SSIM: 0,77; PSNR: 24,20. Tulemustest
selgub, et DCGAN’il saavutas paremad MSE, SSIM ka PSNR véirtused, mis kinnitab, et
DCGAN’1 poolt loodud pildid on sarnasemad originaalsetele valgustatud piltidele.
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5.4.4 C-DCGAN’i vordlus traditsiooniliste pilditaastamise meetodiga

Eelnevates peatiikkides selgus, et tinglikul DCGAN’il dnnestus luua parimad tulemused
vorreldes c¢GAN’iga. Antud peatiikkis vorreldakse DCGAN’i  tulemusi Fotor
pilditootlusprogrammis kunstlikult valgustatud piltidega. Piltide to6tlemiseks pandi
alavalgustatud piltide peale 60 filter, et tosta piltide heledust. DCGAN’1 ja Fotor’i piltide

erinevusi on néha jargneval joonisel.

Joonis 34. DCGAN’i tulemuse (vasak) vordlus Fotor’i omaga (parem).

Jooniselt 34 v3ib ndha, et DCGAN’il Onnestus pilti paremini valgustada kui Fotoril.

Vaatamata selle on pilditd6tlusprogrammis saadud pilt selgem.

Vastavalt tabelile 1 on C-DCGAN’i kvantitatiivse hinnangu keskmised tulemused jargmised
— MSE: 195,28; SSIM: 0,82; PSNR: 26,49. Fotor’is t6ddeldud kvantitatiivse hinnangu
keskmised tulemused on jargmised — MSE: 1031.43; SSIM: 0.65; PSNR: 18.42.
Kvantitatiivse hinnangu tulemustes selgus, et DCGAN’il tulemused on palju ldhemal
originaalsetele valgustatud fotodele kui Fotor’i tulemused. Kuigi Fotor’iga dnnestus séilitada

pildi selgust, ei piisanud 60 filtrist, et pilti piisavalt valgustada.

5.4.5 Jareldused

Kvantitatiivse hinnangu tulemustes selgus, et tinglikul DCGAN’il dnnestus saavutada
paremad tulemused kui cGAN’il. Kdigi kolme arvutatud véértuse suhtes iiletab DCGAN
c¢GAN’i omi. Vastavalt sellele vorreldi edasi tingliku generatiivse voistlusvorgu tulemusi

pilditootlusprogrammis Fotor saadud tulemustega. Kuigi pildito6tlusprogrammiga saadud
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pildid olid selgemad polnud nad piisavalt heledad. Mdlema vorreldava meetodi saadud
keskmised MSE, SSIM ja PSNR véirtustest, selgus et DCGAN’1 pildid olid kvantitatiivse

hinnangu tulemusena paremad.

5.5 Kvalitatiivne hindamine

Piltide kvaliteedi hindamiseks on koostatud kiisimustik. Kiisimustikus vorreldakse omavahel
tingliku DCGAN’i tulemusi pilditddtlusprogrammi Fotor saadud tulemustega. Kiisimustik
koosneb 10 kiisimusest, kus igas kiisimuses on toodud 3 pilti. Kiisitletaval tuleb vorrelda
kahte korvuti olevat pilti (vasak pilt ja parem pilt) — kumb nendest on sarnasem kolmandale.
Kaheks korvuti olevaks piltideks on tingliku DCGAN’iga ja pilditodtlusprogrammiga Fotor
saadud tulemused, mis on juhuslikus jarjekorras. Kolmandaks pildiks on hésti valgustatud
originaal foto. Kiisitletavale ei ole teada antud, mis meetodiga on pilti valgustatud. lga
kiisimuse vastuseks on pakutud kolm varianti — vasak pilt, parem pilt ja ei oska Gelda.
Kiisimustiku eesmirk on saada inimeste hinnangu, kumb kahest meetodist suudab saavutada

tulemuse, mis on ldhemal originaalsele pildile.

Kiisimustikule vastas 26 inimest. Iga 10 kiisimuse tulemused on kokku summeeritud ja

kujutatud jargneval graafil.

DCGAN VS FOTOR

B C-DCGAN Fotor M Eioska oelda

Joonis 35. Kvalitatiivse hinnangu kiisitluse tulemused.
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Kiisimustiku tulemusena selgus, et suurema osa kiisitatavate inimeste (62%) hinnangul suutis
c-DCGAN luua kvaliteedi poolest paremad pildid kui Fotor. See tdhendab, et kiisitatavate

arvates olid tingliku generatiivse voistlusvorku pildil sarnasemad originaal fotodele.
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Kokkuvote

Antud bakalaureuseto6 eesmargiks oli analiitisida ja hinnata, kui histi suudavad generatiivsed
voistlusvorgud alavalgustatud fotosid valgustada. Tookédigus vorreldi omavahel kahte
erinevat generatiivset voistlusvorku — CGAN ja c-DCGAN. GAN’ide maksimaalne
treeningandmestik sisaldas 4 000 pilti. Modlemaid GAN’i tulemusi prooviti parandada
SRGAN’i abil. SRGAN suutis edukalt piltide resolutsiooni muuta, mis tegi piltidel olevad
detailid teravaks. Teravuse suurenemisega piltidel muutusid ka piltidel olevad kompressiooni
artefaktid ndhtavamaks. Seoses sellega otsustas antud t66 autor SRGAN’1 tulemusi edaspidi

t00s mitte kasutada.

Kvantitatiivseks hinnanguks arvutati vilja GAN’ide viljundpiltide keskmised MSE, SSIM ja
PSNR. Tulemuste saamiseks vorreldi generatiivsete vdistlusvorkude pilte valgustatud
originaal piltidega. Kvantitatiivse hinnanguga selgus, et tingliku DCGAN’i poolt saadud
tulemused olid ¢cGAN’i omadest paremad. Edasi vorreldi omavahel c-DCGAN’i ja
pilditootlus-programmi Fotor tulemusi. Ka sellest selgus, et c-DCGAN suutis saavutada

paremad tulemused.

Kvalitatiivse hinnangu saamiseks oli koostatud kiisimustik, kus inimesed said vorrelda
omavahel c-DCGAN’i ja pilditootlusprogrammi Fotor valjundpilte. Kiisimustik koosnes 10
kiisimusest, kus tuli otsustada kumb kahest meetodi poolt saadud piltidest oli sarnasem
valgustatud originaal pildiga. Kokku oli vastanud 26 inimest. Kiisimusete tulemused
summeeriti ning selgus, et DCGAN suutis kiisitletavate hinnangul (62%) saavutada paremad

tulemused.

Uldiselt suutsid generatiivsed vdistlusvdrgud edukalt pilte valgustada. Uheks puuduseks oli
see, et ei suudetud piltidelt olevast miirast vabaneda ning mida isegi tekkis juurde. Sellel
pohjusel ei olnud genereeritud pildid péris selged. Lisaks ei onnestunud GAN’idel pimeduse
tottu kaduma ldinud informatsiooni edukalt taastada. Tulemusi saaks parandada veelgi kui
kasutada palju suuremat treeningandmestikku ja Kkatsetada teisi generatiivsete

voistlusvorkude implementatsioone.
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Lisa 1. Kvalitatiivse kiisimustiku naide

7. Kumb pilt on sarnasem allolevale originaal fotole?

(O Vasak pilt

(O Parem pilt

(O Eioska 6elda

Originaal foto

Niide kiisimustikus olevast kiisimusest

45



