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Annotatsioon

LOputdd eesmargiks on uurida karikatuuride ja masindppe algoritmide tausta ja
masindppe meetodite pdhjal luua mudelid karikatuuride loomiseks ning anallisida
mudelite vdimekust karikatuure luua. Mudelite loomiseks on t66s kasutatud kahte

erinevat masinGppe meetodid.

Karikatuure genereerivate mudelid loodi kahel erineval viisil kasutades genereerivaid
vastand vorke ja narvivorgu stiili ilekannet. Mudelite tulemusi vorreldakse ja viiakse labi

katseid nende tulemuste parandamiseks.

Mudelite loomisel on kasutatud baaskeelena Pythonit. Lisaks on kasutuses masindpet
toetavad Pythoni laiendused TensorFlow ja Keras. Mudel nérvivorgu stiili tlekandega

osutus antud t60s karikatuuride loomise edukamaks kui genereeriva vastandvorgu mudel.

LOputdd on Kirjutatud eesti keeles ning sisaldab teksti 37 lehekdljel, 4 peatiikki, 32

joonist.



Abstract
Creating Caricatures with Neural Style Transfer and Generative Adversial

Networks

The goal of the thesis is to study the background of caricatures and machine learning
algorithms and using machine learning method create models that could create caricatures
and analyse models results. Two different machine learning methots have been used to
create the models.

The caricature generating models were created in two different ways using generative
adversial networks and neural style transfer. The results of the models are compared and

attempts are made to improve the results.

Python has been used as the base language for the models. In addition, Python extensions
that support machine training TensorFlow and Keras are used. Experiments showed that
in given paber neural style transfer model has better results than generative adversarial

network model.

The thesis is in Estonian and contains 37 pages of text, 4 chapters, 32 figures.



Liihendite ja moistete sonastik

Al

ANN

CNN

RelLU

Nérvivorgu stiili tlekanne

Tunnuste kaart

GAN

Andmevoo graafid

Ahendustuum

Gramm maatriks

Vabaliikmed

Kaal

Artificial intelligence, tehisintelligent — masinate
simulatsiooniprotsess mdelda nagu inimene.

Artificial Neural Network ehk tehisndrvivork — arvutitoétlus
sisteemid, mis on inspireeritud bioloogilisest ndrvislisteemist.

Convolutional neural network, konvolutsiooniline narvivork —
masindppemeetod, mida rakendatakse siis kui sisend andmeteks
on pildid. Disainitud inimese aju jargi, et see tootleks
informatsiooni samamoodi.

Rectified lineaar function ehk mittenegatiivne lineaarfunktsioon
— konvolutsioonilise kihi 16pus rakendatav funktsioon, mis
annab valjundiks 0 kui tulemus on vdiksem kui 0. Vastasel
juhul on funktsiooni valjundiks sisend.

Neural Style transfer, Optimeerimistehnika, mille abil vGetakse
sisendiks kolm pilti ja valjundiks on sama stiiliga pilt

Feature map, konvolutsioonilise narvivorgu kihi véljund, mis
saadakse filtri kasutamisel pildil ja arvutades vastava punkti
tulemuse.

Generative Adversarial Networks, genereeriv vastandvargustik
- mille idee seisneb kahe narvivlrgu genereeriva ja detektiivse
narvivorgu vastandamises.

Dataflow graphs , Arvutusgraafid, mida kasutatakse Tensorflow
teekides tanu millele saavad erinevad seadmed masindppe
ahendustuumasi kasutada.

Kernel - Konvolutsioonilistes narvivorkudes kasutatav pikslite
rihm, mida kasutatakse Uldiselt ahenduste tegemisteks.

Gram matrix ehk Gram’i maatriks on narvivorgu stiili Ulekande
juures kasutatavad maatriksid, mis v8imaldavad vdrrelda
erinevate piltide stiili erinevusi.

Biases ehk vabaliikmed. Teisiti 6eldes ka nihe. Kasutatakse
narvivorkude treenimisel, neid kohandatakse vastavalt kao
gradientidele.

Weight ehk kaal, esindab konvolutsioonilise nérvivorgu filtrite
mootmeid.



Gradient

Vastandkonvolutsioon

VGG16

VGG19

Néarvivorkudes kao arvutamisel esindab kui stigav on kallak
kuna narvivork on ruumiline ja omab maksimum ja miinimum
konhti.

Deconvolutsion ehk vastandkonvolutsiooniks nimetatakse
andmete eraldusvdime parandamist matemaatilise algoritmi
abil, mis on m&eldud esialgse teabe resolutsiooni paremaks
muutmiseks.

Very Deep Convolutional Networks for Large-Scale Image
Recognition ehk siigav konvolutsioonilised narvivorgud suure
mdotmeliste piltide tundmiseks. Eeltreenitud konvolutsiooniline
narvivork, mis koosneb kuueteistkiimnest konvolutsioonilisest
Kihist.

Very Deep Convolutional Networks for Large-Scale Image
Recognition ehk siigav konvolutsioonilised narvivorgud suure
mdotmeliste piltide tundmiseks. Eeltreenitud konvolutsiooniline
narvivork, mis koosneb theksateistkiimnest
konvolutsioonilisest kihist.
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1 Sissejuhatus

Karikatuure on loodud inimeste poole juba sellest ajast peale kui inimesed kunsti looma
hakkasid, tdnu karikatuuridele on néha, et inimesed on osanud iseenese (le naerda juba
algusest peale [1]. Karikatuure on I6bus vaadata ja need lahutavad inimeste meelt.
Karikatuur kuulub visuaalse huumori alla. Karikatuuride loomiseks peab mdistma, et
karikatuuri teeb naljakaks selle, et karikatuuril kujutatava inimese propotsioonid on
viidud tasakaalust valja, rdhutades inimese omapéraseid ndojooni vOi suurustades
millegigi, mille poolest inimene tuntud on. Antud t60s Uritatakse karikatuure kui

visuaalset huumorit luua masindppe meetodite abil

Masindppe algoritmid annavad masinale vdimalus dppida tuginedes suurele hulgale
andmete kogudele, mis vdimaldab masinal ise otsuseid teha ilma, et inimene oleks
detailselt asjad ette programmeerinud [2]. Antud t66s on andmestikeks pildid
karikatuuridest ja portreedest, mille pdhjal otsuseid tehes hakkavad masindppe meetodid
karikatuure looma. MasinGppe algoritmid ja sellega seostuvad vdimalused on paljude
uute tehnoloogiliste lahenduste aluseks. Paljud suured ettevotted, kellel on palju andme
kogumeid ndevad seda tulevikuna, sest masindppe voimaldab luua erinevaid
tehisintelligentseid lahendusi, mis suudavad inimeste kdnest soove valja lugeda, pildi voi
video pdhjal otsuseid teha ja kas v0i ise kliendiga suhelda [3]. Ténapaeval, kus andmeid
on suurtes hulkades ja neid on kerge koguda tdnu andmebaaside arengule, on mudelid,
mis suudavad tdnu andmetele otsuseid teha ja ise nendega kasulikku asju korda saata vaga

tere tulnud.

Antud t6ds on lahemalt stvenetud kahte viisi, kuidas masindppe meetodite abil
karikatuure luua. Esimeseks neist narvivérgu stiili Glekanne ja teiseks genereeriva
vastand vork, mdlemad kasutavad oma t60s konvolutsioonilisi nérvivorke. T60 eesmark
on vilja selgitada mdlema viisi efektiivsus karikatuuride loomisel ning optimeerida
mudeleid parema tulemuste tarbeks. Valitud meetodid said valitud kuna nii genereerivad
vastand vBrgud kui ka narvivorgu tlekanne on palju erinevaid vBimalusi pakkuvad ja

hetkel aktuaalsed meetodid.

To06s kasutatavate ingliskeelsete infotehnoloogiliste terminite tdlkimiseks eesti keelte on

kasutatud Narvivorkude ja masindppe sOnastikku [4]. Lisaks on kasutaud IT
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terministandardi sonastikku veebiversiooni [5]. Terminid, mille kohta eesti keelseid

vasteid ei leitud on imber sGnastatud eesti keelte tuginedes mdistete téhendustele.
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2 Taust

Karikatuure on voimalik luua kasutades erinevaid masindGppe meetodeid. MasinGppe
meetodeid kasutades karikatuuride loomine on I8bustav Ulesanne. Karikatuure on hea
vaadata, sest nad on I6busad ja pakuvad pigem nalja kui midagi muud.

Tanu karikatuuridele mdistame, et inimesed on enese ja teiste lle nalja heitnud juba
ammusest ajast. Nii palju kui ka iidsed inimesed erinesid meist erinevate omaduste
poolest, ks asi on kindel, nad kohe kindlasti naersid teineteise Ule ilmselt samadel

pdhjustel nagu meie, seda on ndha ajaloolisest kunstist [6].

Erinevalt inimese ndo genereerimisest ei pea karikatuuride puhul ka kdik sada protsenti

tdpne olema, et oleks aru saada, et tegu on karikatuuriga.

Karikatuuride genereerimisega on varasemalt tegelenud ka nditeks Microsofti
teadusinimesed [7]. Nende eesmargiks oli luua portreest karikatuur ja nad kasutasid
selleks andmestikku mis sisalda 8000 karikatuuri ja 1 miljonit portreed. Antud t66s

kasutatakse samuti andmestikeks karikatuuride ja portreede kogumeid.

2.1 Karikatuur ja portree

Portree ja karikatuur kujutavad mdlemad inimest. Erinevus seisneb selles, et kui portree
puhul on kdige tdhtsam tépsus ja tdeparasus, siis karikatuuri puhul on k&ige tahtsam, et

pildil oleks kujutatud mingit tunnust ebanormaalselt.

Karikatuuride vaartus on ajaloolastele juba ammusest ajast teada, kuna just tanu
karikatuuridele on v@imalik ndha kuidas Uhiskond suhtus sellel ajal v&imul olnud
inimestesse ja sundmustesse [8].  Kuna karikatuure joonistatakse koomilisest
vaatenurgast, rohutatakse sellel asju, mis inimestele on &dra tuntavad ja millega inimesed

vOiksid samastuda.
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Karikatuuriks peetakse inimese ndo, keha vOi tegevuse kujutamist nii, et selle
propotsioonid on paigast ara. Tavaliselt valitakse isikust, kellest karikatuuri soovitakse
teha kindel valimuse v6i iseloomu joon ja rbhutatakse seda liialduste abil. Tihti
kasutatakse ka viiteid loomade kaitumismustritele vdi vélimusele, asendades inimese
mingi kehaosa looma omaga [9]. Uleiildiselt on levinud arusaam et karikatuurid on
joonistused avalikkusele, mis on mdeldud I6bustuseks ning millel kujutatav isik on keegi,
kes on tihiskondlikult teatav ja ara tuntav. Karikatuuril on olemas kindel isiksuse omadus,

mille kaudu tuntakse kujutatud inimene ara.

Joonis 1. Arnold Schwarzeneggeri karikatuur [10]

Kuigi joonisel (joonis 1) ei ole Arnold Schwarzeneggerit kujutatud tema péris elu
propotsioonides, on siiski aru saada, et tegemist on just nimelt temaga. Kuigi on liialdatud
tema musklite suuruse ja tema esihammastes oleva vahega. Samuti on vorreldes kehaga
ka pea uleméaaraselt vaikseks tehtud. Karikatuuril kujutatava tunneb vaataja éra tanu
kirjeldusele, millega on varem juba kujutatavat seostatud [11]. Tanu sellele ongi Arnold
ara tuntav kuna Uhiskonnas on ta teada kui naitlejast suur musklimees, omaparase

naeratusega.

Portree juures on seevastu kdige tdhtsam, et inimene ndeks valja tapselt selline nagu ta
pariselus vélja néeb. Proportsioonid peavad olema paigas ja vdimalikult reaalsed.

Inimese né&ojoonte reaalsus on see, mille abil inimene on portreelt &ra tuntav. Portree
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juures on koige tadhtsam, et inimene oleks portreelt &ra tuntav ehk kui meil on inimese
portree, peab ta olema nii dra tuttav, et leiame ta rahva seast vaevata ules [12]. Kunagi
pidid selle Glesandega hakkama saama kunstnikud, tdnapéeval on asi natuke lintsam, sest
on olemas ka fotoportreed, mis saavad jadadvustada inimese reaalsuse pildile palju
kiiremini. Foto on portree kui seda vaadates saab kohe ettekujutuse inimese néost ja pildi
keskmes on inimese nagu [12]. Tanapdeval on fotograafia piisavalt arenenud, et

portreedest puudust ei tule.

2.2 Masindpe

Masindppe algoritme kasutatakse mitmetes eluvaldkondades, nditeks ka meditsiinis.
Teadmiste kogumine suurest hulgast bioloogilisest andmetest ja nendest jarelduste
tegemine on votmeks, et avastata uusi haigusi vOi ravimeetodeid, eriti kuna inimestel
endal voib olla raskusi meditsiiniliste andmetest jarelduste tegemisega kuna need on

varieeruvad ja mitte struktureeritud [13].

Tanu masindppe arengule on néiteks ka vOimalikuks saanud otse videost video
genereerimise vBimalused, erinevad keelte t6lkimise mudelid, mis suudavad otse kuuldes
teksti tolkida vdi kaamerat tekstil hoides juba telefonis télgitud teksti ndidata, ruumilisi
andmeid mdistvad visuaalsed mudelid, nditeks nagu isesditvates autodes kasutatavad

[14]. Masindppe on palju uusi ja ponevaid lahendusi pakkuv ala.

Sligavope on masindppe liik, mis tegeleb hierarhiliste abstraktsioonide modelleerimisega
sisendandmetes mitmete peidetud kihtide abil [15]. Konvolutsioonilised narvivérgud

kuuluvad sligavoppe Klassi.

Peale esimeste programmeeritavate arvutite ilmumist on inimesed arutlenud métte Ule,
kas I6puks arenevad nad isemdtlevateks ja saavad intelligentseteks. Ténapaeval ongi
olemas tark intelligent ehk rohkem tuntud kui Al (artificial intelligent) [16]. Ise mGtlev

tehisintelligent on vBimalik tdnu masinGppe algoritmidele.

Masindpe on Kiirelt arenev ja populaarsust koguv ala kuna sellega kaasnevad tohutul
hulgal uusi vBimalusi. Naiteks masindppe algoritmide abil loodud malesisteem vaditis
maailmameistrit Garry Kasparovit juba 1997. aastal [16]. Masindppe meetodid
lahendavad probleemi, mis on enamus paris maailma tehisintelligentsetel rakendustel.

Nimelt on raske panna masinat mdistma kontseptsioone, mida suudab hallata inimese
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maistus. Naiteks, et 60sel ndeb punane auto pildi pealt vélja must voi et auto valimus
sOltub, millise nurga alt seda vaadata [16]. Tekib probleem, et analliusi tulemused
sOltuvad sellest, kuidas autot esitleda. StigavOppe algoritmid lahendavad esitlemise
probleemi, kuna nende abil on vdimalik suur hulk keerulisi andmeid esitleda teisendatult
lintsamal viisil, millest masin suudab aru saada [16]. SligavOoppe meetodid suudavad

otsuseid teha lihtsalt suuri andmekogumeid analusides.

2.3 Tehisnarvivorgud

Tehisnarvivorgud ehk ANN on arvutitootlus susteem, mis to6tab samal pdhimdttel mis
bioloogiline narvisusteem. Tehisnarvivorgud koosnevad suurest hulgast (hendatud
arvutuslikest neuronitest, mis todtavad koos jaotatud kollektiivis sisendist optimaalse
véljundi saamise nimel [17]. Tehisnarvivork koosneb sisendkihist, peidetud kihtidest ja
valjundikihist (Joonis 2). Sisend laetakse Gldiselt mitmemd&dtmelise vektorina sisendkihiti
ning see jaotatakse edasi peidetud kihti. Peidetud kiht teeb seejérel otsuseid pdhinedes
eelmise kihil ning otsustab, millised muudatused m&jutaks tulemust [17]. Peidetud kihte

on tavaliselt mitu, ning neid Kihte iksteise jarele rakendades saavutatakse stigavdpe.

Inpun Layer Hidden Layer

Ciugpur Layer

Joonis 2. Lihtne kolme kihiga narvivork [17].

Konvolutsiooniline nérvivérk on analoogne tehisnarvivérgule, kuna koosneb samuti
neuronitest, mis 6pivad labi iseenese optimeerimise [17]. Peamine erinevus tuleb sellest,
et tehisndrvivorgu sisendid jagatakse kahte dimensiooni korgus ja laius.
Konvolutsiooniliste néarvivorkude  puhul aga  organiseeritakse  sisendid

kolmedimensiooniliselt kérgusesse, laiusesse ja stigavusse [17].
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2.4 Konvolutsioonilised narvivérgud

Konvolutsiooniline narvivork ehk CNN on masindppe meetod, mida kasutatakse védga
sagedasti mudelites, kus andmeteks on pildid. Konvolutsioonilised nérvivérgud saavad
oma nime selle jargi, et nendes kasutatakse lineaarset konvolutsioonilist tehet [16].
Konvolutsioonilised narvivorgud vdoimaldavad otsustada, kas pildil kujutatakse otsitavat
seda, mida uUritatakse tuvastada. Naiteks kui on vaja teada, kas pildi on auto voi ei ole.
Konvolutsioonilisi narvivérke treenitakse margendatud andmestikega [15]. Opetamaks
narvivorku pildilt autot leidma, antakse konvolutsioonilisele nérvivorgule erinevalt
margistatud pildid. Auto néite puhul oleks siis ks kogum auto pilte mérgistatud kui auto
ja teine kogus pilte kus pole autod ja mérgistatud muu. Neid pilte analiiisides suudab

treenitud konvolutsiooniline narvivork teha otsuse, kas pildil on auto voi ei.

Tanu sellele on konvolutsioonilised narvivorgud kasutusel ka meditsiinis, sest tanu
oskusele pildilt asju ara tunda on vdimalik tles leida kohad, kus asuvad kasvajad voi
muud iseédrasused [13]. Suure andmestikuga treenitud konvolutsiooniline narvivork vdib
naiteks magnetresonantstomograafia pildil panna téhele asju, mida inimene oma silmaga

ei pruugi néha.

Konvolutsioonilises nérvivorgus kasutatakse tavalise maatrikskorrutamise asemel
konvolutsioonilist lineaarset valemit (1) [16]. See vGimaldab kiiremini katte saada suurest

andmete hulgast ainult olulised andmed ja need edastada jargmisele kihile.

s(t) = [x(a)w(t — a)da (1)

Vorreldes range maatrikskorrutamisega on konvolutsioon efektiivsem malu ja statistilise
efektiivsuse mdttes [16]. Andmestiku puhul, mis koosneb piltidest, on hea kasutada
konvolutsioonilisi narvivorke, sest vdrreldes tehisnarvivérkudega suudab suuremast

hulgast infost olulisema kiiremini ja vdhesema malu vajadusega Ules leida.

Konvolutsiooniline narvivork koosneb tavaliselt kolmest kihist, konvolutsiooniline kiht
(convolution layer), ahendus Kiht (pooling layer) ning téielikult thendatud kihist (fully
connected layers) ning konvolutsioonilisi ja ahenduskihte vdib olla ka rohkem kui ks
(joonis 3) [17].
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Joonis 3. Konvolutsioonilise narvivdrgu mudel [18].
Antud mudeli pdhjal konvolutsiooniline narvivork Iabib oma kihid ja otsustab saadud
tulemuste pdhjal, mis loomaga tegemist on.

2.4.1 Konvolutsiooniline kiht

Peamine konvolutsioonilise kihi tlesanne on leida pildilt Gles tdhtsad omadused, nagu
naiteks ndo puhul inimese pea piirjooned, silmad, suu, kdrvad, juuksed.
Konvolutsiooniline kiht suudab leitud iseloomulikud omadused meelde jatta ja parast
neid pildil tuvastada [19]. Konvolutsiooniline kiht méa&rab, millised neuronid (ihendatakse
millise osaga sisendist , tehes jareldusi vorreldes skalaarset korrutusi nende kaalude ja

piirkondadega sisendmahust [17].

Konvolutsioonilise narvivérgu sisendkiht koosneb neuronitest, mis votavad pildi pikslid
ja  kodeerivad need [20]. Sisendkihile jargneb  konvolutsiooniline  kiht.
Konvolutsiooniline kiht koosneb filtrite kogumist, mis on vaiksed maatriksid, mis kaivad
ule sisendpildi ja aktiveeruvad juhul kui nad leiavad tunnusjoone pildilt [21].
Konvolutsioonilist tehet kasutades saab kihti paigutada pikslid, mis on arvutile eredamad
positiivselt ja pikslid mida narvivork ei pea tahtsat negatiivselt [22]. Eredamad ja
tahtsamad kodeeritud pikslid on need, mis aktiveeruvad filtrite tle kdimisel, kuna need
esindavad tunnus jooni, mida ta otsib. Tanu sellel saab, pildilt valja filtreerida tdhtsamad

tunnusjooned (joonis 4).
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Joonis 4. Konvolutsioonilise kihi filtrite efekt [23], autori markeeringuga.
Konvolutsioonilise kihi 16pus vdidakse rakendada ReLU ehk mittenegatiivne lineaarne
funktsioon (rectified lineaar unit) [19]. ReLU funktsioon uurib igat sisendelementi, kui
sisend on véiksem kui 0 annab ta véljundisse ka null, kui sisend on suurem kui 0 on annab
ta vastava sisendi vaartuse. See on vajalik, et ebaolulised pikslid tulemusest eemaldada,

kuna neid ei ldhe jargmises kihis enam vaja.

2.4.2 Ahenduskiht ja taielikult Ghendatud kiht

Ahendus kihis kasutatakse Gldiselt thte kahest ahendamise vdimalusest, maksimum
ahendamist (max pooling) ja keskmist ahendamist (average pooling). Populaarsem
variant on maksimumahendamine, mille korral hoitakse konvolutsioonilisest Kihist
saadud sisendite maksimumvaartusi, erinevalt keskmisest ahendamisest, kus sisendite
grupist arvutatakse keskmine vaartus [19]. Lihtsamalt Oeldes vdtab ahenduskiht
konvolutsioonilisest kihist saadud sisendi ja ahendab (downsampling) vahendades
parameetrite  numbreid selles aktivatsioonis [17]. Ahenduskihis kéiakse 2 x 2
maatriksitega konvolutsioonilisest kihist saadud tulemused (le ja saadud info pd&hjal

konfigureerib védiksema maatriksi (joonis 5).
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Joonis 5. Ahenduskihi lihtne ndide [19].
Ahendus kihi abil vahendatakse aktivatsiooni kaardi 25% vdrreldes originaalpildiga,

samal ajal sailitades pildi stigavus dimensiooni [17].
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Keerulisemates mudelites on Gldjuhul rohkem kui tks konvolutsiooniline kiht. Sellisel

juhul rakendatakse ahenduskiht peale igat konvolutsioonilist kihti [19].

Taielikult Ghendatud kiht koosneb ainult nendest neuronitest, mis on labi tulnud
eelmistest kihtidest [17]. Nende neuronite pdhjal tehakse valjundite jareldused. Naiteks
kui on mudel loomade klassi paigutamisest pildi jargi, otsustab téielikult Uhendatud kiht,
kas saadud véartused, mis temani jdudsid, on kooskdlas linnu, koera voi kassiga. Otsustab
ta millisesse riilhma kuulub. Téielikult Ghendatud kiht tegeleb klassifitseerimisiilesandega
temani joudnud sisendite pdhjal.

2.5 Narvivorgu stiiliilekanne

Néarvivorgu stiili tlekanne (neural style transfer) on masindppe meetod genereerimaks
pilti, mis kujutaks kontekst pildisisu ja stiilipildi. Narvivorgu stiilitilekannet kasutades
saab luua kahest algsest pildist kolmanda pildi, kus tundub, et esimene konteksti pilt on
tehtud teistsuguse valgustuse, teistsugusel ajal, teistsuguse ilma v@i hoopis teistsuguses
kohas [24]. Kunstis on inimesed dra Gppinud, kuidas luua erinevaid visuaalseid pilte
tavalistest objektidest [25]. Maalides tavaparast vaasi suurte laineliste joontega saab
kunstnik luua erinevaid efekte. Narvivorgu stiiliilekandega Uritatakse masindppe abil

luua erinevaid visuaalseid efekte.

Néarvivorgu stiilitilekande pdhimdte seisneb sellest, et vdetakse kontekstpildi (content
image) ja stiilipildi (style image) ning Uritatakse luua kolmas pilt, mis oleks konteksti
poolest kbige véiksema erinevusega kontekstipildist ja kbige vaiksema voimaliku
stiilierinevusega stiilipildist [26]. Tulemusena luuakse esialgsetest piltidest kolmas pilt,

sama sisu, aga teise stiiliga.

2.5.1 Narvivorgu stiilitilekande teooria

Narvivergu stiilitilekande teostamiseks on vaja kahte funktsiooni. Uhte funktsiooni, mis
kirjeldaks, kui erinevad on kahe pildi kontekstid ehk konteksti kadu (content loss)ja teist,
mis kirjeldaks piltide erinevust nende stiilide osas ehk stiilikadu (style loss) [26].
Néarvivorgu stiilitilekande juures kasutatakse tihti eeltreenitud konvolutsioonilisi

narvivorgu mudeleid, et nendelt saadud info labi kadusid optimeerida (joonis 6).
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Joonis 6. Piltide esitlused konvolutsioonilises narvivérgus [27].
Sisend pilti, esitletakse konvolutsioonilisele narvivérgule kui pikslite komplekti [27].
Sisendpildiks on eraldi nii stiilipilt kui ka kontekstipilt. Igal to6tlus etapil suureneb filtrite
arv, aga piltide suurus véheneb (ahenduskihi pérast), kuigi kérgemates kihtides laheb
piksli informatsioon kaduma, on siiski suur osa pildi kontekstist alles [27]. Seda laheb
vaja, et luua kolmas pilt. Stiilikao leidmiseks kasutatakse konvolutsioonilise narvivorgu
ruumilisi  funktsioone, mis leiavad stiili pildilt tekstuuri info, sellest arvutatakse
vastastikune sdltuvus erinevate omaduste vahel erinevates konvolutsiooni kihtides ja
erinevate kihtide kao abil arvutatakse kolmanda pildi loomise juures stiilikadu. Nii saame
kéatte stiili pildi info vaiksemal kujul, sest vahendatakse muud pildil olevat infot, nagu

naiteks paigutus [27].

Néarvivorgu stiiliilekanne tdotab optimeerimistehnikal, genereeritakse uusi pilte
alustades valgest murast ja info p6hjal, mis saadakse kontekstpildi konvolutsioonilise
narvivorgu Kihtide aktivitsioonidest ja stiilipildi Gram maatriksitest (Gram matrix) [28].
Konvolutsioonilisest kihist saadud info pdhjal optimeeritakse pilte, arvutades konteksti
kadu (Lconent) ja stiilikadu (Lstyle) [28]. Kogu kao saamiseks mdlemad kaod liidetakse
valemi (2) abil.

L = aLcontent + [Lstyle )
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Valemis (2) viitavad o ja B konteksti ja stiili kadude kaaludele (weights), mida vastavalt
kadudele muudetakse. Kaalud esindavad filtrite suurusi, millega ule piltide kaiakse.
Konteksti valem (3) néitab, et kontekstikadu defineeritakse tunnustekaardi (feature map)
ja kindla kontekstipildi kindla narvivorgu kihi tunnuste kaardi vahega ruudus [28].

1N, <M
Leontent =¥, 1 jzll(ng— P};)? (3)

Stiilikadu tuleb erinevate stiili kihtide kadude summast, mida demonstreerib valem (4).
Erinevate kihtide stiili kaod korrutatakse kaaluga (o) ja iga kihi stiilikadu on defineeritud
tunnuste kaardi ja eri kihtide gramm maatriksi vahe ruuduga [28].

Lstyle =Y, w, L!style (4)

Tanu konvolutsioonilistele nérvivorkudele arvutatakse stiili ja konteksti kaod ja neid
tulemusi optimeerides genereeritakse uusi pilte kuni konteksti ja stiili kaod on piisavalt

vaiksed, et on joutud meelepérase visuaalse tulemuseni.

2.6 Genereerivad vastandvdrgud

Genereerivad vastandvorgud (generative adversial networs) ehk GAN on véimas klass
genereerivaid mudeleid, mida tutvustati aastal 2014 lan Goodefellow poolt [29].
Genereerivad vastandvdrgud olid omal alal uuenduslik lahenemine, sest enam ei olnud
tarvis kasutada sildistatud andmestikke nagu on nditeks vaja konvolutsiooniliste
narvivorkude treenimiseks. Genereerivad vastandvérgud on laialdaselt uuritud, kuna
meetod vdimaldab jouda tulemusteni puudulike andmetega, naiteks saab genereerivate
vastandvdrkude abil genereerida halva kvaliteediga pildist hea kvaliteediga pildi [30].
Genereerivaid vastandvorke kasutatakse ka kunsti loomiseks ja katsetamiseks, naiteks
piltide genereerimiseks inimestest, keda tegelikkuses ei eksisteeri. Genereerivad
vastandvérgud on voimelised looma lihtsast kriipsujukust inimese silueti [31].
Genereerivad vastandvorgud on muutunud tehisintellekti arendamise juures
populaarseteks, kuna on avastatud, et Uhendades tehisintellekti ja genereerivad
vastandv@rgud oleks v@imalik luua masinad, kes suudab reaalselt ise asju luua [32]. Olgu

siis selleks tekst, kone vdi pilt.

Genereerivate vastandvorkudega katsetamise teeb kohati raskeks asjaolu, et selliste

mudelite jooksutamine nduab vdga palju vdimsust eriti, graafikaprotsessori seisukohalt.
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Genereerivad vastandvorgud on omal alal veel suhtelist uued ja nduavad veel palju

uurimist ja avastamist, et jouda nende téis potentsiaalini [31].

2.6.1 Genereerivate vastandvorkude teooria

Genereerivate vastandvorkude idee seisneb kahe mangija omavahelisel maéngul.
Méngijateks on genereerival funktsioonil pdhinev genereeriv mudel (generaator) ja
diskrimineerival funktsioonil pdhinev elimineeriv mudel (detektiiv). Generaator loob
pilte ja detektiivi Ulesanne on otsustada, kas need on péris vOi ei, generaatori ulesanne
on aga genereerida pilt, mis petaks detektiivi ara, et see on paris [31]. Generaator ja
detektiiv on t60pdhimdtetelt teineteisest erinevad- kui detektiivi huvitab ainult, kas pildil

on kass Vv0i ei, siis generaatorit huvitab, kuidas kassi pildile saada.

Genereerivate vastandvorkude pdhimdte on inspireeritud kahe mangija nullsumma
mangust, milles kahe mangija vdidu summa kokku on 0, ning tihe mangija vait voi kaotus
on tapselt tasakaalus teise mangija kaotuse ja vOiduga [32]. Genereerivate
vastandvorkude korral on lihtsalt mangijateks generaator ja detektiiv. Generaator
genereerib suvalisest murast pildi, mille annab edasi detektiivile, detektiiv on treenitud
piltide andmestikuga ja otsustab, kas pilt on dige vdi ei, hinnates pilti nulliks ehk valeks

(false) vai tiheks ehk Gigeks (true) vahemikus (joonis 7).

Recal zamples

L True
= [rscriminator £ -
Gizh Falsz

Moase o = (jencrator O

A A

Joonis 7. GAN mudeli joonis [32].
Generaator alustab uuesti genereerimist kohandatud kaaludega. Generaatori eesméark on
suurendada tdendosust, et detektiiv teeb vea [29]. Generaator muudab oma kaale

eesmargiga jouda detektiivi hinnang thele voimalikult lahedale.

Genereerivad vastandvérgud kasutavad konvolutsioonilisi narvivorke.
Konvolutsiooniliste nadrvivorkude ja genereerivate vastandvorkude sobitamiseks
generaatoris, eemaldatakse konvolutsioonilisest nérvivorgust ahenduskihid ning

asendatakse need vastand konvolutsiooniga (deconvolutsion) [33]. Erinevalt
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konvolutsioonilisest ndrvivorgust suurendab ta info pdhjal pilti, mitte ei ahenda seda
(joonis 8).

Joonis 8. Naide vastand konvolutsiooni ahendustuuma idee [33].
Vastandkonvolutsioonide abil kaiakse tle suurem pilt ja arvutatakse see vaiksema filtri
abil kokku suuremaks pildiks [34]. Generaatoris kasutatakse vastandkonvolutsiooni Kihti
, et genereeriv mudel 6piks iseenda ruumilisest suurenemisest, murast suuremat pilti luues
(joonis 9).
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Joonis 9. Generaatori mudeli konvolutsioonilise narvivorgu joonis [35].
Generaator votab sisendmira ja hakkab seda labi konvolutsioonilise kihi rohkete tunnuste
kaartite abil suurendama kuni jéuab 64x64 suuruse pildini. See sama pilt saadetakse edasi
detektiivi mudelisse, mis harutab selle jélle lahti vaiksemateks Kihtideks ja otsustab, kas
pilt on tBene vOi vaar [36]. Detektiiv tootab sarnaselt tavalisele konvolutsioonilise
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narvivorgule. Detektiivi mudeli viimases konvolutsioonilises kihis tulemus lamendatakse
(flattening) ehk viiakse thte. Néaiteks kui enne oli tulemuseks 3x3 maatriks siis pérast
lamendamist on 1x9, kus esimesed kolm vaartust on maatriksi esimese rea vaartused ja
nii edasi. Lamendatud maatriks suunatakse sigmoidfunktsiooni valem (5), mille abil
viiakse véartused 0 ja 1 vahele [35].

1
1+ e %

fx) =

()

Otsustanud, kas pilt on tene voi vaar ja arvestades kas tulemus kaldub rohkem nulli voi
Uhe poole saadab detektiiv oma vastuse generaatorile ja generaator hakkab saadud pildi
pdhjal uut pilti genereerima.

2.6.2 Genereerivate vastandvorkude treenimine

Genereerivaid vastandvorke treenitakse kasutades erinevaid optimeerimismeetodeid, mis
aitavad kadude ja gradientide abil genereerimisel kasutatavaid kaale ja vabaliikmed
kohandada.

Genereeriva  vastandvorgu  tulemuste  parandamiseks  kasutatakse  erinevaid
optimeerimistehnikaid, millega leitakse kaod ja gradiendid, mille abil kohandatakse kaale
ja vabaliikmeid. Kdige populaarsem neist on gradientlaskumise optimeerimine (Gradient
Descent Optimizer) [37]. Eesmark on lihtne - jéuda labi treenimise minimaalse kaotuse
kohani (joonis 10).
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Kadu

Joonis 10. Kao miinimumi visuaalne néide [37] , autori markeeringuga.

Treenimist alustatakse punktis A ning labi kadude ja gradientide abil arvutusi tehes
kohandatakse kaale ja vabaliikmeid ning iga treeningsammuga jOutakse lahemale
punktile B (joonis 10). Treeningsammudel gradientide leidmisel méngib suurt rolli
opisamm (learning rate) (joonis 11), mille abil liigutakse miinimumini. Opisamm
mangib véga suurt rolli genereerivate vastandvorkude treenimisel, kuna valides liiga

suure vaib juhtuda, et pdrgatakse edasi tagasi ja ei joutagi miinimumini [37].

\SAV

1. Suur dpisamm 2.Viike dpisamm
Joonis 11. Opisammu olulisus [37], autori markeeringuga.

Kuna gradientlaskumise optimeerimise toimimiseks peab olema 6pisamm véga véike on

valja moeldud teisi optimeerimis tehnikaid, et saaks dpisammu suurendada ja kiiremini
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miinimumini jouda. Populaarseteks peetakse nditeks Geoff Hintoni poolt loodud
ruutkeskmise laiendusega optimeerimist (root mean square propagation) ehk lihendatult
RMSprop [38].

Ruutkeskmise laiendusega optimeerimine on oma nime saanud, kuna kasutatakse ruut
tehet, et litkuda miinimumile kiiremini lahemale ilma suuri kdrvalepbikeid tegemata.
Erinevalt gradientide laskumis optimeerimise viisist, millel on terve treenimise aja kindel
Opisamm, ruutkeskmise laiendamisega optimeerimine  kohandab oma &pisammu
kasutades selleks gradientide ruutude vahet. Ruutkeskmise laiendamisega optimeerimine
arvestab iga gradiendi vahelise suurusega, tagades, et jdudes miinimumkohale I&hemale,
aeglustatakse dppesammu ning ei hipata miinimumkohast Ule [37]. Ruutkeskmise
kasutamisel on soovitatav esijalge dpisamm 0.001 [39].

Ruutkeskmise laiendamisega optimeerimisest on veidi populaarsem hetkevaartustega
kohanduv optimeerimine (Adaptive Moment Estimation) ehk lihendatult Adam [38].
Nimi tuleneb sellest, et optimeerimiseks jalgitakse erinevate gradientide olekuid
erinevates hetkedes. Sarnaselt ruutkeskmise laiendusega optimeerimisele erineb ka
hetkevaartustega kohanduv optimeerimine gradientlaskumise optimeerimisest, kuna
kohandatakse treenimise kaigus opisammu [39]. Lisaks kasutatakse dra ka eelmiste
gradientide vahede keskmisi. Hetke véartustega kohanduv optimeerimis tehnikaks

soovitatakse esimeseks Gpisammuks valida 0,001 [40].

2.7 Tehnoloogia

Antud 16putdds on kasutatud koodi keeleks Pythonit ning selle laiendusi ja teeke. Python
tootab hasti koos paljude erinevate rakenduste ja mudelitega [41]. Pythonit on ka palju
pildit6otlus teeke nagu naiteks PIL ja CV2 ja masindppe teeke, mis aitavad erinevaid

piltidega seotuid funktsioone labi viia.

Genereerivate vastandvorkude mudeli jooksutamiseks kasutati antud t66s Google Pilve
(Google Cloud) pakutavat v@imalust jooksutada programme  vbimsama

graafikaprotsessoriga labi brauseri konsooli.
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2.7.1 TensorFlow ja Keras

TensorFlow on vOimas teek masindppe jaoks, mida saab rakendada ka narvivorkudele
[42]. TensorFlow pakub rakendusliideseid ehk  API-liideseid paljudele
programmeerimiskeeltele, mille hulka kuulub ka Python. Samuti on TensorFlow avatud
lahtekoodiga, mis vGimaldab tal olla ajaga kaasas kéiv. TensorFlow on tuntud oma
andmevoo graafide (dataflow graphs) poolest (mis voimaldavad erinevate seadmete peal,
nagu nditeks graafikaprotsessorid, jooksutada ahendustuumasi) ning tensorite, mis
lubavad labi viia keerulisi maatriksarvutusi [42]. Antud t66s on kasutatud TensorFlow
teeke mdlemas mudelis nii narvivorgu stiilisiilekandel kui ka genereeriva vastandvorgu

mudeli puhul.

Keras on kdrge tasemega narvivorgu rakendusliides, mis vGimaldab eksperimenteerida
erinevate masindppe teekidega nagu nditeks TensorFlow [43]. Keras sobib hésti
narvivorkude genereerimiseks, sest ta on lihtne ja tema kasutamise kohta leidub palju
juhendeid. Antud t60s on Kerast kasutatud ndrvivorgu stiiliilekande mudelis
konvolutsioonilist narvivorku luues. T60s on kasutatud ka Kerase eeltreenitud nérvivorke
VGG16 ja VGGL9.

2.7.2 Google graafikaprotsessor

Genereerivate  vastandvorkude mudelite  t66tamine nduab palju  vdimsust
graafikaprotsessorilt. Mudeli tooprotsessi kiirendamiseks on antud t66s kasutatud Google
teenust, mis voimaldab taotleda vdimalust kasutada labi brauseri Google pilve
graafikaprotsessoreid, mis on tunduvalt vdimsamad ja vdimaldavad kiiremini tulemusi

katte saada.
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3 Mudelid

Antud 10put6d kaigus loodi kaks mudelit, (ks narvivorgu stiilitilekande
optimeerimistehnikaga, mille sisendiks on Uks portree ja karikatuur ja valjundiks kolmas
pilt karikatuurina. Teine mudel on loodud genereerivate vastandvdrkude teooria pdhjal,

millega Uritatud jouda genereeritud tulemusteni, mis meenutaks karikatuure.

3.1 Andmestikud

Antud 16put6d jaoks loodi kaks andmestiku, ks ndrvivorgu stiilitilekande mudelile ning
teine genereeriva vastandvorgu mudeli jaoks. Kuna néarvivorgu stiilimudeli puhul
sisestatakse korraga uks portree ja ks karikatuur, koguti selle tarvis 20 portreed ja 20
karikatuuri internetist otsides kuulsate inimeste portreesid ja karikatuure l&dbi Google
otsingu. Genereeriva vastandvorgu mudeli tarbeks loodi esimeste katsetuse jaoks
andmestik 700 karikatuuriga. Andmestikeks olevad karikatuurid on enamus vdetud
erinevatest Pintresti kollektsioonidest, kus leidub palju erinevates stiilides karikatuure.
Karikatuuride kogumist 200 karikatuuri on véetud Caroly Huobolaineni [8putto
,Masindppe abil huumori tuvastamine karikatuuride ja portreede niitel” karikatuuride
andmestiku kogumist [21]. Kogutuid karikatuure oli erinevates stiilides (joonis 12 ja 13).

Kdik karikatuurid keskenduvad ihe inimese naole.
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Joonis 12. Karikatuur Pintresti kogumist [44].

Joonis 13. Karikatuur Caroly Huobolaineni kogumist [21].
Igat pilti leidub andmestikes (iks kord ning pildid ei kordu. Uhest ja samast inimesest

erinevaid karikatuure andmestikus esineb.

3.2 Narvivorgu stiili tlekande mudel

Nérvivorgu stiiliilekande meetodi katsetamiseke loodi kaks erinevat mudelit. Mdlema
mudelite katsetamiseks kasutati sama andmestikke. Mudelid erinevad teineteisest, kuna
esimesel juhul on kasutad Kerase mudelit VGG 16 (Very Deep Convolutional Networks

for Large-Scale Image Recognition) ehk sligav konvolutsioonilised narvivorkude suurte
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mdotmeliste piltide tundmiseks [45]. Teise mudeli puhul on kasutatud Kerase mudelit
VGG 19, mis kujutab samuti stigavate ndrvivorkude kogu suurte médtmeliste piltide
eristamiseks [46]. VGG 16 ja VGG 19 vahe seisneb, et ihe puhul sisaldab mudel kuusteist
konvolutsioonilist kihti ja teine Uheksateist konvolutsioonilist kihti.

3.2.1 VGG 16 mudel

Mudeli loomiseks on kasutatud koodi Hunter Heiderneichi loodud dokumendist, mis
demonstreerib nérvivorgu stiilitilekannet [47]. Sisendandemeteks antakse stiili ja
konteksti pilt, iteratsiooni arv ja piltide suurused. Paremate tulemuste jaoks on konteksti-
jastiilipildid eelnevalt toodeldud tihe suurusteks ja ruudukujuliseks, et tulemused oleksid
vOimalikult head. Seda on tehes kasutades rakendust nimega Photoshop. See on ka

vajalik, et pildid ei laheks propotsioonidest vélja kui kood nad ruudukujuliseks muudab.

Kuna sisestatud pildid on RGB skaalas ehk koosnevad punasest, rohelisest ja sinisest
kihist (joonis 14). VGG 16 mudeli kasutamiseks peab pildid viima BGR skaalale ehk

esimesena esitatud sinine siis roheline ja siis punane.

1 dimensioon

~

Amsioon

2 dimensioon

Joonis 14. Pildi esitlus (autori joonis).
Selle tbttu tdstetakse pildi andmed Umber ja muudetakse dimensioonidega massiiviks,
mis sobituks VGG16 konvolutsioonilisse narvivorku. Konvolutsioonilisest narvivrgust
vOetakse valitud kihid ja nende abil toimub erinevate kadude arvutamine. Lisaks stiili ja
kadudele arvutatakse mudelis ka erinevuse kadu (variation loss), mis peaks tagama selle,
et pildid ei muutuks liiga pikslilisteks. Koodi jooksutati kasutades Anaconda keskkonda,

millele installiti vaja minevad TensorFlow ja Keras.
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Koodi katsetades jooksutati pilte erineva iteratsioonide arvuga. Selgus, et peale esimesi

iteratsioone kadu enam oluliselt ei parane (joonis 15).

Mudeli kadu 950 interatsiooni viitel

6E+09

5E+09

A4E+09

Kadu

3E+09

2E+09

1E+09

0 100 200 300 400 500 600 700 800 900 1000

Iteratsioonide arv

Joonis 15. Narvivérgu VGG16 mudeli kadu (autori joonis).
Sellest voib jareldada, et olenevata iteratsioonide suurendamisest tulemused olulised ei
erine. Seda oli ndha ka tulemustest, 20 iteratsiooni korral oli tulemus sarnane, mis 1000

iteratsiooni korral (joonis 16).

1.Tulemus 10 iteratsiooniga 2.Tulemus 950 iteratsiooniga

Joonis 16. Tulemuste vdrdlus iteratsiooni arvu pohjal (autori joonis).
Katsete pdhjal vdib samuti jareldada, et mudel oma ulesandega karikatuure luua hakkama
ei saanud. Kuigi algsel pildil muutusid vérvid ja jooned (joonis 17), siis proportsioonid,
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mis eristavad karikatuuri portreest, ei muutunud ja kuna proportsioonid on n&ol paigas,

jatab ta mulje portreest, mitte karikatuurist.

1.Konteksti pilt 2.Stiilipilt 3.Tulemuse pilt

Joonis 17. Mudeli tulemus, konteksti pilt [21], stiilipilt [48], autori markeeringuga.
Tulemuste pdhjal voib jareldada, et mudel ei olnud edukas karikatuuride loomisel. Mudel

kil suutis muuta konteksti pildi varve, aga karikatuuri efekti ta ei loonud.

3.2.2 VGG 19 mudel

Mudeli loomiseks on kasutatud Prezmek Pobrtynyni koodi [49], mis m&eldud narvivérgu
stiiliilekande tegemiseks kasutades VGG 19 eeltreenitud versiooni [46]. Idee on sama,
mis VGG 16 mudeli puhul. Muudetakse pildid dimensiooniliste maatriksitena
konvolutsioonilisse narvivorku ja seal olevate kindlate kihtide tulemuste pdhjal tehakse
arvutusi, et leida kogu kadu. Mudelit katsetati erinevate piltidega, erinevate pildi suuruste

ja kvaliteediga, katsetades erinevaid iteratsioonide arve.

VGG 19 mudeli puhul oli ndha, et iteratsiooni arvude kasvades, suurenes ka genereeritud

piltide erinevus esialgsest kontekstpildist (joonis 18). Sellest vdib jareldada, et kao

arvutamise valem oli selles mudelis suutlikum.

y
\

10.Iteratsioon 20. Itcratsioon 30.1tcratsioon 500.Itcratsioon 950.Icratsioon

Joonis 18. Iteratsioonide vordlus (autori joonis), konteksti pilt [50] , stiilipilt [48].
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Katsed néitasid, et tulemusi mdjutas kaks tegurit. Nimelt oli genereeritava karikatuur
oluliselt kvaliteetsem kui pilt oli suurem ja kvaliteetsem. Mida suurem ja kdrgema
kvaliteediga oli pilt, seda paremini olid ndha erinevad detailid genereeritud piltidel
(joonis 19 ja 20).

1.Konteksti pilt 2.Stiilipilt

Joonis 19. 512 x 512 suuruse pildi tulemuse kvaliteet (autori joonis), konteksti pilt [51], stiilipilt [52].
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1.Konteksti pilt 2.Stiilipilt

Joonis 20. 1000 x 1440 tulemus pildi kvaliteet (autori joonis), konteksti pilt [53], stiilipilt [54].
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Suurema konteksti ja stiili pildiga vottis mudel ka oluliselt rohkem aega iteratsioonide
labimiseks. See on ka loogiline, kuna kvaliteetsemad ja suuremad pildid koosnevad
rohkemast arvust pikslitest, millega mudel arvutusi teeb. Kaivitades mudeli stiili ja
konteksti piltidega, mis mdlemad suuruses 512 x 512, ldks mudelil 950 iteratsiooni
labimiseks 4 tundi ja 37 minutit. Piltidega suuruses 1000 X 1140 laks sama arvu

iteratsioonide Iabimiseks 10 tundi ja 49 minutit.

Tulemuspiltidel on n&ha, et mudel viib stiili jooned ule teisele pildile (joonis 21).

1. Konteksti pilt 2.Stiilipilt 3.Tulemuse pilt

Joonis 21. Tulemus 500 iteratsiooniga 680x780 suuruses (autori joonis) konteksti pilt [55], stiilipilt [56]
Genereeritud pildile tekitatakse sarnased varvitoonid, mis konteksti pildil. Parimad
tulemused (joonis 22) saadi samasuuruste piltide ja sarnaste varvidega. Genereeritavate
piltide ndo propotsioonid jaid siiski suhteliselt l&hedale algsele kontekstpildile ehk

portreedele.

3.3 Genereeriva vastandvorgu mudel

Genereeriva vastandvdrguga mudeliga loomiseks kasutati Siray Ravali koodi [57].
Genereeriva vastandvdrgu mudeli puhul tuli ilmsiks, et selle todtamiseks on vaja vdimast
graafikaprotsessorit, sest stilearvuti oma ei ole piisav. Mudeleid kaivitati seetdttu Google
pilves. Mudeli jooksutamine kdrgete iteratsiooni arvudega vdtab mitu pdeva aega,
otsustati kdigepealt leida parim optimeerimismeetod. Parimate tulemuste saamiseks viidi
l&bi katseid kolme erineva optimeerimismeetodiga. Optimeerimismeetoditega viidi l1abi
katseid testides mudelit erinevate optimeerimismeetoditega 600 epohhiga.
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3.3.1 Optimeerimismeetodi valimine

Katseid viidi I&bi gradientlaskumise optimeerimisega [58], ruutkeskmise laiendusega
optimeerimisega [59] ja hetkevaartustega kohanduva optimeerimisega [60].
Optimeerimismeetodite juures kasutati erinevaid dpisamme. L&biviidut katsete pdhjal

valiti optimeerimismeetod millega hakati karikatuure genereerima.

Sobivaima optimeerimismeetodi leidmiseks lasti neil joosta 700st karikatuurist
koosnevas andmestikus 600 korda ja hinnati nende t66d nii detektiivi kao, generaatori
kao ning genereeritud piltide jargi. Otsiti optimeerimistehnikat, mille kaod liiguks
uhtlaselt miinimumkohale I&hemale ja ka mille genereeritavad pildid seda kajastaks.

Kdige kehvemaks osutus antud mudeli puhul gradientlaskumisega optimeerimine

Opisammuga 0,001 ( joonis 22).

Gradientide laskumine dpisammuga 0,001
300
200

100

100 0 501002505200 250 300 360=~2300 450 500 350 "600

-200
-300
-400
-500

dektetiivi kaotus generaatori kaotus

Joonis 22. Gradientlaskumine sammuga 0,001 (autori joonis).
Mudeli kaod erinesid igal treeningsammul teineteisest, suurim vahe tuli sisse detektiivi
kao puhul 500 epohhi ja 550 epohhi vahel, kus detektiivi kadu liikus -387 pealt -7 peale.

Genereeritud pildil 600 epohhi juures oli piltidel ebaméérased kujundid suurte valgete

kohtadega ( joonis 23).
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0.001

Joonis 23. Gradientlaskumise optimeerimisega tulemused 600 epohh korral (autori joonis).
Hetkevéartustega kohanduva optimeerimise katsetamisel viidi labi kaks katset. Uks
Opisammuga 0,001 ja teine 0,0001. Antud katsest tundus, et samm 0,001 on
hetkevaartustega kohanduva optimeerimise puhul parem, sest kaod ei erinenud epohhide
vahel teineteisest suuresti, erinevalt tulemustest Gpisammuga 0,0001, mille puhul

varieerusid kaod mitmekimne thiku v@rra epohhide vahel (joonis 24).
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Adami kadu épisammuga 0.001
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Adami kadu épisammuga 0.0001
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e (K TELIN I KU e g eneraatori kadu

Joonis 24. Adam vordlus 0.001 6pisammu ja 0.0001 dpisammu vahel (autori joonis).

Genereeritud pildid aga naitasid, et dpisamm 0,001 korral ei hakanud pildid 600 epohh
korral inimese pea kuju votma (joonis 25). Genereeritud piltide pdhjal saab jareldada, et
dpisammuga 0,0001 on 600. epohhi puhul tulemused hakanud rohkem lahenema inimese
pea kujule.

Joonis 25. Adam tulemused dpisamm 0,001 ja 0,0001 korral (autori joonis).
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Ruutkeskmise laiendusega optimeerimisega katsetati dpisammu 0,001, 0,002 ja 0,001.
Kdige kehvemaks antud katsetustest osutus Gpisamm 0,002, sest tema kaod koondusid
lilalt (joonis 26). Mudel dpisammuga 0,001 muutis detektiivi kadu epohhide vahel
tunduvalt ronkem kui generaatori kadu. Kadude jargi hinnates tunduks koige efektiivsem
dpisamm 0,002.

RMSprop dpisammuga 0,001

200

150

100

e EKIELINT KB e g enieragtori kadu

RMSprop dpisammuga 0,002

—dektetivikady —e———peneragtori kadu

RMSprop dpisammuga 0,0002
300
200

100

0 50 100 150 200 0 300 350 400 450 500 550 600

-100
-200
-300
-400

s EKIELINT KB e genieraatoni kadu

Joonis 26. RMSprop vdrdlus 0,001 , 0,002 ja 0,0002 vahel (autori joonis).
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Genereeritud piltide pdhjal (joonis 27) tehti jareldus, et Gpisammuga 0,0002 loodud pildid

tunduvad enim sarnanevat Karikatuuridele vOrreldes teiste Opisammude ja

optimeerimismeetodite tulemusi.

Joonis 27. 600. genereeritud piltide vordlus erineva dpisammu vahel.
Katsete pbhjal otsustati karikatuuride loomise katseid l&bi viia ruutkeskmise laiendusega

optimeerimisega ning pisammuks kasutada 0,0002 ja 0,0001.
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3.3.2 Mudeli tulemused

Mudeliga tehti 1&bi kolm katset. Esimesel katselt to6tas mudel 5000 epohhiga, kasutades
ruutkeskmise laiendamisega optimeerimist dpisammuga 0,0002. Mudel t6tas 58 tundi ja
34 minutit. Tulemused ei meenuta karikatuure, aga osadelt on ndha silmade, pea ja suu
moodustumist (joonis 28).

Joonis 28. Genereeritu tulemused 5000 epohhiga 0,0002 dpisammu puhul.

Teise katse korral jooksutati mudelit 6pisammuga 0.0001. Mudel jooksis 1500 korda ja
genereeritud tulemused ei sarnane karikatuurile (joonis 30). Mudel t66tas 20 tundi ja 17

minutit.
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Joonis 29. Parimad tulemused &pisammuga 0.00012

Viimase katse korral suurendati epohhide arvu 7000 peale. Erinevalt esimestest katsetest,
kus iga epohhi kohta td6tas detektiiv viis ja generaator tihe korra, siis 7000 epohhi korral
tootas detektiivi kolm korda tihe epohhi jooksul ja generaator ihe. Mudel jooksis 67 h ja
43 minutit.




Kdigi mudelite puhul on genereeritud pildid suhteliselt udused ja kindlaid n&ojooni pole

lintne eristada. Parimaks tulemuseks vdiks lugeda esimese vdi kolmanda mudeli tulemusi.

Andmestikus, millega mudeleid treeniti, leidus rohkem karikatuure meestest kui naistest

ja sellepédrast meenutavad enamik genereeritud pilte pigem meest.

3.4 Jareldused

VGG 16 mudeli tulemused muutsid konteksti pildi heledamatesse toonidesse. Ndo
propotsioonid jaid samaks, mis konteksti pildil ning sellepdrast meenutas genereeritud
pilt rohkem portreed kui karikatuuri. VGG 16 mudel 16i efekti nagu oleks portree
joonistatud, aga karikatuuriks seda nimetada ei saa (joonis 30). Mudel ei ole vérve

genereeritud piltidele erksalt edasi teisendanud.

Joonis 30. Narvivdrgu stiilimudeli VGG16 ndite tulemused.

Nérvivorgu stiiliilekande mudel VGG 19 suutis genereeritavatele piltidele genereerida
erksamad varvid kui mudel VGG 16. Tulemustest (joonis 31) saab jareldada, et
stiiliilekande mudel oli edukas kuna erinevad stiili pildid tekitavad erinevaid efekte

konteksti pildil, muutes sellega kohati ka inimese n&o proportsioone.
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Joonis 31. Narvivorgu stiililekande VGG 19 mudeli néite tulemused

Genereeriva vastandvorgu mudel ei olnud piisavalt efektiivne karikatuuride loomisel.
Genereeritud pilte uurides leiab kill inimese tunnusjooni, nagu nagu, suu, silm, juuksed
vOi dra tuntava riietuse, aga peale vaadates ei meenuta genereeritud pilt karikatuuri
(joonis 32).

Mudelite tulemustes saab kdige karikatuuri ldhedasemaks pidada VGG 19 mudeliga
genereerituid pilte. Kuigi genereerivate vastandvorkude loodud tulemustel on ndo
propotsioonid kbige rohkem paigast &ra, ei ole dratuntav, et tegu on inimesega. VGG 19
mudeli tulemuste ndgude proportsioonid erinevad kill tavapérastest propotsioonidest

vahe, aga piisavalt, et luua karikatuuri efekti.
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Joonis 32. RMSprop dpisammuga 0,0002 epohh 6800.

Karikatuuride loomisel genereerivate vastandvorkudega ei joutud soovitud tulemusteni
ilmselt mitmel pdhjusel. Uheks mudeli miinuseks vdib kindlasti pidada seda, et
konvolutsioonilisi Kihte oli suhteliselt véahe ja ei kasutatud ahenduskihte. Mudelit saaks
efektiivsemaks luua kasutades rohkem konvolutsioonilisi kihte, ahenduskihte v6i hoopis
eeltreenitud konvolutsioonilist narvivorku. Mudelit aeglustas ka kindlasti asjaolu, et
samal ajal treeniti nii detektiivi kui generaatorit, ette treenitud detektiivi kasutades jouaks
mudel kiirema ajaga labida rohkem epohhe ning kiiremini liikuda minimaalse kaotuse
l&hedusse.
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4 Kokkuvote

T60 eesmark oli luua mudelid karikatuuride loomiseks ja analiiusida nende Ulesandega
toimetulekut. Karikatuuride loomisel tuli valja, et karikatuuride puhul on kdige olulisem,
et inimene oleks &ra tuntav, aga ndo proportsioonid peaksid siiski piisavalt tavapérasest
erinema, et oleks aru saada, et tegemist on karikatuuriga. Proportsioonist véljas olemine

tagab ka karikatuuri huumoriefekti.

Né&rvivorgu stiilililekande mudeli puhul tuli esile, et eeltreenitud konvolutsiooniline
narvivork (heksateistkimne konvolutsioonilise kihiga on narvivérgu stiiliilekandes
vOimeline looma suuremat efekti genereeritud piltide puhul, kui mudel kuueteistkiimne
konvolutsioonilise kihiga. Piltidega katseid tehes tuli veel esile, et oluline on pildi suurus
ja kvaliteet. Nendest sdltub, kui hea kvaliteediga on genereeritav pilt. Suurte piltide
genereerimine vOtab seevastu oluliselt kauem aega. Mudelite puhul tuli ka esile, et
narvivorgu stiiliilekande puhul on oluline, et stiili ja konteksti pilt oleksid Ghesuurused,

sest see tagab parimad vdimalikud tulemused.

Genereerivate vastandvorkude puhul osutus oluliseks, milliseid optimeerimismeetodeid
kasutada ja millise Gpisammuga liikuda. Samuti tdhendati antud Ulesande juures, et
genereerivate narvivorkude puhul on oluline, et oleks vBimalus programmil td6tada
seadme peal, millel on vbimas graafikaprotsessor, sest tavaline sulearvutile ei pea

genereerivate vastandvdrkude treenimisele vastu.

Karikatuuride loomisega sai kdige paremini hakkama narvivorgu stiililekande mudel

VGG 19. See suutis luua uue pildi, mis sarnanes stiililt karikatuurile.

Edasimineku mdttes saaks kindlasti edasi arendada genereerivate vastandvorkude
mudelit, testides erinevaid treenimissamme ja lasta joosta rohkematel epohhidel. Lisaks
saaks veel lisada mudelisse rohkem konvolutsioonilisi kihte ja uurida ka vdimalust

alustada karikatuuri loomist portreest, mitte murast.
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