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LUHIKOKKUVOTE

Peer-to-peer (P2P) laenuplatvormid on krediidivaldkonda viimase 10 aasta jooksul oluliselt
kujundanud, vahendades krediiti otse investorite ja laenuvdtjate vahel ning minnes sellega mooda
traditsioonilistest vahendajatest. Ka joudsal turuosa kasvatamisel seisavad P2P-platvormid silmitsi
viljakutsega hallata krediidiriski, et tagada investorite piisiv usaldus. Uhisrahastusettevdtetele on
olulisel kohal investorite usalduse teenimine, minimeerides laenuvdtja maksejduetuse riski,
tuginedes tipsele andmete kogumisele. Uurimistod, mille autor viib 1dbi MONEYZENi
andmebaasi alusel, keskendub eraisiku krediidiriski mudeli viljatéotamisele. Selle eesmirk on
arvutada laenuvotja maksejouetuse tdendosus, analiilisides, millised laenu ja laenuvotja tunnused
viivad maksehdire tekkimiseni 91. pdeval pérast vola registreerimist. Peale hiipoteeside piistitamist
ning valimi koostamist analiilisiti laenuvdtjat ja laenu selgitavaid tunnuseid, millest laenuvotja
puhul osutusid statistiliselt oluliseks vanus, MONEYZEN:i krediidiskoor, sissetulek ning osaliselt
ka elukoht ning laenu puhul osutusid oluliseks laenuperioodi pikkus ning intressiméér. Laenajat
iseloomustavad tunnused sugu ja tema laste arv ei ole oluliselt seotud maksehdire tekkimisega,

samuti pole laenu selgitav tunnus laenusumma statistiliselt oluline.

Votmesonad: krediidirisk, tihisrahastus, MONEYZEN, investorid, maksejouetus



SISSEJUHATUS

Peer-to-peer (P2P) laenuplatvormid on ettevotted, mille iilesanne on jaotada laenukapitali,
maidrates turul intressiméir, millega laenuvotja saab investoritelt raha laenuks ilma traditsioonilist
vahendajat, nditeks panka, kaasamata. P2P laenuplatvormide kontseptsioon arenes vélja 2000.
aastate alguses osana laiapdhjalistest tehnoloogiliselt muudatustest, mis samaaegselt viisid ka
teiste sarnaste veebipohiste toote- ja teenuste oksjoniplatvormide tekkimiseni (nt eBay, Amazon,

Uber, Lyft, Grubhub). (Duarte ef al., 2023)

Uks peamisi probleeme, millega {ihisrahastusplatvormid silmitsi seisavad, on laenajate
krediidiriski maandamine. Selleks, et platvorm oleks investoritele atraktiivne, on platvormi
haldajatel vaja viia laenajate maksehéirete tekkimise voi lildse laenu tagastamata jatmise risk
miinimumini. Riski vihendamisele aitab kaasa eelkdige laenaja ja taotletava laenu kohta piisavate
andmete kogumine ning analiiiisimine. Krediidiriski analiilisi tegemisel on oluline 1dbi moelda,
milliseid andmeid analiilisitava kliendi puhul tasub iildse arvesse votta ehk selgitada vilja, millised
on need karakteristikud, mis vOiksid mojutada kliendi makseraskustesse sattumist. Samuti on igal
karakteristikul osatéhtsus, kui palju ta mdjutab potentsiaalse maksehéireni joudmist. Krediidiriski
analiilisi mugavamaks ldbiviimiseks on vdimalik tihisrahastusplatvormil koostada olemasoleva

kliendibaasi andmete pdhjal krediidiriski hindav mudel.

Kuna tihisrahastuse populaarsus alternatiivina pankadele néib tdnaseni olevat piisinud, otsustas t60
autor ldhemalt uurida krediidiriski mudeli loomise protsessi ja vOimalusi ning omal kiel 1abi
proovida ka iiks taolise mudeli loomise meetod. Teema uurimisel otsustas autor aluseks votta
tthisrahastusplatvormi MONEYZEN. Tegemist on ettevottega, kus autor ise 10putdé kirjutamise
hetkel to6tab ning igapdevaselt laenajate krediidiriski hindab. Kuna viimase krediidiriski mudeli
loomisest on kiillalt aega moodunud, oleks ettevottele igati kasulik uue krediidiriski mudeli

loomine, arvestades seekord juurde ka viimase aasta jooksul lisandunud klientide andmed.



Loputod eesmirk on luua ettevottele MONEYZEN eraisiku krediidiriski mudel, mille
rakendamisel on vdimalik vélja arvutada laenuvdtja maksehdire tekkimise toendosus. Maksehdire

registreerimine toimub 91. pédeval peale esimest maksekuupieva.

T60s piistitatud uurimisiilesanded:

1. Anda iilevaade krediidiriski arvutamise vdimalustest.

2. Uurida tihisrahastuse ajalugu ning arengut.

3. Anda iilevaade MONEY ZEN:ist.

4. Testida eraisiku krediidiriski mdjutavate tunnuste statistilist olulisust MONEYZENi
laenuandmebaasi pdhjal.

5. Tuvastada analiilisi abil statistiliselt oluliste tunnuste moju laenuvdtja maksehdire
tekkimise tdenédosusele.

6. Luua eraisiku krediidiriski hindav mudel MONEYZEN:ile.

7. Teha jireldused krediidiriski mdjutavate tunnuste osas.

To0s piistitatakse kaks eesmérgiga kooskodlas olevat hiipoteesi:
Hiipotees 1. Laenuvotja karakteristikud nagu sugu, vanus, elukoht, laste arv, sissetulek ning
MONEYZENi krediidiskoor mojutavad maksehdire tekkimise tdendosust (on statistiliselt

olulised).

Hiipotees 2. Laenu karakteristikud nagu laenu eesmérk, laenusumma, intressimddr ning

laenuperiood mojutavad maksehdire tekkimise tdendosust (on statistiliselt olulised).

Peale hiipoteeside testimist esitatakse ldhtuvalt tulemusest kaks uurimiskiisimust:
1. Kuidas mojutavad laenuvotjat iseloomustavad statistiliselt olulised tunnused maksehiire
tekkimise tdendosust?
2. Kuidas mdjutavad laenu iseloomustavad statistiliselt olulised tunnused maksehdire

tekkimise toendosust?

Kiisimustele vastamiseks ning hiipoteeside kontrollimiseks andis iihisrahastusplatvorm
MONEYZEN t66 autorile loa kasutada oma laenude andmebaasi 31.10.2023 seisuga.
Andmebaasist jdid valimisse 2458 laenu. Uurimine toimus kirjeldava statistika abil ning andmete

analiilisimiseks valiti binaarne logistiline regressioonanaliiiis.



To6 koosneb neljast osast. Esimeses osas tutvutakse ldhemalt krediidiriski ja selle analiiiisimise
meetoditega. Samuti on esile toodud pdhilised kitsaskohad krediidiriski arvutamisel. Teine osa
annab llevaate iihisrahastusest ning selle arengust, sinna hulka kuulub ka iilevaade
tihisrahastusportaalist MONEYZEN. Kolmandas osas Kkirjeldatakse lahti uurimismeetod,
médratletakse valim ning muutujad ning neljandas osas viiakse 14bi analiiiis, luuakse tdiustatud
krediidiriski mudel ja tehakse jareldused.

Loodetavasti on 10putodst kasu ettevottele MONEYZEN edaspidisel klientide krediidivoimekuse
hindamisel, vihendamaks maksehdireteni joudvate laenude hulka ning muutes sellega portaali ka
investorite jaoks atraktiivsemaks investeerimisvdimaluseks. LOput6d autor tidnab oma t60

juhendajat Kristjan Liivamagi asjakohaste nduannete ning efektiivse juhendamise eest.



1. UHISRAHASTUS JA KREDIIDIRISK

1.1. Ulevaade iihisrahastusest

Mobiste "peer-to-peer” (,,inimeselt inimesele) kirjeldab kahe osapoole vahelist suhtlust, ilma et
oleks vaja keskset vahendajat. Mdiste parineb arvutivorkude valdkonnast, et kirjeldada vorku, kus
iiks arvuti voib toimida kas kliendi vdi serverina teistele vorgu arvutitele, ilma et peaks
tsentraliseeritud serveriga iihendust looma. Internet on ise P2P-vork. (Milne et al., 2016) Bholat
et al. (2016) seletavad iihisrahastusplatvormide toimimist jirgnevalt: platvormid toimivad
vahendajatena, kes iihendavad laenuvodtjaid laenuandjatega. Kui laenuvdtja taotleb laenu, taotleb
ta kindlat rahasummat. Tavaliselt rahastavad taotletud laenusummat mitu investorit, mistottu iga
laen koosneb erinevatest laenulepingutest iiksikute investoritega. Wangi (2016) sdonul on P2P
koitmas mitte ainult finantsspetsialistide, vaid ka tavainimeste tdhelepanu, kes otsivad
alternatiivseid vOimalusi laenu saamiseks, ning samuti investorite tdhelepanu, kes otsivad

madalate intressimdédrade korvalt korgemat tulu.

Havrylchyk et al. (2018) ndevad iihisrahastuse funktsioonina pakkuda laenu interneti kaudu,
kasutades krediidiriski hindamiseks ja laenuvotjate jilgimiseks erinevat sorti andmeid ja
algoritme. Selles rollis aitavad nad kaasa laiemale Fintech-litkumisele, mida iseloomustab
tehnoloogia ja tehnoloogiapdhiste drimudelite kasutamine finantsteenuste osutamisel. (/bid.)
Uhisrahastuslaenud on levinud laenuturu erinevatesse segmentidesse. Mdned P2P laenuettevotted
pakuvad konkreetseid laenutiiipe. Esimene ndide on tarbimislaenud, mis hdlmavad volgade
konsolideerimist ja refinantseerimist, kodu parandamist, suuremaid oste ja viimasel ajal ka
ravilaene. Moned {ihisrahastusettevotted, nagu Funding Circle, OnDeck ja Raiseworks,
keskenduvad eranditult viikeettevitete laenudele. Teised laenuplatvormid, nagu CommonBond ja
SoFi, on spetsialiseerunud Oppelaenudele. Kinnisvaralaenuandjad (nt RealtyMogul,
LendingHome, Fundrise) erinevad teatud maédral iilejddnud P2P laenude pakkujatest. Sellised
laenud on tavaliselt tagatud kinnisvaraga ja tiksikisikud saavad laenuandjaks registreeruda ainult

siis, kui nad kvalifitseeruvad ,,akrediteeritud” investoriteks. (Mateescu, 2015)



P2P ajalugu rahanduses saab jilgida kahe ettevotte, Uhendkuningriigis asuva Zopa (2005) ja USA-
s asuva Prosperi rajamisega 2006. aastal. Mdlemad holbustasid inimeselt inimesele laenu andmist,
mille kidigus laenuvotjad ja laenuandjad said pankadest ja muudest traditsioonilisematest
laenuandjatest modda minna ning iihisrahastusplatvormi kaudu omavahel otse suhelda. Prosperi
kaasasutaja Chris Larsen kirjeldas oma ettevotet kui "eBay krediidi jaoks". (Milne et al., 2016)
Bholat et al. (2016) uurimusest selgus, et iihisrahastusplatvormi Prosper asutaja David Nicholson,
olles veel t66]1 oma eelmises tookohas internetipangas Egg, motiskles panga rolli ja pohieesmargi
iile. Kaaludes panga, eriti jaepanga pdhifunktsioone, mis hdlmavad peamiselt hoiuste ja laenude
sobitamist ning hoiustajate ja laenuvotjate vahelise vahendajana tegutsemist, hakkas ta uurima
alternatiivseid vdimalusi, mis vOiksid seda vahendaja rolli tdita. See pani tema jaoks kahtluse alla
vajaduse, et traditsiooniline pank peab olema ainuke vahendaja investorite ja laenuvdtjate vahel.
(Ibid.) Erinevalt traditsioonilistest pankadest ei tegele P2P-laenuplatvormid raha loomisega ega
riski ja tihtaegade iimberkujundamisega. Selle asemel hdlbustavad mdned iihisrahastusplatvormid
jérelturge laenulepingutega enne tidhtaega kauplemiseks ja teatud platvormid piitiavad pakkuda
laenuandjatele stabiilset sissetulekut. Tohusa ja jitkusuutliku finantsvahenduse tagamiseks on
tilimalt oluline, et P2P-laenuplatvormid tegeleksid vdimalike kdsundusagendi probleemidega ja

viiksid oma stiimulid kooskdlla laenuandjate omadega. (Havrylchyk ef al., 2018)

Lisaks P2P finantsteenustele arenesid samaaegselt vilja mitmed muud alternatiivsed
finantsteenused, mis tegutsevad viljaspool tavalisi pangandus- ja kapitaliturge. Nende hulka
kuuluvad: 1) tihisrahastamine ehk crowdfunding, mille kdigus kogutakse rahasumma konkreetse
projekti jaoks (rahastamine - funding) tksikisikute (rahvahulga - crowd) viiksemate panuste
kaudu; 2) alternatiivsed valuutavahetusplatvormid, kus iiksikisikud ja ettevotted vahetavad
vélisvaluutat panku kasutamata; 3) pangaviliste arvete diskonteerimine, mille puhul viikesed
ettevotted saavad parandada oma rahavoogu, saades investoritelt ettemaksed tasumisele kuuluvate
arvete eest; ja 4) kriiptovaluutad, nagu Bitcoin ja LiteCoin, mis toetavad digitaalsetes valuutades
silmapilkseid veebimakseid ilma keskse vahendajata. Paljudel nendel alternatiivsetel

rahastamisviisidel on ka vorddiguslikud funktsioonid. (Milne et al., 2016)

P2P laenuturul osalejad voib laias laastus jagada kahte riihma: laenuvotjad ja laenuandjad.
Laenuvdtja kohta olemasoleva teabe hulgast piitiavad analiiiitikud leida laenu edukuse miérajad.
(Guo et al., 2014) Enamikul P2P-laenuplatvormidel votavad laenuandjad suurema osa riskidest.

Finantseeriva poolena vdtavad laenuandjad enda kanda laenuvdtjate ja platvormivahendajate
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tekitatud maksehéirete riski, kuna need kaks osapoolt vdivad otsustada platvormilt lahkuda. (Bao
et al., 2023) Maksehdireriski, mida nimetatakse ka krediidiriskiks, peetakse iiheks kdige
levinumaks riskiks nii traditsioonilisel laenuturul kui ka P2P laenusektoris. Infoasiimmeetria ja
teabega kokkupuute kitsaskohtade tottu veebilaenuplatvormidel ei suuda laenuandjad tihti ette
niha, kas laenuvotjad suudavad neile raha tagasi maksta, nagu on kokku lepitud. (Bao et al., 2023)
P2P-laenude viivist on iitha raskem kontrollida, mistdttu on praktiline tihtsus ettevotete
krediidiriski juhtimise alase uurimistod tugevdamisel. See aitab vdhendada laenuklientide
isiklikest krediidiprobleemidest pohjustatud viivist ja pahatahtlikku maksejouetust ning voib
parandada ettevotete tohusust ja kaitsta efektiivselt investorite huve. Lisaks on sellel potentsiaal
tosta ettevotete kindlustunnet. Krediidiskooride rakendamine vdib samuti aidata parandada voi

isegi lahendada enamiku P2P-laenuplatvormide probleemidest. (Li et al., 2021)

1.1.1. Uhisrahastusportaal MONEYZEN

MONEYZEN OU on 2013. aastal asutatud ettevdte, mis pakub tarbijakrediiti Eesti residentidest
fuiisilistele isikutele ning investeerimisvoimalust nii eraisikutele kui ka ettevotetele Euroopa
Majanduspiirkonnas, kes on huvitatud kapitalitulu teenimisest. (MONEYZEN OU iriplaan 2019)
Hetkeseisuga on MONEYZEN:i portaalis ligikaudu 1900 registreerunud investorit ning ldbi ajaloo
sO0lmitud tle 3000 laenulepingu. (MONEYZEN andmebaas 2023) Laenude vahendamisel
lahtutakse vastustustundliku laenamise pohimotetest, tehes laenuvodtjale paremini arusaadavaks
tema rahaline olukord ning kohustused, mis lisanduvad tdiendava laenamisega. Oluline on dra

hoida kliendi makseraskustesse sattumine. (Vastutustundlik laenamine MONEYZEN... 2023)

MONEYZEN OU on ettevdtte Admirals Group AS tiitarettevdte, kuid on varasemalt kuulunud
veel mitmetele ettevdtetele nagu Business Advisor OU (kustutatud), Nordvik Investments OU,
Snegovik OU ning Certus Invest OU. MONEYZENile endale kuulub iiks tiitarettevdte
MONEYZEN Collateral Agent OU. 2023. aasta 3. kvartali seisuga to66tab MONEYZEN OU
ettevottes 4 inimest. Eeldatav kiiive 2023. aastal on 74 665 eurot. (MONEYZEN OU, 2023) 2022.
aasta seisuga oli viljastatud laene 4 369 458 eurot ning miitigitulu 62 379 eurot. 2023. aasta plaan
ndgi ette jitkata kvaliteetse krediidivahendusteenuse pakkumist. Samuti planeeriti aastasse
arendustoid, mis aitaksid Idpptulemusena lihtsustada laenuvdtja toiminguid alates taotluse
esitamisest portaalis kuni laenulepingu 1dppemiseni. Uks olulisematest eesmirkidest oli ka

krediidiriski hindamise kvaliteedi tdstmine. (MONEYZEN OU majandusaasta aruanne 2022)
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1.2. Krediidiriski mojutavad karakteristikud

Uuringuid, mis konkreetselt piiliavad tuvastada maksejouetuse ja laenude tulemuslikkust
miiravaid tegureid P2P-laenu puhul, on vdhe. P2P-laenuplatvormid koguvad erinevat laenu- ja
laenuvotjateavet, et vihendada teabe asiimmeetriat. (Sharar, 2021) Sharar (2021) uuris USA
ithisrahastusettevotte Lending Club andmete pohjal, millised on olulisemad tunnused
maksejouetuse tekkimise ennustamiseks ning tulemuste pohjal osutusid olulisemateks
laenusumma, sissetulek, krediidihinnang, vdlgade ja sissetulekute suhe ning viimase 6 kuu jooksul
peale voetud kohustuste arv. Tema sonul nii vdlgade ja sissetulekute suhte, viimase 6 kuu
kohustuste arvu kui ka laenusumma suurenemisel makseraskuste tekkimise tdendosus samuti
suureneb. See-eest suurem sissetulek tdstab laenu edukuse tdendosust. Ravina (2007) analiiiisis
Prosperi, samuti iihe USA P2P-laenuplatvormi laenustatistikat, vottes arvesse nditeks laenuvotja
krediidireitingu, laenusumma, vola ja sissetulekute suhte, olemasolevate laenukohustuste arvu ja
viiviste koguarvu, mis on veebipdhiste P2P-laenude maksejouetuse olulised tegurid. Tema poolt
tehtud analiiiisi tulemusel selgus, et ka "pehmed" andmed, nagu niiteks laenueesmirk voi vanus,

voivad mojutada maksejouetuse riski.

Néitena saab esile tuua ka Serrano-Cinca et al. (2015) poolt 1dbi viidud uurimuse 2015. aasta USA
suurima iihisrahastusplatvormi Lending Club poolt kasutatavate laenuvdtjate karakteristikute osas,
millest olulisemaks osutusid laenuvotja hinnang (A-G), laenu intressimiir, laenu eesmaérk,
sissetulek aastas, kinnisvara olemasolu, krediidiajaloo pikkus, ametlike teadaannete arv,
laenukohustuste arv ning kohustuste protsent sissetulekust. Sealjuures leiti néiteks, et laenusumma
ning laenuvotja téostaaz el minginud olulist rolli maksevoimekuse médramisel. Kdige parema
ennustusvoimega niitajaks osutus platvormi Lending Club poolt médratud hinnang laenuvotjale
(A-G). (Ibid.) Ka Santoso et al. (2020) viisid 14bi regressioonanliiiisi uurimaks Indoneesia kolme
tihisrahastusettevotte puhul, millised on peamised maksejouetuseni viivad laenu ja laenuvdtjaga
seotud tunnused. Muuhulgas osutusid koigi kolme ettevotte puhul statistiliselt olulisteks laenu
intressimédr, laenusumma, laenuperiood, laenuvotja abielustaatus, sissetulek, sugu ning vanus.
Santoso et al. (2020) rohutasid eelkdige seost, mille kohaselt laenu intressimdir mojutab oluliselt
maksehdire tekkimist. Nende sonul tasub ettevotetel olla valvas, et mitte intressimddra liialt
korgeks ajada, sest see on iiks olulisemaid faktoreid maksejouetuse tekkimisel. Jargmine tugevaim
ja thtlasi positiivne seos oli laenusumma ning maksehdire tekkimise vahel. Autor pakub siinkohal
lahendusena vilja ettevdtetele keskenduda pigem véiksemate laenude viljastamisele, et hajutada

riski. (/bid.)

11



Mollenkampi (2017) regressioonmudeli analiiiisist platvormi Lending Club andmete pohjal selgus,
et mida kdrgem on laenusumma, seda suurema tdendosusega tekivad laenuvotjal makseraskused.
Samuti leidis ta, et aastase sissetuleku suurenemisel vdheneb maksejouetuse tdendosus. Samas
laenude protsendi sissetulekust kasvamisel suureneb ka makseraskuste tekkimise tdendosus.
(Ibid.) Kuna platvormide seatud korged intressimédrad pigem langetavad maksevoimekust,
kajastab laenuintress otseselt maksejouetuse riski: mida kdrgem on intressiméér, seda korgem ka
maksejouetuse risk. (Bao et al., 2023) Sama jarelduse tegid uuringu tulemuste pdhjal ka Serrano-

Cinca et al. (2015).

Rivera (2018) kasutas oma uurimistoos Mehhiko laenuettevotete andmeid tuvastamaks, millised
tunnused mojutavad maksejouetuse tekkimist. Tema jéreldustest selgus, et kdige enam viitavad
makseraskuste tekkimisele nditajad laenumakse suhe sissetulekusse ning samal platvormil
refinantseerimine. Teisalt laenueesmirk (soltuvalt otstarbest) ning sugu (kui laenuvdtja on naine)
voisid viidata madalamale makseraskuste tekkimise tdendosusele. Sealjuures mainis Rivera
(2018), et sugu kui niitaja, ei omanud eriti suurt tihtsust vorreldes teiste tunnustega maksejouetuse

ennustamisel.

1.3. Krediidiriski arvutamise voimalused

Otsuse tegemine, kas rahastada teatud laene voi mitte, on P2P-laenuturul laenuandjate keskne
tilesanne. Krediidisiisteemi ebatdiuslikkuse ja veebiruumi piirangute tttu  seisavad
tihisrahastusplatvormid laenude viljastamise kdigus sageli silmitsi laenuvdtja krediidiriski
korrektse hindamisega, sest suur osa laenuvotjatest kipub sattuma makseraskustesse. (Ma et al.,
2021) Traditsioonilised laenude hindamismeetodid on samuti kasutatavad P2P-laenude puhul.
Selleks, et eristada héid laenutaotlusi (see tdhendab need, mille tagasimaksmist eeldatakse)
halbadest (need, mille puhul ennustatakse maksejouetust), on kirjanduses kasutatud palju
erinevaid andmekaeve tehnikaid. Moned néited nendest tehnikatest on logistiline regressioon,
lineaarne diskriminantanaliiiis, k-ldhimad naabrid, otsustuspuud, Markovi ahelad, lineaarne ja
mittelineaarne programmeerimine, ndrvivorgustikud jpt. (Guo et al., 2014) Lihemalt tutvutakse

nendest viiega.

12



Logistiline regressioon on meetod, mida laenuturul kdige sagedamini kasutatakse krediidiskoori
mudelite véljatootamiseks. Logistilise regressiooni mudelites on sdltuv muutuja tildiselt binaarne
muutuja (nominaalne voi jérguline) ja sdltumatud muutujad voivad olla kategoorilised (nii kaua,
kui need on pérast teisendust dihhotoomilised) voi pidevad. Logistilise regressiooni mudel on
tildistatud lineaarsete mudelite erijuhtum. (Gouvéa et al., 2007) Esialgu kaasatakse mudeli
koostamisel kdik muutujad; 10plikus logistilises mudelis valitakse aga ainult mdoned muutujad.
Muutujate valik toimub meetodi forward stepwise abil, mis on logistilise regressiooni mudelites

enim kasutatud. (/bid.)

Lineaarse diskriminantanaliilisi (LDA) eesmirk on klassifitseerida heterogeenne kogum
homogeenseteks alamhulkadeks ja edendada nende hulkade otsustusprotsessi. Voib eeldada, et iga
hulga jaoks on saadaval teatud arv selgitavaid muutujaid. Idee on otsida sellist selgitavate
muutujate lineaarset kombinatsiooni, mis eraldaks enamiku alamhulkadest iiksteisest. Kahe
alamhulga lihtsal juhul on eesmaérk luua selgitavate muutujate lineaarne kombinatsioon, mis jitab

kahe alamhulga keskmiste vahele maksimaalse kauguse. (Bolton, 2009)

Nérvivorkude idee péarineb inimese aju struktuurist. Inimese ajus voib neuron saata (vastu votta)
signaali teistele neuronitele. Samamoodi koosnevad nirvivorgud elementidest, millest igaiiks saab
palju sisendeid ja toodab iihe véljundi. Nédrvivorgud koosnevad suurest hulgast lihtsatest sdlmedest
vOi neuronielementidest, mis on ithendatud kas iithe voi mitme kihiga. Iga neuroni aktiivsuse
oluline element on funktsioon, mis vastutab viljundsignaali vddrtuse eest, mida nimetatakse
aktiveerimisfunktsiooniks. Sellel voib olla iiks kolmest vormist: binaarne samm, lineaarne ja

mittelineaarne (nt sigmoidne). (Dzik-Walczak et al., 2021)

Otsustuspuu on klassifitseerimistehnika, mis méérab andmestiku iga objekti prognoositavasse
klassi (nt hea/halb maksejduetuse risk), mis soltub iga objekti atribuutidest. Algoritm kasutab teabe
voimendust, et leida parim atribuut andmete klassifitseerimiseks, kus P ja n on i-nda objekti
binaarse tulemuse védrtused 0 ja 1. Seejdrel kordab algoritm iga parima atribuudi otsustusvaértuste

jaoks médratud véartuse puhul protsessi tdiendavate atribuutidega. (Rudd et al., 2017)

K ldhimate naabrite (KNN) algoritm on teatud tiilipi juhendatud masindppe algoritm, mida saab
kasutada klassifitseerimise ja regressiooni ennustamise probleemide lahendamiseks. KNN on
»laisk® Oppimisalgoritm, kuna sellel pole spetsiaalset koolitusfaasi ja see kasutab

klassifitseerimisel kdiki andmeid treenimiseks. See on ka mitteparameetriline dppealgoritm, kuna
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see ei eelda alusandmete kohta midagi. KNN-i algoritm kasutab funktsioonide sarnasust, et
ennustada uusimate andmepunktide vairtusi, millele saab omistada vairtuse soltuvalt sellest, kui
tépselt see iihtib treeningkomplekti punktidega. See on lihtne algoritm, mis on mdistetav ja
tdlgendatav ning mittelineaarsete andmete jaoks viga kasulik, kuna selles algoritmis pole andmete

kohta eeldusi. (Dewani et al., 2020)

1.4. Kitsaskohad krediidiriski hindamisel

Krediidiriski efektiivne hindamine soltub mitte ainult tdpse mudeli loomisest, vaid ka muudest
aspektidest, millest olulisemad on selles peatiikis esile toodud. Suryono et al. (2019) tdid oma
uuringu pdhjal peamiste murekohtadena vélja krediidiriski hindamisel informatsiooni
asimmeetria probleemi, laenuvdtja krediidiskoori médramise, moraaliriski, regulatsioonide ja

ettevotte eeskirjade klapitamise, samuti investeerimisotsuste tegemise.

Tupangiu (2017) sonul juhul kui krediidiagentide teabe tase on erinev, tekib teabe asiimmeetria
probleem. Krediidisuhte kontekstis seisab finantsasutus silmitsi teabe asiimmeetria viljakutsega,
mis tuleneb eelkdige krediidiriski hindamise keerukusest. Tohus krediidiriski juhtimine hdlmab
finantsasutuse voimet koguda ja toddelda teavet laenutaotluse vastuvotmise ajal, vdhendades
seeldbi krediidiriski. Finantsinstitutsioonil on oluline omada asjakohast teavet laenuvdtja kohta nii
laenu taotlemise faasis kui ka parast krediidi kinnitamist. Asjakohast teavet voimendades saab
finantsasutus teostada kontrolli laenuvdtja tegevuse tle. Jarelikult puututakse teabe otsimisel

kokku teabe asiimmeetria loomupérase valjakutsega (Ibid.).

Samuti mdjutavad krediidiriski kujunemist makrookonoomilised faktorid ning majandustsiiklid.
Peale 2007. — 2008. aasta finantskriisi viisid Ali ja Daly (2010) 14bi uurimuse selle kohta, milline
oli makrookonoomiliste tegurite mdju krediidiriskile ning leidsid, esile kerkis arvukalt
makromajanduslikke ja poliitilisi takistusi. Viljakutseks olid krediidi- ja finantstsiiklite kaasamine
tavapérastesse makromajanduslikesse mudelitesse, makromajanduslikest seostest arusaamise

parandamine ja makrotasandi usaldatavusnormatiivide reguleerimise vahendite véljatootamine.

Kindlasti mdjutab riski hindamist inimlik aspekt. Niiteks teevad finantsettevotetes vastutaval
kohal todtavad inimesed oma loomujoontest mojutatuna otsuse, milliseid krediidiriski hindamise

vahendeid kasutada ja see vOib kokkuvottes ettevotte kdekdiku oluliselt mdjutada. Eriti
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enesekindlad finantsettevotete juhid otsustavad krediidiriski arvutamisel kvantitatiivsete
meetodite kasuks, see-eest optimistlikud juhid usaldavad enda otsustusvoimet ja isiklikku
voimekust krediidiriski hindamisel. (Azouzi, Bacha, 2023)

Grundke (2003) véidab, et paljude krediidimudelite puhul on levinud puuduseks stohhastilise
modelleerimise puudumine riskitegurite puhul, nagu intressimddrad voi krediidimarginaalid,
timberhindlusprotsessi ajal riskiperioodil. Naiteks fikseeritud tuluméiraga instrumendid, nagu
volakirjad voi laenud, hinnatakse riskiperioodil limber, kasutades tulevaste rahavoogude
diskonteerimiseks  praeguseid  forvardintresse  ja  (hinnanguklassides  spetsiifiliselt)
tahtpaevakrediidivahesid. Jérelikult ei vOeta arvesse instrumendi tulevase véartuse stohhastilist
olemust, mis tuleneb krediidikvaliteedi muutustest viljapoole jddvatest teguritest, mis toob kaasa

krediidiportfelli riskantsuse alahindamise riskihorisondis (Ibid.)

Uks laialdaselt kasutatud laenuotsuste tegemise meetod hdlmab lidvendikriteeriumite kehtestamist,
vottes arvesse hajutatud teabe erinevaid aspekte. Kui laenuvdtja tdidab need tingimused vdi on
edukalt 1dbinud isiksuse hindamise, kiidetakse laen heaks. P2P internetilaenu puhul ei pruugi
tiksikisikud sageli teatud kiinniseid tdita, kuid vdivad olla mingites muudes tingimustes
suurepdrased, mis viib nende laenusoovi tagasiliikkamiseni. Tegelikult puuduvad paljudel
laenuplatvormidel piisavalt tdpselt madratletud reeglid ning efektiivsed lavendikriteeriumid, mis

aitaksid krediidiriski paremini hallata. (Li et al., 2021)

Mbones riigis voivad krediidiriski hindamise keeruliseks muuta ka kultuurieripdrad ning
kaitumisnormid. Néiteks kirjeldasid Zheng et al. (2018) oma uurimistdos ldhemalt Bangladeshi
krediidituru olukorda ning nende hinnangul on oluline krediidiriski mojufaktor eetilise kditumise
ebapopulaarsus ning lildine moraalitunde vidhesus osana sotsiaalsest kultuurist riigis. Samuti vdib
krediidiriski olla keeruline hallata laenajate puhul, kes on parit valisriigist. Nditena toob Vodova
(2003) esile situatsiooni, kus teisest riigist parit lacnuvotjale antakse krediiti, kuid riigis toimunud
sotsiaalsete, majanduslike voi poliitiliste muudatuste tdttu ei saa laenuvotja enam laenu tagasi
maksta. Sel juhul pakub Vodova (2003) vilja lahenduse sitestada erinevate riikide laenajatele
vastavalt selle riigi riskitasemele erinevad limiidid, kui suurt summat maksimaalselt tohib selle
riigi elanikule laenata. Uhtlasi mainib ta kitsaskohana #ra ka teadmatuse selles osas, mis toopi
maksehdirega on tegemist, kui klient maksehéireni jouab: kas pdhjus on selline, mis vdimaldab

kliendil hiljem laenu siiski tagastada v3i voib laenu lugeda lootusetuks. (1bid.)
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2. METOODIKA

2.1. Andmebaas ja muutujate valik

Loputdéd eesmérk on luua iihisrahastusportaalile MONEYZEN krediidiriski mudel, mistdttu
kasutatakse andmete analiiiisiks ning valemi loomiseks MONEYZENi laenude andmebaasi
seisuga 31.10.23. Andmebaasis on informatsioon 2933 laenu kohta alates aastast 2014. Kuna autor
uurib 16putdo raames milliste karakteristikutega klientidel on tekkinud maksehiired, siis vitab ta
vaatluse alla nende laenuvdtjate lepingud, kelle laenu vélja maksmisest on 16putdo kirjutamise ajal
moddas vihemalt 90 pdeva ehk on olnud voimalik maksehéire tekkimine. Kuna andmebaasis on
eraldi kategoriseeritud ka kohtulahendini joudnud lepingud, siis loetakse ka need tekkinud

maksehdirete kategooriasse, sest tegemist on sellegipoolest 90 pdeva maksmata volaga.

Otsustavaks teguriks valemis kasutatavate muutujate valikul osutus MONEYZENi poolt
varasemalt klientide kohta kogutud info maht. Kuigi t66 teoreetilises osas said dra mainitud
mitmed tavapéraselt olulisemad karakteristikud krediidiriski hindamisel, pidi loputdd autor
arvestama ka sellega, milliste karakteristikute kohta on MONEYZEN pidanud vajalikuks
laenuvotjate ja laenude puhul andmeid koguda ning siilitada. Leidus tunnuseid (néiteks kinnisvara
arv ning perekonna staatus), mille puhul oli andmeid kogutud vaid teatud lithemal perioodil,
mistottu oleks mainitud karakteristikute lisamine analiiiisi oluliselt vihendanud valimi mahtu ning
mudeli statistilist tipsust. T66 autor valis analiitisimiseks ning piistitas hiipoteesid nende muutujate
baasil (Lisa 1), mille kohta oli informatsioon olemas enamiku MONEYZENi andmebaasis olevate

laenude puhul:

Hiipotees 1. Laenuvodtja karakteristikud nagu sugu, vanus, elukoht, laste arv ning sissetulek

mojutavad maksehéire tekkimise toendosust (on statistiliselt olulised).
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Hiipotees 2. Laenu karakteristikud nagu laenu eesmérk, laenusumma, intressiméér, laenuperiood
ning MONEYZEN:i krediidiskoor mdjutavad maksehiire tekkimise tdendosust (on statistiliselt
olulised).

Soltuvaks muutujaks valiti ettevotte MONEYZEN soovil maksehiire tekkimine, mis tdhendab, et
laenajal on tekkinud MONEYZEN:i ees maksevolg, mis on tasumata vihemalt 90 pideva ning 91.
pdeval registreerib ettevote maksehdire. Kvalitatiivsetele ja jarjestustunnustele (laenu eesmaérk,
elukoht) lisas autor vastavad fiktiivsed tunnused. Siinkohal soovib autor tdpsustada, et jaotas
tunnuse elukoht riigivéimu poolt médratud haldusjaotuse alusel 5 erinevaks kategooriaks (Eesti
Entsiiklopeedia, 2013):

1) Pohja-Eesti: Harjumaa;

2) Louna-Eesti: Jogevamaa, Polvamaa, Tartumaa, Valgamaa, Viljandimaa, Vorumaa;

3) Kesk-Eesti: Jirvamaa, La4ne-Virumaa, Raplamaa;

4) Ladne-Eesti: Hiiumaa, Lidnemaa, Pdrnumaa, Saaremaa;

5) Kirde-Eesti: Ida-Virumaa.

Suuremateks kategooriateks jaotamine tundus mdistlik eelkdige seetdttu, et osades maakondades
oli laenuvdtjate esindatus viga madal, néiteks olid 1055 inimest elukohaks markinud Harjumaa,

kuid Hitumaal elavaid laenuvétjaid oli vaid 11.

2.2. Valim

Valim koosnes 2458 lepingust, mille baasil autor selgitas vélja edaspidi kirjeldatud statistilised
nditajad. Lédhtudes kédesoleva t66 eesmirgist hindas autor, et laenuvdtjatest 79,1% puudus
hindamise hetkel maksehédire ning 20,1% esines maksehiire. 54,3% laenajatest olid mehed ning
45,7% naised. Keskmiselt oli igal laenajal 1 laps ning leibkonna igakuine keskmine sissetulek oli
valimi baasil 1213 eurot. Keskmine laenuvdtja on 38-aastane, kuid kdige suurem hulk laenuvdtjaid
leidus 33-aastaste hulgas. Laenuvotjate keskmiseks MONEYZEN:1 krediidiskooriks osutus 824,
samas koige sagedamini esinev krediidiskoor oli 850. Kdige rohkem laenuvodtjaid elab Pohja-
Eestis (43%) ning koige viiksem oli esindatus Kirde-Eestis (9%). Kdige madalam maksehiiresse
sattunud klientide protsent oli PGhja-Eestis (18,2%) ning kdige suurem protsent maksehéiretega
kliente oli Kesk-Eestis (27,5%) (Joonis 1). Arvutades protsentuaalselt kumma soo puhul esines

rohkem maksehdiired, selgus, et 22,1% meestest oli tekkinud maksehdire, vorreldes 19,5% naistest.
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Joonis 1. Tekkinud maksehiirete osakaal elukohtade kaupa
Allikas: autori poolt koostatud

Keskmine laenatav summa oli 1910 eurot (Lisa 2) intressiméidraga 23,2%. Kodige madalam
laenusumma oli 100 eurot ning madalaim intressimédr 14,16% ja koige korgem laenusumma on
10 000 eurot ning kdrgeim intressimédr 36,3%. Valimi hulgas leidub enim tarbimise (igapdevaste
kulutuste) eesmirgil voetud laene, mille osakaal koikide laenude hulgas oli koguni 59%. Koige
vihem kasutatakse laenu hariduslikul (0,57%), dritegevuse (1,02%) ning reisimise (1,79%)

eesmirgil (Joonis 2). Keskmine laenuperiood oli 33 kuud, samas kdige enam laene voeti 24 kuuks.

v %1540

15%

= Autolaen = Refinantseerimine = Reisilaen
Remondilaen = Tarbimislaen = Terviselaen
= Oppelaen = Arilaen

Joonis 2. Laenu eesmirkide protsentuaalne jaotus
Allikas: autori poolt koostatud
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Laenueesmérkide kaupa analiilisides selgus, et kdige suurem maksehdire esinemise protsent
(9,9%) oli tarbimislaenu valinud laenuvdtjate hulgas (Joonis 3). Ligi sama palju protsentuaalselt
oli maksehdireni joudnud laenuvdtjaid nende hulgas, kes valisid terviselaenu (9,7%). Kdige vihem

maksehdireni joudnud laenajaid leidus drilaenu votnute hulgas (4%).
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Joonis 3. Tekkinud maksehéirete osakaal laenueesmarkide kaupa
Allikas: autori poolt koostatud

2.3. Uurimismeetod

Mudeli koostamisel kasutatakse binaarset logistilist regressiooni, mis vdoimaldab maksehéire
tekkimist hinnata kaheviirtuselise tunnusena. Selleks luuakse mudel, kus soltuv muutuja
véljendab, kas klient jduab maksehdire registreerimiseni (vdértus 1) voi ei joua (vairtus 0) ning
ilejddnud muutujad on regressorid. Siinkohal tutvutakse 1dhemalt binaarse logistilise regressiooni
teoreetiliste alustega Sauga (2020), Grimes et al. (2008) Gujarati (2009, 554, 558-560) ning
Kleinbaum et al. (2010) allikate baasil.

Selleks, et uurida soltuva binaarse tunnuse (Y ehk MAKSEHAIRE) viirtuse 1 esinemise

tdendosust, kasutatakse jargnevalt toodud valemit.

1
1+e~A

P(Y =1[X) =
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Valemist ndhtuva logiti A vdirtus omakorda véljendub mudelina:

Pi
1—

A=1n( )= i0+i1X1+i2X2+i3X3+...+imxm

Mudeli esimeses pooles esindab p; vdirtus maksehdire tekkimist ning vastavalt 1 - p; maksehéire
puudumist. Teises pooles kuulub iga regressori (x,,) juurde vastav parameeter (i,,). Kaotades
mudelist logaritmi, annab see vdoimaluse arvutada vilja Sansi, mida on lihtsam tdlgendada kui

toendosust. Selleks voetakse molemad mudeli pooled astmesse e.

Jargnevalt kirjeldatakse Sansside teooriat. Erinevalt tdendosusest ei pruugi Sansid olla koheselt
intuitiivsed. Sansid voimaldavad teistsugusel viisil viljendada tdendosust, tipsemalt kujul

stindmuse toendosus jagatud siindmuse mittetoimumise tdendosusega:

Odds = Pi = ei0+ [1X1+ IxXo+ i3X3 + .t ImXim
1-p;

Sansside suhe, esindab iihe arvude grupi tulemuse tdenzosust jagatuna teise arvude grupi tulemuse
tdendosusega. See on suhe, mis ulatub nullist 1dpmatuseni. Sansside suhtarvude valem on
monevorra keerulisem, kuid seda saab lihtsustada lithendite kasutamisega. Antud kontekstis

téhistab py tulemuse tdendosust rithmas K, samas kui p; tihistab tulemuse tdendosust rithmas L.

=]
I~

0
o
=

Odds Ratio = —5

=

0
)
=

Eelnevate valemite abil saame teada, kui palju suureneb vdi viaheneb protsentuaalselt maksehéire
tekkimise Sanss valitud tunnuse suurendamisel 1 iihiku vorra. Juhul kui Sanss on vordne iihega, ei

mojuta tunnus maksehdire tekkimist.
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3. ANALUUS JA JARELDUSED

3.1. Mudeli koostamine ja kitsendamine

Enne logistilise regressioonmudeli koostamist, oli vaja 1dbi viia korrelatsioonanaliilis, testimaks,
kas muutujate vahel esineb multikollineaarsust. Paasi (1995, 203) sdnul vdib multikollineaarsuse
esinemine tekitada olukorra, kus regressioonmudel osutub ebaloogiliseks ning selle kasutamine
majandussituatsioonide analiilisimisel riskantseks. Korrelatsiooni, mis on iile 0,9 loetakse juba

véga korgeks ning seda tuleks viltida. (Calkins 2005)

Korrelatsioonimaatriksisse (Lisa 3) lisati kdik pidevad tunnused, peale sdltuva muutuja
(MAKSEHAIRE). Enamus tunnuste vahel kdrget korrelatsiooni ei esinenud. Kdige kdrgem
korrelatsioon, mis tabelist ilmnes, oli LAENUSUMMA ning LAENUPERIOODI vahel (0,7843).
Kuigi korrelatsiooninditaja ei iileta eelnevalt mainitud piirmédra 0,9, on ta siiski piisavalt kdrge
ning autor peab seda edasisel analiilisil silmas. Kuna aga antud juhul multikollineaarsuse
probleemi otseselt ei tekkinud, oli vdimalik liikuda edasi regressioonmudeli koostamise ning

hiljem ka fiktiivsete tunnuste multikollineaarsuse testimise juurde (VIF indeksi analiiiisi abil).

Esialgsesse mudelisse (Lisa 4) lisati sdltuva tunnusena MAKSEHAIRE, koik pidevad tunnused
(VANUS, SUGU, LASTEARV, KREDIIDISKOOR, LAENUPERIOOD, INTRESSIMAAR,
LAENUSUMMA, SISSETULEK) ja fiktiivsed tunnused, vélja arvatud DELUKOHT 1 ning
DLAENUEESMARK 1, mis on baaskategooriad ning seega oleksid mudelis iileliigsed.
Analiitisist selgus, et mudeli kirjeldusvoime on 79,5%, mis tdhendab, et mudel kirjeldab Gigesti
1957 juhtumit. Mudelis kirjeldati juhtumitest, kus maksehdiret ei tekkinud (vaartus 0), digesti 1939
juhtumit ning juhtumitest, kus maksehéire tekkis, kirjeldati digesti 14 juhtumit. Statistiliselt
ebaoluliseks nivool 0,05 osutusid péris mitu tunnust, sealhulgas SUGU (p = 0,0757), LASTEARV
(p = 0,2876), LAENUSUMMA (p = 0,6884), fiktiivsed tunnused DELUKOHT_2 (p = 0,1234),
DELUKOHT 4 (p = 0,5673), DELUKOHT 5 (p = 0,1591) ning koik tunnuse
LAENUEESMARK fiktiivsed tunnused. Ulejdinud mudelis olevad tunnused osutusid oluliseks
nivool 0,01. Tdeparasuhte testi jargi osutus mudel oluliseks (p = 0,0000 < 0,05). Seega oli vaja
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samm-sammulise tagurpidi korvaldamise meetodi abil hakata eemaldama ebaolulisi tunnuseid

mudelist.

Esmalt voeti ette kdige ebaolulisem muutuja DLAENUEESMARK 7 (p = 0,9235). Kuna
fiktiivsete tunnuste puhul ei ole vdimalik neid iikshaaval eemaldada, siis oli vaja kdrvaldada terve
LAENUEESMARK tunnusega seotud fiktiivsete tunnuste grupp. Gretlis saab F-testi abil uurida,
kuidas mdjutab tunnuse eemaldamine mudeli kvaliteeti. Sellega seoses plistitatakse hiipoteesid,
kus O-hiipotees viidab, et kitsenduse voib peale panna, sest kitsendatud mudel ei ole oluliselt
halvem originaalmudelist ning 1-hiipotees véidab, et kitsendusi peale panna ei tohi, sest mudeli
kvaliteet halveneb oluliselt. F-testi sooritamisel, eemaldades tunnuse LAENUEESMARK
fiktiivsed tunnused, vdis vastu votta O-hiipoteesi, sest testi p-vairtus (0,314647 > 0,05) ei osutunud
oluliseks nivool 0,05. Kiill langesid veidi mudeli kirjeldusvdime (79,3%) ning muud néitajad
McFadden R-Squared (0,053272), Akaike kriteerium (2412,534), Hannan-Quinn (2439,965). See-
eest tousis kohandatud R-squared niitaja (0,042958). Seega oli voimalik edukalt eemaldada
LAENUEESMARK fiktiivsete tunnuste grupp mudelist.

Jargmiseks statistiliselt koige ebaolulisemaks tunnuseks osutus LAENUSUMMA (p = 0,9435).
Ka sel juhul sooritati F-test kitsenduse tegemiseks ning tulemusena voeti taaskord vastu O-
hiipotees, sest F-testi p-vaartus (0,943522 > 0,05) ei osutunud oluliseks nivool 0,05. Analiiiisides
suhtarve McFadden R-squared (0,051575), Akaike kriteerium (2410,811), Hannan-Quinn
(2431,912), selgus, et need olid taas veidi langenud, samas nii kohandatud R? (0,043641) kui ka
mudeli kirjeldusvoime (79,5%) kasvasid jarjekordselt.

Edasi uuriti tunnuse ELUKOHT fiktiivsete tunnuste gruppi, mille tarbeks voeti kasutusele VIF
varieeruvusindeksi analiiiis (Lisa 5). Eeldus on, et multikollineaarsusega probleemi ei esine, kui
tunnuse indeksi védrtus jaab alla 10. Antud juhul jdid kdigi tunnuste indeksid 1-2 vahele, ehk
probleeme ei esinenud. Seega prooviti edasi eemaldada 14bi F-testi mudelist tunnuse ELUKOHT
fiktiivsed tunnused, kuid niitid osutus p-véértus (0,0234365 < 0,05) oluliseks nivool 0,05, mistdttu

tuli vastu votta 1-hiipotees ning mainitud fiktiivseid tunnuseid mudelist eemaldada ei tohtinud.

Jargnevalt eemaldati mudelist tunnus LASTEARYV (p =0,2359), mille F-testi tulemusel vdeti vastu
O-hiipotees, sest testi p-vairtus (0,236049) oli suurem kui 0,05. Sel korral suhtarvud McFadden R-
squared (0,052719) ning Hannan-Quinn (2433,137) olid hoopis kasvanud, samas Akaike

kriteerium (2409,926) endiselt vahenenud. Mudeli kirjeldusvdime vihenes samuti 79,4% peale.
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Viimane statistiliselt ebaoluline tunnus, mis mudelist eemaldati, oli SUGU (p = 0,0901). Sel korral
osutus F-testi tulemus (p = 0,0902245) taas ebaoluliseks nivool 0,05 ning voeti uuesti vastu 0-
hiipotees. McFadden R-Squared (0,051575) ning Hannan-Quinn (2410,811) néitajad langesid taas,
see-cest Akaike kriteerium (2431,912) kasvas. Samuti kasvas mudeli kirjeldusvdime uuesti 79,5%

peale.

Autor otsustas lisakontrolli jaoks veel statistiliselt ebaolulised tunnused eraldiseisvalt mudelisse
lisada, et ndha, kas nende statistiline olulisus muutub mérgatavalt. Tunnuse SUGU puhul puudus
ka eraldiseisvana statistiline olulisus nivool 0,05 (p = 0,1192 > 0,05). Tunnuse
LAENUEESMARK fiktiivsete tunnuste puhul osutus statistiliselt oluliseks nivool 0,05 vaid
DLAENUEESMARK 6 (p = 0,0302), iilejdsnud fiktiivsed tunnused olid endiselt ebaolulised
mudeli kontekstis. LASTEARYV oli taaskord eraldiseisvana statistiliselt ebaoluline (p = 0,6563 >
0,05), kuid LAENUSUMMA osutus eraldi mudelis statistiliselt oluliseks nivool 0,05 (p = 0,0274
< 0,05). Autor pakub, et LAENUSUMMA olulisus eraldiseisvalt, kuid ebaolulisus koondmudelis
voib olla seotud eelnevalt leitud teistest tunnustest veidi korgema korrelatsiooniga

LAENUSUMMA ning LAENUPERIOODI tunnuste vahel (korrelatsiooninéitaja 0,7843).

3.2. Valmismudel

Loplikust mudelist (Lisa 7) jdid vélja tunnused LAENUSUMMA, LASTEARYV, SUGU ning
tunnuse LAENUEESMARK fiktiivsed tunnused. Kdik tunnused, mis mudelisse jiid, vilja arvatud
DELUKOHT 2 (p = 0,0681), DELUKOHT 4 (p = 0,4576) ja DELUKOHT 5 (p = 0,1146) on
statistiliselt olulised nivool 0,05. Lopliku mudeli kirjeldusvoime on 79,5% ning see kirjeldab
korrektselt dra 1957 juhtumit. Sealhulgas juhtumitest, kus maksehéiret ei tekkinud (véartus 0),
kirjeldatakse digesti 1945 juhtumit ning juhtumitest, kus maksehdire tekkis, kirjeldati digesti 12
juhtumit. Mudeli Hannan-Quinn néitaja on 2432,890, Akaike kriteerium 2411,786 ning Schwarzi
kriteerium 2469,873. McFaddeni R Squared niitaja on 0,051894 ning kohandatud R Squared
0,043966. Loplik mudel on jargnev:

MAKSEHAIRE = -5,736 — 0,034*VANUS + 0,004*KREDIIDISKOOR +

0,020*LAENUPERIOOD + 7,450*INTRESSIMAAR — 0,0002*SISSETULEK +
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0,232*DELUKOHT 2 + 0,549*DELUKOHT 3 + 0,133*DELUKOHT 4 +

0,296*DELUKOHT 5 +u
(0,187)

n = 2458
R2=0,051894

u margib juhuslikku komponenti.

Mudeli pdhjal selgub, et vanuse kasvades laenuvdtja maksehdire tekkimise tdendosus vidheneb.
Too autori jaoks veidi iillatav tulemus oli see, et mida kdrgem on laenaja krediidiskoor, seda
suurema toendosusega tekivad tal makseraskused. See viitab vajadusele kujundada iimber voi
parandada ettevotte krediidiskoori hindamise mudelit. Laenuperioodi pikenedes suureneb
laenuvotja maksehdire tekkimise tdendosus. Mida kdrgem on laenu intressiméér, seda kdrgem on
ka tOendosus, et laenuvdtja sattub makseraskustesse. Laenaja sissetuleku kasvades vidheneb
toendosus sattuda makseraskustesse. Louna-, Liédne-, Kirde- ja Kesk-Eestis elavad laenuvdtjad

sattuvad suurema toendosusega makseraskustesse kui PGhja-Eestis elavad laenuvotjad.

3.3. Toenfdosuse marginaalviirtused ja Sansside suhe

Jargmine samm t60s oli tdendosuse marginaalvéértuste analiilis (Lisa 9), mille 1dbiviimiseks lisati
Gretl programmis mudelisse tulba p-value asemele tulp slope, mille véadrtused néitavad, kuidas iga
regressori suurenemine iihe tihiku vorra mdjutab stindmuse (maksehéire tekkimine) esinemise
tdendosust. (Sauga 2023) Marginaalvéartuste analiilisi kohaselt keskmiste néitajatega laenuvdtja
vanuse suurenedes aasta vOrra vaheneb maksehdire tekkimise tdendosus 0,0052 vorra. Kui
keskmiste néitajatega laenaja krediidiskoor suureneb tihe punkti vorra, siis suureneb ka maksehdire
tekkimise voimalus 0,0006 vorra. Laenuperioodi pikenedes ithe kuu vorra, sattub laenaja
makseraskustesse 0,0031 vOrra suurema tdendosusega. Kui intressimdér touseb lihe protsendi
vorra, siis suurencb ka maksehdire tekkimise tdOendosus 1,1594 vorra. Tostes keskmiste
parameetritega laenuvotja sissetulekut 1 euro vdrra, viheneb tema makseraskustesse sattumise

tdendosus —3,1577 > vorra.
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Edasi uuris autor Sansside suhete analiiiisi (Lisa 8) tulemusi, kust selgus, et laenaja krediidiskoori
kasvades iihe punkti vOrra suureneb tema maksehéire tekkimise Sanss 0,4%. Kui laenuvotja saab
aasta vanemaks, siis vdheneb tema makseraskustesse sattumise Sanss 3,29%. Juhul kui
laenuperioodi pikendatakse ithe kuu vorra, tduseb laenaja maksehdire tekkimise Sanss 2,04%.
Laenaja sissetuleku suurenemisel 1 euro vorra, vdheneb tema makseraskustesse sattumise
toendosus 0,02%. Kui laenuvotja elab Louna-Eestis, on tema maksehdire tekkimise Sanss 1,2 korda
suurem kui PShja-Eestis elaval laenuvdtjal. Nii samuti on vorreldes POhja-Eesti laenajaga Kesk-
Eesti laenaja maksehéire tekkimise Sanss 1,7 korda, Ladne-Eesti laenaja Sanss 1,1 korda ning

Kirde-Eesti laenaja Sanss 1,3 korda suurem.

3.4. Jareldused

Mudeli koostamisel ning analiitisimisel selgus, et kaks laenuvdtjat kirjeldavat muutujat: sugu ning
laste arv ja samuti kaks laenu kirjeldavat muutujat: laenueesmérk ning laenusumma osutusid
krediidiriski maéadramisel statistiliselt ebaolulisteks. Seega saab mdlemad t6ds piistitatud
hiipoteesid osaliselt vastu votta. Laste arvu lisamine mudelisse oli autori idee, mis ei olnud otseselt
1abi todtatud kirjanduses esile toodud kui oluline krediidiriski mdjutav faktor, kuid autor soovis
siiski uurida tunnuse m&ju makseraskuste tekkimisele. Analiiiisist selgus, et laste arv polnud ka
MONEYZEN:i laenajate maksehiire tekkimise madramisel piisavalt oluline, et seda mudelisse
lisada. Samas laenuga seotud kdesolevas t66s ebaoluliseks osutunud muutujaid laenusummat ning
-eesmérki mainiti Serrano-Cinca et al. (2015) poolt kui olulisi mdjufaktoreid krediidiriski

hindamisel Lending Club iihisrahastusplatvormil.

Oluliseks osutusid laenuvotjat kirjeldavatest karakteristikutest vanus, ettevotte poolt midratud
krediidiskoor, sissetulek ning elukoht. Analiiiisist selgus, et vanemad inimesed kipuvad vdhem
sattuma makseraskustesse vorreldes noorematega. Selle pohjus voib seisneda finantsilise olukorra
stabiliseerumisega ning kogemuse tekkimisega valdkonnas aastate jooksul. Samuti v3ib vanuse
kasvades vidheneda riskiisu ning impulsiivsus rahaliste otsuste tegemisel ning pigem on seoses
kogemusega kindlustatud ka mingit sorti stabiilsem sissetulek. Eriti pensionéride puhul on kindel
igakuine sissetulek tldjuhul garanteeritud. Vanus osutus laenuvdtja maksehdire tekkimisel

oluliseks faktoriks ka Ravina (2007) analiiiisis.
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Autorit {llatas regressioonanaliilisi kédigus selgunud krediidiskoori ning maksehédire tekkimise
vaheline positiivne seos. Ldhemal uurimisel ning MONEYZEN:i ariprotsesside juhiga vesteldes
selgus, et ettevottes on laenuvotja krediidiskoori arvutust erinevate juhtide poolt vastavalt nende
visioonile ajas monevdrra muudetud. Seega voib jareldada, et mingil perioodil ettevotte ajaloos on
krediidiskoori arvutamise mudel osutunud ebaefektiivseks, kuid just 14bi jarjepideva analiiiisi ning
katse-eksituse meetodil saabki tipsema mudeli krediidiskoori arvutamiseks vilja to6tada ning seda

ajas parandada. See on tihtlasi ka pdhjus, miks autor otsustas kidesoleva uurimise 1dbi viia.

Laenaja sissetuleku negatiivne suhe maksehéire tekkimise osas tundus loogiline, sest suurema
sissetuleku saajal jagub tdoendoliselt rohkem rahalisi vahendeid ka laenude tasumiseks. Voib
eeldada, et korgema sissetuleku teenijal on olnud rohkem distsipliini, et sellise sissetuleku
teenimiseni jouda ning voOimalus panna suurem hulk raha korvale finantsiliste kriisidega
toimetulekuks. Makseraskuste esinemise ning sissetuleku vahelise negatiivse seose tdi esile ka
Sharar (2021) oma analiilisi tulemusena. Elukoha puhul sattus kdige suurema tdendosusega
makseraskustesse Kesk-Eesti elanik ning kdige viiksema tdendosusega Pohja-Eesti elanik. Autor
pakub, et kuna Pohja-Eesti piirkonda jddb pealinn Tallinn, vdivad selles piirkonnas olla paremad
tingimused tookoha leidmiseks ning korgema sissetuleku teenimiseks. Samuti voib lugeda

eelisteks paremat infrastruktuuri ning hariduse kéattesaadavust.

Laenu iseloomustavatest tunnustest osutusid statistiliselt oluliseks laenuperiood ning intressiméaar.
Selgus, et mida pikem on laenuperiood, seda suurema tdendosusega jouab laenuvotja maksehéire
tekkimiseni. Loogiliselt jiareldades jouab pikema laenuperioodi jooksul ette tulla rohkem
ootamatuid olukordi nii niiteks majanduslikul kui ka tervislikul tasandil, mis vdivad raskendada
laenuvotja rahalist seisu. Pikema aja jooksul on tdendolisem, et esineb mingit sorti muutus
laenuvotja kditumismustrites. Intressimdiral on kdige olulisem mdju maksehdire tekkimisele.
Laenu intressimdédra oluline moju maksejouetuse tekkimisele ilmnes ka Serrano-Cinca et al.
(2015), Santoso et al. (2020) ning Bao et al. (2023) analiiiiside tulemustes. Mida kdrgem on
intressimidr, seda suurema tdendosusega sattub laenuvdtja makseraskustesse. Siinkohal jéreldab
autor, et kuna kdrgem intressimédr tdstab igakuise laenumakse summat ning suuremaid igakuiseid
kohustusi ongi keerulisem tasuda, siis on ka volgnevused tdendolisemad tekkima, sest suurem osa

igakuisest sissetulekust ldheb laenumakse alla.

Uldjoontes mirkas autor analiiiisi kiigus, et tdenioliselt oleks vdimalik saada veelgi tipsemad

ning asjakohasemad tulemused, kui viia sarnane regressioonanaliilis uuesti 1dbi nditeks kahe voi
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kolme aasta parast, mil eelduste kohaselt on ettevotte andmebaasi kogunenud veel suurema hulga
laenude andmed. Siis oleks voimalik valimisse jétta vaid néiteks viimase 5 aasta laenud ning valim
oleks mahult ikkagi piisavalt suur, et teha pohjalikumat analiiiisi. Antud juhul lisati valimisse
koikide lepingute info aastatest 2014-2023, kuid vahepeal on muutunud monevdrra informatsioon,
mida laenuvdtjate kohta kogutakse, samuti on periooditi muudatusi tehtud MONEYZENi
krediidiskoori mudelis. Need asjaolud voisid mdjutada mdnevorra mudeli ennustusvdimet. Seega
eeldades, et tunnused, mille kohta infot kogutakse, jddvad samaks ning valides analiiiisiks kahe-
kolme aasta pérast virskemad andmed, on voimalik luua ka tdpsem ning kaasaegsem krediidiriski

mudel.
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KOKKUVOTE

Kéesolevas 10putdos keskenduti krediidiriski mdjutavate tegurite uurimisele iihisrahastusettevotte
MONEYZEN OU andmete baasil. Té6 autor seadis eesmirgiks koostada MONEYZEN.ile eraisiku
krediidiriski hindav mudel. Enne pohjalikumat analiiiisi piistitati t60 teoreetilises osas kirjeldatud

uuringute baasil ning MONEYZEN:Ii soovidest 1dhtuvalt kaks hiipoteesi:

Hiipotees 1. Laenuvotja karakteristikud nagu sugu, vanus, elukoht, laste arv, sissetulek ning
MONEYZENi krediidiskoor mojutavad maksehdire tekkimise tdendosust (on statistiliselt

olulised).

Hiipotees 2. Laenu karakteristikud nagu laenu eesmirk, laenusumma, intressimdir ning

laenuperiood mojutavad maksehiire tekkimise tdendosust (on statistiliselt olulised).

Hiipoteeside testimiseks sai autor ettevottelt loa kasutada MONEYZENi andmebaasi, kus
esialgselt leidusid 2933 laenu kohta andmed alates aastast 2014. Valimisse see-eest peale osaliselt
puudulike andmetega lepingute eemaldamist ning andmete korrastamist jdid 2458 lepingu
andmed, mille kohta autor tegi statistilise analiiiisi, et valimit kirjeldada. Hiipoteesides mainitud
tunnuste statistilise olulisuse testimiseks viis autor 14bi binaarse logistilise regressioonanaliiiisi.
Analiilisi esimeses osas selgus, et multikollineaarsust ei esinenud, mistdttu oli voimalik litkuda
edasi esialgse mudeli loomise ning edaspidi ebaoluliste tunnuste eemaldamise juurde samm-
sammulise tagurpidi korvaldamise meetodi abil. Lopliku mudeli loomise kéigus selgus, et
statistiliselt ebaolulisteks tunnusteks osutusid sugu, laste arv, laenusumma ning laenueesmark.

Seega sai autor molemad hiipoteesid vastu votta vaid osaliselt.

Tulemused ndisid olevat enamjaolt autori silmis loogilised, peale iithe seose, mis puudutas
MONEYZENi krediidiskoori. Jarelduste pohjal selgus, et mida vanem on laenuvodtja, seda
viiksema tdendosusega tekivad tal makseraskused, mis vOib olla seotud elukogemuse ning
vastutustunde suurenemisega ajas. MONEYZENi krediidiskoori kasvades suurenes iihtlasi ka

maksehdire tekkimise tdendosus, mis viitab asjaolule, et krediidiskoori hindamismeetodit
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ettevottes saaks uute andmete pdhjal tdendoliselt parandada. Laenuvdtja sissetuleku suurenemisel
1 euro vorra, vihenes tema maksehiire tekkimise toendosus 0,02%. Lisaks selgus, et kdige
suurema tdendosusega sattub makseraskustesse Kesk-Eesti elanik ehk laenuvotja, kes elab kas
Jarvamaal, Laine-Virumaal vdi Raplamaal. Uheks kdige olulisemaks niitajaks makseraskuste
tekkimise hindamisel osutus laenu intressimaér, mille kasvamisel maksehéire tekkimise tdoendosus

suurenes.

Pohilised takistuskohad, mis autori hinnangul vdisid mojutada 16putdd tulemuste tdpsust, olid
esiteks pikk ajavahemik, mille jooksul andmed olid kogutud ning muudatused ettevotte
korralduses, mis toimusid selle ajavahemiku jooksul. Eri perioodidel koguti laenuvdtjate kohta
monevdrra erinevat informatsiooni, samuti on aja mdéoddudes tehtud véiksemaid muudatusi
krediidiskoori hindamise protsessis. Seetottu tekkis ka 10putdd analiilisi teostamisel osaliselt
informatsiooni asiimmeetria probleem. Teiseks oleks ilmselt saanud veelgi tdpsema mudeli luua,
kui tunnuseid, mida laenuvdtjate kohta koguti, oleks olnud rohkem ning uuritud jérjepidevamalt.
Sealhulgas oleks autorile huvi pakkunud uurida ka néiteks kinnisvara olemasolu, suhtestaatuse,

ning ameti moju maksehiire tekkimisele.

29



SUMMARY

DEVELOPMENT OF AN INDIVIDUAL CREDIT RISK ASSESSMENT MODEL FOR
THE CROWDFUNDING PLATFORM MONEYZEN

Isabel Silla

Peer-to-peer (P2P) lending platforms have revolutionized the financial landscape by facilitating
direct lending between investors and borrowers, circumventing traditional intermediaries like
banks. Originating in the early 2000s, P2P lending platforms, including MONEYZEN, leverage
technological advancements akin to other online auction platforms (e.g., eBay, Amazon, Uber).
However, these platforms grapple with the inherent challenge of managing credit risk to ensure
investor confidence and platform sustainability.

Crowdfunding platforms like MONEYZEN aim to be attractive to investors by minimizing the
risk of borrower default. Achieving this goal hinges on the effective collection and analysis of
extensive borrower and loan data. To streamline this process, credit risk assessment models based
on existing customer data become instrumental. The research, conducted by an author intimately
connected with MONEY ZEN, focuses on developing a private credit risk model for the company.
The objective is to calculate the probability of a borrower defaulting, with a specific emphasis on

payment defaults registered on the 91st day after the first payment.

The research tasks outlined in the work include providing an overview of credit risk calculation
options, studying the history and current state of crowdfunding, presenting an overview of
MONEYZEN, testing the statistical significance of borrower and loan characteristics, identifying
the impact of significant characteristics on default probability, and ultimately creating a credit risk
assessment model for private individuals. Two hypotheses guide the analysis: the significance of
borrower characteristics (Hypothesis 1) and loan characteristics (Hypothesis 2) in predicting

default probability.
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Upon testing the hypotheses using the MONEYZEN loan database, the research presents
intriguing findings. Notably, borrower age inversely correlates with default probability, suggesting
a potential link between increased age, life experience, and financial responsibility. Surprisingly,
MONEYZEN's credit score exhibits a positive relationship with default probability, suggesting
the need for a reevaluation of the credit scoring method. Other significant factors include borrower
income, borrower location (Central Estonia residents being more prone to payment difficulties),

and the interest rate of the loan.

Despite providing valuable insights, the research acknowledges potential obstacles, such as
changes in data collection processes over time and the need for more comprehensive models. The
thesis concludes with the hope that the credit risk model developed will enhance MONEYZEN's
ability to evaluate customer creditworthiness, reducing defaults and making the platform more

appealing to investors.

The research not only contributes to the understanding of credit risk in P2P lending but also offers
practical implications for MONEYZEN's risk management strategy. By addressing identified
factors influencing default probability, the platform can refine its credit assessment processes,
fostering a more secure and attractive investment environment. The study, conducted internally by
an author intimately familiar with MONEYZEN's operations, adds a layer of practicality and
relevance to the findings, making them directly applicable to the company's risk management

practices.
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LISAD

Lisa 1. Tunnused

Tunnuse selgitus Lithend

0 — laen on viivises alla 91 péeva, 1 — laen on | MAKSEHAIRE
viivises 91 voi rohkem pieva

Laenuvétja vanus (aastates) VANUS

0 —laenuvotja on mees, 1 —laenuvotja on naine | SUGU
Laenuvdtja elukoht: 1 — Pdohja-Eesti, 2 — | ELUKOHT
Louna-Eesti, 3 — Kesk-Eesti, 4 — Liadne-Eesti,

5 — Kirde-Eesti

1, kui laenuvdtja elab Pohja-eestis, 0, kui elab | DELUKOHT 1
mujal

1, kui laenuvdtja elab Louna-eestis, 0, kui elab | DELUKOHT 2
mujal

1, kui laenuvotja elab Kesk-eestis, 0, kui elab | DELUKOHT 3
mujal

1, kui laenuvdtja elab Léaédne-eestis, 0, kui elab | DELUKOHT 4
mujal

1, kui laenuvdtja elab Kirde-eestis, 0, kui elab | DELUKOHT 5
mujal

Laenuvdtja laste arv LASTEARV
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tervis, 3 — refinantseerimine, 4 — auto, 5 —
reisimine, 6 — haridus, 7 - ettevotlus

Laenuvotja MONEYZENi  krediidiskoor | KREDIIDISKOOR
vahemikus 505-1000
0 — remont, 1 — tarbimine (viikelaen), 2 — | LAENUEESMARK

1, kui on remondilaen, 0 kui on muu otstarve

DLAENUEESMARK 1

1, kui on tarbimislaen, 0 kui on muu otstarve

DLAENUEESMARK 2

1, kui on terviselaen, 0 kui on muu otstarve

DLAENUEESMARK 3

1, kui on refinantseerimislaen, 0 kui on muu
otstarve

DLAENUEESMARK 4

1, kui on autolaen, 0 kui on muu otstarve

DLAENUEESMARK 5

1, kui on reisilaen, 0 kui on muu otstarve

DLAENUEESMARK 6

1, kui on dppelaen, 0 kui on muu otstarve

DLAENUEESMARK 7

1, kui on &rilaen, 0 kui on muu otstarve

DLAENUEESMARK 8

eurodes

Laenu kestvus kuudes LAENUPERIOOD
Laenult makstav intress protsentides INTRESSIMAAR
Laenuks saadud summa eurodes LAENUSUMMA
Laenuvotja igakuine kesmine sissetulek | SISSETULEK

Allikas: autori poolt koostatud toorviljavotete pohjal
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Lisa 2. Peamised statistilised néitajad

Min Max Keskmine | Mediaan | Standardhélve | Mood | Variats.
Vanus 19 73 38 36 12 33 0,31
Krediidiskoor | 505 1000 824 825 100 850 0,12
Sissetulek 342 8451 1213 1060 655,17 1000 0,54
Laenusumma | 100 10000 | 1910 1000 2137,81 1000 1,12
Intressimddr | 14,16% | 36,30% | 23,21% 23,17% | 3,78% 20,80% | 0,16
Laenuperiood | 3 108 33 24 20 24 0,61

Allikas: autori poolt koostatud
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Lisa 3. Korrelatsioonimaatriks

Correlation Coefficients, using the observations 1 - 2458

5% critical value (two-tailed) = 0,0395 for n = 2458

VANUS | LASTEARV | KREDIIDI | LAENU INTRESSI | LAENU | SISSE
SKOOR PERIOOD | MAAR SUMMA | TULEK
1 0,0745 0,0288 0,1570 -0,0791 | 0,1841 | 0,0893 | VANUS
1 -0,0596 | 0,0996 -0,0256 | 0,1241 |0,1031 |LASTEARV
1 -0,2516 | -0,6057 |-0,2162 | 0,0604 | KREDIIDI
SKOOR
1 -0,0109 |0,7843 |-0,0290 | LAENU
PERIOOD
1 -0,1310 | -0,0110 | INTRESSI
MAAR
1 0,0883 | LAENU
SUMMA
1 SISSETULEK

Allikas: autori poolt koostatud
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Lisa 4. Esialgne mudel

Logit, using observations 1-2458 (n = 2458)

Dependent variable: MAKSEHAIRE

Standard errors based on Hessian

coefficient Std. error z p-value
const -5,48957 0,999937 -5,490 4,028 |
VANUS -0,0325834 | 0,00495505 | -6,576 4,84711 | A
SUGU -0,189709 0,106819 -1,776 0,0757 *
LASTEARV 0,0569690 0,0535764 1,063 0,2876
KREDIIDISKOOR 0,00377626 | 0,000745645 | 5,064 41077 | ***
LAENUPERIOOD 0,0211905 0,00418032 | 5,069 4,0077 |
INTRESSIMAAR 6,88577 1,89567 3,632 0,0003 ol
LAENUSUMMA 1,66231°° 4,14498~> | 0,4010 0,6884
SISSETULEK - 9,6973475 |-2,597 0,0094 falaied

0,000251831
DELUKOHT 2 0,198646 0,128925 1,541 0,1234
DELUKOHT 3 0,508123 0,162701 3,123 0,0018 falaiel
DELUKOHT 4 0,103268 0,180550 0,5720 0,5673
DELUKOHT 5 0,267432 0,189906 1,408 0,1591
DLAENUEESMARK 2 | 0,158144 0,167991 0,9414 0,3465
DLAENUEESMARK 3 | 0,116396 0,261849 0,4445 0,6567
DLAENUEESMARK 4 | -0,219766 0,214228 -1,026 0,3050
DLAENUEESMARK 5 | -0,109298 0,306704 -0,3564 0,7216
DLAENUEESMARK 6 | -1,40763 0,746169 -1,886 0,0592 *
DLAENUEESMARK 7 | 0,0667087 0,694373 0,09607 0,9235
DLAENUEESMARK 8 | 0,150262 0,540551 0,2780 0,7810
Mean dependent var 0,209113 S.D. dependent var 0,406758
McFadden R-squared 0,057536 Adjusted R-squared 0,041668
Log-likelihood -1187,892 Akaike criterion 2415,784
Schwarz criterion 2531,926 Hannan-Quinn 2457,986
Number of cases correctly 'predicted’ 1953 (79,5%)
f(beta'x) at mean of independent vars 0,154

Likelihood ratio test: Chi square ()

145,038 [0,0000]

Predicted
0 1
Actual 0 1939 5
1 500 14

Allikas: autori poolt koostatud toorvéljavotete pdhjal
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Lisa 5. VIF varieeruvusindeksi analiiiis

Variance Inflation Factors

Minimum possible value = 1.0

Values > 10.0 may indicate a collinearity problem

VANUS 1,057
SUGU 1,064
LASTEARV 1,057
KREDIIDISKOOR 1,817
LAENUPERIOOD 1,154
INTRESSIMAAR 1,681
SISSETULEK 1,083
DELUKOHT 2 1,217
DELUKOHT 3 1,135
DELUKOHT 4 1,130
DELUKOHT 5 1,116

Allikas: autori poolt koostatud toorvéljavatete pohjal
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Lisa 6. Koik mudelid tabelina

Logit estimates

Dependent variable: MAKSEHAIRE

1) ) 3 4) ©)]
const -5,490*** -5,820*** -5,691*** -5,784*** -5,736***
(0,9999) (0,9726) (0,9513) (0,9569) (0,9546)
VANUS -0,03258*** -0,03310*** | -0,03301*** -0,03253*** | -0,03348***
(0,004955) (0,004879) (0,004883) (0,004796) (0,004759)
SUGU -0,1897*** -0,1932* -0,2101** -0,1781*
(0,1068) (0,1060) (0,1054) (0,1051)
LASTEARV 0,05697 0,06326 0,08248
(0,05358) (0,05329) (0,05266)
KREDIIDISKOOR 0,003776*** 0,004110*** | 0,004143*** 0,004071*** | 0,003961***
(0,0007456) (0,0007168) | (0,0007013) (0,0007031) | (0,0006977)
LAENUPERIOOD 0,02119%** 0,02016*** 0,01952%** 0,02015%** 0,02019%**
(0,004180) (0,004107) (0,002671) (0,002683) (0,0022682)
INTRESSIMAAR 6,886*** 7,677%%* 7,884%** 7,609%** 7,449%**
(1,896) (1,846) (1,776) (1,783) (1,776)
LAENUSUMMA 1,6627° —-2,77575
(4,14575) (3,91775)
SISSETULEK -0,0002518*** -0,0002440** | -0,0002757*** | -0,0002282** | -
(9,6977°) (9,62175) (9,5447°) (9,3487°) 0,0002029**
(9,166°5)
DELUKOHT 2 0,1986 0,2125 0,2271%* 0,2321*
(0,1289) (0,1280) (0,1273) (0,1272)
DELUKOHT 3 0,5081*** 0,5259%** 0,5440%** 0,5493***
(0,1627) (0,1618) (0,1609) (0,1607)
DELUKOHT _4 0,1033 0,1246 0,1397 0,1330
(0,1806) (0,1797) (0,1793) (0,1791)
DELUKOHT 5 0,2674 0,2641 0,2804 0,2955
(0,1899) (0,1882) (0,1876) (0,1873)
DLAENUEESMARK 2 | 0,1581
(0,1680)
DLAENUEESMARK 3 | 0,1164
(0,2618)
DLAENUEESMARK 4 | -0,2198
(0,2142)
DLAENUEESMARK 5 | -0,1093
(0,3067)
DLAENUEESMARK 6 | -1,408*
(0,7462)
DLAENUEESMARK 7 | 0,06671
(0,6944)
DLAENUEESMARK 8 | 0,1503
(0,5406)

Allikas: autori poolt koostatud toorvéljavotete pShjal
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Lisa 7. Loplik mudel

Logit, using observations 1-2458 (n = 2458)

Dependent variable: MAKSEHAIRE

Standard errors based on Hessian

coefficient Std. error y p-value

const -5,73607 0,954629 -6,009 1,877° kil
VANUS -0,0334761 0,00475925 | -7,034 2,01712 folaiel
KREDIIDISKOOR 0,00396142 0,00069767 | 5,678 1,3678 falalel

1
LAENUPERIOOD 0,0201887 0,00268206 | 7,527 5,18~ 14 il
INTRESSIMAAR 7,44938 1,77633 4,194 2,745 ookl
SISSETULEK -0,000202881 | 9,166427> | -2,213 0,0269 xx
DELUKOHT 2 0,232063 0,127219 1,824 0,0681 *
DELUKOHT 3 0,549349 0,160690 3,419 0,0006 ol
DELUKOHT 4 0,133006 0,179073 0,7427 0,4576
DELUKOHT 5 0,295505 0,187264 1,578 0,1146
Mean dependent var 0,208773 S.D. 0,406515

dependent

var
McFadden R-squared 0,051894 Adjusted 0,043966

R-squared
Log-likelihood -1195,893 Akaike 2411,786

criterion
Schwarz criterion 2469,873 Hannan- 2432,890

Quinn
Number  of  cases | 1957 (79,5%)
correctly 'predicted’
f(beta’x) at mean of | 0,156
independent vars
Likelihood ratio test: | 130,912
Chi square () [0,0000]

Predicted

0 1
Actual 0 1945 3

1 502 12

Allikas: autori poolt koostatud toorviljavotete pdhjal
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Lisa 8. Sansside suhted

Odds-ratios for MAKSEHAIRE

Variable Odds-ratio 95% conf interval
VANUS 0,9671 [ 0,958, 0,976]
KREDIIDISKOOR 1,0040 [ 1,003, 1,005]
LAENUPERIOOD 1,0204 [ 1,015, 1,026]
INTRESSIMAAR 1718,7984 [ 52,870, 55878,154]
SISSETULEK 0,9998 [ 1,000, 1,000]
DELUKOHT 2 1,2612 [ 0,983, 1,618]
DELUKOHT 3 1,7321 [ 1,264, 2,373]
DELUKOHT 4 1,1423 [ 0,804, 1,623]
DELUKOHT 5 1,3438 [ 0,931, 1,940]

Allikas: autori poolt koostatud toorvéljavotete pShjal
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Lisa 9. Toeniosuse marginaalviartused

Logit, using observations 1-2458

Dependent variable: MAKSEHAIRE

Standard errors based on Hessian

coefficient Std. error y slopes
const -5,73607 0,954629 -6,009
VANUS -0,0334761 0,00475925 | -7,034 -0,00521031
KREDIIDISKOOR 0,00396142 0,000697671 | 5,678 0,000616567
LAENUPERIOOD 0,0201887 0,00268206 | 7,527 0,00314223
INTRESSIMAAR 7,44938 1,77633 4,194 1,15944
SISSETULEK -0,000202881 9,1664275 | -2,213 —3,15769°°
DELUKOHT 2 0,232063 0,127219 1,824 0,0373169
DELUKOHT 3 0,549349 0,160690 3,419 0,0966156
DELUKOHT 4 0,133006 0,179073 0,7427 0,0213729
DELUKOHT 5 0,295505 0,187264 1,578 0,0494768

Allikas: autori poolt koostatud toorviljavotete pdhjal
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Lisa 10. Lihtlitsents

Lihtlitsents 16put66 reprodutseerimiseks ja 10putoo iildsusele kittesaadavaks tegemiseks'

Mina, Isabel Silla

1. Annan Tallinna Tehnikatilikoolile tasuta loa (lihtlitsentsi) enda loodud teose
Eraisiku krediidiriski hindava mudeli koostamine iihisrahastusportaalile MONEY ZEN,

mille juhendaja on Kristjan Liivamagi,

1.1 reprodutseerimiseks 15putdo sdilitamise ja elektroonse avaldamise eesmairgil, sh Tallinna
Tehnikaiilikooli raamatukogu digikogusse lisamise eesmérgil kuni autoridiguse kehtivuse
téhtaja [0ppemiseni;

1.2 iildsusele kéttesaadavaks tegemiseks Tallinna Tehnikaiilikooli veebikeskkonna kaudu,
sealhulgas Tallinna Tehnikaiilikooli raamatukogu digikogu kaudu kuni autoridiguse
kehtivuse tdhtaja 10ppemiseni.

2. Olen teadlik, et kdesoleva lihtlitsentsi punktis 1 nimetatud digused jadvad alles ka autorile.

3. Kinnitan, et lihtlitsentsi andmisega ei rikuta teiste isikute intellektuaalomandi ega
isikuandmete kaitse seadusest ning muudest digusaktidest tulenevaid digusi.

20.12.2023

L Lihtlitsents ei kehti juurdepdicisupiirangu kehtivuse ajal vastavalt iilidpilase taotlusele I5putééle juurdepdidisupiirangu
kehtestamiseks, mis on allkirjastatud teaduskonna dekaani poolt, vilja arvatud iilikooli digus loputéod reprodutseerida
tiksnes sdilitamise eesmdrgil. Kui loputéé on loonud kaks voi enam isikut oma iihise loomingulise tegevusega ning
l6putéo kaas- vai tihisautor(id) ei ole andnud loputééd kaitsvale iiliopilasele kindlaksmddratud tdhtajaks nousolekut
loputéo reprodutseerimiseks ja avalikustamiseks vastavalt lihtlitsentsi punktidele 1.1. jg 1.2, siis lihtlitsents nimetatud
tihtaja jooksul ei kehti.
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