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Annotatsioon

Ké&esoleva I6putdo eesmark oli arendada mudel, mis suudab tuvastada ametinimetusi eesti
keeles esitatud tekstisisendite pdhjal. Selleks katsetati mitmeid masindppe ja loomuliku
keele tootlemise meetodeid, sealhulgas TF-IDF koos Cosine Similarity-ga, Doc2Vec ja

Random Forest.

T60 kéigus koguti andmeid ESCO andmebaasist ning Eesti tlikooli ja teadusinfostisteemi
veebilehtedelt. Kogutud andmed eeltoodeldi, et tagada nende sobivus mudelite
treenimiseks. See hdlmas andmete puhastamist, lemmatiseerimist ja standardiseerimist.
Kolme erineva ldhenemise pdhjal treenitud mudelid kombineeriti koondmudeliks, et

saavutada parim voimalik ennustusvdimekus.

Mudeli valideerimine néitas, et koondmudel saavutas korge tapsuse 100%. Need
tulemused kinnitavad mudeli efektiivsust ja praktilist rakendatavust Eesti to6turuteenuste

jaoks.

LOputdd on Kirjutatud eesti keeles ning sisaldab teksti 42 lehekuljel, 4 peatiikki, 14

joonist, 3 tabelit.



Abstract

Model for Occupation Identification from Estonian Input Text

The main objective of this thesis was to develop a model capable of accurately identifying
job titles based on Estonian text inputs. To achieve this, various machine learning and
natural language processing techniques were tested, including TF-IDF with cosine

similarity, Doc2Vec, and Random Forest.

The project involved collecting and preprocessing data from the ESCO database and
Estonian university and scientific information system websites. These datasets were
cleaned, lemmatized, and standardized to ensure their suitability for model training. Three
different approaches were used for training the models, which were then combined into

an ensemble model to achieve the best possible prediction accuracy.

The validation of the model showed that the ensemble model achieved an exceptionally
high accuracy of 100%. These results confirm the model's effectiveness and practical

applicability for Estonian labor market services.

Further practical application of the project includes integrating the model into national
employment agency systems to provide better job and training recommendations. Future
steps could involve expanding and enhancing the model to cover more occupations and

sectors, as well as exploring the possibilities of processing multilingual text inputs.

This project contributes to the development of labor market recommendation systems and
demonstrates how machine learning methods can be used to solve practical problems.
The high accuracy and reliability of the final model confirm its readiness for use and its

potential to better meet the needs of job seekers and employers.

The thesis is in Estonian and contains 42 pages of text, 4 chapters, 14 figures, 3 tables.



Liihendite ja moéistete sonastik
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ML

NLP
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ESINLTK
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BERT
EStBERT
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European Skills, Competences, Qualifications and Occupations
International Standard Classification of Occupations

Machine Learning, masindpe
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Comma-Separated Values, failiformaat andmete salvestamiseks

Estonian Natural Language Toolkit, eesti keele toé6tlemise tooristakomplekt
Term Frequency-Inverse Document Frequency, tekstianallilisi meetod
Vektorite sarnasuse moddik

Document to Vector, vektorruumi mudel

Bidirectional Encoder Representations from Transformers, stivadppe mudel

Estonian Bidirectional Encoder Representations from Transformers,
suvabppe mudel

Generative Pre-trained Transformer, sivadppe mudel
Recurrent Neural Network, siivadppe mudel
Masindppe mudel

Support Vector Machine, masinéppe mudel
Masindppe mudel

MasinGppe mudel

Koondmeetodid, mitme masindppe mudeli kombineerimiseks
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1 Sissejuhatus

Tanapéeva Kkiiresti arenevas digitaalses maailmas on tehnoloogiate integreerimine
thiskonna erinevatesse valdkondadesse muutunud moddapéésmatuks vajaduseks. Nende
valdkondade hulgas on ka té6turuteenuste sektor. Riiklikud to6turuga seotud asutused,
nagu Eesti To6tukassa, mille eesmark on aidata todotsijatel leida neile sobivaid t66- ja
koolitusvdimalusi, seisavad silmitsi valjakutsega kohaneda tehnoloogilise arenguga ja
pakkuda tdhusaid, kasutajasdbralikke platvorme [1]. Hiljutine tlemaailmne COVID-19
pandeemia on seda probleemi veelgi ilmsiks toonud, rbhutades vajadust

moderniseerimise ja innovatsiooni jarele tooturuteenuste valdkonnas [2].

Ké&esolevas t60s kasitletakse Eesti praeguse riikliku td6turuasutuse Tootukassa puudusi,
keskendudes ametite tuvastamise mudeli valjatodtamisele eestikeelsete sisendtekstide
pdhjal. Kéesoleva to6ga seotus projekt peab olema (iheks osaks uuest susteemist, mis
kasutab keeletodtlus- ja masindppe meetodeid selleks, et parandada to0otsijate ja neile
sobivate toOpakkumiste kokkusobitamist kooskGlas Euroopa oskuste, padevuste,

kvalifikatsioonide ja ametite (ESCO) klassifitseerimissisteemiga.

1.1 Taust

Riiklikel tooturuteenustel on oluline roll to6turutehingute hdélbustamisel, tGhendades
toootsijaid potentsiaalsete todandjatega. Need platvormid lihtsustavad mitmesuguseid
teenuseid, alates sotsiaalkindlustushivitiste taotlemisest kuni uute todvOimaluste

otsimise ja koolitusprogrammidele registreerimiseni.
1.1.1 Ténapéeva to6turu e-teenuste olukord — arengud ja probleemid

Praegu on paljud riiklikud to6turuteenused kogu Euroopas, sealhulgas Eesti Té0tukassa,
valja to6tanud digitaalseid portaale, mis on mdeldud kodanike abistamiseks [3]. Need
portaalid pakuvad mitmesuguseid teenuseid, nditeks sotsiaalkindlustushivitiste
taotlemine, uute todvOimaluste otsimine ja koolitusprogrammidesse registreerimine.

Néiteks Eestis on inimestel vGimalus saada oma isiklikke andmeid, mis on juba mitmes
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avaliku sektori organisatsioonides olemas, néiteks Haridus- ja Teadusministeeriumi

haridusteavet vdi Maksu- ja Tolliameti tédajalugu. Sellist sujuvat teabevahetust hdlbustab
Eesti riiklik andmevahetuskiht, mida tuntakse X-ROAD nime all [4]. Need platvormid

kergendavad nii toOtavatel kui ka tootutel Eesti residentidel e-t60tukassa portaali CV

loomise teenuse kasutamist.

Vaatamata nendele edusammudele on endiselt mitmeid kriitilisi probleeme:

Oskuste mittevastavus: Traditsiooniliste toostusharude kiire sulgemine ja uute
sektorite tekkimine tekitab 16he olemasoleva t66j0u oskuste ja turu vajaduste
vahel. See ebakdla on eriti néhtav piirkondades, kus toimuvad olulised

to0stuslikud muutused, nagu naiteks pdlevkivist loobumine Eestis [5].

Ebatbhusad sobitusmehhanismid: Praegused tdovahendussusteemid, mis
tuginevad suuresti ISCO-koodidele, ei suuda sageli toootsijaid tapselt sobitada
sobivate voimalustega. Sellise suisteemi jéikus vOib jatta tahelepanuta kandidaadi
pbhjalikud oskused ja kogemused, mis viib ebatbhusa t6éGvahendamiseni ja

to0tuse kestuse pikenemiseni [6].

Intelligentsete sobitusstisteemide puudumine: Kaasaegsetel e-teenustel puuduvad
arenenud intelligentsed sobitusalgoritmid, mis suudavad dunaamiliselt
kooskdlastada individuaalset kvalifikatsiooni ja tdékoha ndudeid. Selle puuduse
tottu peavad toootsijad kasitsi otsima ulatuslikke nimekirju, mis on aegandudev ja

sageli viljatu tlesanne [7].

Traditsioonilised 1&henemisviisid tuginevad vananenud tehnoloogiatele ning ei kasuta

tdnapdeva digitaalajastul ilmnenud tédsoovitusmeetodeid. See toob kaasa probleeme

susteemi efektiivsusega tbhusa t60vahenduse saavutamisel, mis takistab nii to0otsijate
kui ka td6andjate to6d [8].
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COVID-19 pandeemia rohutas veelgi e-tooturuteenuste tdhtsust, kuna ootamatu tleminek
kaugttole ja kiire digitaliseerimine tdid kaasa rohkem valjakutseid nii toootsijatele kui ka
tobandjatele. Vajadus uutele tehnoloogiap6histele lahendustele td6turuteenuste
valdkonnas ei ole kunagi varem olnud nii ilmne kui praegu. Kriis rohutas vajadust, et
riiklikud tooturuteenused kasutaksid digitaalseid uuendusi, et paremini teenindada

toootsijaid ja tobandjaid tanapéeval [9].

1.1.2 1ISCO ja ESCO

ISCO on laialdaselt kasutatav raamistik ametite klassifitseerimiseks oskuste taseme ja
tehtava t60 liigi alusel. Siiski on sellel piirangud, mis tulenevad klassifikatsiooni
suurusest, mis ei pruugi tapselt kajastada tdnapédeva tookohtade spetsiifilisi oskusi ja
haridusndudeid. Naiteks vOivad ISCO Klassifikatsioonid olla liiga ldised
spetsialiseeritud valdkondade jaoks, mis nduavad tapseid oskusi. See toob kaasa ebakdla
ametikirjelduste ja tegelike téoulesannete vahel. Lisaks ei ole ISCO klassifikatsioonid
sammu pidanud tehnoloogilise arengu ja maailma digitaaliseerimise tottu tekkivate uut
tliupi ametite arenguga, mis nduavad sageli traditsioonilisi valdkondlikke piire Uletavate
oskuste kombinatsioone [10]. Riiklikud td6turuteenused peavad keskenduma
kohanemisvdimeliste  soovitussusteemide valjatdotamisele ning  kasutusevotule,
kasutades standardiseeritud raamistikke nagu ESCO. ESCO eesmérk on Uhtlustada
oskuste ja ametikohtade Kklassifitseerimist kogu Euroopa Liidus, hdlbustades tdhusamaid
tdbvahendusprotsesse [11]. ESCO pakub ajakohasemat ja uksikasjalikumat
Klassifitseerimissusteemi, mis suudab paremini arvesse votta to6turu dinaamilist
iseloomu ja eri sektorites vajalikke erioskusi, hdlbustades tdhusamat tédkohtade

sobitamise protsessi.
1.1.3 Varasemad uuringud

Varasemad uuringud selles valdkonnas on loonud aluse tooturuteenustega seotud
probleemide ja vOimaluste mdistmiseks. Kéesolev t60 keskendub pigem Eesti
tooturuteenuste portaali e-t6otukassa puudustele. Hoolimata sellest, et Eesti on tuntud
digitaliseerimise poolest, tuginevad riiklikud téo6turuasutused kasitsi tehtavatele

menetlustele ja wvananenud Klassifitseerimissusteemidele. Selline tehnoloogilise
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integratsiooni  puudumine takistab todévahenduse tGhusust, mis aeglustab

personaliseeritud soovitusi ja piiritlest t60j6u litkuvust [12].

Avaliku sektori tooturuasutuste probleemide lahendamine nduab tehnoloogiliste
uuenduste kasutamist ning isikupdrastatud soovituste prioritiseerimist. Nende
probleemidega tegelemine vdimaldab riiklikel tdoturuasutustel paremini teenindada

toootsijaid ja todandjaid, aidates 16ppkokkuvdttes kaasa tdhusamale tooturule.

1.2 Probleemi pistitus

Praeguses toosoovitussusteemis, mida kasutab Eesti avalik portaal e-todtukassa, puudub
sobitamine kodanike CV-de ning t60- ja koolituskuuluste vahel. Seda puudust rohkem
stivendab oskuste ja kvalifikatsioonide ja muu sisestatud informatsiooni mittearvestamine
sobitamise kdigus. Kuna siisteem ei arvesta CV-de andmeid, kodanikud peavad kasitsi
labi vaatama to6kuulutusi ja koolitusi. Probleemiks on ka see, et t66 soovituse saamiseks
peab inimene ise tegema to0soove, mis pole kuidagi slsteemis seotud eelmise CV

loomisega (vt. Joonis 1).

Minu Todtukassa Arvelevétmine Toetused Koolitused Todvdime Karjaar

Minu andmed Toootsingud
Teated
Vaimalikud 166kohad Aktiivsed kandideerimised Meelde jsetud kuulutusi Kandideerimise kutseid
Todotsingud ja CV ~ 0 > 0 > 0 > 0 b
Toopakkumised
Tédotsingute mirkmik p .
ov Minu todsoovid (_ Lisatogsoov )
Noustamine ja e-paevik e Programmeerija Voimalikud todkohad 0
Volitused
- ajalugu e-t5btul Talkija Voéimalikud tookohad o

Parooli seadistamine

Minu CV ( Vaatacv-d ) (_ Muudacv-d )
Darja Manajeva
Haridus: Tobkogemus: Keeleoskus:
Uldkeskharidus 10 kuud Vene keel, inglise keel, eesti keel, jaapani keel, hiina keel
CV staatus CV vaatamisi (1 kuu jooksul) CV valmidus 79%
Aktiivne >0 ? ?
Todotsingute markmik Ava tédotsingute mirkmik

All kuvatud tabelis on vilja toodud Teie viimati muudetud t6dotsingud. TéGotsing @ Kiisi siit
it i ] "huem SRR nbmionsm b o Kebmatle®

Joonis 1. Tdédsoovide loomise koht.
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Inimene ise valib temale sobiva ametikoha ainult nende nimetuste nimekirjast, millel on
olemas ISCO kood, ning selle td6soovi pdhjal saab voimalikud téokuulutused (vt. Joonis
2).

EJ Kisi siit

Joonis 2. Todsoovi lisamisel vBimalikke ametite nimetuste valik.
Kuna t66andjatel on vaja teha sama paringu, nii ISCO andmestiku suuruse probleem kui
ka inimese vdimalik valesti valitud ameti nimetus, vdivad tekitada mittesobivuse. Selles
olukorras peab t60d otsiv inimene oma todsoovi iseseisvalt tapsustama voi muutma (vt.

Joonis 3).
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Tédkuulutused
Koolitused

Ameti nimetus 1 + I5CO
kood 1 Koolitus 1

Ametl nimetus n + ISCO
kood n Koolitus n

Otsing Taotlemine

Kas ISCO lm.ndid on Jah
samad?

Todsoovid ¢

Ameti nimetus 1 + ISCO

kood 1 Kodaniku 156ajalugu Kodaniku haridus
Tébsoovi lisamine Sisse logimine St

- % e-todtukassa Ameti nimetus 1 + ISCO Haridus 1

Ametl nimetus n + ISCO koad 1

kood n Kodanik

Ameti nimetus n + ISCO
kood n

Oma info C¥-sse T T
ot

Haridus- ja Maksu- ja

Teadusministeerium Tolliamet

Haridus n

Joonis 3. Praeguse e-td0tukassa todsoovitussiisteemi AS-IS.

Lisaks sellele ei ole to0otsijate ja vabade td6kohtade vastavusse viimine ISCO-koodide
abil piisav, eriti arvestades tooturu dunaamilist iseloomu ja uute ametite tekkimist.
Vaatamata Euroopa Komisjoni otsusele votta kasutusele Euroopa oskuste, padevuste ja
ametite klassifikatsioon ESCO [13], olemasolevad t60 ja tootajate otsingu vahendid on
vananenud ning ei vasta kaasaegsetele digiteerimise ndutele. Sellest tulenevalt
kodanikukesksed teenused, mis toetavad oskuste tdiendamist ja tdé6otsinguid, on
ebatbhusad ja resursimahukad [9]. Nende probleemide lahendamiseks on vaja arendada
sobitusalgoritme ja integreerida standardsed oskuste klassifitseerimissiisteemid, nagu
ESCO, avalike tooturuteenuste portaalidesse, et suurendada t60- ja koolitussoovituste
tapsust [14].

1.3 T66 eesmargid

Ké&esoleva t60 peamine eesmérk on tootada vélja ametite tuvastamise mudel eesti keele

sisendtekstide pdhjal. Selle saavutamiseks on spetsiifilised ilesanded jargmised:

1. Katsetada erinevaid tehnoloogiaid ja keelemudeleid, et tuvastada ESCO

klassifikatsioonis loetletud ametite vasted.
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2. Hinnata erinevate meetodite sobivust ametite tuvastamiseks eestikeelse

sisendteksti pohjal.

3. Luua mudel, mis suudab tuvastada ESCO Kklassifikatsioonis loetletud ametite
vasted ning mida saab tulevikus kasutada suuremas susteemis riiklikes

to6turuasutustes parema téokohtade sobitamiseks.

Uus mudel, mille loomine on ké&esoleva t66 eesmark, saab sisendina inimese loomingu
kirjelduse eestikeelse tekstina ning selle pdhjal tuvastab kdige sobivama temale ameti

nimetuse ESCO klassifikatsioonist, tagastades selle ameti nimetuse (vt. Joonis 4).

ESCO

. . Eesti iilikoolide Etis.ee CV-de
klassifikatsioon

veebilehed andmed

i v

Eeltddtlus

Eeltédtius

preprocessed_real_peaple_file.csv

preprocessed ESCOQ_file.csv
Treenitud mudel 1< Eluloo kirjeldus }(7

Kodanik

sobiva ameti nimetus

Joonis 4. Uue susteemi TO-BE.

1.4 Uurimistdo ulatus ja piirangud

Kéesolev t00 keskendub konkreetselt ametite tuvastamise mudeli véljatotamisele
eestikeelse sisendteksti pdhjal. See t66 keskendub suurema probleemi lahenduse ihele
osale - mudelile, mis on treenitud kasutama ESCO ametite nimetusi ja nende kirjeldusi
ning mis, saades sisendiks inimese CV Kirjelduse teksti tagastab kdige sobivama ameti
nimetuse. See t00 on osa suuremast to0kuulutuste soovitussusteemist, mille tervikliku

loomisega kéesolev too ei tegele.
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Kuigi sobitussiisteemiga probleemi lahendus néuab suurendada riiklike to6turuteenuste
tdhusust, ei kasitle k&esolev uuring laiemaid kusimusi, mis on seotud tooalaste
soovitussusteemide vai terviklike to6turu reformidega. Lisaks piirdub kéesolev t60 keele
to6tlemise meetodite ja nende rakendamise hindamisega ametite tuvastamisel, jattes

kdrvale muud v@imalikud tegurid, mis vBivad méjutada todvahenduse tulemusi.

Uheks piiranguks on ametite arv, mida kasutati kaesoleva t66 mudeli valjatootamiseks.
ESCO Klassifikatsioonsusteemis on rohkem ameteid, kuid selles t60s kasutati ainult
teadusalaseid ameteid, mis on leitavad ESCO Kklassifikatsiooni andmebaasist. Nende
ametite hulgas on 122 ametit eraldi olemasolevas CSV failis. Selline lahenemine oli
valitud arvestades, et mudeli testimiseks on vaja koguda andmestikku reaalsete inimeste
andmetega. Selleks, et t60 ei oleks liiga keskendunud andmete kogumisele, kasutatakse
piiratud arvu ameteid. POhjuseks teadusalaste ametite valikuks oli lihtne juurepads
valdkonnas todtavate inimeste infole. Otsustati koguda andmestikku leides inimeste CV-
d veebilehelt Etis.ee ning nende loendid ja ametite info Tallinna Tehnikaulikooli

veebilehelt.

Andmete kogumise kéigus ilmnes kaks piirangut. Esimene seisneb selles, et Eesti
ulikoolide veebilehtedel on tootajate ametite detailne informatsioon puudulik.
Veebilehtedel olevad ametid pole tdpsed ega samad ESCO Kklassifikatsioonis olevate
ametite nimetustega. See raskendas inimeste ametite tuvastamist ESCO klassifikatsiooni
ametite nimekirja pohjal. Lahenduseks valiti ChatGPT treenimine ESCO ametitega faili

pdhjal ning selle kasutamine inimese sobivaima ameti nimetuse leidmiseks.

Teine t606 piirang on seotud inimeste CV-des leiduva teabega, mis tihti pole ainult eesti
keeles, vaid ka muudes keeltes. Kuna k&esolev t60 keskendub ainult eestikeelse
sisendteksti tootlemisele, inimese poolt susteemi sisestatud teave teistes keeltes ei ole

tolgitud, vaid elimineeritakse valimist.

1.5 TOO struktuur

Kéesolev t60 koosneb kolmest peamisest osast: Kirjanduse Ulevaadest, t66 protsessi
kirjeldusest ja loodud mudeli Glevaatusest. Kirjanduse (ilevaates analliusitakse ISCO ja

ESCO ajaloolist  konteksti, kaasaegseid tehnoloogiaid ja metodoloogiaid
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soovitusstisteemides, efektiivsete soovitussiisteemide peamisi valjakutseid ja lahendusi
ning tuuakse esile uurimisliingad, mida k&esolev t66 pliab taita. TO6protsessi peatiikis
kirjeldatakse andmete kogumist, eelto6tlust ning keeletehnoloogiliste meetodite ja
mudelite rakendamise protsessi. Loodud toorista Ulevaate peattkis Kirjeldatakse mudeli
loomise protsessi ja hinnatakse selle efektiivsust.
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2 Kirjanduse iilevaade

Selles peatikis kasitletakse I1ISCO ja ESCO Kklassifikatsioonislisteeme, praeguseid
tehnoloogiaid ja metodoloogiaid, mida kasutatakse soovitussiisteemides. Lisaks, selles
osas tutvustatakse koondmeetodite (Ensemble methods) eeliseid ja tliipe ning nende
rakendamist téosoovitussiisteemides. Koondmeetoditega treenitakse mitu mudelit koos
selleks, et saada tapsemad tulemused [15]. Keskendutakse sellele, kuidas koondmeetodid
aitavad parandada tapsust ja stabiilsust keeruliste ja suuremddtmeliste tekstiandmete

tootlemisel. Selle osa 16pus leitakse uurimisliinka, mida t66 Uritab taita.

2.1 ISCO ja ESCO klassifikatsioonististeemid

Rahvusvaheline ametite standardklassifikatsioon (ISCO) on olnud oluline raamistik
ametinimetuste ja oskuste kategoriseerimiseks rahvusvaheliselt. Rahvusvahelise
Too6organisatsiooni (ILO) poolt vélja téotatud ISCO on alates selle loomisest 1957. aastal
mitu korda ajakohastatud, praegune versioon on ISCO-08. ISCO peamine eesmérk on
pakkuda standardiseeritud keelt ametikohtade klassifitseerimiseks, mida saab kasutada

eri riikides ametikohtade vastavusse viimiseks ning statistika koostamiseks [6].

Seevastu Euroopa oskused, padevused, kvalifikatsioonid ja ametid (ESCO) on uuem
algatus, mille kaivitas Euroopa Komisjon, et tapsustada ja lokaliseerida kutsealade
andmeid, et neid paremini Euroopa toodturuga vastavusse viia. ESCO integreerib ja
laiendab ISCO kontseptsioone, hélmates iga ametiga seotud konkreetsed oskused ja

padevused [16]. Sellist ametite ja oskuste seost ISCO Klassifikatsioonis ei esine.
2.1.1 Ametialaste klassifikaatorite areng

ISCO areng aastakiimnete jooksul kajastas muutusi to6turul, eelkdige uute toédstusharude
ja tehnoloogiate esilekerkimist. Iga ISCO l&bivaatamise eesmark on neid muutusi
kajastada, et jadda asjakohaseks ja kasulikuks tdoturuasutuste jaoks kogu maailmas.
Naiteks 1SCO-88 oli markimisvadrne selle poolest, et selles rbhutati teenustele

orienteeritud ameteid, tunnistades (lemaailmset Uleminekut teenustepdhisele
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majandusele [17]. ISCO viimane versioon oli lisatud aastal 2008, mille parast puuduvad

sealt parast 2008 aastat ilmunud ametid.

ESCO, mis voeti kasutusele 2011. aastal, ei ole mdeldud mitte ainult ISCO tdiendamiseks,
vaid ka selleks, et pakkuda uksikasjalikumat klassifikatsiooni, mis tunnustab Euroopa
tooturu jaoks olulisi erinevaid oskusi ja padevusi [18]. ESCO klassifitseerib praegu umbes

3039 ametit ja seda ajakohastatakse korrapdraselt, et kajastada muutuvaid turundudeid.
2.1.2 ESCO kohustuslik integreerimine EU to6turuasutustesse

Uks ESCO rakendamise kriitilisi aspekte on selle kohustuslik integreerimine riiklikesse
to6turuasutustesse kogu Euroopa Liidus. See direktiiv loodi selleks, et Gihtlustada ametite,
oskuste ja péadevuste klassifitseerimist kdigis EU liikmesriikides, hdlbustades seelébi
paremat liikuvust ja tdokohtade piiritlest sobitamist [14]. ESCO integreerimine
tooturuteenustesse, nagu EU tdoalase liikuvuse portaal (EURES), voimaldab to6otsijatel
ja todandjatel kogu EU-s leida kokkulangevusi Uksikasjalike ja standardiseeritud

kriteeriumide alusel, suurendades tddvahendusteenuste téhusust ja tulemuslikkust [19].
2.1.3 I1SCO ja ESCO arengu mdju tédturule

ISCO-08 liigitab tookohad 436 Uhikurithma. Need Uhikuriihmad on koondatud 130
vaiksemaks rihmaks, 43 alamsuurriihmaks ja 10 suurriihmaks, mis pdhinevad téokohtade
jaoks vajalike oskuste taseme ja spetsialiseerumise sarnasusel, mis teeb ISCO-st

neljatasandilise hierarhiliselt struktureeritud klassifikatsiooni [6].

ESCO loomine nditab Uleminekut Gldise kategoriseerimise vajadusest Uksikasjalikku
oskuste ja padevuste kaardistamise suunas. See muutus on oluline, et vastata kaasaegse
tooturu tdpsetele vajadustele, mida iseloomustab kiire tehnoloogiline areng ning
sotsiaalsete oskuste ja padevuste kasvav tahtsus. Riiklike tooturuametite jaoks hélbustab
ESCO kasutamine paremat teenuste osutamist, kohandatud tddsoovitusi ja paremat

poliitika kujundamist, pakkudes Uksikasjalikke andmeid t66turu vajaduste kohta [20].

ESCO kujutab endast méarkimisvéarset edasiminekut vorreldes ISCO-ga, kuna see
sisaldab 1SCO-08 nelja taseme alla jdavaid jargnevaid tasemeid, mis pakub detailsemat
lahenemist ametite klassifitseerimisele. Selles struktuuris on iga ESCO kutseala

vastavuses tapselt the 1SCO-08 koodiga, séilitades range monohierarhilise seose, mis
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tagab, et igal 5. vbi madalama taseme ametil on tapselt ks ISCO kdrgemate tasemete
vanem. Selline integreerimine tagab, et ESCO ei ole mitte ainult kooskdlas ISCO
kehtestatud raamistikuga, vaid ka laiendab seda, andes (ksikasjaliku Ulevaate
konkreetsetest ~ toOllesannetest ning  nende  ndutavatest  pédevustest  ja
kvalifikatsioonidest. Mdned ISCO rihmad ei sisalda ESCO ametialasid, eriti neid, mis ei
ole EU majandustegevuse kontekstis olulised, nagu niiteks ,,vee- ja kittepuude
kogujad* [21].

2.1.4 Uleminek ESCO klassifikatsioonisiisteemile

Uleminek ISCO-It ESCO-le kujutab endast olulist arengut to6turuanaltisis ja riiklikes
toohoiveteenustes. ESCO kasutuselevotuga votavad EU liikmesriigid endale kohustuse
luua integreeritud ja tdhusam raamistik tookohtade sobitamiseks, mis mitte ainult ei toeta
tootajate liikuvust liidus, vaid parandab ka tulevaste t60jOouvajaduste strateegilist
planeerimist. Kuna  t66turg areneb  jatkuvalt, on standardiseeritud
Klassifitseerimissusteemide, nagu ESCO, roll tbhusate toohdivepoliitikate ja -tavade

kujundamisel tiha olulisem.

2.2 Soovitussusteemid

Selles osas anallisitakse praeguseid soovitussusteemide tehnoloogiaid ja
metodoloogiaid, mida kasutatakse soovitussiisteemides. Kasitletakse dokumendi- ja
sOnatasandi probleeme, pikamaa soltuvusi, staatilisi ja diinaamilisi mudeleid ning nende
rakendamist t6osoovitussusteemides. Selgitatakse ka loomuliku keele t66tluse (NLP) ja
masindppe (ML) tehnoloogiate rolli tédsoovitussiisteemide arendamisel. Uuritakse
erinevaid mudeleid ja algoritme, mis on kasutatavad ametite tuvastamiseks loomuliku

keele tekstide pdhjal, rohutades nende olulisust ja eeliseid.

2.2.1 Dokumendi tasandi ja sdnade tasandi probleemid

Tekstitootluse ja -analtitisi puhul on oluline mdista erinevust dokumenditasandi ja
sonatasandi probleemide vahel. Need kaks kategooriat madravad, kuidas teksti esitatakse,

anallisitakse ja toodeldakse erinevate (lesannete puhul.
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Dokumenditasandi probleemid keskenduvad terve dokumendi vOi suure tekstiosa

anallsile ja tootlemisele:

Teksti  Klassifitseerimine:  kogu dokumendi  Klassifitseerimine  teatud
kategooriasse, nditeks rampsposti tuvastamine voi uudisartikli teema madramine.
Naiteks: e-kirja Kklassifitseerimine kategooriatesse ,rdmpspost ja ,,mitte-

rampspost®.

Teksti ruhmitamine: dokumentide rihmitamine klastritesse nende sarnasuse
alusel, ilma eelnevalt maaratletud kategooriateta. Naiteks: uudisartiklite

rihmitamine teemade, naiteks spordi, poliitika ja tehnoloogia jargi.

Tundlikkuse analiiiis: kogu dokumendi sentimendianaliiis, nditeks ennustamine,
kas tekst on positiivse, negatiivse v0i neutraalse tonaalsusega. Naiteks: arvustuse

analtiisimine, et teha kindlaks, kas klient on rahul voi rahulolematu.

Informatsiooni ekstraheerimine: konkreetse teabe leidmine ja valjavotete
tegemine suurtest tekstikogumitest. Naiteks: konkreetsete faktide véljavGtmine

teadusartiklitest voi juriidilistest dokumentidest .

Probleemid sonade tasandil keskenduvad Uksikute sdnade vOi véaiksemate fraaside

analtisile ja tootlemisele:

Sdnade sarnasus: stinondidmide tuvastamine voi sGnade asendamine konteksti

sailitamiseks.

Sonade Kklassifitseerimine: s@nade liigitamine erinevatesse kategooriatesse,
nditeks nimisonad, omadussonad. Naiteks: sona ,koer* klassifitseerimine

nimisdnaks.
SOnajdrje ennustamine: jargmise sdna tdendosuse ennustamine antud kontekstis.

Lemmatiseerimine: S6nade normaliseerimine nende algvormi (lemma) vai tivele.
Niiteks: sonad ,jookseb®, ,jooksis“ ja ,jooksis* normaliseeritakse nende

algvormi ,,jooksma* [22].
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2.2.2 Pikamaa s6ltuvused

Pikamaa s6ltuvused (Long-Term Dependencies) tekstis viitavad suhetele vdi sdltuvustele,
mis esinevad kaugel asuvate sGnade voi fraaside vahel. Nende s6ltuvuste mdistmine on
oluline teksti tdhenduse tapseks tdlgendamiseks, eriti kui Gihe osa tahendus sbltub teisest

osast, mis ei asu vahetus laheduses.

Pikamaa sOltuvused on oluline teema loomuliku keele tootlemises, kuna need
vBimaldavad mdista keerulisi keelelisi struktuure ja kontekste. Traditsioonilised mudelid
suudavad tavaliselt haarata ainult lthiajalisi s6ltuvusi, kuid pikamaa sltuvused nduavad

keerukamaid lahenemisi [23].
Néited pikamaa sdltuvustest (Long-Term Dependencies):

e AsesOnalahendamine: Naide: "Alice laks poodi, sest tal oli vaja piima.” Siin viitab
"tal" Alice-ile, mis nduab pikaajalise sdltuvuse mdistmist. lahendamine on NLP-
s keeruline Ulesanne, kuna see nduab konteksti analulsi, et maarata, millisele

nimisdnale viitab [24].

e Kontekstuaalsed sdltuvused: “"Raamat, mille sa mulle eelmisel n&dalal andsid, oli
pdnev." Sdna "eelmise nadalal” muudab tegusdna "andsid" konteksti, mis néuab
mitme sbna vahelist s6ltuvust. Sellised kontekstuaalsed sdltuvused on olulised
tdpse tdhenduse tabamiseks ja nduavad keerukate mudelite kasutamist, mis

suudavad anallilisida kogu lause struktuuri [25].

o Tundlikkuse analiius: Naide: "Vaatamata hilinemisele oli film tdiesti fantastiline.”
SoOna "Vaatamata" mojutab kogu lause tonaalsust, mis nduab séltuvuse méistmist
algusest 16puni. Tundlikkuse analtitis on NLP-s oluline, kuna see aitab mé&drata

teksti emotsionaalset tooni ja suhtumist, mis v6ib ulatuda tle mitme lause [26].

2.2.3 Staatilised ja diinaamilised mudelid

Loomuliku keele tdotlemisel ja masinGppes vOib mudeleid jagada laias laastus
staatilisteks ja dunaamilisteks mudeliteks selle pdhjal, kuidas nad sGnade esitusviisi

kasitlevad:
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e Staatilised mudelid genereerivad iga sdna jaoks Uhe kindla representatsiooni
(vektori), sBltumata selle kontekstist. See t&hendab, et igal sonal on igas
situatsioonis sama varjund. Staatiliste mudelite ndited on Word2Vec, GloVe ja
FastText. Need mudelid on t6husad ja lihtsad, kuid neil puudub vdime tabada

sOnade tdhenduste niiansse erinevates kontekstides [27].

e Dinaamilised mudelid seevastu genereerivad erinevaid sdnade esitusi s6ltuvalt
nende kontekstist lauses. Need mudelid hdlmavad sdnade poliiseemiat ja pakuvad
tdpsemat kontekstuaalset mdistmist. Dunaamiliste mudelite ndited on BERT ja
GPT. Need mudelid parandavad markimisvaéarselt tulemuslikkust erinevates NLP-

ulesannetes, vottes arvesse sonade kontekstuaalset tdhendust [28].

2.2.4 Loomuliku keele to6tlus ja masinGpe

Toosoovitussiisteemi  véljatdotamine, eriti kui see on kohandatud konkreetsetele
keelelistele ja piirkondlikele vajadustele nagu Eestis, kuulub loomupéraselt loomuliku
keele to6tluse (NLP) ja masindppe (ML) valdkonda. Selles osas selgitatakse, miks need
tehnoloogiad on projekti jaoks keskse téhtsusega ja miks alternatiivsed lahendused ei

olnud valitud.

Ametikirjelduste ja CV-de t6lgendamine ja sobitamine hélmab keerukat tekstitootlust,
mis nduab nii sdnade ja fraaside sGnasdnaliste kui ka kontekstuaalsete t&henduste
mdistmist. NLP pakub sellisteks (lesanneteks vajalikke vahendeid, sealhulgas
tokeniseerimist, sdnade osade mérgistamist, nimeliste Giksuste tuvastamist ja suntaktilist
lahtimotestamist, mis kdik on olulised t6husa tekstianallilisi jaoks keelespetsiifilises
kontekstis [29]. Néiteks EStNLTK tooriistakomplekt on loodud spetsiaalselt eesti keele
tekstide tootlemiseks, pakkudes selle unikaalsetele keelelistele isedrasustele kohandatud
funktsioone [30].

ML-algoritmid dpivad andmete ndidete pbhjal. See 6ppimine on soovitussiisteemides
vdga oluline, et teha tapseid t6okohtumisi edukate to6vahenduste varasemate andmete
pdhjal. Selliseid algoritme kasutatakse selleks, et ennustada tulemusi Gpitud mustrite
alusel [31].

Jargmisena on kirjeldatud alternatiivsed lahendused ja nende vélistamise pdhjused:

26



¢ Reeglipdhised siisteemid: algselt olid soovitussiisteemides levinud reeglipdhised
stisteemid, kus sobitamiseks loodi késitsi ,,if-then” reeglid. Neid siisteeme ei
valitud, sest neil puudub skaleeritavus ja paindlikkus. Nad nduavad pidevat késitsi
uuendamist ja ei suuda Oppida uutest andmetest, mistGttu ei sobi need

dunaamiliste to6turgude jaoks, kus téoulesanded ja nduded sageli muutuvad [32].

o Semantilise veebi tehnoloogiad: semantilise veebi tehnoloogiaid, sealhulgas
ontoloogiaid ja RDF-i (Resource Description Framework), vOiks teoreetiliselt
kasutada to6andmete kategoriseerimiseks ja seostamiseks. Neid tehnoloogiaid ei
valitud siiski nende keerukuse ja hoolduse keerukuse ning erinevate andmeallikate
integreerimise raskuste tottu. Lisaks sellele ei paku nad iseenesest

prognoosimisvéimet, mida on vaja personaliseeritud téosoovituste jaoks [33].

e Andmebaaside paringu- ja otsingusisteemid: traditsioonilised
andmebaasisusteemid kasutatakse struktureeritud andmete salvestamiseks ja
otsimiseks, kuid neil puudub vBime teha keerukat tekstianalllsi ja Oppida
andmemustritest. Nad ei ole piisavad tlesannete puhul, kus on oluline mdista

konteksti ja keele peensusi, nagu naiteks todalaste soovitussusteemide puhul [34].

NLP ja masinOpe valimine Eesti tooturu jaoks tookoha soovitusslsteemi
arendamiseks oli tingitud vajadusest téiustatud tekstitootlusvdimekuse ja andmete
pdhjal dppimise vBime jarele, et parandada soovituste tapsust. Need tehnoloogiad
tagavad paindlikkuse ja skaleeritavuse, mis on vajalik t66turu diinaamika ja keeleliste
niansside muutustega kohanemiseks. Sellised alternatiivid nagu reeglipGhised
susteemid, semantilise veebi tehnoloogiad ja traditsioonilised andmebaasisusteemid
ei sobinud nende piiratud skaleeritavuse, kohandatavuse ja Oppimisv@ime tottu.
Keskendumine NLP-le ja ML-le tagab, et susteem saab aja jooksul areneda ja

kohaneda, parandades oma soovitusi pideva dppimise ja andmeanalliusi p8hjal.

2.2.5 Tanapéaevased tehnoloogiad ja metodoloogiad soovitussiisteemides

Soovitussusteemid on erinevate rakenduste lahutamatu osa, pakkudes kasutajatele

personaalseid  soovitusi. ToOoturuteenuste puhul  vdivad sellised  susteemid
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markimisvéarselt parandada tookohtade sobitamist, viies kandidaatide profiilid
vastavusse tookuulutustega. Ké&esolevas osas vaadeldakse soovitussusteemide praeguseid
mudeleid ja metoodikaid, keskendudes nende sobivusele Eesti tekstiandmete

tootlemiseks mdeldud mudeli jaoks.

Enne kui susteem saab todsoovitusi anda, (ks vajalik eeltodtlus Ulesanne on
sisendandmete t60tlus. See muuseas eemaldab toodeldavast tekstist ebavajalikke osasid

ja mura selle jaoks, et edasine tekstitootlus oleks kergem.

NLTK ehk Natural Language Toolkit on todristakomplekt, mis on mdeldud loomuliku
keele todtlemiseks (NLP) Python-i keelega. NLTK on tooriistakomplekt Python-i
programmide arendamiseks, mis todtavad inimkeele andmetega, rdhutades selle rolli
keeruliste NLP tehnikate kattesaadavamaks muutmisel ning 6ppimise ja innovatsiooni
edendamisel arvutilingvistika valdkonnas [35]. EStNLTK, mis oli kasutusel kdesoleva
t06ga seotud projektis, on loodud spetsiaalselt eesti keele jaoks, mistdttu sobib see eesti
keelse tekstiga seotud eeltdotlusiilesannete jaoks [30]. EStNLTK tagab, et eesti keele

keelelised eriparad on Gigesti kasitletud, mis on tlioluline iga NLP-rakenduse jaoks.

Kui tekst on eeltoddeldud, on jargmine samm rakendada algoritmi, et muuta tekst
numbrilisteks esitluseks. See vBimaldab analliisida ja ennustada semantilisi sarnasusi,
mis on olulised t&psete soovituste andmiseks ja andmete klassifitseerimiseks. Jargnevalt

kasitletakse mitmeid selle protsessi jaoks eelduslikult sobivaid mudeleid ja tehnikaid.
Vektorruumi mudelid:

e TF-IDF (Term Frequency-Inverse Document Frequency) ja Cosine Similarity on
olulised mudelid teksti teisendamiseks arvruumi, mis v@imaldab numbriliselt
esitada dokumentide, naiteks CV-de ja tookirjelduste semantilist sarnasust. TF-
IDF hindab sbnade asjakohasust dokumendi kontekstis, kohandades sdnade
sagedust kogu korpuses, samas kui Cosine Similarity mdddab kahe vektori
sarnasust nende vahelise nurga alusel [36]. Cosine Similarity-id saab téhusalt
kasutada koos TF-IDF-iga, kuid Uksi see ei anna piisavalt tapset
Klassifitseerimistulemust. See moddab kahe vektori sarnasust, méarates nende

vahelise nurga. Kui vektorid on téiesti sarnased, on Cosine Similarity véartus 1,

28



kui nad on tdiesti erinevad, on see -1. Seda kasutatakse sageli teksti ja

dokumentide vordlemiseks [37].

Word2Vec on nérvivorgupdhine mudel, mis 0pib sdnavektorite kujutisi
(embeddings) suure tekstikorpuse pohjal. See mudel kasutab sGnavektorite
leidmiseks sdnade konteksti (sdnad enne ja parast antud s6na). Word2Vec on eriti

hea sdnade semantilise sarnasuse ja konteksti moistmisel [27].

FastText, mis on Word2Vec-i laiendus, lisab sdnale alams@nainfot, mis vdimaldab
sonavormide ja morfoloogiliste tunnuste paremat ké&sitlemist. FastText on eriti
kasulik keeletehnoloogilistes tilesannetes, kus sdnadel on palju erinevaid vorme
ja tlvesid [38].

GloVe (Global Vectors for Word Representation) on vektorruumi mudel, mis
kombineerib s6nade koosesinemise statistikat kogu teksti koorpuses, et luua
sOnavektoreid. GloVe suudab tabada semantilisi tunnuseid, andes iga s6na jaoks
kontekstivektorid [39].

Doc2Vec laiendab sdnade semantilise sarnasuse analtiusi tervetele dokumentidele,
pakkudes esitust, mis suudab tabada stigavamaid semantilisi tdhendusi. See
meetod teisendab kogu dokumendi tihedaks vektoriks (dense vector), sdilitades

sOnade jarjestuse ja konteksti [40].

Sivadppe mudelid:

BERT (Bidirectional Encoder Representations from Transformers) on siivaGppe
mudel, mis mdistab teksti konteksti, vaadeldes samaaegselt sdna vasak- ja
parempoolseid naabreid. See mudel on tunnustatud oma vdime poolest mdista
tekstis esinevaid kontekstuaalseid nliansse [28]. EStBERT on suure eelpetatud
transformeril pdhinev keelespetsiifiline BERT mudel, mis on loodud spetsiaalselt
eesti keele jaoks. Uuringud on néidanud, et keelespetsiifilised BERT mudelid

pakuvad paremat joudlust vorreldes mitmekeelsete mudelitega [41].

GPT-2 (Generative Pre-trained Transformer 2) on suure tekstikorpuse peal
treenitud stivabppe mudel, mis suudab genereerida inimesele sarnast teksti. See

mudel on vBimeline genereerima ja mdistma keerulist teksti [42].
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RNN-d (Recurrent Neural Networks) on mdeldud jarjestikuste andmete
tootlemiseks, kus iga sO6lm soltub eelmistest. Need nérvivorgud sobivad
jarjestikuste andmete, naiteks teksti tootlemiseks ning suudavad mdista konteksti

ja s6ltuvusi aja jooksul [43].

CNN (Convolutional Neural Network) on algoritm, mis tuvastab mustreid ja mida
kasutatakse tavaliselt piltide to6tlemiseks. Kuid CNN-d on téhusad ka teksti
tikeldamisel ja kohalike mustrite tuvastamisel, nditeks lihikeste lausete
analutsimisel. Seetdttu on CNN-id sobiv valik tekstide lokaalsete mustrite

tuvastamiseks [43].

Klassikalised masindppe mudelid:

Logistiline Regressioon, SVM (Support Vector Machine) ja Naive Bayes pakuvad
traditsioonilisemat lahenemist teksti klassifitseerimisele. Logistiline regressioon
on hea lihtsate klassifitseerimisiilesannete jaoks. SVM on tbBhus keerukate
Klassifitseerimisiilesannete lahendamiseks, eriti véiksemate andmekogumite
puhul. Naive Bayes on Kkiire ja efektiivne tekstide klassifitseerimise jaoks

kasutamisel, eriti suure mahuga andmete puhul [15].

Lineaarne regressioon on mdoeldud pidevate sihtmuutujate jaoks ja ei sobi
Klassifitseerimisiilesannete lahendamiseks. See modelleerib s6ltuva muutuja ja
sOltumatu muutuja vahelist seost lineaarse vorrandi abil. Lineaarset regressiooni
kasutatakse  tavaliselt ~ prognoosimiseks ja  trendianalliisiks,  mitte

klassifitseerimiseks [15].

K-lahedaseimad naabrid (KNN) on meetod, mis Klassifitseerib objektid nende
l&himate naabrite alusel. Kuigi seda saab kasutada klassifitseerimiseks, on see
arvutuslikult kallis ja suurte andmekogumite puhul halvasti skaleeritav. Samuti ei

sobi see hasti suuremahuliste andmete, néiteks teksti puhul [44].

K-means on klasterdamisalgoritm, mis jaotab andmed k-klastrisse, kus iga
andmepunkt kuulub lahimasse klastrisse. Seda kasutatakse pigem andmete

jagamiseks eraldi rihmadesse kui konkreetse Kklassi ennustamiseks.
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Klasterdamine aitab leida sarnaseid andmepunkte, kuid ei anna otsest

Klassifitseerimistulemust [45].

e PCA (Principal Component Analysis) ja muud dimensiooni vdhendamise tehnikad
on mdeldud tunnuste vahendamiseks ja visualiseerimiseks, mitte otseseks
klassifitseerimiseks. PCA vahendab andmehulga dimensioonide arvu, sdilitades
samal ajal vdimalikult palju andmehulga varieeruvust, et lihtsustada mudeli

rakendamist ja tblgendamist [46].

e Otsustuspuu on hierarhiline mudel, mis teeb otsuseid, jagades andmed korduvalt
harudeks. See on lihtne ja sirgjooneline mudel, mis sobib héasti lihtsate
Klassifitseerimistilesannete  lahendamiseks. Otsustuspuud on intuitiivselt
mdoistetavad ja nende otsustusprotsessi on lihtne jalgida. Selline mudel sobib
andmete visuaalseks esitamiseks ja lihtsate klassifitseerimisiilesannete
lahendamiseks [15].

e Random Forest on koondmeetod, mis kasutab 16pliku otsuse tegemiseks mitut
otsustuspuud, vahendades sellega liigse sobitamise riski. Seda kasutatakse
keerukate Klassifitseerimistilesannete jaoks, meetod suudab t66delda suuri

andmekogumeid [47].

e LDA (Latent Dirichlet Allocation) on genereeriv tden&osuslik mudel, mis kujutab
dokumente teemadena ja teemasid sdnade seguna. LDA puiab leida dokumentides
varjatud teemasid, madrates igale dokumendile teema ja igale teemale sdnade
jaotuse. Seda kasutatakse sageli teemade modelleerimiseks ja varjatud

struktuuride avastamiseks tekstikogudes [48].

e LSA (Latent Semantic Analysis) on algebraline mudel, mis kasutab termin-
dokumendi maatriksi vdhendamiseks singulaarsete véartuste dekompositsiooni
(SVD). LSA tuvastab terminite ja dokumentide vahelised mustrid, véhendades

mira ja parandades semantiliselt sarnaste dokumentide valjaselgitamist [49].

2.2.6 Ametite tuvastamise mudeli jaoks mudelite valik

Sobitusalgoritmide valimisel on oluline kaaluda, millised meetodid sobivad konkreetse

tlesande jaoks kdige paremini. Kéesoleva projekti jaoks olid valitud jargmised meetodid:
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TF-IDF koos Cosine Similarity-ga, Doc2Vec, EStBERT, GPT, RNN, Naive Bayes, SVM,
Random Forest, Logistiline Regressioon. Need meetodid on valitud nende parema

tapsuse ja sobivuse tottu tekstide Kklassifitseerimise Ulesannete jaoks vdrreldes teiste

mudelitega.

Teised mudelid ja algoritmid ei sobi selle projekti jaoks hésti, sest need ei vasta

konkreetsetele nduetele vdi vbivad olla arvutuslikult liiga ndudlikud:

Cosine Similarity tksi ei ole Kklassifitseerimisalgoritm, vaid meetod sarnasuse
mootmiseks. Seda saab kasutada koos TF-IDF-iga, kuid Uksi ei anna piisavalt

tapset klassifitseerimistulemust [37].

Word2Vec ja FastText on vdimsad soOnade sisseehitamise meetodid, mis
keskenduvad tiksikute sdnade tahenduse esitamisele kontekstis. Word2Vec toodab
staatilisi vektoreid, mis tdhendab, et igal sGnal on kontekstist s6ltumata ainult tiks
esitus. FastText tdiendab seda, lisades teavet sGna alluksuste kohta, kuid
keskendub endiselt Uksikutele sGnadele, mitte tervetele dokumentidele. Seega
vOib teksti Uldine tdhendus ja struktuur, mis on oluline ametite ennustamiseks
tekstist, kaduma minna [27] [38].

GloVe on samuti vektorruumi mudel, mis kombineerib sdnade assotsiatsioonide
statistikat globaalsel tasandil, et luua sdnavektoreid. Kuigi GloVe suudab
ekstraheerida moningaid semantilisi tunnuseid, on see staatiline mudel ja ei pruugi

alati arvesse votta sonade mitmetédhenduslikkust erinevates kontekstides [39].

Kuigi mitmekeelne BERT vdib pakkuda paremat joudlust baasmudelitega
vOrreldes, nditavad uuringud, et keelespetsiifilised mudelid, nagu EStBERT,
suudavad saavutada kdrgemat tdpsust ja paremat Uldist joudlust konkreetses
keeles. EStBERT, mis on spetsiaalselt treenitud eesti keele andmetel, on suutnud
uletada mitmekeelse BERT-i mitmetes olulistes (Ulesannetes, sealhulgas
sonaliikide ja morfoloogiliste tunnuste méargendamises, séltuvusparsimises ja
nimede &ratundmises. Selline spetsialiseerumine vdimaldab mudelil paremini
mdista ja toodelda eesti keele spetsiifilisi omadusi ja niiansse, pakkudes seelébi

tapsemaid ja usaldusvaarsemaid tulemusi [41].
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CNN on tekstijarjestuste mdistmisel vahem téhus. CNN-id kasitlevad teksti kui
lokaalsete tunnuste kogumit ja ei suuda loomulikult s6nade jarjekorda ja soltuvusi
tabada. [43].

Lineaarne regressioon on mdeldud pidevate sihtmuutujate jaoks ja ei sobi

Klassifitseerimisiilesannete jaoks [15].

KNN-i voib kasutada klassifitseerimiseks, kuid see meetod on arvutuslikult kallis

ning see ei sobi hasti suuremddtmeliste andmete, néiteks teksti puhul [44].

K-means on Klastrialgoritm ja ei ole mdeldud Klassifitseerimistilesannete jaoks.
Seda kasutatakse andmete jagamiseks eraldi rihmadesse, mitte konkreetse klassi

ennustamiseks [45].

Dimensiooni vahendamise meetodid, nagu PCA, on mdeldud tunnuste
vahendamiseks ja visualiseerimiseks, mitte otseseks klassifitseerimiseks. Need

voivad olla osa eeltodtlusmenetlusest, kuid ei ole omaette klassifikaatorid [46].

Otsustuspuu on lihtne mudel, kuid selle kalduvus liigsobitamisele ja
ebastabiilsusele muudab selle vdhem sobivaks keerulisemate andmete ja
tlesannete jaoks. Juhuslik mets, mis kombineerib mitu otsustuspuud, pakub
suuremat stabiilsust ja tapsust, mistdttu on see parem valik keerulisemate

Klassifitseerimisulesannete jaoks [47].

LDA ja LSA sobivad Uldiste teemade tuvastamiseks suurtes tekstikorpustes. Kuid
see muudab need véhem efektiivsemateks t06de sobitamiseks vajalike tépsete,
sildipBhiste prognooside tegemiseks. Nende vOimetus séilitada semantilist
spetsiifilisust on selles kontekstis oluline piirang [48] [49]. LDA on tdendosuslik
mudel, mis modelleerib dokumente teemade seguna, kus iga teema on sdnade
jaotus. Kuigi LDA suudab suurtes tekstikorpustes tdhusalt tuvastada teemasid, on
need teemad Uldised ja vbivad seetdttu olla vahem kasulikud tépsete, sildipdhiste
prognooside tegemiseks [48]. Kuigi LSA vdib parandada semantiliselt sarnaste
dokumentide véljaselgitamist, vOib see kaotada spetsiifilist semantilist teavet, mis

on oluline tapsete, sildipbhiste prognooside tegemiseks [49].
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2.3 Koondmeetodid

Koondmeetodid (Ensemble methods) hdlmavad mitme masindppe meetodi
kombineerimist theks prognoosimudeliks, et vdhendada varieeruvust, eelarvamusi voi
parandada prognoose. Pdhiprintsiip on see, et rihm ndrku algoritme saab kokku panna,

et moodustada tugev mudel, parandades seel&bi prognooside stabiilsust ja tpsust [50].

2.3.1 Eelised

e Parem ennustuse tapsus: Uks peamisi pdhjusi, miks valiti koondmeetodi mudeli,
on potentsiaalne suurem tipsus. Uksikutel mudelitel v@ivad olla omad ndrkused
andmete uldistamisel, kuid kombineerituna véhendavad nende erinevad
vaatenurgad liigse sobitamise tdenédosust ja annavad tavaliselt usaldusvaarsemaid

prognoose [51].

e Vastupidavus mira suhtes: Tookirjeldused ja elulookirjeldused vdivad tapsuse ja
stiili poolest védga erineda, mis kujutab endast markimisvadrset mira ja
varieeruvust andmetes. Koondmeetodid, eriti bagging ja boosting, on tuntud oma
vastupidavuse poolest mira suhtes ja nende vOime toota sellest hoolimata

stabiilseid prognoose [52].

e Suure modtmelisuse késitlemine: Tekstiandmed, eriti tookirjeldused ja
elulookirjeldused, hélmavad tavaliselt suure sOnavara tottu korget
ruumimddtmelisust. Koondmeetodid saavad t6husalt hakkama suure médtmega
andmetega, navigeerides labi tunnuste ruumi keerukuse tdhusamalt kui tiks mudel
[15].

e Erinevate mudelite kasutamine: Erinevad mudelid h6lmavad andmete erinevaid
aspekte. Naiteks kui logistiline regressioon v6ib hdlmata lineaarseid seoseid, siis
otsustuspuu voib paremini hdlmata mittelineaarset koostoimet. Kombineerides
erinevaid mudeleid kasutatakse dra iga mudeli tugevused, et saavutada

tulemuslikumad eesmérgid [53].

e Paindlikkus mudeli ehitamisel: Koondmeetodid pakuvad paindlikkust mudeli

koostamisel. Need voOimaldavad integreerida eri tlupi mudeleid. Selline
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paindlikkus on véga oluline, et tulla toime keeletootlusulesannete mitmekesise
iseloomuga, kus erinevad mudelid vdivad olla kasulikud probleemi eri tahkudes
[54].

2.4 Uurimislink

Loomuliku keele tootlemine (NLP) on paljude kaasaegsete soovitussusteemide
lahutamatu osa, parandades otsuste tegemist erinevates valdkondades. Riiklikes
to6turuasutustes saab NLP mérkimisvéarselt parandada tookohtade sobitamist, tuvastades
ametid tépselt enesekirjelduste péhjal. Kuid praegused siisteemid ei suuda sageli mitte
inglise keelt kdnelevaid elanikke ja erinevaid tooturge rahuldada. K&esolevas o0sas
tuvastatakse oluline uurimislink NLP-pGhise ametite klassifikatsiooni kohandamisel

Eesti to0turu jaoks, rohutades emakeele to6tlemist ja spetsiaalseid masindppe tehnikaid.

NLP-susteeme on laialdaselt vélja tootatud selliste sektorite jaoks nagu e-kaubandus ja
meelelahutus (nt Amazon ja Netflix), kus on saadaval rohkelt andmeid kasutajaga
interaktsiooni jaoks. Eesti riiklikes to6turuasutustes toetuvad need siisteemid tavaliselt
lintsamatele mudelitele, mis ei kajasta piisavalt keerukaid to0otsijate profiile ega

tookirjeldusi.

Peamine tuvastatud puudujéék on vajadus keerukate NLP-slsteemide jérele. Eesti riiklike
to6turuasutuste jaoks on selge vajadus eesti keele nliansse mdistva susteemi jarele. Enne
kogu selles t66s késitletava e-to0tukassa portaali susteemi tle kirjutamist, peaks vélja
tootama mudeli, mis oleks vdimeline té6tlema eesti keelset sisendteksti ja tuvastama selle

alusel inimesele sobivat ametit ESCO klassifikatsioonist.

Selle linga lahendamiseks otsustati luua koondmudel, mis integreeriks mitut masindppe
ja NLP tehnikat. Selle mudeli eesmérk on tdétdelda eestikeelset teksti, kasutades
eeltoodtluseks tehnoloogiaid nagu EStNLTK ning té6ga seotud tekstide mdistmiseks ja
sobitamiseks taiustatud algoritme. Mudeli valjatootamisel eeldatakse suurendada ametite

Klassifitseerimise tapsust, mdistes paremini eestikeelsete ametite ja CV-de semantikat.

Seniste uuringute puudujadgi kdrvaldamine on oluline, kuna aitab kaasa tehisintellekti ja
tooturu laiema valdkonna arengule, keskendudes vdhem uuritud keelele. Eesti jaoks

kohandatud NLP-pGhise ametite soovitussiisteemi véljatootamisega oli selle projekti
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raames loodud mudel, mis oleks kasulik tuleviku Eesti to6turul kasutatava
soovitussiisteemi sees. Kdesoleva tddga seotud teadustod uurib vdimalusi kaasaegse

tooturu soovitussusteemi rakendamist, mida tulevikus saaks laiendada ning Eesti e-

to6tukassa portaalis kasutusele votta.
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3 Too protsess

Selles peatiikis kirjeldatakse andmete kogumist, eelt66tlust ning keeletehnoloogiliste
meetodite ja mudelite katsetamise protsessi. See t60 osa on vajalik selleks, et saada
mudelid, mis oskavad kdige varemini et tuvastada ESCO klassifikatsioonis loetletud
ametite vasted. Kdesolevas peatukis peale tooprotsessi Kirjeldamise, hinnatakse erinevate

meetodite sobivust ametite tuvastamiseks eestikeelse sisendteksti pohjal.

3.1 Andmete kogumine ja eeltdotlus

Ké&esoleva projekti algfaasiks oli andmete kogumine ja eelt6dtlus, mis oli oluline, et
tootada valja usaldusvddrne ametite tuvastamise mudel, mis pdhineb eesti keele
sisenditekstidel. Saadud andmekogum kokku hélmas 122 teaduslikku ametit ESCO
andmebaasist ning 626 inimest kahes eraldi failis, kes on nende ametitega seotud,

informatsiooni.

Andmete kogumine algas asjaomaste andmekogumite allalaadimisega ESCO
veebisaidilt. Kuna eestikeelses versioonis puudus vili ,,altLabels®, mis annab ametitele
alternatiivseid nimetusi ning mis on oluline element, et suurendada mudeli vdimet
tunnustada iga ametiga seotud erinevaid mdisteid, olid alla laetud andmekogumite nii
eesti- kui ka ingliskeelne versioon. Probleemi lahendamiseks tdlgiti ingliskeelse
andmekogumi ,,altLabels* eesti keelde ja lisati eesti versiooni. Selline tdlkimine ja
integreerimine tagasid terviklikuma andmekogumi, mis voimaldaks paremini dra tunda ja

mdista erinevaid ametinimetusi ja nende variante.

Lisaks ESCO andmetele koguti dppejdudude andmeid Eesti Glikooli Taltech veebilehelt
ning Etis.ee-st (Eesti Teadusinfosiisteem). Ulikooli veebilehelt saadi teavet Gpetajate
ametinimetuste ja tdovaldkondade kohta, saadud informatsioon oli pandud vastavatesse
veergudesse “altLabels” ning “description” eraldi failis. Andmeid rikastati veel Etis.ee-
le juurdepédasuga, kus on kéttesaadavad wlikoolide tootajate Uksikasjalikumad

elulookirjeldused. Nendest CV-dest voeti tdiendavad kirjeldused iga isiku kohta, mis olid
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ka pandud veergu nimega “description”. Selline 1&henemisviis tagas, et andmekogum

kajastaks tegelikke elustsenaariume ja sisaldaks niansirikkaid tiksikasju iga isiku kohta.

Kuna jargmise etappidena loodud mudelite jaoks oli oluline andmete valideerimine, kuid
ametite nimetused voetud Ulikooli veebilehelt ei olnud ESCO ametitega vordsed, oli
otsustatud kasutada ChatGPT selleks, et esimese sammuna treenida selle konkreetsete
122 ametinimetuste baasil ning seejarel kusida selle madrama iga isiku sobivama
ametinimetuse tema eluloo kohta kogutud teave baasil. Need madratud ESCO
ametinimetustega kooskolas ametid olid lisatud veergu nimega “preferredLabel”,

vastavalt ESCO Kklassifikatsiooni faili struktuuriga.

Eeltootlusetapis oli oluline roll failide struktuuril. ESCO CSV-fail sisaldab selliseid
veergu naguameti link ESCO klassifikatsiooni veebilehele (conceptUri), ameti nimi
(preferredLabel), alternatiivsed nimetused (altLabels), kirjeldus (description), pakkudes
struktureeritud andmete formaati. Samamoodi sisaldas andmete kogumise pérast reaalse
inimeste andmefail kirjeldusi, ametinimesid ja alternatiivseid ametinimetusi, mis olid

olulised mudeli treenimiseks ja hindamiseks.

Andmete eeltddtlus hdlmas mitmeid etappe teksti puhastamiseks ja standardiseerimiseks,
et tagada selle sobivus analliisiks ja mudeli treenimiseks. Esialgu muudeti kdik
tekstiandmed jarjepidevuse sailitamiseks vaikesteks tahtedeks. Erimdrgid, numbrid,
soovimatud tuhikud ja lingid eemaldati, et kdrvaldada mira ja vahendada teksti
keerukust. Jargmise sammuna toimus teksti tokeniseerimine, mille kéigus tekst jaotati
Uksikuteks sonadeks ja fraasideks, mis seejarel lemmatiseeriti - protsess, mille kéigus
sonad vahendatakse nende algvormi. See etapp on eriti oluline sGnavormide varieerumise
kasitlemiseks ja selle tagamiseks, et mudel suudab dra tunda (ihe ja sama s6na erinevaid
kaandeid. Koik eeltodtlusega seotud protsessid olid realiseeritud EStNLTK kasutades
[55].

Stop-sdnad, mis on tavalised sonad, mis ei anna olulist tdhendust (nagu ,,ja“, ,,the* jne),
eemaldati, kasutades eelnevalt maaratletud eesti keele stop-sdnade nimekirja [56]. See
samm aitas keskenduda tdhenduslikumatele sbnadele, mis tden&oliselt aitavad kaasa
Klassifitseerimisprotsessile. Lisaks tehti Oigekirja parandus, et parandada tekstis

esinevaid Kirjavigu, mis parandas veelgi andmete kvaliteeti.
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Kogu isikude elulugude faili eeltodtlusetapi jooksul esines probleem mitmekeelse teabe

kasitlemisega. Kuigi k&esolev t60 keskendub eestikeelsele tekstile, kasitleti muudes

keeltes esitatud teavet muraks ja seda ei eemaldatud (vt. Tabel 1).

Tekst enne eeltdotlust

Tekst parast eeltootlust

Keemia ja biotehnoloogia instituut, 2019 -
osalesin Chalmersi Tehnikaulikoolis
rahvusvahelisel parmi geneetika ja
molekulaarbioloogia konverentsil 2019 -
osalesin bioinformaatika t66toas (GEMs)

keemia biotehnoloogia instituut osalema
chalmers tehnikatlikool rahvusvaheline parm
geneetika molekulaarbioloogia konverents
osalema bioinformaatika to6tuba gems tartu
ulikool esitama tartu tlikool bioinformaatika

Tartu Ulikoolis 2020 - esitasin Tartu
Ulikoolis bioinformaatika to6toas
(protecomika ja masindpe) teemal
rakukujutise analuiis konvolutsiooniliste
nérvivarkude abil, 1. Bio- ja
keskkonnateadused; 1.12. Bio- ja
keskkonnateadustega seotud uuringud,
naiteks biotehnoloogia, molekulaarbioloogia,
rakubioloogia, biofulsika, majandus- ja
tehnoloogiauuringud 4. Loodusteadused ja
tehnika; 4.6. Arvutiteadused CERCS
VALDKOND T490 Biotehnoloogia; P170
Arvutiteadus, arvutusmeetodid, stisteemid,
juhtimine (automaatjuhtimisteooria)

Tabel 1. Voodrkeelseid sonu sisaldava teksti eeltdotluse naide.

to6tuba proteoomika masindpe teema
rakukujutis analtiis konvolutsiooniline
nérvivork bio keskkonnateadus bio
keskkonnateadus seotud uuring néide
biotehnoloogia molekulaarbioloogia
rakubioloogia bioftitisika majandus
tehnoloogiauuring loodusteadus tehnika
arvutiteadusedcercs valdkondt
biotehnoloogia arvutiteadus arvutusmeetod
stisteem juhtimine automaatjuhtimisteooria

Parast eeltootlust salvestati puhastatud ja standardiseeritud andmed uutesse CSV-

failidesse - Giks ESCO ametite jaoks (preprocessed_ESCO _file.csv) (vt. Tabel 2) ja teine

reaalse maailma andmete jaoks (preprocessed_real people_file.csv) (vt. Tabel 3). Need

failid moodustasid aluse mudeli treenimise ja hindamise jargmistele etappidele.

conceptUri preferredLab | altLabels description
el

http://data.europa.eu/esco/occupatio = biomeditsiinite = biomeditsiin biomeditsiinite

n/01ffb917-98dc-48c1-91ad- hnika insener insener bme | hnika insener

93c4104e791d konsultant kombineerima
biomeditsiinitehni | teadmine
ka ndustaja | inseneriteadus
biomeditsiinitehno | pdhimdte
loogia insener | bioloogiline
ekspert bme | leid arendama
ndustaja raviprotseduur
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etisUrl

preferredLabel

biomeditsiinitehni

ka ekspert bme
ekspert
biomeditsiinitehni
ka konsultant
biomeditsiinitehno
loogia insener
spetsialist
biomeditsiinitehno
loogia insener
biomeditsiinitehni
ka spetsialist
biomeditsiinitehno
loogia insener
ndunik bme
spetsialist
biomeditsiinitehno
loogia insener
konsultant
biotehnika insener
biotehnika
konsultant
biotehnika
ndustaja

biotehnika insener
ekspert biotehnika
ekspert biotehnika
insener spetsialist
biotehnika

spetsialist

biotehnika insener
nbunik biotehnika
insener konsultant

Tabel 2. preprocessed_ESCO _file.csv faili struktuur.

ravim  (ldine
tervishoid
tootama
lahendus
algama
tavapérane
ravim
komponent
taiustamine
implantaat
valjatdotamine
kude ravi

altLabels | description

https://lwww.etis.ee/CV/Xxx_Xxxxx | arhitektuurippejo | vanemlekt | arhitektuur

or urbanistika
akadeemia
tihiskonnateadus
kultuur
kunstiteadus
skulptuur
arhitektuur
visuaalne
semiootika

lest/

ud
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visuaalkultuuriuuri
ng

Tabel 3. preprocessed_real_people_file.csv faili struktuur.

3.2 Erinevate meetodite rakendus ning nende tulemused

Tugeva elukutse tuvastamise mudeli valjatotamise protsess hdlmas katsetusi erinevate
masindppe ja loomuliku keele tootlemise meetoditega. Neid mudeleid treeniti ESCO
veebisaidilt saadud andmekogumite ning Taltech ja Etis.ee-st saadud 6ppejoudude
andmete pohjal. Oli vajalik hinnata iga meetodi sobivust ametite tuvastamiseks
eestikeelsetest sisendtekstidest. Selles osas kirjeldatakse mudelite rakendamist, hindamist

ja valikut, jarjestades need halvimatest parimateni.

1. Naive Bayes mudelil oli kdigist testitud mudelitest kdige madalam sooritusvdime,

tapsusega 86% (vt. Joonis 5).

precision recall fl-score support

0.00 0.00 0.00 1

arhitektuuridppejoud @.73 0.89 0.80 18
arvutiteadlane 0.00 0.00 0.00 1
arvutiteaduse oppejoud @.70 0.99 0.82 129
automaatikainsener 0.90 0.77 0.83 48
biokeemik 0.88 1.00 0.94 45

ehitusinsener 0.91 1.00 0.95 92
elektromehaanikainsener 1.00 0.88 0.93 64
energiaseadmete insener 1.00 .95 0.97 41
geoloog 1.00 1.00 1.00 31

haridusteaduste dppejéud 0.00 0.00 0.00 1
keskkonnateadlane 1.00 0.56 0.71 18
kommunikatsiooni oppejoud 0.00 0.00 0.00 1
kunstiteaduse oppejoud 0.00 0.00 0.00 3
linnaplaneerija 0.00 0.00 0.00 4
maateaduste dppejdud 0.00 0.00 0.00 1
majandusteaduse dppejdud @.88 1.00 0.94 29
matemaatikadppejodud 0.00 0.00 0.00 7
meditsiinitehnika insener @0.74 0.56 0.64 25
meditsiinidppejodud 0.00 0.00 0.00 7
mehhatroonikainsener 0.00 0.00 0.00 6
psihholoogiadppejodud 0.00 0.00 0.00 1
sotsioloog 0.00 0.00 0.00 2

arikorralduse dppejodud 1.00 .55 0.71 11
digusteaduse dppejodud ?.96 0.89 0.92 27
dkonomist 1.00 0.69 0.82 13

accuracy 0.86 626

macro avg 0.49 0.45 0.46 626

weighted avg 0.83 .86 0.83 626
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Joonis 5. Naive Bayes mudeli klassifitseerimisaruanne.

2. Logistiline regressioon saavutas hea tulemuse tapsusega 92% (vt. Joonis 6).

precision recall fl-score support

0.00 0.00 0.00 1

arhitektuuridppejoud 0.72 1.00 0.84 18
arvutiteadlane 0.00 0.00 0.00 1
arvutiteaduse 6ppejoud 0.84 0.98 0.91 129
automaatikainsener 0.90 0.94 0.92 48
biokeemik 0.96 1.00 0.98 45

ehitusinsener 0.98 1.00 0.99 92
elektromehaanikainsener 0.97 0.95 0.96 64
energiaseadmete insener 1.00 1.00 1.00 41
geoloog 1.00 1.00 1.00 31

haridusteaduste dppejoud 0.00 0.00 0.00 1
keskkonnateadlane 1.00 0.78 0.88 18
kommunikatsiooni d&ppejoud 0.00 0.00 0.00 1
kunstiteaduse oppejoud 0.00 0.00 0.00 3
linnaplaneerija 0.00 0.00 0.00 4
maateaduste 6ppejoud 0.00 0.00 0.00 1
majandusteaduse &ppejoud 0.91 1.00 0.95 29
matemaatikabppejoud 0.00 0.00 0.00 7
meditsiinitehnika insener 0.86 0.96 0.91 25
meditsiinidppejdud 1.00 0.29 0.44 7
mehhatroonikainsener 0.00 0.00 0.00 6
psiihholoogiadppejoud 0.00 0.00 0.00 1
sotsioloog 0.00 0.00 0.00 2

arikorralduse 6ppejoud 1.00 0.82 0.90 11
digusteaduse Gppejoud 1.00 1.00 1.00 27
okonomist 1.00 0.92 0.96 13

accuracy 0.92 626

macro avg 0.54 0.52 0.52 626

weighted avg 0.89 0.92 0.90 626

Joonis 6. Logistilise regressiooni mudeli klassifitseerimisaruanne.

1. EStBERT mudeli tdpsus on 93% (vt. Joonis 7).
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precision recall fl-score support

0.00 0.00 0.00 1

arhitektuuridppejoud 0.69 1.00 0.82 18
arvutiteadlane 0.00 0.00 0.00 1
arvutiteaduse dppejoud 0.93 0.96 0.94 129
automaatikainsener 0.91 0.83 0.87 48
biokeemik 1.00 1.00 1.00 45

ehitusinsener 1.00 1.00 1.00 92
elektromehaanikainsener 0.82 1.00 0.90 64
energiaseadmete insener 1.00 1.00 1.00 41
geoloog 1.00 1.00 1.00 31

haridusteaduste 6ppejoud 0.00 0.00 0.00 1
keskkonnateadlane 1.00 0.94 0.97 18
kommunikatsiooni &ppejdud 0.00 0.00 0.00 1
kunstiteaduse Oppejoud 0.00 0.00 0.00 3
linnaplaneerija 0.00 0.00 0.00 4
maateaduste Oppejoud 0.00 0.00 0.00 1
majandusteaduse dppejoud 1.00 1.00 1.00 29
matemaatikadppejoud 1.00 0.14 0.25 7
meditsiinitehnika insener 0.96 0.96 0.96 25
meditsiinidppejdud 0.88 1.00 0.93 7
mehhatroonikainsener 0.00 0.00 0.00 6
psihholoogiadppejodud 0.00 0.00 0.00 1
sotsioloog 0.00 0.00 0.00 2

arikorralduse dppejoud 1.00 1.00 1.00 11
0igusteaduse Oppejoud 1.00 1.00 1.00 27
6konomist 0.81 1.00 0.90 13

accuracy 0.93 626

macro avg 0.58 0.57 0.56 626

weighted avg 1 0.93 0.92 626

Joonis 7. EStBERT mudeli klassifitseerimisaruanne.

2. RNN mudel saavutas tdpsuse 94%, mis on parem sooritust kui mdnedel lihtsamatel

mudelitel (vt. Joonis 8).
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arhitektuuriéppejoud
arvutiteadlane
arvutiteaduse oppejoud
automaatikainsener
biokeemik

ehitusinsener
elektromehaanikainsener
energiaseadmete insener
geoloog

haridusteaduste Oppejodud
keskkonnateadlane
kommunikatsiooni dppejoud
kunstiteaduse oppejoud
linnaplaneerija
maateaduste 6ppejoud
majandusteaduse oppejoud
matemaatikadppejoud
meditsiinitehnika insener
meditsiinidppejoud
mehhatroonikainsener
psiihholoogiadppejdud
sotsioloog

arikorralduse oppejodud
8igusteaduse 6ppejodud
Okonomist

accuracy
macro avg
weighted avg

Joonis 8. RNN mudeli klassifitseerimisaruanne.

precision

[~

PRPRPROOSRPRPRPOFPeESOORPROFRPRe0e00R00S®

.00
.78
.00
.90
.90
.96
.98
.98
.98
.97

recall fl-score

[~
-

3. SVM saavutas tapsuse 95% (vt. Joonis 9).
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.00
.00
.00
.99
.98
.00
.00
.98
.00
.00

O FRPe0000000 0000000000000

[N

.00
.88
.00
.94
.94
.98
.99
.98
.99
.98
.00
.91
.00
.50
.00
.00
.97
.44
.91
.25
.50
.00
.00
.90
.00
.92

.94
.58
.92

support

1
18
1
129
48
45
92
64
41
31
1
18
1
3
4
1
29
7
25
7
6
1
2
11
27
13

626
626
626



precision recall fl-score support

0.00 0.00 0.00 1

arhitektuuriéppejdud 0.78 1.00 0.88 18
arvutiteadlane 0.00 0.00 0.00 1
arvutiteaduse 6ppejodud 0.95 0.95 0.95 129
automaatikainsener 0.89 0.98 0.93 48
biokeemik 0.96 1.00 0.98 45

ehitusinsener 1.00 1.00 1.00 92
elektromehaanikainsener @.95 0.98 0.97 64
energiaseadmete insener 1.00 1.00 1.00 41
geoloog 1.00 1.00 1.00 31

haridusteaduste 6ppejoéud 0.00 0.00 0.00 1
keskkonnateadlane 1.00 0.94 0.97 18
kommunikatsiooni éppejoud .00 0.00 0.00 1
kunstiteaduse odppejodud 1.00 0.67 0.80 3
linnaplaneerija 0.00 0.00 0.00 4
maateaduste 6ppejdud 0.00 0.00 0.00 1
majandusteaduse dppejdud 0.94 1.00 0.97 29
matemaatika6ppejoud 0.78 1.00 0.88 7
meditsiinitehnika insener 0.83 1.00 0.91 25
meditsiinidppejoud 1.00 0.29 0.44 7
mehhatroonikainsener 1.00 0.33 0.50 6
psiihholoogiadppejéud 0.00 0.00 0.00 1
sotsioloog 1.00 0.50 0.67 2

arikorralduse 6ppejdud 1.00 0.91 0.95 11
digusteaduse oppejodud 1.00 1.00 1.00 27
6konomist 1.00 0.92 0.96 13

accuracy 0.95 626

macro avg 0.70 0.63 0.64 626

weighted avg 0.94 0.95 0.94 626

Joonis 9. SVM mudeli klassifitseerimisaruanne.

4. GPT saavutas tapsuse 97%, olles parem kui mdned lihtsamad mudelid (vt. Joonis
10).
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precision recall fl-score  support

0.00 .00 0.00 1

arhitektuuridppejéud @.90 1.00 @.95 18
arvutiteadlane 0.00 0.00 0.00 1
arvutiteaduse dppejodud 0.92 1.00 0.96 129
automaatikainsener 0.98 0.98 0.98 48
biokeemik 1.00 1.00 1.00 45

ehitusinsener 1.00 1.00 1.00 92
elektromehaanikainsener 1.00 0.98 0.99 64
energiaseadmete insener 1.00 1.00 1.00 41
geoloog 1.00 1.00 1.00 31

haridusteaduste odppejdud 1.00 1.00 1.00 1
keskkonnateadlane 1.00 1.00 1.00 18
kommunikatsiooni &éppejodud @.50 1.00 @.67 1
kunstiteaduse 6ppejoud 1.00 0.67 0.80 3
linnaplaneerija 1.00 0.75 0.86 4
maateaduste Oppejdud 0.00 0.00 0.00 1
majandusteaduse odppejoud 1.00 1.00 1.00 29
matemaatikadppejobud 1.00 0.86 9.92 7
meditsiinitehnika insener 0.96 1.00 0.98 25
meditsiinidppejéud 1.00 1.00 1.00 7
mehhatroonikainsener 1.00 0.17 0.29 6
psihholoogiadppejdud 0.00 0.00 0.00 1
sotsioloog 0.00 0.00 0.00 2

arikorralduse dppejodud 1.00 1.00 1.00 11
digusteaduse Oppejdud 1.00 1.00 1.00 27
okonomist 1.00 1.00 1.00 13

accuracy 0.97 626

macro avg 0.78 @.75 @.75 626

weighted avg 0.97 0.97 0.97 626

Joonis 10. GPT mudeli klassifitseerimisaruanne.

5. Doc2Vec mudeli tapsus oli 99%, mis néitab selle tugevust dokumentide vaheliste

semantiliste seoste tabamisel (vt. Joonis 11).
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arhitektuuridppejoud
arvutiteadlane
arvutiteaduse oppejodud
automaatikainsener
biokeemik

ehitusinsener
elektromehaanikainsener
energiaseadmete insener
geoloog

haridusteaduste oppejodud
keskkonnateadlane
kommunikatsiooni éppejdud
kunstiteaduse oppejoud
linnaplaneerija
maateaduste Oppejodud
majandusteaduse dppejdud
matemaatikadppejoud
meditsiinitehnika insener
meditsiinidppejoud
mehhatroonikainsener

nan

psiihholoogiadppejdud
sotsioloog

arikorralduse dppejodud
0igusteaduse oOppejoud
6konomist

accuracy
macro avg
weighted avg

Joonis 11. Doc2Vec mudeli klassifitseerimisaruanne.

precision

S0 NO 000000000
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recall fl-score

0.00
0.94
1.00
1.00
1.00
1.00
1.00
0.98
1.00
0.97
1.00
1.00
1.00
1.00
1.00
1.00
1.00
1.00
0.96
1.00
1.00
0.00
1.00
1.00
1.00
1.00
1.00

0.92
0.99

0.00
0.97
1.00
1.00
1.00
1.00
1.00
0.99
1.00
0.98
1.00
1.00
1.00
1.00
0.80
1.00
1.00
1.00
0.98
1.00
0.92
0.00
1.00
1.00
1.00
1.00
1.00

0.99
0.91
0.99

6. Random Forest mudeli tdpsus on 100% (vt. Joonis 12).
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precision recall fl-score support

0.00 0.00 0.00 1

arhitektuuridppejoud 1.00 1.00 1.00 18
arvutiteadlane 1.00 1.00 1.00 1
arvutiteaduse odppejodud @.99 1.00 1.00 129
automaatikainsener 1.00 1.00 1.00 48
biokeemik 1.00 1.00 1.00 45

ehitusinsener 1.00 1.00 1.00 92
elektromehaanikainsener 1.00 1.00 1.00 64
energiaseadmete insener 1.00 1.00 1.00 41
geoloog 1.00 1.00 1.00 31

haridusteaduste dppejdud 1.00 1.00 1.00 1
keskkonnateadlane 1.00 1.00 1.00 18
kommunikatsiooni dppejodud 1.00 1.00 1.00 1
kunstiteaduse odppejodud 1.00 1.00 1.00 3
linnaplaneerija 1.00 1.00 1.00 4
maateaduste dppejodud 1.00 1.00 1.00 1
majandusteaduse dppejoud 1.00 1.00 1.00 29
matemaatikadppejdud 1.00 0.86 0.92 7
meditsiinitehnika insener 0.96 1.00 0.98 25
meditsiinidppejoud 1.00 1.00 1.00 7
mehhatroonikainsener 1.00 1.00 1.00 6
psihholoogiadppejoud 1.00 1.00 1.00 1
sotsioloog 1.00 1.00 1.00 2

arikorralduse odppejoud 1.00 1.00 1.00 11
oigusteaduse Oppejoud 1.00 1.00 1.00 27
6konomist 1.00 1.00 1.00 13

accuracy 1.00 626

macro avg 0.96 0.96 0.96 626

weighted avg 1.00 1.00 1.00 626

Joonis 12. Random Forest mudeli klassifitseerimisaruanne.

7. TF-IDF koos Cosine Similarity-ga mudeli tdpsus on ka 100% (vt. Joonis 13).
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precision recall fl-score support

0.00 0.00 0.00 1

arhitektuuriéppejoud 1.00 1.00 1.00 18
arvutiteadlane 1.00 1.00 1.00 1
arvutiteaduse dppejdud 0.99 1.00 1.00 129
automaatikainsener 1.00 1.00 1.00 48
biokeemik 1.00 1.00 1.00 45

ehitusinsener 1.00 1.00 1.00 92
elektromehaanikainsener 1.00 1.00 1.00 64
energiaseadmete insener 1.00 1.00 1.00 41
geoloog 1.00 1.00 1.00 31

haridusteaduste Oppejdud 1.00 1.00 1.00 1
keskkonnateadlane 1.00 1.00 1.00 18
kommunikatsiooni dppejodud 1.00 1.00 1.00 1
kunstiteaduse oppejoud 1.00 1.00 1.00 3
linnaplaneerija 1.00 1.00 1.00 4
maateaduste 6ppejoud 1.00 1.00 1.00 1
majandusteaduse &ppejdud 1.00 1.00 1.00 29
matemaatikadppejoud 1.00 0.86 0.92 7
meditsiinitehnika insener 0.96 1.00 0.98 25
meditsiinidppejoud 1.00 1.00 1.00 7
mehhatroonikainsener 1.00 1.00 1.00 6
psiihholoogiadppejoud 1.00 1.00 1.00 1
sotsioloog 1.00 1.00 1.00 2

arikorralduse 6ppejoud 1.00 1.00 1.00 11
6igusteaduse dppejdud 1.00 1.00 1.00 27
okonomist 1.00 1.00 1.00 13

accuracy 1.00 626

macro avg 0.96 0.96 0.96 626

weighted avg 1.00 1.00 1.00 626

Joonis 13. TF-IDF koos Cosine Similarity-ga mudeli klassifitseerimisaruanne.
Naive Bayes on kiire ja efektiivne tekstide klassifitseerimisel, eriti suure mahuga andmete
puhul. Kuid selle eeldus, et kbik tunnused on Uksteisest sdltumatud, ei pea sageli paika
tegelikus tekstianaltitisis. Tekstides on sdnade kontekst ja seosed véga olulised, mida
Naive Bayes ei suuda hasti modelleerida, mistdttu vdib see mudel jaada tapsuselt alla

keerukamatele mudelitele, mis arvestavad sdnade vahelisi seoseid ja konteksti [15].

Logistiline regressioon sobib hésti lihtsate klassifitseerimisulesannete jaoks, kuid selle
lineaarne olemus piirab selle vOimekust kasitleda mittelineaarseid ja keerukamaid
andmesuhteid. Ametite tuvastamine tekstide pdhjal nduab keerukamate semantiliste
suhete ja kontekstide mdistmist, mida logistiline regressioon ei suuda piisavalt hasti

modelleerida, mistdttu jaab selle tapsus alla keerukamatele mudelitele [15].

EStBERT, kuigi loodud spetsiaalselt eestikeelse teksti mdistmiseks ja tootlemiseks, ei

suutnud pakkuda oodatud tapsust ametite klassifitseerimisel. Stivadppe mudelid, nagu
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EStBERT, vajavad hésti toimimiseks suurt hulka treeningandmeid, mida k&esolevas t60s
ei ole. Keerulised ja spetsiifilised to60alased tekstid ndudsid stigavamat kontekstuaalset
mdistmist ja kohandatud treeningandmeid, mida olemasolev EStBERT mudel ei suutnud
piisavalt hasti katta [41].

RNN on mdeldud jarjestikuste andmete todtlemiseks, kus iga s6lm sdltub eelmistest. Need
nérvivorgud suudavad hésti kasitleda tekstide jarjestikuseid soltuvusi ja konteksti. RNN-
il on raskusi pikaajaliste s6ltuvuste késitlemisega, mis v@ib piirata nende vdimet tapselt

tuvastada keerulisi semantilisi suhteid pikemates tekstides [43].

SVM on tdhus keerukate klassifitseerimisiilesannete lahendamiseks, eriti véiksemate
andmekogumite puhul. Kuid nende arvutuslik keerukus ja ressursindudlikkus vdivad
piirata nende skaleeritavust suuremate ja keerukamate tekstide puhul. SVM vdib olla
vahem tbhus keerukate semantiliste seoste késitlemisel, mis on vajalikud tapseks ametite

tuvastamiseks [15].

GPT on vbimas keelemudel, mis on loodud keerulise teksti genereerimiseks ja
mdistmiseks. Selle Gldine fookus teksti genereerimisel tdhendab, et see vajab ulatuslikku
peenh&alestamist ning suurt hulka treeningandmeid, et kohanduda spetsiifiliste
Klassifitseerimisiilesannetega. Kuigi GPT-2, mis oli kasutatud mudeli loomiseks, suudab
mdista ja toota keerulist teksti, voib selle voime tépselt klassifitseerida ametid jaada alla
spetsialiseeritumatele mudelitele, mis on loodud just klassifitseerimistilesannete jaoks
[42].

Need piirangud selgitavad, miks EStBERT, Naive Bayes, logistiline regressioon, RNN,
SVM ja GPT-2 ei pruugi pakkuda sama taset tapsust ja usaldusvaarsust kui keerukamad
ja paremini kontekstuaalselt teadlikud mudelid, mis suudavad paremini mdista ja

kasitleda teksti sigavamat semantilist konteksti ja struktuuri.

Hindamistulemuste pdhjal valiti 16plikuks mudeliks jargmised mudelid, tuginedes nende
suureparasele sooritusele ja tdiendavatele tugevustele: Doc2Vec, Random Forest ning TF-
IDF koos Cosine Similarity-ga. Selline l1dahenemine tagab tugeva ja usaldusvaérse ametite
tuvastamise mudeli, mis suudab tbhusalt tblgendada ja analllsida eestikeelset

sisendteksti suure tdpsusega.
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3.3 Loplik mudel ja tulemuste valideerimine

Lopliku mudelina loodi koondmudel, mis on v@imeline tuvastama ametinimetusi eesti
keeles esitatud tekstisisendite pdhjal. Mudel kasutab kolme erinevat masindppemudelit:
Doc2Vec, Random Forest ning TF-IDF koos Cosine Similarity-ga. Igalks neist
mudelitest toob kaasa oma unikaalsed eelised ja tugevdab uldist ennustusvOimekust,

aidates saavutada korge tapsusega tulemusi.

Ldplik mudel tdotleb eesti keeles esitatud CV teksti, analtlisides nende semantilist sisu,
et tuvastada kdige sobivam ametinimetus ESCO klassifikatsioonist. Selle mudeli loomine
ja kasutamine vastab projekti peamisele eesmaérgile: tootada valja tdpne ja usaldusvaarne
ametite tuvastamise mudel, mida saab tulevikus kasutada riiklikes t06turuasutustes, et

parandada tdokohtade sobitamise protsessi.

Mudel saavutas tapsuse 100%, mis tdhendab, et kdik ennustused ESCO andmestikus olid
korrektsed. See kinnitab mudeli vdimekust tapselt Klassifitseerida ametinimetusi,
kasutades antud andmestikku. Klassifikatsiooniraportid nditasid, et mudel saavutas
tapsuse 1.00 kbigi ametinimetuste puhul. Need tulemused kinnitavad mudeli praktilist
rakendatavust ja usaldusvaarsust, pakkudes tugevat ja usaldusvadrset lahendust

ametinimetuste tuvastamiseks (vt. Joonis 14).
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precision recall fl-score support

IKT-uuringute valdkonna ndéustaja 1.00 1.00 1.00 1
analiltilise keemia spetsialist 1.00 1.00 1.00 1
arheoloog 1.00 1.00 1.00 1

bioloogia &ppejodud 1.00 1.00 1.00 1
biomeditsiinitehnika insener 1.00 1.00 1.00 1
ehitusinsener 1.00 1.00 1.00 1
energiaseadmete insener 1.00 1.00 1.00 1
geneetik 1.00 1.00 1.00 1

hambaarstiteaduse oppejoud 1.00 1.00 1.00 1
katsetamisinsener 1.00 1.00 1.00 1
keskkonnateadlane 1.00 1.00 1.00 1

kirjanduse dppejdud 1.00 1.00 1.00 1
kommunikatsiooni &ppejodud 1.00 1.00 1.00 1
kosmeetikakeemik 1.00 1.00 1.00 1

meditsiini erialadppejdud 1.00 1.00 1.00 1
meditsiinitehnika insener 1.00 1.00 1.00 1
metroloog 1.00 1.00 1.00 1

mineraloog 1.00 1.00 1.00 1

niidiskeelte oppejoud 1.00 1.00 1.00 1
psiihholoogiadppejoud 1.00 1.00 1.00 1
sotsiaaltdéd uurija 1.00 1.00 1.00 1
tehnikadppejodud 1.00 1.00 1.00 1

usuteadlane 1.00 1.00 1.00 1

lldarst 1.00 1.00 1.00 1

tilikooli teadusassistent 1.00 1.00 1.00 1
accuracy 1.00 25

macro avg 1.00 1.00 1.00 25

weighted avg 1.00 1.00 1.00 25

Joonis 14. Ldpliku koondmeetodi mudeli klassifitseerimisaruanne.
Loplik mudel vastab edukalt projekti eesmérkidele, olles valmis kasutamiseks t66- ja
koolitussoovituste tdpsuse suurendamiseks ning to6turu dinaamilistele vajadustele

vastamiseks.
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4 Kokkuvote

Ké&esoleva to60 peamine eesmaérk oli téotada vélja ametite tuvastamise mudel eestikeelse
sisendteksti pohjal. Projekti raames saavutati see eesmark edukalt, kasutades mitmeid
masindppe ja loomuliku keele to6tlemise tehnoloogiaid. Uus mudel suudab efektiivselt
tuvastada ESCO Kklassifikatsioonis loetletud ametite vasted, mis parandab todotsijate ja

to6pakkumiste sobitamist.

T66 kaigus katsetati erinevaid tehnoloogiaid ja keelemudeleid, et leida kbige sobivamad
lahendused eestikeelse teksti analiitisimiseks. Kdige paremad tulemused saavutati,
kasutades kombinatsiooni Doc2Vec, Random Forest ja TF-IDF koos Cosine Similarity-
ga mudelitest. Need mudelid tagasid tapse ja usaldusvéarse tulemuse, mis on Kriitilise

tahtsusega toosoovitussiisteemi jaoks.

Mudel suudab toodelda eestikeelseid elulookirjeldusi ning mé&arata nende pdhjal
sobivaim amet ESCO Kklassifikatsioonis. Mudeli tdpsus on testimisel osutunud kérgeks.
Andmekogumi pdhjal saavutati mudeli tdpsuseks 100%. See néitab mudeli tugevat

vOimet tuvastada ametid erinevate tekstide pdhjal, tagades usaldusvaarsed tulemused.

Edasised sammud selle t66 pdhjal véivad hélmata mudeli laiendamist ja tdiendamist, et
katta rohkem ameteid ja todvaldkondi. Kuigi kéesolev t66 keskendus teaduslikele
ametitele, voiks tulevikus laiendada mudelit ka teistele sektoritele. Lisaks voiks kaaluda
mudeli integreerimist riiklikesse to6turuasutuste siisteemidesse, nagu Eesti To6tukassa,

et pakkuda paremaid t00- ja koolitussoovitusi kasutajatele.

Samuti voiks uurida véimalusi mudeli tdiendamiseks, et see suudaks td6tada mitmekeelse
sisendtekstiga, mis vdimaldaks veelgi laiemat kasutusala. Lisaks vOiks kaaluda
taiendavate masindppe meetodite ja suvadppe mudelite integreerimist, et parandada

mudeli tdpsust ja uldist joudlust veelgi.

Ldpetuseks, t60 tulemuste valideerimine ja pidev jalgimine on oluline, et tagada mudeli
pusiv tdpsus ja usaldusvaarsus reaalsetes tootingimustes. See hdlmab ka kasutajate
tagasiside kogumist ja mudeli kohandamist vastavalt sellele, et vastata paremini to66turu

vajadustele ja kasutajate ootustele.
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