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Annotatsioon

Ké&esolev magistrito0 késitleb klassikalise Saaty AHP otsustusmudeli tundlikkuse
analliusi  k&igus I0pptulemuste  kindlushinnangute  arvutamist Monte Carlo
simulatsioonimeetodi abil, kasutades selle jaoks loodud XMCDA veebiteenuste standardi
pdhist rakendust. T66 kédigus uuritakse standardipdhise rakenduse loomise voimalikkust
ning kuidas tundlikkuse analliisi Monte Carlo tulemused erinevad klassikalise AHP

mudeli 16ppkaalude punkthinnangutest.

T6O esimeses pooles Kirjeldatakse dldiseid AHP meetodi ning tundlikkuse analtdsi
teostamise teooriaid. Lisaks, kasitletakse Decision Deck initsiatiivi ning nende poolt
kirjeldatud XMCDA standardit, mis vGimaldab luua AHP struktuuriga teenuseid. T66
teises pooles luuakse realisatsioon, mis teostab AHP mudeli arvutusi ning Monte Carlo

meetodi pdhist tundlikkuse analtlsi ning hinnatakse muudatuste maju.

T66 tulemusena on loodud XMCDA standardit jargiv AHP naidismudel ning Java
rakendus mis arvutab selle pealt I6pptulemused ning teostab nende peal automaatselt
tundlikkuse analuitisi. On kirjeldatud Monte Carlo meetodi pohise tundlikkuse analtiiisi
tulemuste erinevused klassikalise AHP mudeli tulemustest ning uue lahenemise eelised

ja puudused.

LOputdd on kirjutatud eesti keeles ning sisaldab teksti 61 lehekdiljel, 6 peatlikki, 26
joonist, 13 tabelit.



Abstract
The Development of an AHP Sensitivity Analysis Application
based on the XMCDA 2.2.2 Standard

The master’s thesis is about improving the confidence level and interpretation of results
obtained from classical Saaty’s AHP decision model through Monte Carlo simulation
based sensitivity analysis, using an XMCDA web-service standard based application for
this. This work examines the possibilities of creating an application for AHP calculations

and how automatic sensitivity analysis will affect the model’s end results.

The first part of this work describes the theories behind Saaty’s AHP model usage and
sensitivity analysis reasons. Additionally, an overview of Decision Deck initiative and
their XMCDA web-service standard, which allows to create AHP calculation
applications, is given. In the second part of the work a software application which
performs AHP calculations and automatic sensitivity analysis is created and it’s effects

are analysed.

As a result of this work an XMCDA standard based AHP model and a Java application
which calculates classical AHP model results and performs automatic simulation based
sensitivity analysis on those results is created. The differences between the classical AHP
model results and the Monte Carlo sensitivity analysis results are analysed and an

overview of advantages and disadvantages of the new solution are given.

The thesis is in Estonian and contains 61 pages of text, 6 chapters, 26 figures, 13 tables.



Liihendite ja moistete sonastik

MCDM Multi-criteria decision-making,
operatsioonianallisi haru, mis tegeleb
kriteeriumite hulga hindamisega
otsustustegevuses

MCDA Multi-criteria decision analysis, vaata
MCDM

AHP meetod Analudtiliste hierarhiate meetod (Analytic
Hierarchy Process)

AHP mudel Mudel, mis koosneb algelemendist (Goal),
kriteeriumite hierarhiast (Criteria) ja
alternatiividest mille vahel otsust tehakse.

ANP Analudtiline vorkmudeli protsess (Analytic
Network Process)

Kriteerium Tervikprobleemi osa, tegur AHP mudelis

Alternatiiv Uks valikutest mille vahel otsust tehakse

Kooskdlaindeks

Néitab paaritiste vordluste maatriksi
kooskdla taset

Paaritised vordlused

(ingl.k pairwise comparison), kahe elemendi
omavaheline vordlus mingi teise elemendi
suhtes ning selle phjal hinnangu andmine

Saaty skaala

AHP mudeli juures kasutatav skaala
1/9...1...9

JAMA Java Matrix Package, lineaaralgebra pakett
Java jaoks
Fuzzy AHP Hégus AHP meetod

Monte Carlo meetod

Matemaatiline algoritm simulatsioonide labi
viimiseks

MC

Monte Carlo, vt. Monte Carlo meetod

XMCDA

Andmestandard

Decision Deck

Projekt vabavaraliste MCDA rakenduste ja
teenuste arendamiseks

DD

Decision Deck




JAR

Java ARchive, faili formaat java projektide
jaoks

Power lteration

Algoritm maatriksi omavaartuse ja vektori
arvutamiseks

Shapiro-Wilk normaalsustest

Statistiline meetod kontrollimaks kas
andmehulk on normaaljaotusega

Element

Mudeli osa, Uldine nimetus alternatiivide ja
kriteeriumite kohta

Tundlikkuse analtits

(ingl.k sensitivity analysis), AHP meetodi
puhul nditab kuidas ihe vGi mitme
kriteeriumi osakaalu muutmine mdjutab
meetodi 18pptulemust

Tundlikkuse ristanaltitis

(ingl. k Tradeoff analysis), tiks tundlikkuse
analudsi voimalustest

Tundlikkusekordaja

Kasutatakse tundlikkuse analliisis, néitab
kuidas peab analliisitavate elementide
vahelisi kaale muutma, et 18pptulemus
muutuks.

Paremuse kindlushinnang

Statistiline hinnang (ihe alternatiivi paremuse
kohta teise suhtes

Veakordaja

Kasutatakse paaritise maatriksi kdige
ebakindlamate vordluste leidmiseks.
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1 Sissejuhatus

Magistritod on kirjutatud teemal ,,XMCDA 2.2.2 standardi pdhise AHP rakenduse
loomine ja tulemuste tundlikkuse analtitis“. Teema valiti kuna autor soovib uurida kas
tavaparase AHP mudeli poolt tagastatud tulemustele oleks vGimalik teostada automaatset
tulemuste tundlikkuse analtiisi ilma, et I6ppkasutajal oleks vaja sellest detailseid teadmisi
vOi spetsiaalset tarkvara ehk muuta AHP arvutuse kaigus tagastatud tulemuste saamist

lihtsamaks ja nende t6lgendamist kindlamaks.

Antud peatiikis tutvustatakse magistrito6 tausta ning tlesande pustitust. Selgitatakse miks
antud teema on oluline ning kirjeldatakse millise metoodikaga joutakse I6pptulemuseni.

LOpuks tehakse lthiulevaade t66 dokumendi struktuurist

1.1 Taust ja probleem

Klassikalise AHP mudeli 18pptulemuste pealt on raske teha jareldusi kas (ks alternatiiv
on teisest alternatiivist selgelt parem. Klassikalise AHP mudeli 16pptulemuseks on
alternatiivide kaalude vektor, kus igat alternatiivi iseloomustab Uks I6ppkaal. Analoogselt
uksiku punkthinnangu varieeruvuse télgendamisraskustega ei néita ka klassikalise AHP
mudeli 18ppkaalud varieeruvust. Ldpptulemuste varieeruvus on esitatav hagusa AHP
mudeli abil, aga hagusat AHP mudelit enamus otsustajatest (erinevatel pdhjustel)
tavaliselt ei kasuta. Osaliseks lahenduseks on klassikalise AHP mudeli tundlikkuse
anallius, aga pdhjalikku tundlikkuse analtitisi on ilma tarkvaralise toeta tavalisel otsustajal

raske labi viia.

1.2 Ulesandepstitus

Magistritd6 peamiseks eesmargiks on uurida AHP mudelite ning nende tulemustele
teostatava tundlikkuse analtlsi Uldiseid t66pohimdtteid ning sellele tuginedes
konkreetselt XMCDA standardi poolt pakutatavate andmestruktuuride kasutamise
vOimalust uue teenuse loomisel mis voimaldaks kasutajal automaatselt sellist analtsi

teostada. Selline rakendus véhendaks Monte Carlo analiiisi pdhjal klassikalise AHP
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meetodi tulemuste ebakindlust ning lihtsustaks tundlikkuse analtlsi tegemist.
Eesmérgiks oleks Kklassikalise punkthinnangutega vektori asemel tagastada
I6pptulemustena statistiline kindlushinnang iga alternatiivi kohta. Samuti oleks see
kasutatav nende poolt, kellel ei ole teadmisi Monte Carlo meetodist vdi AHP tundlikkuse
analulsist. To6s antakse teoreetiline Ulevaade kuidas teostada tundlikkuse analudsi
Monte Carlo meetodi abil. LOpuks viiakse l&bi ndidisarvutus magistritdo jaoks loodud
AHP mudeli ning loodud rakenduse peal ning vorreldakse tulemusi teiste meetodide abil

saadud tulemustega.

Juhul kui see on vdimalik ja toetatud, siis t66 kdigus Uritatakse vahemalt alustada uurimist
selle kohta kuidas oleks voimalik ka ANP puhul XMCDA standardit kasutada ja MC

arvutusi teha.

TO0 eesmargid:
1. Uurida XMCDA standardi sobivust AHP mudeli arvutuste tegemise jaoks.

Sealhulgas uurida milliseid AHP mudelites vajalikke andmestruktuure see toetab.

2. Defineerida vajadusel AHP jaoks vajalikud puuduvad andmestruktuuri tdbid.
LOputdds keskendutakse AHP mudelitele, samas vdimalusel toetades ka ANP

mudelite funktsionaalsust.

3. Genereerida etteantud Saaty AHP mudeli andmete p&hjal selle mudeli kohta

Monte Carlo tundlikkuse analiiisi statistikat.

4. Arvutada Monte Carlo statistika pealt tdendosused, et (ks alternatiiv on teisest

alternatiivist parem.

1.3 Metoodika

Decision Deck initsiatiivi poolt loodud XMCDA standard pakub véimaluse luua MCDA-
pohiseid arvutusi tegevaid veebiteenuseid, mis jargiks uhtset Glesehitust ja defineeritud
sisendeid ja valjundeid. Antud t60s keskendutakse Saaty AHP mudeli arvutustele. Et
loodud sisendmudelist jouda tagastatud 18pptulemusteni on vaja luua uus rakendus mis
kasutaks XMCDA standardit labi Uldise skeemi jargimise sisendite ja valjundite
defineerimisel kui ka olemasoleva viite projekti laiendamise magistritéo rakenduse

loomisel.
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Eesmérkide saavutamiseks luuakse standardit jargiv nédidis AHP mudel, see antakse
sisendiks t60 kéigus loodud Java-pdhisele rakendusele ning tagastatakse I16pptulemus kas
XML vdi JSON formaadis. To6 I6puks hinnatakse ja analiiisitakse saadud tulemusi ning

nende sobivust Ulesandepstituse lahenduseks.

1.4 Ulevaade toost

Antud t66 koosneb 7-st peatiikist. Esimene peatlikk on sissejuhatus, mis annab (levaate

magistritdo probleemist ja eesmarkidest ning kasutatud metoodikast.

Teises peatiikis kirjeldatakse to0 teoreetilisi aluseid ja hupoteese. Tehakse tlevaade
MCDA teadusharust, selle alla kuuluvast AHP mudelist, mis on antud t60 keskseks osaks,
ning tundlikkuse analtdsist mida antud mudeli 18pptulemuste peal sooritatakse. Lisaks
kirjeldatakse Decision Deck initsiatiivi ning nende loodud XMCDA standardit. Viimaks,

esitatakse Ulevaade varasemalt samas valdkonnas tehtud to0dest.

Kolmandas peatlkis kirjeldatakse realisatsiooni jaoks kasutatud tehnoloogiaid.
Kirjeldatakse pdhjalikult XMCDA standardit ning olulisemaid andmestruktuure mida see
toetab, samuti tehakse Ulevaade teistest pakettidest mida kasutatakse arvutuste
tegemiseks. Lisaks, tehakse (ilevaade t60 tulemuste valideerimiseks loodud naidismudeli

loomisest.

Neljandas peatiikis kirjeldatakse konkreetse Java p@hise rakenduse loomist mis
magistritod eesmarke tédidaks ning vaadeldakse selle toimimise loogikat. Samuti
esitatakse Ulevaade rakenduse poolt tagastatud tulemustest, nende vordlusest ning
tundlikkuse analutsi sooritamisest. Peale selle uuritakse alternatiivseid Idhenemisi

sarnase probleemi lahendamiseks ja realisatsiooni teostamiseks.
Viiendas peatikis esitatakse jareldused realisatsiooni toimimise ja tulemuste pdhjal.
Kuuendas peatiikis esitatakse t60 kaigus selgunud edasiarendamise vdimalused.

Seitsmendas peatiikis tehakse kokkuvote kogu to0st.
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2 Too teoreetilised alused ja hiipoteesid

Jargnevas peatlkis antakse Ulevaade peamistest teoreetilistest alustest mida antud
magistritoos kasutatakse. Kirjeldatakse MCDA distsipliini ja selle alla kuuluvat AHP
mudelit, selle positiivseid ja negatiivseid kulgi ning alternatiivseid vdimalusi. Antakse
ulevaade tundlikkuse analliusist ning Decision Deck initsiatiivist mis vdimaldab MCDA
pohiseid veebiteenuseid luua. Viimaks uuritakse varasemalt seotud teemadel kirjutatud
toid.

2.1 MCDA

MCDA (Multi-criteria decision analysis) véi MCDM (Multi-criteria decision making) on
teadusharu, mis tegeleb otsustuste vastuvotmise ja sellega seotud algoritmide uurimisega
olukorras kus valiku tegemisel tuleb arvestada paljude erinevate kriteeriumitega. T00s
kasutatav AHP mudel on ks ndide selle distsipliini alla kuuluva meetodi kohta, kuid

peale selle on veel védga palju teisi valikuid.

MCDM Methods

ELECTRE PROMETHEE Grey theory

1zzy ARF | ToPSls

ool [ l

ELECTRE | ELECTRE Il ELECTRE IlI ELECTRE IV PROMETHEE | PROMETHEE II

Joonis 1. Ulevaade enamlevinud MCDM algoritmidest

Allikas: Aruldoss, Martin, T. Miranda Lakshmi, and V. Prasanna Venkatesan. "A Survey on Multi
Criteria Decision Making Methods and Its Applications."

Peamisteks huvigruppideks kellele MCDA-pdhised meetodid olid algselt suunatud
peetakse ettevotteid, kellel on vaja otsustuste tegemisel abivahendeid. Nagu nimest valja
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tuleb, siis MCDA algoritmid réhuvad kriteeriumitele ja enamasti kogu otsustusprotsess
toimub jagades lahendatava probleemi kriteeriumiteks ja alternatiivideks ning l&bi
kriteeriumitele olulisust méérava hinnangu (kaalu) andmise Uritatakse jouda sobivaima
lahenduseni. Tihti lahendatavatel probleemidel ei ole Uhte unikaalset parimat lahendust
ning 18pplahendust milleni tahetakse jouda vGib defineerida erineval viisil. Levinumad
eesméargid on - parima valiku leidmine ette mé&&ratud hulgast, teatud hulga parimate
valikute leidmine, alternatiivide grupeerimine kogumitesse jt. Joonisel 1. on toodud valja

ulevaade enimlevinud MCDA meetoditest [1].

2.2 AHP meetod

AHP ehk hierarhilise analliiisi meetod (Analytic Hierarchy Process) on Thomas L. Saaty
poolt 70.ndatel loodud meetod mille peamiseks eesmargiks on leida subjektiivsete
hinnangute alusel voimalikult objektiivne lahend mingile probleemile. AHP meetod
kuulub MCDA-pdhiste algoritmide gruppi.

Goal: Choose a Leader
1.000
Criteria: Experience Education Charisma Age
547 A27 270 .056
Alternatives: Tom Dick Harry
358 493 149

Joonis 2. Ulevaade AHP struktuurist

Allikas: ,,Analytic hierarchy process — leader example* [2]

AHP mudeli eesmargiks on jagada tiks suur probleem erinevateks kriteeriumiteks ehk

alamosadeks, mille pdhjal otsust teha, ja alternatiivideks, mille vahel 18ppvalikut teha.
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PAhimdtteks on see, et (ihe suure ja keerulise probleemi korral on raske parimat lahendust
leida vOi valida alternatiivide vahel, kuid kui probleem on jagatud osadeks, siis nende
osade hindamine ja omavaheline v@rdlus aitab kergemini 18pptulemuseni jéuda. Kogu
protsess on killaltki subjektiivne ja hinnangute andmine vdib pdhineda nii faktidel kui ka
hindaja isiklikul arvamusel. Mudeli loomine toimub iteratiivselt ning uue informatsiooni

avaldumisel vGib mudelit muuta ja téiustada.

AHP meetodina on puustruktuuriga (vt. joonis 2), mis algab tksikust algelemendist mille
jaoks otsust leitakse (néiteks: parima CMS tarkvara valik, parima liidri valik jms.) ning
selle all on kdigepealt erinevad kriteeriumid (kihiti) ning parast seda kdige viimasel kihil
alternatiivid mille vahel valikut tehakse. Igal kriteeriumil vOivad omakorda olla
alamkriteeriumid ehk mudel v6ib olla rohkem kui kolme tasandiline. Igal erineval Kihil
vOi erineva elemendi all olevaid kriteeriumeid v@rreldakse omavahel ja neile antakse
tdhtsuse hinnang (ksteise suhtes. Sama tehakse ka alternatiividega neile eelnevate
(Ghenduses olevate) kriteeriumite all. Selline paarikaupa vordlemine on subjektiivne ning
vOib tugineda nii konkreetsetele hinnangutele voi parameetritele (arvutil 8GB vs 16GB
malu), kui ka autori isiklikule tunde jargi hinnangule (auto turvalisus on olulisem Kkui
kiirus) [3].

Criteria |Experience] Educaion | Charizma

a=
[fa]
ih

Pricrity

Experience 1 4 3 7 0.547

Educaton | /4 1 13| 3 |0127

Charisma 1/3 3 1 5 0.270

Age 17 P3| 1/5 | 1 |0056

sum of Prionties  1.000
Inconsistency 0.044

Joonis 3. AHP pdhikriteeriumite vordlusmaatriks koos tahtsushinnangute ja kooskdlaindeksiga

Allikas: ,,Analytic hierarchy process — leader example* [2]
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Joonisel 3 on néidatud kuidas Joonis 2 mudeli puhul n&eb valja eesmérgi (ingl.k. Goal)
elemendi all olevate kriteeriumite omavaheline vordlemine. Mudeli definitsiooni poolt on
ettekirjutatud see, et hinnanguid antakse skaalal 1-9 (kus 1 on vordne ja 9 on
markimisvéaarselt parem teisest) ning kui ihele kriteeriumile antakse hinnang teise suhtes,
siis see teine saab automaatselt hinnanguks arvu pooérdvaartuse (joonis 3 pohjal, kui
Experience hinnang Age suhtes on 7, siis Age hinnang Experience suhtes on 1/7). Seda
skaalat kutsutakse Saaty skaalaks (vt. Lisa 2). Kui vorreldavaid kriteeriume voi
alternatiive on rohkem kui 2, siis arvutatakse vélja koosk6laindeks (mdnikord kutsutakse
ebakooskdlaks), mis peab jddma teatud piiridesse, et tulemus oleks aktsepteeritav (néiteks
kui A > B ja B > C, siis C > A puhul ei ole mudel kooskdlas, kooskdlaindeks ei ole
aktsepteeritav ning mudel ei sobi). Aktsepteeritavaks piiriks peetakse tavaliselt vahem
kui 0.1 vaartuseid. Peale kooskdlaindeksi arvutatakse iga maatriksi all vélja vorreldavate
elementide lokaalsed skoorid ning labi nende hiljem ka globaalsed skoorid (lokaalne
tdhendab, et alternatiivi hinnatakse isolatsioonis kogu mudelist ja valikud peavad kokku
andma 1 (naiteks LHV 0.35, Swedbank 0.33, SEB 0.32) ja globaalse skoori puhul
korrutatakse need arvud labi antud kriteeriumi osatahtsusega kogu mudelis (nditeks: kui
investeerimistasude osatéhtsus oleks 0.27, siis need samad pankade alternatiivid saavad
hinnanguteks vastavalt 0,0945, 0,0891 ja 0,0864)) [3].

Education| Tom | Dick | Harry |Priority

Tom 1 3 1/5 | 0.188

Dick 1/3 1 1/7 | 0.081

Harry 5 7 1 | 0.731

Sum of Priorties  1.000
Inconsistency 0.062

Joonis 4. Alternatiivide v8rdlusmaatriks koos tahtsushinnangute ja koosk8laindeksiga

Allikas: ,,Analytic hierarchy process — leader example* [2]

Kui iga kriteeriumi all on hinnangud olemas, siis nende tulemuste pealt arvutatakse
punkthinnangutega vektor, kus igal alternatiivil on kindel 16pphinnang (vt. joonis 5,
I6pphinnangute vektor on Goal tulbas)
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Priority with Respect to
Candidate |Experience| Education | Charisma Age Goal
Tom 0.119 0.024 0.201 0.015 0.358
Dick 0.392 0.010 0.052 0.038 0.492
Harry 0.036 0.093 0.017 0.004 0.149
Totals: 0.547 0127 0.270 0.056 1.000

Joonis 5. AHP mudeli 18pptulemused

Allikas: ,,Analytic hierarchy process — leader example* [2]

AHP on mdeldud tldotstarbelise meetodina ja selle puhul ei ole otsest piirangut kindla
ala suhtes ja see on véga laialdaselt kasutatav kuna probleeme on véimalik lihtsamateks
alamprobleemideks ja alternatiivide valikuks muuta olenemata valdkonnast [3].

2.3 Tundlikkuse analtius

Tundlikkuse analtts uurib kuidas mudeli valjundi tulemused on mdjutatud selle sama
mudeli sisendite ebakindluse poolt ehk tundlikkuse analliisi eesmérgiks on the mudeli
peal rakendada erinevaid eelduseid, muutes eelduste muudatuste pdhjal mudeli
parameetreid ning seeldbi vaadata kuidas tagastatud tulemused muutuvad ja uurida
milline m&ju on erinevatel muutujatel 16pptulemustele [4]. Teisisdnu uurib tundlikkuse
anallius kuidas mudelis vdi selle sisendites tehtavad muutused vdi selle vead mdjutavad
mudeli 18pptulemusi ning nende pealt tehtavaid jareldusi. Tundlikkuse analiilisi kohta

Oeldakse ka, et see on mis-siis-kui’ (ingl.k what-if) tutpi analliis [5].
Tundlikkuse analtiisi teostamisel voib olla erinevaid eesmérke, mdned neist [5]:
e Testida optimaalse 18pptulemuse stabiilsust

e Uurida millistes tingimustes optimaalne 16pplahend muutuks (millised on kdige

olulisemad muutujad, kriitilised véartused, millised lahendid ei ole sobilikud jne.)
e Saada parem Ulevaade kuidas mudeli valjundid on sisendite poolt mgjutatud
e Téiustada mudelit (tpsuse testimine, kalibreerimine, lihtsustamine jne.)

Eelneva eesmargiks on tagada, et mudel oleks vdimalikult stabiilne ja tulemused oleksid

piisavalt kindlad, et selle pealt saaks anda soovitusi voi votta vastu parimaid otsuseid.
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Kuna AHP puhul antakse tihti subjektiivseid hinnanguid paarikaupa vordlustena, siis vdib
seda mudelit Gleuldiselt pidada ligikaudseks ning seetdttu kasutatakse tulemuste
kontrollimiseks ja taiustamiseks tundlikkuse analtlsi tuge. AHP mudeli puhul nditab
tundlikkuse analliis kas mudel antud kujul on sobilik v6i on vajalik teha uus iteratsioon.
Otsustusmudeli koostamise eesmargi korral on pdhifookuseks mudeli testimine ja
haalestamine. Olemasolevate objektide peal kasutamise korral on AHP tundlikkuse
analliusi juures eesmargiks leida kBige tdendolisem hinnangu muudatuste kombinatsioon,
mis I6pptulemust muudab ja hinnata kui téendoline on selline muudatus [5] [6]. AHP
puhul kasutatakse tihti tundlikkuse analiitisi sooritamiseks visuaalset abivahendit (mudeli
uksikust elemendist s6ltuvat tundlikkuse graafikut), mis néitab kui palju on mudeli tihe
vaheelemendi (kriteeriumi) kaalu vaja muuta, et alternatiivide 18ppjarjestus muutuks,

juhul kui see on vdimalik.

Tundlikkuse analtlsi saab teostada erinevatel viisidel. AHP meetodi puhul on olemas
kolm peamist ldhenemist mida kasutatakse — tehniliste vigade analliis, hinnangute
kooskdla pdhine analtitis ning tundlikkuse ristanaltiis ehk sisuliste proportsionaalsuste
anallius. Esimesi kahte neist on vdimalik automatiseerida, kuid viimast peab hindaja

kasitsi labi viima.

Tundlikkuse ristanalus (ingl.k tradeoff analysis) [7] keskendub kahele I6ppelemendile
ja kahele vaheelemendile ning Uritab hinnata kas selliste 2x2 paaride proportsionaalsused
on paigas ehk kas sisulised proportsionaalsused on kirjeldatud ligikaudselt Gigesti.
Lihtsamalt tdhendab see, et vOrreldakse néiteks kahe alternatiivi 16pptulemuste pealt
kahte kriteeriumit ning hinnatakse kas nende suhe omavaheline suhe on paigas [8]. Antud

magistritdos kirjeldatud meetod on erinev ning keskendub hinnangute kooskdlale.

Uhe tundlikkuse analiitisi meetodi 1abi tegemine AHP meetodi ja selle tulemuste peal ei
kaota &ra vajadust teise kahe jargi ehk pérast antud t00s kasutatavat Monte Carlo
simulatsiooni péhist tundlikkuse analtitisi oleks 18plike tulemuste saamiseks vajalik l1&bi
viia ka teised kaks meetodit. Ei ole kindlaid ndudeid millises jarjestuses tundlikkuse
analulsi peaks sooritama, seega on vdimalik automatiseerida esimesed kaks lahenemist
ning viia kolmas pdrast saadud tulemusi labi, kuid on vdimalik neid teha ka teises

jarjestuses.
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2.3.1 Monte Carlo arvutus

Antud magistritoo eesmaérgiks on tundlikkuse analliiisi teha automaatselt tle kogu mudeli
(mudeli tksiku vaheelemendi visuaalse abivahendita), et kasutaja ei vajaks pohjalikke
teadmisi tundlikkuse analliusist ning, et see kajastuks kindlushinnangutena mudeli poolt

tagastatud I8pptulemustes. Selle jaoks kasutatakse t66s Monte Carlo simulatsiooni abi

Monte Carlo ehk juhusliku valimi mitmekordne simulatsioon on matemaatiline meetod,
mille eesmargiks on modelleerida erinevate tulemusteni jéudmise tdendosusi olukorras
kus sellist hinnangut on raske valja arvutada juhuslike muutujate olemasolu téttu. Monte
Carlo meetodi mudelid luuakse asendades simuleeritava meetodi ebakindlad véaartused
tdendosusjaotusest (nt. normaaljaotus) genereeritud vaartustega ning arvutades nende
uute vaartuste pdhjal iteratsiooni I6pptulemused. Selle protsessiga tehakse vaga suur arv
kordusi (nt. 1000-10000) ning igal korral salvestatakse simulatsiooni I6pptulemused ning
selle pdhjal tekib tdendosusjaotus voimalikest tulemustest, mille pealt saab arvutada
mingi kindla hinnanguni joudmise tdendosust. Monte Carlo simulatsioon Gtleb nii seda

mis vBib juhtuda, kui ka seda kui tdenédoline sellise tulemuseni jéudmine on [9].

Monte Carlo simulatsiooni on t66s kasutatud selle jaoks, et sooritada AHP meetodi
tulemuste peal automaatset tundlikkuse analtdsi ilma graafilise liidese ning
kasutajapoolsete arvutusteta, genereerides paarisvOrdluste maatriksite jaoks uued
normaaljaotuse pdhised juhuarvud ning arvutades nende abil uued iteratsiooni

I6ppkaalud.

Peatiikis 2.5 Seotud t66d on mainitud kuidas Monte Carlo simulatsiooni on varasemates
toddes AHP mudeli peal rakendatud ning mis olid selle meetodi kasutamise pdhjusteks ja

milliste jareldusteni jouti.

2.4 Decision Deck initsiatiiv

Decision Deck projekt on initsiatiiv, mille eesmargiks on arendada vabavaralist tarkvara
(veebiteenuseid), mis toetaksid MCDM algoritmide kasutamist tarkvaraliselt, et
lihtsustada nende kasutatavust ning muuta sellised algoritmid laialdasemalt
kattesaadavaks. Decision Deck eesmérgiks on muuta kdigi nende poolt loodud teenuste
kasutamist vdimalikult lihtsaks kuna nende kasutajad ei pruugi olla tarkvaraarendajad ega

omada antud valdkonnast teadmisi (vOivad olla teiste valdkondade teadlased, inimesed
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aladelt kus neid meetodeid saaks kasutada, kuid mis ei ndua tarkvara arendust jne). Et
soodustada veebiteenuste loomist on DD loonud XMCDA XML standardi, mida koik
teenused/meetodid peavad jargima. 2.0 versioon standardist lasti vélja 2009 aastal,
praegusel hetkel on see 3.0.2 juures mis avalikustati 2017 aastal ehk standardit
uuendatakse siiamaani aktiivselt. Decision Deck toetab vabavaraliste teenuste loomist
kdigi tarkvaraarendajate poolt juhul kui loodud programm tdidab esitatud nduded [10]

ning labib kontrolli nduetele.

2.5 Seotud t6od

Antud magistritoo eesmargiks on kindlat standardit jalgiva susteemi loomine, mis votaks
sisendiks AHP mudeli, arvutaks selle I16pptulemused ning teostaks nende peal tundlikkuse

anallisi Monte Carlo arvutuse meetodil.

Nii klassikalise AHP mudeli kasutamise kohta Uldiselt kui ka selle eri versioonide,
tundlikkuse analuiisi teostamise jms. on varasemalt avalikustatud mitmeid erinevaid tdid.
See peatlikk annab Ulevaate eelnevatest téodest kus on kasutatud AHP mudelit koos
Monte Carlo meetodil tundlikkuse analliisi arvutustega voi kus on vorreldud tavalist
AHP kasutamist Monte Carlo arvutusega AHP (MCAHP) kasutamisega. Samuti
uuritakse toid kus on kasutatud mdnda muud tundlikkuse analtiisi lahenemist koos AHP
mudeliga. Monte Carlo meetod on ks v6imalus kuidas teostada lihtsasti tundlikkuse
analliusi mudeli 18pptulemuste peal, mis teoreetiliselt annab suurema kindlusastmega
tulemuse kui tavaparane lahenemine. Teiseks kuna t60 fookus on luua susteem, mis
jargiks kindlat standardit, siis antakse tlevaade ka t66 jaoks valitud XMCDA standardit
kasitletavatest toodest. Viimaseks uuritakse toid kus on vorreldud tavalist AHP-d hégusa
(fuzzy) AHP-ga kuna seda vdib (heks alternatiivseks meetodiks Monte Carlo tundlikkuse

analliusi asemel pidada, kuid mis edaspidi ei ole selle magistritéd fookuses.

TTU-s on antud magistritdd kirjutamise hetkel raamatukogu digikogu otsingu jargi
Kirjutatud neli t66d, mis sisaldavad t60 pealkirjas marksdna AHP, millest tkski ei uuri
AHP tulemuste tapsust vOi sellele tehtavat tundlikkuse anallidisi. Siiski, antud teemaga
seonduva Oppeaine materjalides oli saadaval ks vanem magistritoé [11], mis uurib

sarnast valdkonda ning millest tehakse jargnevas alapeatiikis samuti tilevaade.
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2.5.1 Ulevaade

[12] Artiklis oli autorite eesmérk vdrrelda Monte Carlo pohist AHP meetodit (MCAHP)
klassikalise AHP meetodi tulemustega ning selgitada kas ja millisel hetkel tekib nende
vahel erinevus ja kas MCAHP meetodil on eeliseid tavaparase mudeli ees, et oleks
pohjust seda kasutada. T60s loodi algoritm, mis simuleeriks hindamise olukordi nii, et
oleks voimalik vorrelda neid kahte meetodit erineval tasemel ebakindluste puhul.
Autorite hinnangul oli see kirjutamise hetkel esimene t66, mis vordles nende kahe
meetodi I6pptulemusi erineva astme ebakindluse all. Tulemusi valideeriti vorreldes
mudelite valjundeid varasemalt olemasolevate kindlalt usaldusvéarsete reitingutega
(antud juhul kasutati interneti blogide kohta kéivaid reitingud kuna nende kohta olid
vaidetavalt usaldusvaarsed tulemused teistest allikatest varasemalt olemas). Tulemustest
selgus, et vaiksema ebakindluse astme korral ei ole MCAHP-I ja klassikalisel AHP-I
statistiliselt olulist erinevust, kuid kui ebakindlus suureneb, siis MCAHP annab tdpsema
tulemuse. Lihtsamalt t4hendab see seda, et kui hindaja(d) annavad tapseid ja jarjepidevaid
hinnanguid, siis ei ole suurt erinevust kumba meetodit kasutada, kuid kuna kogu AHP
mudeli loomise protsess on véga subjektiivne, siis v@ib tihti tekkida olukord, kus
hinnangud ei ole tapsed ega jarjepidavad ning MCAHP meetodi kasutamisel on pdhjus

olemas.

Teise punktina mainiti samas t66s [12] ka AHP mudeli statistilise t6lgendamise
puudumist ehk kui kaks I6pptulemust on véga lahedal Uksteisele, siis see ei valjendu
I6pptulemustes mida on vdimalik MCAHP kasutamisega lahendada ja mis on ka antud
magistritoo tks eesmarkidest, lisada tulemustele juurde statistiline hinnang kui palju tiks

alternatiiv on teisest parem.

T60s [12] on viidatud vahemalt 5-le teisele artiklile, kus kasutati MCAHP meetodit, mis
ei ole vabalt kattesaadavad, kuid teadusartiklis [12] on valja toodud I6ppjareldused nende
kohta, milles korratakse vaidet, et juhul kui ebakindlus eksisteerib, siis on soovitatav
kasutada MCAHP meetodit klassikalise mudeli ees.

[13] Artiklis uuriti MCAHP meetodi rakendamist reaalselt eksisteerivas olukorras, et
parandada ettevotte kilastajate rahulolu. Antud artikkel ei vdrrelnud AHP tulemusi
MCAHP meetodi tulemustega, kuid selles vorreldi tulemusi varasemalt tehtud
uuringutega, mis olid kasutanud lineaarregressiooni ja statistilist analliusi, et

I6pptulemusteni ja jareldusteni jduda. On mainutud, et MCAHP meetodi kasuks otsustati
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kuna erinevate artiklite pdhjal see vahendab ebatdpsuste riski vorreldes tavaparase AHP
meetodiga. Sarnaselt eelmisele [12] artiklile mainitakse klassikalise AHP mudeli

tdendosuste puudumist, viidates ihele varasemale 2009 aastal kirjutatud artiklile.

Anrtiklis [13] koostati uuring hindajate seas, kelleks olid ettevotte kiilastajad, ning nende
vastuste pealt arvutati valja tulemused. Artikli [13] tulemuste jareldustest selgus, et
MCAHP kasutamine vorreldes varasemate uuringutega andis taielikult erinevad
I6pphinnangud (tikski hinnang varasematega ei kattunud), mis t6i nende jaoks vélja uue
perspektiivi ja vBimaluse selgitada vélja uusi alternatiive otsuste tegemisel ning hinnata

umber seniseid jareldusi ja eelduseid klientide rahulolu kohta.

[14] artikkel uuris MCAHP meetodi kasutamist tihe konkreetse Hiina riiki puudutava
juhtumiuurimise peal. Antud magistritod kontekstis ei oma see mille kohta [13] vdi [14]
artiklitest juhtumiuurimiste puhul vardlusi tehti otsest tahtsust kuna oluline on ainult AHP
kasutamine ning tulemuste tdpsus ja nende erinevus MCAHP tulemustest, mistdttu oli
selle t66 kdige olulisem osa see, et oli vorreldud Monte Carlo lahenemist ka klassikalise
AHP-ga ning leiti, et esimene meetod vahendas ebakindlust v@rreldes viimasega ning
seeldbi parandas otsustajate Uksmeelt 16pptulemustes. On oluline valja tuua, et [14]
artiklis kill kasutati veel lisaks muule algoritmi, mida nad kutsusid PERT-ks, mis vdis
mdjutada MCAHP I8pptulemusi ja anda sellele eelise, kuid mida antud 16putd6 kontekstis

kasutama ei hakata.

Nii [12], [13] kui ka [14] on valja toodud teineteisest erinevad moodused kuidas Monte
Carlo tundlikkuse analtiisi arvutusi AHP mudeli peal teostati. [14] t60 kasutas lisaks veel
arvutust, mida nad nimetasid PERT algoritmiks, kuid mida antud magistrit6os ei kasutata.
[13] on Monte Carlo arvutused tehtud Ule erinevate otsustajate, aga antud t66s on ette
néhtud, et seda tehakse esialgu Uksiku otsustaja tasemel. Hilisemalt ei ole valistatud
grupiotsustuse lisamine, kuid Monte Carlo tundlikkuse analtilis jadb alati tiksiku otsustaja

tasemele.

Punktis 2.5 on mainitud, et ka TTU-s on Kirjutatud (iks antud t66ga seotud teemat kasitlev
magistritd6 [11]. Mainitud td0 uuris kuidas parandada voi lihtsustada AHP meetodile ja
selle mudelitele tehtavat tundlikkuse analtlsi. T66s on vélja toodud kaks peamist
probleemi mis tundlikkuse analiiiisi korral esile vdivad kerkida — alternatiivide

eemaldamisel mudelist voisid allesjadnud alternatiivid kohad vahetada ilma mudelis
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muudatusi tegemata ning tlevaate puudumine Kriteeriumite tasemel koosk&ladest. T60s
keskenduti peamiselt kohavahetuse probleemi lahendamisele téiustades elementide
arvutuskdiku ning luues vaated, mis otsustajad abistaksid hindamisel. Vorreldes selle
tooga ei sisaldanud mainitud t66 Monte Carlo simulatsiooni ning keskendus pigem
tehniliste vigade analliisile samas kui see t60 uurib pigem hinnangute koosk6lapohiseid
vigasid ning sellega seotud tundlikkuse analtitsi (vt. peatiikk 2.3). Arvestades eelnevalt
mainitud kolme erineva lahenemise vajalikkust I6pliku tundlikkuse analtlsi jaoks
(peatiikk 2.3) uritatakse nende kahe t6dga ara lahendada kaks tundlikkuse analiiUsi

variantidest.

[15] artikkel on seotud konkreetse MCDM standardiga mida antud t60s kasutatakse —
XMCDA standard - ning see on Kirjutatud kahe autori poolt, kes ka 18id selle standardi,
ning t6ds nad toovad valja motivatsiooni selle eksisteerimiseks ja kasutamiseks. Suur osa
toost kirjeldab baasttitipe mida XMCDA kasutab/vdimaldab kasutada. Viidatud t66 ei ole
seotud AHP ega MCAHP meetoditega vaid annab ainult tehnilise tlevaate skeemist mille
abil neid kirjeldada on vB8imalik, mis on antud magistrito6 ks eesmarkidest. Td0s on
Oeldud, et standard on aktiivses arendamisjargus ning eesmargiks on vdimaldada
enamikku MCDM pohiseid algoritme kasutada labi tihtse allika veebiteenustena, ilma, et

kasutaja oleks sunnitud erinevaid tarkvaralahendusi enda arvutisse laadima.

[16] on Inglismaa Ulikoolis Kirjutatud magistritod milles kirjeldatakse tihe olemasoleva
tahtsuse jarjekorra hindamise tooriista (PriEsT) taiendamist grupiotsustuse voimaluse
lisamisega. Ké&esoleva magistritédga on see seotud nii sellepoolest, et PriEsT otsustuste
aluseks on AHP meetod, kui ka sellepoolest, et t60s Uritatakse samuti rakendada XMCDA
standardit taienduste tegemisel, et pakkuda edasiarendatud lahendust veebiteenustena.
Peale selle vaidetakse [16] t60s, et AHP mudeli puhul on oluline sensitiivsusanallisi
teostamine, kuid t60 alapeatikis milles kirjeldatakse loodud lahenduse piiranguid
mainitakse, et autori poolt kirjutatud t66 raames tundlikkuse analtiiisi teostamist ei hakata
toetama kuna olemasolev sensitiivsusanaliiiisi meetod ei olnud sobilik XMCDA formaati
salvestamiseks. Samuti vaidetakse, et sensitiivsusanalttsi lisamine AHP-le vGib olla
oluline uurimisobjekt tulevikuks. Praegune (Kirjutatav) t66 kill ei kasuta ega toetu PriEsT
lahendusele thelgi moel nagu see t66 millele on viidatud, kuid ka see t66 kirjeldab
sarnaseid uurimissuundi ning teoreetiliselt vdib keskenduda uihele eelneva t66 puudusele/

edasiarenduse ettepanekule.
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Alternatiivsete lahenemistena Monte Carlo meetodi kasutamisele on pakutud ka he
vBimalusena hagusa (fuzzy) AHP meetodi kasutamist [17] [18]. Uhe erinevusena
klassikalise AHP-ga vOrreldes eemaldab hdgus AHP meetod I6pptulemustest koik
alternatiivid mida peetakse ebaoluliseks kdigi hindajate poolt [17]. [17] on vaidetud, et
eelnev on (ks pdhjustest miks teatud osa eksperte ei aktsepteeri selle meetodi tulemusi
ning on Oeldud, et just mdnede Euroopa teadlaste jaoks on hagusate kogumike teooria
kultuurilistel péhjustel raskemini aktsepteeritav/kasutatav, kuid nditeks Jaapanis killaltki
laialdaselt kasutatav. Teiseks, hdgusa AHP peal ei ole klassikalise AHP kindlusindeksi
kasutamine voimalik, seega klassikaline AHP ja hagus AHP ei ole otseselt samades
tingimustes vorreldavad/kasutatavad [17].

Praegusel hetkel on raske leida tdid, mis tegeleks otseselt sellist tlilipi Monte Carlo
sensitiivsusanalulsi mida praeguses t66s kasutada tahetakse kdrvutamisega hdgusa AHP
meetodi kasutamisega ning nende omavaheliste tulemuste vordlemistega, mistdttu on
keeruline vélja tuua he voi teise meetodi selgeid eeliseid 18pptulemustes teineteise ees.
Siiski eelmises paragrahvis vélja toodud erinevused ja hdgusa meetodi isedrasused ning
uletldine klassikalise mudeli suurem kasutatavus on pdhjused miks antud magistritoos
keskendutakse klassikalise mudeli poolt tagastatavate tulemsute tundlikkuse analiisi

uurimisele.

Negatiivsest kuljest on [12] artiklis Kirjeldatud erinevaid AHP mudeli puudujaake, nii
selliseid mis on Umberliikatud v6i millele on lahendus loodud, kui ka selliseid, mis on
aktuaalsed. VVaatamata sellele on nii selles samas t60s kui ka néiteks [13], [14], [18] jt.
t0odes néidatud, et mudel suudab leida erinevatel aladel rakendust.

2.5.2 Kokkuvote

Antud peatlkis anti levaade eelnevalt valdkonnas tehtud toddest. Esimesest artiklist
selguse, et juhul kui hinnangud on kullaltki kindlad ja jarjepidavad, siis MCAHP ei anna
klassikalise AHP ees eelist, kuid ebakindluse suurenemisel nende erinevused suurenevad
ning vorreldes usaldusvaarsete tulemustega teistest allikatest tagastab MCAHP meetod

tdpsemaid tulemusi.

Tuli vélja klassikalise AHP mudeli tdendosushinnangute puudumine I6pptulemustest, mis

ei anna kasutajale selget tlevaadet alternatiivide paremusest Uiksteise suhtes.
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Erinevates teadusttodes on kasutatud mitmeid erinevaid lahendusi kuidas Monte Carlo
arvutust kasutati tundlikkuse analtitsi tulemusteni jéudmiseni, mis v6ib hilisemalt anda

ka antud magistritdo jaoks néaiteid kuidas seda oleks kBige optimaalseim teha.

Antakse Ulevaade t66st milles kirjeldatakse standardit mida antud t66 kasutab ning ihest
magistritdost mis on seda varasemalt kasutanud ning kus on mainitud tulevikusuunana

sarnase eesmaérgiga lahenduse loomist.

Uuriti ka peamist meetodit mida voib alternatiivseks lahenemiseks pidada ning uldiseid
praeguses t00s kasutatava mudeli puuduseid, kuid jouti jarelduseni, et praegusel hetkel

on mudeli kasutamine p&hjendatud ja aktuaalne.
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3 Toos kasutatavad tehnoloogiad ning analiiiis

Jargnevas peatikis antakse Ulevaade t60 kéigus kasutatavatest tehnoloogiatest mis
voimaldavad luua rakenduse mille abil saab AHP mudelile tundlikkuse analliusi teostada.
Peamiseks fookuseks on XMCDA standard ja peamised andmestruktuurid mis on
vajalikud et magistritod rakendust oleks vdimalik luua.  Lisaks kirjeldatakse

naidismudelit mille peal hiljem arvutusi hakatakse teostama.

3.1 Toos kasutatavad tehnoloogiad

Alapeatikis kirjeldatakse rakenduse jaoks kasutatavaid tehnoloogiaid.

3.1.1 XMCDA standard

3.1.1.1 Ulevaade
XMCDA on andmestandard mille eesmargiks on vdimaldada Kkirjeldada MCDA
andmeelemente XML-formaadis jargides kindlat struktuuri. XMCDA on UMCDA-ML
instants, mis on Decision Deck-i poolt loodud universaalne modelleerimise keel mille

eesmargiks on aidata kaasa MCDA ja otsustustegevuste protsessidele [19].

XMCDA eesmargiks on lihtsustada erinevate MCDA algoritmide omavahelist suhtlust,
lihtsustada algoritmide kasutamist ning visuaalselt valjendada MCDA algoritmide

andmestruktuure labi tavaparaste vahendite nagu veebilehitsejad [15].

XMCDA standardi loomise aluseks oli 4 peamist pdhjust, mis avaldusid MCDA
algoritmide laialdasemal kasutusele vétmisel. Esimene pBhjus oli erinevate algoritmide
loomine eraldiseisvates tarkvaratoodetes ehk ei olnud Uhte keskset tarkvara mis kGike
vBimaldaks. Teiseks pdhjuseks olid raskused erinevate toodete kasutamisel kuna andmete
sisendstruktuurid olid erinevad. Kolmandaks, mitmed teadusartiklites avaldatud MCDA
algoritmide ei olnud hiljem ké&ttesaadavad ning viimaseks mitmed MCDA tdoriistad ei
olnud vabavaraliselt kattesaadavad. Lahenduseks alustati 2009. aastal XMCDA standardi

loomist

XMCDA on XML-p&hine skeem ning Decision Deck-i eesmargiks on MCDA algoritmid
luua selle pdhjal ning need hiljem veebiteenustena vabavaraliselt kéttesaadavaks teha.

Praegusel hetkel on XMCDA peamiseks sihiks sooritada vajalikud arvutussammud ning
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sisenditest jouda valjunditeni, see ei keskendu naiteks rollidele kes otsusega seotud on
[15].

Lisaks veebiteenustele on Decision Deck loonud ka tarkvara mis v@imaldab selliseid

teenuseid visualiseerida — Diviz [19].

Too kirjutamise hetkel oli ametlikuks XMCDA standardi versiooniks 2.2.2. Kuigi
versioon 3.0.1 oli juba vélja lastud, siis seda ei peetud veel tookorras olevaks versiooniks

ning seetGttu kasutati kogu t66 kdigus esimesena mainitud standardit [19].

3.1.1.2 Peamised vajalikud andmestruktuurid rakenduse jaoks
Magistritod eesmargiks on luua AHP arvutusi ja selle tagastatud tulemustele tehtavat
tundlikkuse analliusi sooritavat teenust. Kuna t60 Kkirjutamise hetkel ei olnud Decision
Deck XMCDA veebiteenuste listis [20] uhtegi teenust mis kasutaks sisemiselt AHP
mudeli struktuuri, siis oli t60 Uheks ndudeks uurida kas XMCDA v6imaldab sellist

teenust luua ning millised andmestruktuurid selle jaoks kasutatavad on.

Uurimise kdigus selgus, et to0 tegemisel ametlikult kasutusel oleva versiooni, 2.2.2, puhul
on vdimalik kirjeldada XMCDA pdhiselt teenuseid mis sooritavad AHP arvutusi. Selle
jaoks on vaja kasutada 8-t peamist XML tulpi (lisaks nende alamelemendid), millest
tehakse jargnevalt Glevaade. Visuaalne llevaade kuidas need andmetiibid on sisemiselt
omavahel seotud on néhtav Lisa 1-s.

Alternatives (alternatiivid) -

<alternatives>
<description>
<title>List of alternatives </title>
</description>
<alternative id="a01" name="Alternative1 name">
<description>
<comment>Description about alternative1 (e.g. name)</comment>
</description>
</alternative>
<alternative id="a02" name="Alternative2 name">
<description>
<comment>Description about alternative2 (e.g. name)</comment>
</description>
</alternative>
</alternatives>
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Alternatiivide tilp koosneb thest v6i mitmest Uksik alternatiivist (Alternative) ja selle
all kirjeldatakse ara kdik alternatiivid mille vahel otsust tehakse, samamoodi nagu seda
on eeldatud ka tavaparase AHP mudeli puhul. Antud skeemi puhul on oluline, kirjeldada
nii 1D, kuna seda kasutatakse sisemiselt maatriksite loomisel ja arvutuste tegemisel, kui
ka nimi, et kasutaja saaks l0pptulemustest aru milline variant 18pptulemustest on kdige

parem.
Alternatiivi tlubile viidatakse alternatiivide vordluste (alternativesComparisons) tidibist.
AlternativesComparisons (alternatiivide vordlused)—

<alternativesComparisons>
<description>
<comment>Alternatives comparisons are only done under criteria
elements connected with alternatives (last level before
alternatives)</comment>
</description>
<criterionlD>c4</criterionID>
<pairs>
<description><comment>Can be considered as alternatives matrix
pairwise comparisons under c4 criterion</comment></description>
<pair>
<description><comment>Comment regarding
pair</comment></description>
<initial>
<alternativelD>a01</alternativelD>
</initial>
<terminal>
<alternativelD>a02</alternativelD>
</terminal>
<value>
<real>3.0</real>
</value>
</pair>
<pair>
<initial><alternativelD>a03</alternativelD></initial>
<terminal><alternativelD>a04</alternativelD></terminal>
<value>
<real>3.0</real>
</value>
</pair>
</pairs>
</alternativesComparisons>
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Iga Uksiku alternatiivide vdrdluse ttdbi all kirjeldatakse kriteeriumi voi alamkriteeriumi
ID ja koigi alternatiivide paaritised vordlused selle kriteeriumi suhtes. Kriteerium millele
viidatakse peab mudelis olema viimasel tasandil enne alternatiividele viitamist (otsene
Uhendus kriteeriumi ja alternatiivide vahel). Iga alternatiivide vordluse tdbi all peab
kirjeldama kdigi vdimalike paari vordlused ning selliseid tutpe peab olema sama palju

kui on otseses alternatiividega Uhenduses olevaid kriteeriumeid.

Alternatiivide ID viitab eelnevalt Kkirjeldatud alternatiivide tudbi all Kkirjeldatud

alternatiivi ID-le ja peab olema tapne vaste sellega.

Loodava rakenduse puhul ei ole ndutud, et selle tuubi all peaks lisama vordlused
iseendaga voi poordelised vordlused (ehk kui Al vs A2 on olemas, siis A2 vs Al ei ole
vajalik) kuigi see on oluline AHP mudeli MxM maatriksite jaoks, sest neid arve on

vBimalik automaatselt genereerida.

Ideaalselt peaks vordluste hinnangud jargima Saaty skaala vaartuseid ehk hinnangud 1-9
ja poordelised hinnangud 1/9-1/1. Saaty skaala peamised defineeritud hinnangud ja

arvude vastavus sdnadele on ndidatud Lisa 2-s.
Alternatiivide vordluste tiilp ei vaja ID-d kuna sellele mujalt ei viidata.
AlternativesSets (alternatiivide kogumid)—

<alternativesSet id="AS">

<element>
<alternativelD>a01</alternativelD>

</element>

<element>
<alternativelD>a02</alternativelD>

</element>

<element>
<alternativelD>a03</alternativelD>

</element>

<element>
<alternativelD>a04</alternativelD>

</element>

</alternativesSet>
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Alternatiivide kogumi tup sisaldab endas koigi kirjeldatud alternatiivide ID-sid ja
iseenda ID-d, viidates alternatiividele l1&bi tGldise elemendi thtbi, mis on eraldi loodud iga

alternatiivi jaoks.

Alternatiivide kogumi tdpi kasutatakse hierarhia loomisel, et saaks kirjeldada millised

kriteeriumid on otseses seoses alternatiividega.
Criteria (kriteeriumid)—

<criteria>
<criterion id="c0" name="criterion name1"></criterion>
<criterion id="c1" name="criterion name2"></criterion>
<criterion id="c2" name="criterion name3"></criterion>
</criteria>

Kriteeriumite element koosneb mitmest tkskikust kriteeriumist. Igal kriteeriumil peab
olema ID ja nimi, et neile oleks voimalik viidata. Kriteeriumite idee on sama mis AHP
mudeli puhul ja siia alla kuuluvad nii kdik kriteeriumid kui ka kdik nende
alamkriteeriumid. Esimene element peaks olema eesmaérgi Kriteerium mida kasutatakse
hiljem mudeli tles ehitamise jaoks. Samuti peaks siin jargima Saaty AHP mudeli nduet,
et oleks olemas vahemalt 2 kriteeriumit mis tulemust mojutavad kuna véhemal juhul ei

ole alternatiive millegi all omavahel vérrelda.

Kriteeriumite elemendile viidatakse nii Kkriteeriumi kogumi kui kriteeriumi vordluste

elementidest.

31



CriteriaComparisons (kriteeriumite vordlused)—

<criteriaComparisons>
<description>
<comment>Criteria comparisons are done for child criteria elements
under the parent</comment>
</description>
<pairs>
<pair>
<initial>
<criterionIlD>c1</criterionID>
</initial>
<terminal>
<criterionlD>c2</criterionID>
</terminal>
<value>
<real>3.0</real>
</value>
</pair>
<pair>
<initial>
<criterionlD>c1</criterionID>
</initial>
<terminal>
<criterionlD>c3</criterionID>
</terminal>
<value>
<real>1.0</real>
</value>
</pair>
</pairs>
</criteriaComparisons>

Kriteeriumite vordluse element on sarnane alternatiivide vordluse elemendile ning see
sisaldab endas koiki Ohte kriteeriumite kogumisse kuuluvate kriteeriumite paaritisi
vordlusi ehk mudeli kirjeldamisel ei tohiks vorrelda kriteeriumeid mis ei kuulu samasse

kogumisse, mis tdhendab, et nad on erinevatel tasanditel ning pole vorreldavad.

Peamine erinevus alternatiivide vordluse elemendiga on see, et kriteeriumite vordluse all
saab kdik hinnangud Ghe komplekstidbi all &ra kirjeldada (k0ik kriteeriumite paarid tihe
CriteriaComparisons  tldbi all, alternatiivide puhul on wvaja luua mitu
AlternativesComparisons komplekstiipi selle jaoks). Kriteeriumitele viidatakse labi

nende ID.
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Samamoodi nagu alternatiivide puhul ei ole siin vaja lisada iseendaga ega poordelisi

vordluseid ning hinnangud peaksid jargima Saaty arvskaalat (Lisa 2).
Kriteeriumite vordluse elemendile ei viidata mujalt.
CriteriaSets (kriteeriumite kogumid)-

<criteriaSets>
<criteriaSet id="CS1">
<element>
<description>
<comment>Criteria under Goal element</comment>
</description>
<criterionID>c1</criterionID>
</element>
<element>
<criterionlD>c2</criterionID>
</element>
<element>
<criterionID>c3</criterionID>
</element>
</criteriaSet>
</criteriaSets>

Kriteeriumite kogumite all kirjeldatakse kdik samal tasandil olevad voi ihe kriteeriumi
alamkriteeriumiteks olevad kriteeriumid tUhtse kogumina. Kriteeriumitele viidatakse labi
nende ID, mis peab olema tépne vaste. Kriteeriumite kogumeid kasutatakse selle jaoks,
et oleks vdimalik defineerida mudeli tasandite jérjestus arvutuste jaoks. Uks alternatiiv ei

tohiks kuuluda rohkem kui tihte kogumisse.

Kriteeriumite kogumitele viidatakse hierarhia tiubist.
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Hierarchy (hierarhia)-

<hierarchy>
<node>
<description><comment>References to goal element. If goal element is
not explictly created then it can be left
empty</comment></description>
<criterionlD>c0</criterionID>
<node>
<criteriaSetID>CS1</criteriaSetID>
</node>
</node>
<node>
<criterionlD>c1</criterionID>
<node>
<criteriaSetID>CS2</criteriaSetID>
</node>
</node>

<node>
<criterionlD>c4</criterionID>
<node>
<alternativesSetID>AS</alternativesSetID>
</node>
</node>
</hierarchy>

Hierarhia element on védga oluline kuna see vBimaldab kirjeldada AHP mudeli jaoks
vajalikku puustruktuuri ning peaks teoreetiliselt vdimaldama ka vorkstruktuuri
kirjeldamist. Element koosneb sGlmpunktide (Node) elementidest, mis sisaldavad endas
kriteeriumi viidet ja jargmist s6lmpunkti elementi mille sees on kas alternatiivide kogumi
vOi kriteeriumite kogumi viide. Sellisel viisil on vdimalik kogu mudeli jarjestus

defineerida.

Hierarhia elemendile endale ei viidata mujalt, kuid seda kasutatakse rakenduse siseselt

viidete loomisel.
AlternativesMatrix (alternatiivide vaartused) —

Seda tliipi kasutatakse véljundite salvestamiseks ning see koosneb algsest alternatiivist
ja selle algse alternatiiviga seotud alternatiividest ning nende omavahelistest

kindlushinnangutest.
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3.1.2 XMCDA Java viite projekt

Selleks, et lihtsustada XMCDA standardi kasutamist on Decision Deck poolt loodud viite
projektid erinevatele programmeerimiskeeltele (Java, Python, R). Selles viiteprojektis on
objektidena/tiupidena defineeritud kdik peamised andmestruktuurid mis XML skeemiski
ja samuti on olemas vajalikud seosed. Peale andmestruktuuride defineerimise on olemas
erinevad tooriistad mis lihtsustavad uue projekti loomist, néiteks sisendite parsimine
(ingl.k parse) ja andmestruktuuridesse salvestamine ning véljundite automaatne

Kirjutamine failidesse.

T6os laiendatakse Java-pohist projekti, et kasutada voimalikult palju eelnevalt
defineeritud objekte ning andmestruktuure ja selleks, et kasutada standardset andmete

sisse lugemist ja kirjutamist.

3.1.3 Muud rakenduses kasutatud tehnoloogiad

Lisaks AHP mudelit kirjeldada véimaldavale XMCDA standardile ja Java viite projektile

on rakenduses kasutatud paari vabavaralist matemaatilisi arvutusi lihtsustavat teeki

3.1.31 JAMA
JAMA on lihtne lineaaralgebra pakett Java programmeerimiskeele jaoks ning selle

peamine kasutusala on maatrikstehete sooritamise jaoks vdimalikult lihtsalt [21].

Antud magistrito0 jaoks kasutatakse seda, et sooritada mdningaid maatrikarvutusi,

naiteks maatriksi omavaartuse leidmiseks.

3.1.3.2 Apache Commons Math
Apache poolt pakutav kergekaaluline teek mille eesmark on pakkuda funktsioone
enimlevinud statistika vdi matemaatika probleemide jaoks mis standardses Java

programmeerimiskeeles voi Commons Lang paketis ei ole saadaval [22].

To0s kasutatakse konkreetselt Apache Commons-math3 versiooni ning selle JAR fail on
lisatud projekti ressursside kausta. Teeki kasutatakse eesmargil genereerida juhuslikke
poordvardelisi jaotuseid Monte Carlo simulatsiooni arvutuste jaoks. Samuti kasutatakse
teeki I6pptulemuste pealt jarelduste tegemise jaoks vajalike normaaljaotuse pealt

tbendosuste arvutamise jaoks vajalike tehete jaoks.
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3.1.3.3 JDistlib
JDistlib on Java programmeerimise keele jaoks loodud vabavaraline matemaatiline
pakett, mille eesmargiks on v@imaldada sooritada arvutusi ja teste statistikaliste jaotuste
peal (normaaljaotus, binoomjaotus jne). Pakett on timbertdlge R programmeerimiskeelest

ning uldisel juhul pakub arvutustes samasugust tapsust [23].

Antud magistritdos on see vajalik, et Iopptulemuste tdlgendamisel testida kas tundlikkuse
kordajate pealt arvutatud standardskoori vaartused on normaaljaotusega voi mitte. Selle
jaoks tehakse kogu kogumi peal normaalsustest. Normaalsusteste on erinevaid ning ka
see pakett pakub suuremat osa enimlevinuid voimalusi, kuid artiklite [24] ja [25]
tulemustele tuginedes osutus valikuks Shapiro-Wilk normaalsustest kuna leitakse, et

sellel on parimad tulemused hinnangu andmisel.

3.2 Rakenduse jaoks loodud AHP mudel

Alapeattikis kirjeldatakse mudelit mis rakenduse sisendiks loodi ja mille peal tulemused

arvutatakse.

3.2.1 Ulevaade

Antud t60s loodava rakenduse ja selle tulemuste hindamise jaoks loodi néidis AHP
mudel, mis hinnanguliselt oleks piisava keerukusega, et katta &ra enam levinud
stsenaariumid mudeli ja arvutuste juures. Mudeli keerukuse hindamisel lahtuti nii
internetis enam levinud AHP mudelite naidetest, kui ka TTU-s sama teemaga seotud
ainest ning seal loodavate aineprojektide keskmisest keerukusest ja aineprojekti nduetest.
Naide t60s kasutatavast mudelist on Lisa-s 3.

Peamine ndue mudeli juures oli, et mudel koosneks rohkem kui kolmest tasandist ehk
alamkriteeriumite lisamine oleks toetatud kuna see on tavaparane néue AHP mudelite
juures. Alternatiivide arvul ei olnud kindlat nduet peale AHP eelduse, et alternatiive on 2
vOi enam. Paarikaupa hindamisel mdeldi piltlik olukord kus igal alternatiivil on omad

eelised ja puudused ning, et hinnangute 16pptulemused oleksid l&hedal (ksteisele.

Naidismudel ei ndita maksimaalse keerukusega vOimalikku mudelit. Kuna hierarhia
kirjeldamine on vdimalik I6pmatult ja skooride arvutamisel ei ole piirangut, siis peaks

tehniliselt olema toetatud ka palju stigavamate mudelite koostamine. Peamine mida peaks
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arvestama mudeli kasvu juures on see, et tundlikkuse analliisi teostamine on
eksponentsiaalse raskusastmega ning mudeli kasvades tuleb arvestada ka ajakasvu

suurenemisega.

3.2.2 Mudeli koostamine

Et rakendust kasutada on vaja kogu mudel kirjeldada XML-skeemina vastavalt XMCDA
skeemi nduetele. (Selle protsessi lihtsustamiseks I6ppkasutaja jaoks ja kasutatavuse
suurendamiseks esitatakse t66 16pus soovitusi visuaalse vahendi loomiseks, mis selle t60

automaatselt dra teeks labi graafilise kasutajaliidese).

Peatlikis 3.1.1.2 Peamised vajalikud andmestruktuurid rakenduse jaoks toodi valja koik
peamised XML tlubid mida on AHP mudeli jaoks vaja kasutada. Iga kirjeldatud tudbi
kohta on vajalik teha eraldiseisev fail. Kdik failid peavad eksisteerima, et tulemusi oleks
vOimalik arvutada. Samuti peavad koéik failid jargima XML skeemi ndudeid ning
sisaldama péises vajalikke viiteid ning faili sisu peab olema defineeritud XMCDA tlubi
sees. Jargnevalt on nditena esitatud taidetud CriteriaSets fail koos kdigi vajalike XML
Kirjeldustega

<?xml version="1.0" 7>
<xmc:XMCDA xmlns:xmc="http://www.decision-deck.org/2017/XMCDA-
2.2.2"
xmlns:xsi="http://www.w3.0rg/2001/XMLSchema-instance”
xsi:schemalocation="http://www.decision-deck.org/2017/XMCDA-2.2.2
http://www.decision-deck.org/xmcda/_downloads/XMCDA-2.2.2.xsd">

<criteriaSets>
<criteriaSet id="CS1">
<element>
<description>
<comment>Criteria under element1</comment>
</description>
<criterionIlD>c1</criterionID>
</element>
<element>
<criterionlD>c2</criterionID>
</element>
<element>
<criterionlD>c3</criterionID>
</element>
</criteriaSet>
<criteriaSet id="CS2">
<element>
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<description>
<comment>Criteria under element2 </comment>
</description>
<criterionlD>c4</criterionID>
</element>
<element>
<criterionlD>c5</criterionID>
</element>
</criteriaSet>
<criteriaSet id="CS3">
<element>
<description>
<comment> Criteria under element3</comment>
</description>
<criterionlD>c6</criterionID>
</element>
<element>
<criterionlD>c7</criterionID>
</element>
</criteriaSet>
<criteriaSet id="CS4">
<element>
<description>
<comment>Criteria under element4</comment>
</description>
<criterionlD>c8</criterionID>
</element>
<element>
<criterionlD>c9</criterionID>
</element>
</criteriaSet>
</criteriaSets>

</xmc:XMCDA>
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4 Realisatsiooni teostamine

Jargnevas peatiikis antakse (levaade magistritdd kaigus realiseeritud rakendusest.
Kirjeldatakse rakenduse toimimist, andmete sisendit ja valjundit, tksiku AHP mudeli
tulemuste arvutamist ning Monte Carlo simulatsiooni abil tundlikkuse analttsi mudeli
I6pptulemuste peal. Lisaks vorreldakse algseid ja tundlikkuse analttsi pdhiseid tulemusi
ning neid erinevusi. Peatliki 10pus uuritakse vGimalikke teistsuguseid lahenemisi
rakenduse loomiseks ja kas on teisi meetodeid mis vdimaldaks AHP tundlikkuse analtitsi

asemel tulemusi arvutada.

4.1 Rakendus

Antud magistritoés on loodud Java-pdhine konsoolirakendus, mis jargib eelnevalt
Kirjeldatud XMCDA standardit (vt. peatikk 3.1.1.) ning selle jaoks loodud Java viite
projekti (vt. peatiikk 3.1.2.). Joonisel 9 on esitatud loodud rakenduse klasside vahelised
seosed. Helekollase varviga (katkendlik joon, ilma mérketa) on esitatud sdltuvused
valistest pakettidest (vt. peatiikk 3.1.3). Rakendus voétab sisendiks standardi pdhjal
kirjeldatud XML failid, mille pdhjal luuakse rakenduse siseselt vajalik AHP struktuur ja
arvutatakse AHP mudeli I6pptulemused. Lisaks klassikalise AHP mudeli tulemuste
arvutamise voimaldab rakendus teostada Monte Carlo simulatsiooni pdhjal tundlikkuse
analliusi ning anda lisaks alternatiivide ldppkaalude hinnangutele ka alternatiivide
jarjestuse kindlushinnangud. LOpuks tagastatakse kdik tulemused XML ja ka JSON

failina. Kogu arvutuskaik on kirjeldatud jargmistes alapeatikkides.
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class AHP /

Apache
commons-math

EigenVector

InputsHandler (| &= ————
«use»

«use»
/ AN

|
|
\
|
|
" A
Main AHP MonteCarloCalculator

OutputsHandler Commons-10

;
v

org.json

Joonis 6. Rakenduse klasside vahelised seosed ja sdltuvused

4.1.1 Sisend ja andmete t66tlus

Luhitlevaade kuidas t66 jaoks loodud sisendmudel koostati on esitatud alapeatiikis (3.2)

Sisendite (ja véljundite) vélja votmisel (ja salvestamisel) on jargitud Decision Decki poolt
loodud néiteprojekti [26] loogikat, et jargida htset Iahenemist erinevate projektide vahel.
XMCDA Java viiteprojektis on olemas parser, mis eraldab automaatselt XML failidest
andmed ja jagab need Oigetesse andmestruktuuridesse (objektidesse). K&ik andmed on
algselt salvestatud Java veebiteenuste objektidena (JAXB) Ulksikus XMCDA Java
objektis, mida t60deldakse rakenduse poolt, et saada ainult arvutuste jaoks vajalikud
andmed ja seosed programmi jaoks. Samuti teostatakse kontrollid, et kasutaja on

sisestanud koik vajalikud andmed AHP mudeli jaoks. Rakenduse arvutuste tegemisel
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eelistatakse liste ja andmemassiive andmete tootlemisel objektide asemel seega parast
sisendite tootlemist kasutakse ka neid andmestruktuure.

Kui kbik andmed on kasutajapoolsest sisendist valja voetud ja labi toodeldud, siis need
salvestatakse (hisesse sisend (Input) Klassi (vt. Lisa 5), mis antakse hiljem

arvutusfunktsioone teostavale klassile sisendiks.

4.1.2 Uksiku mudeli tulemuste arvutamine

Eelnevas alapeatikis mainitud sisendi (Input) klass edastatakse AHP arvutusi tegevale
Klassile ja sealsetele funktsioonidele. Kogu AHP arvutuste osa saab jagada neljaks
peamiseks sammuks: alternatiivide ja kriteeriumite lokaalsete skooride leidmine ja nende
tulemuste pdhjal mdlemale globaalsete skooride leidmine.

Kdik lokaalsed skoorid leitakse Uksiku maatriksi pealt ja n.o. isolatsioonis ulejaanud
mudelist (18pptulemused maatriksi all annavad kokku vaartuseks 1) ehk need
I6pptulemused néitavad elementide suhet Uksteisesse selles vordluses, kuid ei nita veel
kogu téhtsust mudelis ega alternatiivide vordluse puhul nende I8ppjarjestust.

Tabel 1. Elementide lokaalsete skooride tabel

Elementl Element2 Element3 Ldpptulemused
Elementl 1 3 7 0,669
Element2 1/3 1 3 0,243
Element3 1/5 1/3 1 0,088

Maatriksite kaalud on arvutatud kasutades astme iteratsiooni meetodit. Algoritmi jaoks

kasutatakse varasemalt teiste autorite poolt tehtud vabavaralisi Java nditeid.

Kuna kriteeriumitel vdib ka alamkriteeriumeid olla, kuid alternatiividel ei saa
alamalternatiive olla, siis nende kahe globaalsete tulemuste tehniline pool erineb, kuid

idee on sama.

Alamkriteeriumite tulemusi arvutatakse rekursiivselt kuna ei ole teada kui mitu kihti
alamkriteeriumeid on algmudelis ning, et oleks vGimalik ka keerukamaid mudeleid
rakenduses kasutada. Et saada teada globaalsed skoorid tuleb kdik alamkriteeriumid

korrutada labi nende ulema elemendi skooriga, alustades mudeli kdige ulemisest ehk
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eesmargi punktist ja liikudes jarjest allapoole mudelis kuni ei ole enam (Uhtegi
alamkriteeriumit (naitlik struktuur on Lisa 1-s). Ko&ik alternatiividega tihenduses olevad
kriteeriumid peavad 16puks andma kokku vaartuseks 1. Jargneval skeemil on piltlik naide
kuidas Tabel 1 lokaalsetest skooridest arvutatakse globaalsed skoorid juhul kui tegemist
oleks alamkriteeriumite hinnangutega mille Glemkriteeriumi kaaluks kogu mudelis on
0,25.

0,669 0,167
0,243 x 0,25 = 0,061
0,088 0,022

Alternatiivide puhul ei pea arvestama mitme tasemega ning arvutuskaik on lihtsam, kuid
idee poolest tuleb samuti iga alternatiivi tulemused korrutada l&bi iga nendega vahetuses
uhenduses oleva kriteeriumi kaaluga. Liites iga alternatiivi kaalud eraldi kokku saadakse
vektor, kus on toodud valja alternatiivide 16plikud kaalud mudelis. Kaalud on esitatud

punkthinnangutena.

Tabel 2. Uksiku AHP arvutuse 16pphinnangud

Alternatiiv Ldpphinnang
Alternatiivl 0,333
Alternatiiv2 0,167
Alternatiiv3 0,500

4.1.3 Tundlikkuse analiitisi rakendamine Monte Carlo meetodi abil

Eelmises alapeatiikis kirjeldati kuidas joutakse kogu mudeli 16ppkaaludeni. Antud juhul
oli tegemist Uhe iteratsiooni I6ppkaaludega, mis on leitud samasel viisil nagu
enamlevinud AHP arvutusi pakkuvad rakendused voi lihtsad tabelarvutusprogrammid
seda voimaldavad. Kuna AHP on oma olemuselt ebakindlate sisenditega (hinnangutega),
siis el saa neid tulemusi téielikult usaldusvéérseks pidada ilma mingit tupi
usaldusvaarsus testi l&bi viimata. Enamasti on selle jaoks AHP puhul kasutusel
tundlikkuse analliiis, mis dritab vélja selgitada kas mudel praegusel kujul on sobilik voi

on vajalik uus iteratsioon teha ehk hinnangud timber muuta.
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Uheks klassikaliseks viisiks kuidas mudelile tundlikkuse analiiiisi saab teha on kasutades
graafilist liidest, mis nditab millisel hetkel osakaalude muutmisel muutub ka alternatiivide

jarjestus.

Analysis b
Composite Priorities  Sensitivity Analysis

Criteria
re——— 08
A —Audi A4 0504

1 Economy _
1 Driving Citroen Xant 0.501

1 Comfort 0.6 —0Opel Yectra 0.488
2 Expenses . VWY Passat 0.383
2 Price b

< y —-7’“——_—_—

Subcriteria 0.4

Economy

Comfort 0.2

0.00 | | 1.00
0.16 (0.38)

OK

Joonis 7. Kasitsi tundlikkuse analliiis Web-Hipre pdhjal.

Allikas: Web-Hipre Java applet, http://hipre.aalto.fi/

Eelneval pildil (joonis 10) on n&ha kaésitsi tundlikkuse analiiusi jaoks mdéeldud tooriista,
kuid see nduab parast hinnangute muudatuste vélja selgitamist seda, et arvutatakse
tundlikkuse kordajad [27], mille pbhjal anallilisitakse kas muudatus on téenéoline voi
mitte. Juhul kui on kahtlus, et muudatus on téendoline, siis katsetatakse muudatus algsete
paaritiste vordlushinnangute juures labi ning pérast seda antakse uuesti nende pealt
subjektiivsed hinnangud kas mudeli muudatus on oodatav voi mitte. Samuti on sellist
analulsi vaja teha iga kriteeriumi all. Loppkasutaja jaoks tdhendab see, et tal on vaja
teadmisi kuidas antud liidest kasutada ning kuidas selle pealt tundlikkuse kordajaid

arvutada ja hinnanguid anda ning uusi kaale paarisvordlustele leida.

uusOsakaal 1 — algneOsakaal

TundlikkuseKordaja =
undlikkuseKordaja 1_uusOsakaal* algneOsakaal
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Et muuta kogu protsess lihtsamaks tavakasutaja jaoks ning automatiseerida tundlikkuse
analliusi protsess sooritatakse antud t66s analtls kasutades Monte Carlo simulatsiooni
ehk Monte Carlo iteratsiooni I6pptulemused (alternatiivide jarjestused ja kaalud)
arvutatakse vélja suurel hulgal kordi ning 16puks leitakse selle pealt optimaalse lahendi

kindlusaste kasutades binoom- v0i normaaljaotus arvutusi.

Nagu peatukis 2.3.1 Monte Carlo arvutus on kirjeldatud siis Monte Carlo simulatsioon
tootab asendades igal iteratsioonil ebakindlust sisaldavad vérdlushinnangud
tdendosusjaotusest (enamasti normaaljaotus) valitud arvudega ning see l&bi arvutades
AHP mudeli uue tulemuse ning 16puks iga tksiku MC iteratsiooni I6pptulemused
naitavad Uhte vdimalikku lahendust. MC tulemuste pealt saab vélja selgitada kui
téendoline on mingi tulemuseni jéudmine vai antud juhul kui kindel on, et alternatiiv on

mingil Gheselt maaratud positsioonil paremusjarjestuses.

AHP mudeli puhul eksisteerib ebakindlus k&igis paarikaupa vordlustes kuna enamasti
need hinnangud on antud vahemalt osaliselt subjektiivselt. Seega sooritatakse t66s MC
simulatsioon asendades igal iteratsioonil kdigi paarikaupa vordluste vaartused uute
normaaljaotuse pdhjal genereeritud véartustega, kus normaaljaotuse keskvaartuseks on
algne vordlushinnang ja normaaljaotuse standardh&lbeks on antud vordlusmaatriksi

veakordajate hajuvuse pealt arvutatud standardhélve.
Uute paarikaupa vordluste hinnangute leidmine tihe kriteeriumi all:

1. Algses mudelis antud paarikaupa hinnangud (hinnangud on naidiseks)

Tabel 3. Vordlusmaatriksi algsed hinnangud

Element 1 Element 2 Element 3
Element 1 1.0 3.0 2.0
Element 2 1/3 1.0 1/2
Element 3 1/2 2.0 1.0
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2. lga maatriksi puhul leitakse hinnangute pdéhjal veakordajad (paremal pool

peadiagonaali olevate vaartuste pohjal).

Veakordajate leidmise valem tksiku vordlushinnangu kooskdlastamiseks [11]:

1

n = alternatiivi indeks

1

Prod(col(n - 1)) * Prod(row(n) = nValveerge)veerge -2

Tabel 4. Algsete hinnangute pealt leitud veakordajad

Element 1 Element 2 Element 3
Element 1 - 11 0.75
3
Element 2 - - 12
Element 3 - - -

3. Veakordajate peal kasutatakse logaritmi (antud néites naturaallogaritmi), sest

algse veakordajate suhteskaalal veakordajad ei jargi normaaljaotust.

Tabel 5. Veakordajate pealt kasutatakse logaritmi

Element 1 Element 2 Element 3
Element 1 - In1i In0.75
3
Element 2 - - In1
3
Element 3 - - -

Eelnenud tabeli (Tabel. 3) kdigi logaritmitud vaartuste pealt leitakse ka Uksikvaartusena

standardhélve, mida kasutatakse jargnevates arvutustes.
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4. Genereeritakse

juhuarvud

logaritmitud

veakordajate  normaaljaotusest.

Rakenduses kasutatakse selle jaoks Apache Commons-math funktsiooni

kumulatiivsest tdendosuse leidmiseks normaaljaotusest.

Tabel 6. Juhuarvude genereerimine Apache Commons-math paketi abil

Element1 | Element 2

Element 3

Element 1

Element 2

Element 3

5. Eelnevalt genereeritud juhuarvud korrutatakse labi standardhalbega mis leiti 3-

nda punkti tulemuste pealt.

Tabel 7. Juhuarvude ja standardhélbe abil uute MC pooljuhuslike logaritmitud veakordajate leidmine

Element1 | Element 2 Element 3
Element | - Rand * stDev Rand * stDev
1
Element | - - Rand * stDev
2
Element | - - -
3
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6. Korrutatud arvudele rakendatakse logaritmimise podrdtehet (antud ndites viiakse

e-astmeks), tulemuseks on uued MC pooljuhuslikud veakordajad.

Tabel 8. Pooljuhuslike MC logaritmitud veakordajate e-astmele viimine

Element1 | Element 2 Element 3

Element | - erand*stDev erand*stDev

1

Element | - - prandsstDev

2

Element | - - -

3

7. Uued paarikaupa hinnangud
Tabel 9. Uued paarikaupa hinnangud
Element 1 Element 2 Element 3

Element1 | 1.0 AlgneHinnang * erandsstbev AlgneHinnang * erandxstbev
Element2 | Podrdvaartus | 1.0 AlgneHinnang * erandxstbev
Element 3 | P6ordvaartus | Poordvaartus 1.0

LOpptulemuste pealt arvutatakse uued lokaalsed kaalud maatriksi tulemustele mida

kasutatakse globaalsete tulemuste leidmiseks. Protsessi labi viimine ja juhuarvude

genereerimine viib selleni, et iga Monte Carlo iteratsiooni I6pptulemusena saab teoorias

iga alternatiiv uue l8ppkaalu. Naide kuidas I8pptulemuste kaalud erinevad 18puks

Uksteisest on esitatud Lisa-s 4.

Kdigi iteratsiooni tulemuste pealt arvutatakse haaletustabel. Haéletustabel on MxM

maatriks kus on Kirjas koigi alternatiivide omavahelised tulemused ehk kui mitu korda

alternatiivid voitsid vOi kaotasid Uksteisele. Mida suurem on Uhe alternatiivi vditude arv

teise suhtes seda kindlamalt saab véita, et see alternatiiv on ka parem valik.
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Tabel 10. Monte Carlo tulemuste pealt loodud haaletustabel

Alternatiiv 1 Alternatiiv 2 Alternatiiv 3
Alternatiiv 1 0 555 675
Alternatiiv 2 445 0 808
Alternatiiv 3 325 192 0

Parima pingerea leidmiseks on v@imalik arvutada milline alternatiiv oli teise suhtes
rohkem vditnud ehk tuleb leida vahima riketega pingerida. Sellisel viisil, aga ei saa

hinnata alternatiivi paremust teise suhtes ehk ei oleks vdimalik anda kindlushinnangut.

Kindlushinnangu leidmiseks kahe alternatiivi vahel kasutatakse antud magistritoos kahte
lahendust: standardskoori ja binoomjaotuse abil hindamist. Lopptulemustes kajastatakse

ainult optimaalset lahendit.

Selleks, et teha kindlaks kumba viisi kasutada arvutatakse kahe vorreldava alternatiivi
kdigi MC iteratsioonide I8pptulemuste pealt tundlikkuse kordajad ning viiakse need
logaritmskaalale. Logaritmitud vaartuste peal tehakse normaalsustest ehk kontrollitakse
kas tegemist on normaaljaotusega. Alapeatiikis 3.1.3.4 on mainitud, et antud t60s
kasutatakse Shapiro-Wilk normaalsustesti labi JDistlib paketi selle jaoks. Normaalsuse
hindamise madraks on valitud testi statistiline vaartus (w) > 0.99 ja p-value > 0.05
vastavalt enamlevinud soovitustele [28] ehk kui need tingimused on téidetud, siis ei saa
Umber llikata véidet, et vaartused on normaaljaotusega. Juhul kui Shapiro-Wilk
normaalsustest néitab, et logaritmitud tundlikkuse kordaja vaartused on
normaaljaotusega, siis leitakse I8pptulemuste kindlushinnangud labi logaritmitud
tundlikkusekordajate standardskoorile (z-skoor) teisendamise ja sellelt jarelduste
tegemise meetodile. Logaritmitud tundlikkusekordajate standardskooridest moodustub

standard skaala (joonis 11).

Standardskoor néitab kui mitu standardhdlvet on vaadeldav arv kaugemal vaadeldavate
arvude keskvaartustest mille suhtes hinnangut antakse. See on kasulik kuna annab
vOimaluse arvutada valja punkti esinemise tbendosuse normaaljaotuses. Teiseks laseb see
meetod vOrrelda skoore mis parinevad erinevatest normaaljaotustest. Meetodi
kasutamiseks on vajalik teisendada koik vaadeldavad arvud standard arvudeks, et luua

standard normaaljaotus [29].
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To0s viiakse logaritmitud tundlikkusekordajad standardskoorile (z-skoorile) kasutades

tavaparast valemit

_hinnang — keskmine

standardHalve

, kus keskmise vaartuseks on logaritmitud tundlikkusekordajate keskmine ja hinnanguks

on uksik logaritmitud tundlikkusekordaja.

Normaaljaotuses punkti esinemise tdendosuse arvutamiseks on kasutatud t66s Apache
Commons-math3 NormalDistribution klassi cumulativeProbability(double meanValue)
funktsiooni. Initsialiseerides normaaljaotuse klassi kasutades selleks standardskooride
pealt arvutatud standardhdlvet ja keskmist vé&artust ning kasutades nimetatud funktsiooni
sisendina algsete logaritmitud tundlikkusekordajate keskmist véartust, saab tagastatud
tulemuseks standardhélvete pdhjal hinnangu mida kasutatakse selleks, et 6elda kui suure

tBenaosusega on uks alternatiiv teisest parem.

Kumulatiivse tdendosuse (cumulativeProbability) funktsioon toimib statistilise *68 95
99.7° reegli [30] pohimdottel, kus Uhe standardhédlbe kaugusele keskmisest jaab 68%
vadrtustest, kahe standardhédlbe kaugusele 95% vaartustest jne. Funktsioon vdtab
sisendiks standardhalbe véartuse ja arvutab selle pealt protsentuaalse véaartuse (paremuse

kindlushinnangu).

The
Normal
Distribution

Probability

Probability of Cases

n portions of the curve

Standard Deviations
From The Mean

Z Scores -4.0 -3.0 20 -1.0 0 +1.0 +20 +30 +4.0

T Scores

Joonis 8. Standard skaala (z-skaala)

Allikas: https://en.wikipedia.org/wiki/Standard_score#/media/File:The_Normal_Distribution.svg

49



Juhul kui Shapiro-Wilk normaalsustest nditab, et logaritmitud tundlikkuse kordaja
vadrtused ei ole normaaljaotusega leitakse I6pptulemuste kindlushinnangud

binoomjaotuse arvutuste abil.

Binoomjaotust kasutatakse ainult siis, kui nullhlipotees, et tegemist on normaaljaotusega
on Umber likatud ja ei saa kasutada normaaljaotust eeldavaid arvutusi. Binoomjaotus
arvutuste jaoks on to0s kasutatud Apache Commons-math paketi BinomialTest()
funktsiooni, milles edukateks tulemusteks on valitud selle alternatiivi tulemuste arv millel
oli neid teisest rohkem. Binoomkatsete siindmuse t6endosus on maaratud tasemel 0.5 ning

kasutatakse Uhepoolset (one-tail probability) usalduspiiri.

Tabel 11. Binoomkalkulaatori sisenditeks valitud parameetrid

BinomialTest(x,y, z,n)
X = Monte Carlo iteratsioonide arv
Y = Paremuste arv
Z = 0.5 (tBenéosus)
N = tihepoolne (one-tail)

Tulemusena tagastab selline binoomjaotuse p&hine arvutus samamoodi protsentuaalse
vadrtusena alternatiivide vahelise paremuse kindlushinnangu nagu seda tegi kirjeldatud

normaaljaotuse pdhine arvutus.

Kuna juhuslikud arvud on genereeritud normaaljaotusest ning kéik 18pptulemused on
seoses algsete paarikaupa vordlustega, siis selgus suurema osa arvutuste korral, et
logaritmitud tundlikkuse kordajad on normaaljaotusega ning binoomjaotuse p&hjal on

tulemusi vaja harva leida.

4.1.4 Valjund ja tulemuste tdlgendamine

Eelmises peatikis kirjeldatud tundlikkuse analtiiisi jarel tagastatakse kasutajale tulemid,
milles esitatakse alternatiivide vahelised paremused ning selle kindlushinnangud
vastavalt peatlki 4.1.3 statistilisele analutsile. Tulemused esitatakse nii standardipdhise
XML failina , kui ka JSON failina, et suurendada universaalsust arvestades mdlema
formaadi levikut ja Gldist laia kasutatavust. Tagastatud tulemusi on vdimalik rakendada

lihtsalt kasutajapoolseks edasiseks analtitisimiseks ja jéarelduste tegemiseks, aga on
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voimalik soovi korral edastada ka sisendiks monele teisele arvutusi tegevale rakendusele,
mis on Uheks Decision Deck-i eesmérgiks vastavalt eelmistele peatlikkide kirjeldustele
(vt. peatiikk 3.1.1.1).

{

"a02":[
{"a04":0.91857},
{"a03":0.65321}

])

"ael": [
{"a02":0.88249},
{"a04":0.9951},
{"a03":0.94312}

])

"ae3": [
{"a04":0.84171}

]

}

Joonis 9. JSON formaadis 18pptulemused

Joonis 12. peal on ndidatud JSON formaadis salvestatud I6pptulemused. Tulemused on
tagastatud sellise mdttega, et ndidata alternatiivi ID-d ning teiste alternatiivide ID-sid
millest see parem on ning rakenduse poolt arvutatud paremuste kindlushinnanguid. Antud
magistritod kaigus loodud rakendus valjastab statistilised kindlushinnangud, mille sisu
kirjeldus on jargnev: juhul kui alternatiiv 1 on parem kui alternatiiv 2 ning nendevaheline
kindlushinnang on 0.800, siis seda saab tdlgendada kui alternatiiv 1-e paremust neljal
juhul viiest, samas kui viiendal juhul v8ib osutada alternatiiv 2 paremaks valikuks. Juhul
kui rakendust kasutada klassikalisel moel ning tihekordseks tulemuste arvutamiseks ilma
tundlikkuse analiilisi sooritamata, on vOimalik esitada ka klassikalise AHP mudeli
I6ppkaalude punkthinnangud. Tulemuste pealt on ka néha, et 18puks tagastatakse kdik
alternatiivid mis on véhemalt Uhest teisest alternatiivist kindlushinnangu pdhjal tle
(Joonis 12, a04 j&ab kdigile teistele alla ja seda tlemelemendina ei esitata). Loplikult

hinnanguliselt parimaks alternatiiviks on objekt, millel on kdige rohkem alamelemente.
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4.2 Uksiku iteratsiooni ja tundlikkuse analiiusi kaudu saadud

tulemuste vordlus ja hinnang

Selles peattikis esitatakse tilevaade esmalt AHP mudeli I6ppkaaludest punkthinnangutena
rakenduses ning vordlus olemasoleva Web-Hipre rakenduse ja sealsete 16ppkaaludega.
Parast vordlust vaadatakse kuidas tundlikkuse analliis mdjutab 16pptulemusi ning selle
pealt tehtavaid jareldusi. Arvutuste tegemise jaoks loodi Lisa 3-s esitatud AHP mudel nii
XMCDA standardi p&hise skeemina uue rakenduse jaoks kui ka Web-Hipre rakenduses,

et kontrollida tulemeid (AHP mudeli I6ppkaalusid punkthinnangutena).

Uhekordse arvutamise I8pptulemusena saadi rakenduse valjastatud tulemiks AHP
klassikalise meetodi laadselt alternatiivide I6ppkaalude vektor (vt. joonis 13), milles on
esitatud alternatiivi ID ning sellele vastav punkthinnang. Tabelis on esitatud Gimardamata
kogu I8pphinnang.

Alternatiiv Punkthinnang
Alternatiivl 0.4118324127502424
Alternatiiv2 0.20959308943459218
Alternatiiv3 0.2244778052968966
Alternatiiv4 0.15409669251826874

Joonis 10. Rakenduse tihekordse labiarvutamise I16pptulemused ndite pGhjal
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Jargnevalt esitatakse Web-Hipre rakenduse poolt tagastatud tulemused (joonis 14).

Goal Segments Bars
1 School v| 1 Goal ~| |7 Alternatives v
0.412 0.210 0.224 0.154 B School
Alt 1 Alt 2 Alt 3 Alt4 v Show Values

Results as Text...

Joonis 11. Web-Hipres arvutatud tulemused

Vorreldes esimesi tulemusi Web-Hipre rakenduse poolt tagastatavate tulemitega sama
mudeli ja samade hinnangutega (vt. Lisa 3 ja Lisa 6) on ndha, et m6lema I6pptulemused
on peaaegu kattuvad. Suurimaks erinevuseks on arvude Umardusaste, Web-Hipre esitab

kuni 3 kohta pérast koma, kuid magistritd6 rakenduse puhul on ndidatud kogu arvu t&psus.

Jargnevalt esitatakse tundlikkuse analiisi tulemused sama meetodi ja kaalude pdhjal

(joonis 15). Esimeste tulemuste puhul tehti simulatsioon labi 10000 korda.

{
"a02":
[{"a@4":0.64499}],
"aol":
[{"a02":0.82319},{"a04":0.9031},{"a03":0.80494}],
"ae3":
[{"a©2":0.52718},{"a04":0.67003}]
}

Joonis 12. Simulatsiooni poolt tagastatud tulemused 10000 iteratsiooni korral

Tulemustest jareldub, et alternatiiv 4, mis sai kbige halvema tulemuse ei ole kunagi

suurema kindlushinnanguga kui 50% teistest parem ja seetdttu see IGpptulemustes
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pohielemendina ei kajastu. Samas, alternatiiv 2, mis oli teisena kdige ndrgema
tulemusega, on parem kui alternatiiv 4 65% juhtudest, mis néitab, et 35% juhtudest vdib
vordluses alternatiiv 2-ga alternatiiv 4 siiski olla parem valik Sama p&him®tet jargivad
rakenduse valjundis ka koik teised vordlused ning alternatiiv 1 mis oli selgelt kdige
tugevam valik Uhekordsetes hinnangutes on dle 90% kindlusega parem valik kui

alternatiiv 4.

Peale eelneva on naha ka, et alternatiiv 3-e hinnang alternatiiv 2 suhtes on 0,52718, mis
tdhendab, et umbes 52,7% juhtudest on esimene parem valik teise suhtes ehk, et need on
praktiliselt vordsed. See kajastub ka nende sarnases hinnangus alternatiiv 4-ja ning nende
ldhedases punkthinnangus (vastavalt 0,209 ja 0,225).

Antud juhul ei vahetunud alternatiivide jarjestus vdrreldes Uhekordsete

punkthinnangutega, kuid véga lahedaste hinnangute korral on see vdimalik.

Et vaadelda kas ja kuidas iteratsioonide arv mdjutab I6pptulemusi tehti sama protsess labi
ka 100 ja 1000 iteratsioonina. Tulemused on esitatud jargnevates tabelites.

Saja iteratsiooni puhul tagastatud tulemused on esitatud Joonisel 16.

{
"a02":
[{"a@4":0.62251}],
"aol":
[{"a02":0.84413},{"a04":0.90719},{"203":0.80693}],
"ae3":
[{"a®2":0.55762},{"a04":0.67617}]
}

Joonis 13. Simulatsiooni poolt tagastatud tulemused 100 iteratsiooni korral

Tuhande iteratsiooni puhul tagastatud tulemused on esitatud Joonisel 17.

{
"ae2":
[{"a@4":0.64312}],
"ael":
[{"a02":0.8281},{"a04":0.9055},{"a03":0.80543}],
"ae3":
[{"a02":0.53408},{"a04":0.67449}]
}

Joonis 14. Simulatsiooni poolt tagastatud tulemused 1000 iteratsiooni korral
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Tulemuste vdrdluses selgub, et kuigi antud mudeli puhul nditab juba 100 iteratsiooniga
simulatsioon killaltki ligildhedast tulemust vorreldes algselt esitatud 10k iteratsiooni l1&bi
teinud I6pptulemuseqga, siis iteratsioonide suurendamisel hakkas 16pptulemus koonduma
uhte punkti ning annab tédpsema tulemuse. Vordlustest saab jareldada, et lihtsamate
mudelite puhul mille alternatiivide jarjestused on kindlamad piisaks madalamast
simulatsiooni iteratsioonide arvust, et kullaltki tdpsed tulemused saada, kuid keerukamate
mudelite puhul, milles alternatiivide jérjestus on ebakindlam vd@ib olla vajalik tosta
simulatsiooni iteratsioonide arvu. Monte Carlo esialgsete tulemuste alamhulkade pealt
saaks automaatselt hinnata kui palju taiendavaid MC iteratsioone on vaja teha. Seda
antud 16putdos ei ole tehtud ja see jaab voimalike edasiste arenduste valdkonda.

4.3 Alternatiivsed meetodid ja tehnoloogiad realisatsiooni

koostamiseks

ToO Uheks algseks eesmargiks oli vélja selgitada millised veebiteenuste standardid
vOimaldaksid kirjeldada AHP struktuuriga teenust. Algseteks uurimisobjektideks olid
peale XMCDA standardi veel DMN [31] ning PMML [32] standardid. Siiski nende
standardite hindamisel selgus, et kumbki neist ei ole senistes versioonides mdeldud
MCDA probleemide lahendamiseks ning suure tdendosusega ei ole seda ka vB@imalik
nende abil toetada. DMN standardi lubavaks kuljeks oli Uldise objektide vahelise
struktuuri loomise vdimaldamine, kuid kogu protsess ise pdhines otsustustabelitel ning
puudusid vordlusmaatriksid. Teiseks peamiseks uurimisaluseks oli PMML standard,
mida kaaluti kuna see toetab palju erinevaid otsustusmudeleid, s.h. ka puustruktuuriga
mudeleid ja narvivorke, kuid uurimise kéigus oli kirjeldatud, et standard on md&eldud
andmekaeve probleemide lahendamiseks ning seda ei oleks saanud kerge vaevaga AHP
mudelite jaoks kohaldada. Seega XMCDA standard, mis on konkreetselt suunatud

MCDA probleemide lahendamiseks, osutus valituks, et lahendada t60s seatud eesmaérgid.

Vorreldes masindppe meetoditega erineb AHP ja tletldiselt MCDA algoritmid peamiselt
sellepoolest, et AHP puhul ei ole olemas suurt andmehulka varasemalt lahendatud
mudelitest ja probleemidest, mida saaks analtilisida masindppe algoritmide poolt, et siis
selle pealt parimat otsust vastu votta. Enk AHP meetodi puhul on tegemist (ihe otsustajaga
vOi otsustajate grupiga, kelle subjektiivsete hinnangute pealt on vajalik arvutada

voimalikult objektiivne I8pptulem, mille jaoks luuakse uus AHP mudel ja sisestatakse
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uued hinnangud. Samas masindppe meetodid vajavad suurel hulgal varasemaid andmeid,

et treenida mudelit ja siis hiljem seda kasutada.

Uheks alternatiiviks AHP mudelile ja selle tundlikkuse anallitsile on pakutud hagusa
(ingl.k fuzzy) AHP mudelit, mis siiski hinnanguliselt ei oma sarnast kasutatavust
klassikalisele AHP-le. Luhiulevaade hdgusa AHP meetodi vordlusest klassikalise AHP
meetodiga on esitatud peatukis 2.5.1. Artikli [33] tehtud uurimuses on mainitud, et kuigi
hagusat AHP-d on soovitatud varasemalt mitmetes teadusartiklites, siis ei ole esitatud
empiirilist tdendust, et sellel meetodil on eeliseid klassikalise AHP ees. Veelgi enam,
samas artiklis [33] esitatakse omapoolne t66 nende kahe mudeli vordluse kohta ning
antakse hinnang, et hdgusal AHP-I ei olnud olulisi eeliseid klassikalise mudeli ees juhul
kui paarikaupa vordlused olid antud piisavalt tépselt. Arvestades hagusate mudelite
keerukust kasutamisel voib see olla ka edaspidi pdhjuseks miks klassikaline AHP jaab

paremaks valikuks nende vahel.
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5 Realisatsiooni jidreldused

Peatiikis 4.2. Uksiku iteratsiooni ja tundlikkuse analiiiisi kaudu saadud tulemuste vrdlus
ja hinnang on esitatud tlevaade t66 kdigus loodud XMCDA standardi pdhise rakenduse
poolt tagastatud tulemustest, nende tulemuste vordlusest (ihe teise rakenduse tulemustega
ning tehtud tundlikkuse analttsi mdjudest I6pptulemustele. Kik tulemused arvutati Uihe

ja sama AHP mudeli pealt, mis loodi naidiseks magistritdo jaoks.

Mdlema rakenduse poolt tagastatud tulemuste vordluses selgub, et uue rakenduse
tulemused on véga ligildahedased nendele hinnangutele mida kasutati valideerimiseks ehk
uldine arvutuskédik on mdélemal sarnane ning uue rakenduse Uhekordse labiarvutamise
I6pptulemused on sobilikud ning edaspidi kasutatavad, et sooritada nende peal

tundlikkuse analisi.

Tundlikkuse anallius teostati Monte Carlo simulatsiooni abil genereerides iga iteratsiooni
korral normaaljaotusest juhuarvud, mille p&hjal uued I8pphinnangud arvutada.
Tundlikkuse analutsi 16pptulemused néitasid, et naditemudeli ning selle hinnangute korral
ei muutunud alternatiivide I6ppjarjestus péarast tundlikkuse analtilisi sooritamist, kuid
paranes l06pptulemuste loetavus, s.t. punkthinnangute asemel esitati kasutajale
normaaljaotuse poOhised statistilised tulemused, mille pealt on lihtsam jareldusi teha.
Tagastades I6pptulemustena kdigi alternatiividena omavahelise paremuse ning
kindlushinnangud oli vdimalik hinnata kdigi alternatiivide jarjestuse kindlusastet.

Lisaks, uuriti kuidas Monte Carlo simulatsiooni korral kasutaja poolt valitud
iteratsioonide arv mdjutab 18pptulemusi. Selgus, et kuigi juba véiksema arvu
iteratsioonide korral (néiteks: 100) vdivad tulemused olla sarnased suurema iteratsiooni
korral saadud tulemustele, siis iteratsiooni arvu suurendades (néiteks: 1000-10000)
toimub koondumine ja I6pphinnangud paranevad. See tdhendab, et vdiksemad iteratsiooni
arvud on teatud mééral kasutatavad ja paraneb ka rakenduse jéudlus, kuid keerukamate
mudelite ja selliste alternatiivide korral mis on véga ligilahedased Uksteisele ning

uledldiselt tapsete tulemuste saamiseks on iteratsioonide arvu suurendamine eelistatud.

Ldppkasutaja seisukohalt kadus uue rakenduse puhul vajadus selle jérgi, et kasutaja peaks
manuaalselt hakkama tundlikkuse analtisi tegema, mis tadhendab, et kasutajal ei ole

vajalik omada teadmisi sellest valdkonnast, et siiski saada parandatu tulemused rakendust
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kasutades. Hinnanguliselt paraneb I6ppkasutaja jaoks margatavalt ka aeg, kui ta oleks
kasitsi tundlikkuse analliisi sooritama hakanud kuna eemaldatakse vajadus arvutuste

labiviimiseks ja muudatuste anallitisimiseks.

Probleemseks kohaks kerkis vajadus kasitsi luua AHP mudel vastavalt XML standardile
kuna l6ppkasutaja ei pruugi teada standardi piiranguid ning uletldiselt on mitmete

erinevate standardi failide loomine aegandudev ja mitte kasutajasobralik.

Rakendus AHP mudeli arvutuste jaoks loodi XMCDA veebiteenuste standardi pohjal,
kuid peale selle uuriti algselt ka teisi v@imalusi ja standardeid. Peatikis 4.3. tehti
alternatiivsetest vOimalustest (levaade, milles selgitati, et valitud standard oli

optimaalseim lahendus magistritdos esitatud probleemi lahendamiseks.
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6 Edasiarendamise voimalused

Selles peatukis antakse tlevaade kuidas loodud rakendust saaks tdiustada ning millised
probleemid voivad praegu veel esineda.

Uheks suuremaks kitsaskohaks mida on mainitud ka varasemas peatiikis osutus XMCDA
standardi pdhise AHP mudeli loomise keerukus I6ppkasutaja jaoks. Kuna kogu
rakenduse poolt kasutatav AHP mudel tuleb kirjeldada XML failidena, siis see tdhendab,
et kuigi see on lihtsasti kasutatav veebiteenusena ning juhul kui on juba loodud failid
olemas, siis kasutaja peab vaga detailselt teadma XMCDA standardi néudeid, et ise uut
AHP mudelit luua. Kuigi on olemas abistavad skeemi valideerijad, siis et see oleks
lihtsasti kasutatav l6ppkasutaja jaoks oleks vaja luua graafiline kasutajaliides, mille
pohjal saaks kdik mudeli seosed ja paarikaupa vordlused &ra kirjeldada ning mille pohjal
luuakse ka vajalikud failid mudeli sisendiks. Selline lahendus voiks olla Uhenduses
XMCDA veebiteenusega.

Teiseks edasiarenduseks voiks olla ANP mudelite toetamine. Kuna XMCDA standard
toetab AHP-d ning voimaldab luua hierarhilisi seoseid elementide vahel, siis peaks olema
toetatud ka veidi keerulisem vdrgustruktuuriga ANP meetod, mis on samuti MCDA

meetodite alla kuuluv alternatiivide valiku meetod.

Lisaks, téiendavaks edasiarenduseks voiks olla grupiotsustuste vdimaluse lisamise
rakendusele, mis vajaks olemasoleva lahenduse taiendamist sellisel viisil, et tuvastada

erinevate otsustajate poolt antud hinnangud elementidele.
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Kokkuvote

Magistritod ,,XMCDA 2.2.2 standardi pdhise AHP rakenduse loomine ja tulemuste
tundlikkuse analiiiis*“ eesmérgiks oli klassikalise AHP mudeli tulemusi tagastava
rakenduse loomine ning sooritada selle poolt tagastatavate tulemuste peal automaatselt
tundlikkuse analliusi, et parandada klassikalise mudeli tulemuste kindlushinnanguid ja
vdhendada tletldist ebakindlust mudelis. Automaatselt tehtava tundlikkuse analGisi
eesmargiks oli eemaldada vajadus selle jargi, et kasutajal oleks pdhjalikud teadmised
tundlikkuse analutsi sooritamisest. Uuriti nii MCDA meetodite, AHP mudeli kui ka
tundlikkuse analutsi teooriaid. Et luua rakendust oli (iheks eesmaérgiks uurida erinevaid
veebiteenuste standardeid, mis seda vGimaldaksid, et hiljem oleks v8imalik rakendus teha
kattesaadavaks veebiteenusena. T66 tulemuste hindamiseks loodi uus Java-pohine
rakendus ja viidi arvutused labi loodud nadidismudeli peal. Algseid tulemusi vorreldi
valideerimiseks teise AHP rakenduse poolt tagastatud tulemustega. Tundlikkuse analtlsi
tulemusi vorreldi algsete tulemustega ning vorreldi nende erinevusi ning kuidas see

I6ppkasutajat mdjutab.

Magistritod kaigus selgus, et XMCDA andmestandard vdimaldab luua kdiki vajalikke
seoseid, et teha veebiteenuseid mis pakuvad AHP mudelite arvutuste tegemist. Leiti, et
tundlikkuse analiitisi tulemused parandasid tldist hinnangute tdlgendamise lihtsust ja
samas andsid selgema tlevaate 16pptulemuste kindlusastmest tiksteise suhtes.

Tood oleks vajalik edasi arendada kasutajamugavuse parandamise seisukohalt, luues
graafilise kasutajaliidese mis oleks tihenduses veebiteenusega ja vOimaldaks labi selle
koiki standardi pohiseid vajalikke faile luua. Samuti saaks t66s edasi uurida ANP

vOrkmudeli rakendamist ja arvutus meetodite lisamist.

T6O Uldine eesmark saavutati, loodi standardipShine rakendus, arvutuskéik oli
vOimaldatud ning tulemused valideeriti varasemate rakenduste tulemuste pdhjal.
Tundlikkuse analtitisi sooritamine oli vdimaldatud ning see ei vajanud pohjalikke
teadmisi I8ppkasutajalt. Samuti selgus kui palju ja kuidas Monte Carlo simulatsiooni
pohine tundlikkuse analliis méjutab AHP mudeli poolt tagastatud tulemusi.
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Summary

The purpose of this Document ,, The Development of an AHP Sensitivity Analysis
Application based on the XMCDA 2.2.2 Standard*, was to create a XMCDA web-service
standard based application that calculates the results of an AHP model and then
automatically perform sensitivity analysis on those results in order to estimate uncertainty
of the model and improve confidence rating of returned values by returning normal
distribution based confidence ratings instead of classical results. At the same time one of
the goals was to simplify the process of sensitivity analysis on AHP models by doing it
automatically through Monte Carlo simulation and removing the need from end-user to
have knowledge of that field, yet still get improved end results. In order to solve the goals
set for this thesis theories of MCDA methods in general, AHP method and AHP
sensitivity analysis methodology had to be investigated. For the created application
different web-service standards were examined and compared in order to find one that
could support necessary functions. In the end a Java based application was created that
performs the necessary Monte Carlo calculations and an example AHP model was created
in order to validate the results. An overview of differences between classical AHP results

and new Monte Carlo results that went through sensitivity analysis was done.

During the thesis work it was discovered that XMCDA standard is the most optimal one
for solving MCDA algorithm related problems that includes the AHP model. It was
concluded that the new returned results made it easier to interpret the final values and
gave a better overview of the confidence levels of different alternatives positions relative
to each other. For further improvements it is recommended to concentrate on the usability
of application regarding end-user side as a graphical user interface could improve the
process of creating a new AHP model which could be connected to the web-service side.
Additionally, it was noted that ANP model could also be supported by the standard, but

it would require creating an example model and adding calculation functions.

Overall, the objectives of the work were accomplished, a standard based application was
created, which was able to calculate both the classical AHP model results and also
perform sensitivity analysis on it, which didn’t require knowledge of the field from end-
user. Additionally, it was identified how much such kind of simulation based sensitivity

analysis affects the end results of an AHP model.
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Lisa 1 — XMCDA XML tiitipide omavaheline soltuvus

rakenduses

Joonisel on esitatud lihtsustatud tlevaade sellest kuidas standardipdhised XML tiidibid on
omavahel seotud, et luua programmisiseselt AHP struktuur.

Cheoose the best car Goal element

Cargo capacity Passenger

capacity

Joonis 15. XML tliipide omavaheliste seoste (ilevaade
1. CriteriaSets: Sisaldab 1-mitmele seoseid tlema alternatiivi ja selle alla kuuluvate

alternatiivide grupi vahel
2. AlternativesSets: Sisaldab thte kogumit kdikide alternatiivide 1D-dega

3. AlternativesComparisons: Viide alternatiivide kogumi (AlternativesSets) ja
sellega seoses oleva kriteeriumi ID vahel. Sisaldab kdki konkreetse kriteeriumi

pohiseid paarikaupa vordlusi alternatiivide vahel.
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4. CriteriaComparisons: Sisaldab kriteeriumite vahelisi paarikaupa vordluseid.

Ainult Ghte kogumisse kuuluvaid kriteeriumeid saab omavahel vorrelda.

5. Hierarchy: Loob elementide vahelised viited, ihendades kogumid nende tlemate
elementidega — kriteeriumite kogum -> kriteeriumi ID, alternatiivide kogum ->

kriteeriumi ID

Lisa 2 — Saaty skaala vaartused

Tabel 12. Saaty skaala hinnangud

Saaty arvskaala Saaty sdnaskaala

9 Ekstreemselt parem

7 Véga tugevalt parem
5 Oluliselt parem

3 Md6dukalt parem

1 Vordne

1/3 Maddukalt halvem
1/5 Oluliselt halvem

1/7 Véga tugevalt halvem
1/9 Ekstreemselt halvem
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Lisa 3 — Toos kasutatav naidismudel tulemuste hindamiseks

B T L T

Goal Criteria 1 | Criteria 2 | | | Alternatives
Quality - Alternative1
! ffternative?

Alternative3

Alternatived

Joonis 16. T66s kasutatud AHP ndidismudel Web-Hipres

Iga mudeli elemendi sisse kuulub voérdlusmaatriks, milles on paarikaupa vordlused
alamelementide kohta.

A B C D
A Teachers 1.0 |50 (3.0 7.0
B Students 0.2 1.0 0.33 1.0

C Materials 0.33 3.0 1.0 3.0

D Traditions 0.14 1.0 0.33 1.0

Joonis 17. Vordlusmaatriksi ndide Web-Hipres
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Lisa 4 — Monte Carlo simulatsiooni tulemusel saadud

lIoppkaalude kogum

Alternatiivi ID -> I6ppkaal (punkthinnang, milline alternatiiv on parim)
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Lisa 5 — Dokumendis mainitud peamised koodiosad

Sisend objekti (Input) salvestatavad andmed, mida kasutatakse AHP mudeli arvutuste
tegemisel:

public class Inputs {

/**
* The list of alternatives ids
*/
Map<String, List<AlternativesComparisons.Pairs.Pair>>
alternativesPairwiseComparisons;

/**
* The list of criterion ids
*/
Map<String, List<CriteriaComparisons.Pairs.Pair>>
criteriaPairwiseComparisons;

/**
* Criterion and it's subcriteria. First element is parent, second element
shows what is under it.
*/
Map<String, String> criterionSubCriteriaSetReference;

/**
* Which criterions belong to the same set. They are either subcriteria
under the same criterion or the first level after goal element.
*/
Map<String, List<String>> criteriaSetCriterionElements;

Joonis 18. Andmestruktuuride klass eraldatud sisend andmete jaoks
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Monte Carlo meetodi korral kutsutav peamine klass:

private List<Map<String, Double>> doCalculationsUsingMonteCarloMethod(int
count) {
List<Map<String, Double>> finalWeights = new ArrayList<>();

for(int i = @; i < count; i++) {

// Get new weights by applying Monte Carlo calculations through error
multiplier

Map<String, Map<String, Double>> criterialocalWeights =
getCriterialocalWeightsUsingMC();

Map<String, Map<String, Double>> alternativeslLocalWeights =
getAlternativesLocalWeightsUsingMC();

Map<String, Double> criteriaSetCriterionGlobalScores =
getCriterionGlobalScores(criterialocalWeights);

Map<String, Double> criterionAlternativesGlobalScores =
getAlternativesGlobalScores(criteriaSetCriterionGlobalScores,
alternativesLocalWeights );

finalWeights.add(criterionAlternativesGlobalScores);

}

return finalWeights;

}

Joonis 19. Monte Carlo arvutuste tilemklass

Maatriksi veakordajate leidmise funktsioon mida kasutatakse iga paarikaupa vordluseid

sisaldava maatriksi korral (kriteeriumid ja alternatiivid):

private double[][] getMatrixErrorRatios(double[][] pairwiseMatrix) {
int elementCount = pairwiseMatrix.length;
double[][] errorRatios = new double[elementCount][elementCount];

for(int row = @; row < elementCount; row++) {

for(int column = row + 1; column < elementCount; column++) {
double value = pairwiseMatrix[row][column];
double rowProduct = getRowProduct(pairwiseMatrix, column);
double columnProduct = getColumnProduct(pairwiseMatrix, row);
double number = rowProduct * columnProduct * Math.pow(value,

elementCount);

double powerValue = elementCount > 2 ? 1.0 / (elementCount - 2.0) : 1;
double tripletConsistency = Math.pow(number, powerValue);
double finalValue = 1 / tripletConsistency;

errorRatios[row][column] = finalValue;

}
}

return errorRatios;

}

Joonis 20. Maatriksi veakordajate leidmine Javas
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Tundlikkusekordajate leidmise ja logaritmimise funktsioon:

private double[] getLogSensitivityMultipliers(int row, int column,
List<Map<String, Double>> alternativeResults,
Map<Integer, String> sequence) {

double[] sensitivityMultipliers = new double[alternativeResults.size()];
String elementl = sequence.get(row);
String element2 = sequence.get(column);

int count = 9;

for(Map<String, Double> iteration: alternativeResults) {
double divl = iteration.get(elementl) / (1 - iteration.get(elementl));
double div2 = iteration.get(element2) / (1 - iteration.get(element2));
double multiplier = divl/div2;
double logSensitivityMultiplier = Math.log(multiplier);
sensitivityMultipliers[count] = logSensitivityMultiplier;
count++;

}

return sensitivityMultipliers;

}

Joonis 21. Logaritmitud tundlikkusekordajate leidmise funktsioon Javas

Kumulatiivse tdendosuse leidmine kasutades Apache Commons-math3 paketti:

private double calculateCumulativeProbabilty(double[] zScores, double point)

{

StandardDeviation sd = new StandardDeviation();

Mean mean = new Mean();

double stDeviation = sd.evaluate(zScores);

double meanValue = mean.evaluate(zScores);

NormalDistribution normal = new NormalDistribution(meanValue, stDeviation);

return Utils.round(normal.cumulativeProbability(point), 5);

}

Joonis 22. Kumulatiivse tdenaosuse leidmise funktsioon Javas
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Lisa 6 — Niidismudeli paarikaupa vordlused.

Lisa 3-s esitatud mudeli kdik paarikaupa hinnangud

Eesmargi elemendi all olevad hinnangud

A B C
A Quality 1.0 3.0 5.0
B Costs 0.33 1.0 2.0
C Distance 0.2 0.5 1.0

Kvaliteedi kriteeriumi hinnangud

A B C D
A Teachers 1.0 5.0 3.0 7.0
B Students 0.2 1.0 0.33 1.0
C Materials 0.33 3.0 1.0 3.0
D Traditions 0.14 1.0 0.33 1.0

Hinna kriteeriumi

hinnangud

A alternatiivl

B alternatiiv2

C alternatiiv3

D alternatiiv4

A alternatiivl

1.0

0.33

0.11

0.14

B alternatiiv2 3.0 1.0 0.2 0.33

C alternatiiv3 9.0 5.0 1.0 3.0

D alternatiiv4 7.0 3.0 0.33 1.0
Kauguse kriteeriumi hinnangud

A alternatiivl

B alternatiiv2

C alternatiiv3

D alternatiiv4

A alternatiivl 1.0 0.33 0.2 1.0
B alternatiiv2 3.0 1.0 1.0 3.0
C alternatiiv3 5.0 1.0 1.0 5.0
D alternatiiv4 1.0 0.33 0.2 1.0
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Oppejdudude kriteeriumi hinnangud

A alternatiivl

B alternatiiv2

C alternatiiv3

D alternatiiv4

A alternatiivl

1.0

3.0

7.0

5.0

B alternatiiv2 0.33 1.0 5.0 3.0
C alternatiiv3 0.14 0.2 1.0 0.33
D alternatiiv4 0.2 0.33 3.0 1.0

Opilaste kriteeriumi hinnangud

A alternatiivl

B alternatiiv2

C alternatiiv3

D alternatiiv4

A alternatiivl 1.0 1.0 5.0 3.0
B alternatiiv2 1.0 1.0 3.0 1.0
C alternatiiv3 0.2 0.33 1.0 0.33
D alternatiiv4 0.33 1.0 3.0 1.0

Materjalide kriteeriumi hinnangud

A alternatiivl

B alternatiiv2

C alternatiiv3

D alternatiiv4

A alternatiivl 1.0 3.0 9.0 5.0
B alternatiiv2 0.33 1.0 7.0 3.0
C alternatiiv3 0.11 0.14 1.0 0.33
D alternatiiv4 0.2 0.33 3.0 1.0

Traditsioonide kriteeriumi hinnangud

A alternatiivl

B alternatiiv2

C alternatiiv3

D alternatiiv4

A alternatiivl

1.0

3.0

5.0

5.0

B alternatiiv2 0.33 1.0 3.0 3.0
C alternatiiv3 0.2 0.33 1.0 1.0
D alternatiiv4 0.2 0.33 1.0 1.0
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