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Annotatsioon

Formaalne kontseptianallils on andmete analtlsimise ning andmete struktuuride
visualiseerimise meetod. Analliusitav andmestik koosneb objektidest, atribuutidest ning
objektide ja atribuutide vahelistest seostest. Andmestikus leitakse kontseptid, mille
moodustavad objektide hulk ning atribuutide hulk. Kontseptid ning nendevahelised
seosed visualiseeritakse kasutades kontseptivoresid. Mdnesaja objektiga andmestikus
vOib olla tuhandeid kontsepte ning kontseptivre ei ole loetav. Kontseptivorede
loetavamaks muutmiseks on olemas mitmeid lahenemisi, kus vahendatakse kontseptide

arvu, kuid mitte Ukski neist Iahenemistest ei ole muutunud standardiks.

Magistritod eesmargiks on arendada algoritm, mille abil saab kontseptivdredest leida
mitu kontseptiahelat. T60 pbhineb juba olemasoleval algoritmil, mille abil on véimalik
leida ainult Uhte kontseptiahelat. Mitme kontseptiahela leidmist analiisitakse
rakendades seda meetodit mitme erineva andmestiku peal, mis sisaldavad kimneid
tuhandeid kontsepte. Analiiisi kéigus leitakse kuivord hasti kontseptiahelad algset
andmestikku katavad ning kuivord palju parem on mitme kontseptiahela leidmine the

kontseptiahela leidmisest.

LAputdd on Kirjutatud eesti keeles ning sisaldab teksti 55 lehekdiljel, 7 peatlikki, 11
joonist, 5 tabelit.



Abstract

Simplifying a concept lattice with concept chains

The aim of this thesis is to improve readability of concept lattices which are used in

formal concept analysis.

Formal concept analysis is a method for data analysis and data structure visualization.
Dataset to be analyzed consists of objects, attributes and binary relations between
objects and attributes. With the help of formal concept analysis concepts can be derived
from the dataset. Concept is a pair consisting of a set of objects and a set of attributes
where each object in the first set has all the attributes in the second set. Concepts have
hierarchical relations which can be visualized by using concept lattices. Problem with
concept lattices is that even relatively small datasets consisting of a few hundred objects
can generate rather huge concept lattices with thousands of concepts. Concept lattices
with such dimensions are impossible for humans to analyze visually. Many different
approaches for reducing the number of concepts in the lattice exist but as of now there is

no standard way of doing it.

This thesis proposes another approach for reducing the visual complexity of the concept
lattice. Concept reduction is achieved by finding multiple concept chains from the
concept lattice. Concept chain is a set of structurally ordered concepts from top of the
concept lattice to the bottom of the concept lattice. This thesis is based on an already

existing work in which finding of a single concept chain was implemented.

As a result, an algorithm for finding multiple concept chains from a dataset was
developed. New method was applied on datasets that contain tens of thousands of
concepts. The experiments proved that finding more than one concept chain yields a
much bigger coverage of the original dataset and therefore the new approach is an
improvement over the initial solution where only one concept chain was found.
Analysis of the proposed method also shows that it is possible to reduce the number of
concepts drastically while not losing too much information contained in the original

dataset.

The thesis is in Estonian and contains 55 pages of text, 7 chapters, 11 figures, 5 tables.



Liihendite ja moistete sonastik

FCA Formal concept analysis, formaalne kontseptianaliitis

Csv Comma-separated values, komadega eraldatud vééartused
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1 Sissejuhatus

Formaalne kontseptianalliis on andmete analliisi ning teadmiste esitamise meetod.
Analidsitavad andmed esitatakse kontseptidena. Kontseptid moodustavad omavahelise

hierarhia, mida saab visualiseerida kasutades kontseptivdresid.

1.1 Probleem

Kontseptivores on olemas palju kontseptiahelaid. Kontseptiahel on tee kontseptivore
esimesest kontseptist kontseptivdre viimase kontseptini. Samuti on kontseptiahelates
igal kontseptil ainult ks vahetu Glem- ja alamkontsept, v.a kontseptiahela esimesel ja
viimasel kontseptil. Kontseptivored, milles on palju kontsepte, ei ole inimsilma jaoks
lihtsasti loetavad, siis kontseptiahelate leidmine vdimaldab margatavalt vahendada

kontseptide arvu ning aitab seelabi analliisitavaid andmeid paremini visualiseerida.

1.2 Eesmark

Magistritod eesmargiks on tegeleda kontseptivGres esinevate kontseptiahelate leidmise
algoritmi edasiarendusega. Algne algoritm, mis suudab leida korraga ainult Uhe
kontseptiahela, on loodud Ants Torimi poolt ning ei ole ametlikult teadusartiklina
avaldatud. Edasiarenduse eesmérgiks on algoritmi optimeerida ning lisada véimalus

mitme kontseptiahela leidmiseks.

Seejarel parendatud algoritm rakendatakse paris andmestike peal, et hinnata uue
lahenduse headust. Edasiarendatud algoritmi headust saab hinnata selle jargi, kui suur
protsent algsest andmetabelist on algoritmi poolt kaetud ning kas rohkem kui Uhe

kontseptiahela leidmisel muutub andmetabeli katvuse protsent suuremaks.

T60 hupoteesiks on véide, et ronkem kui Uhe kontseptiahela leidmisel on konteksti

katvus suurem kui ainult Gihe kontseptiahela leidmisel.

1.3 Ulevaade toost

Teises peatikis tutvustatakse formaalse kontseptianaltlsi pohimdisteid ning néidatakse,

mis on kontseptivore ja kuidas seda lugeda.
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Kolmandas peatiikis tutvustatakse probleemi, mis kaasneb suure kontseptide arvuga
kontseptivorede esitamisel ning antakse levaade seotud toodest, milles on juba otsitud

erinevaid lahendusi suurte kontseptivGrede lihtsustamiseks.

Neljandas peatiikis tutvustatakse klasterdamist, monotoonseid sisteeme ning
miinustehnikat, mida t60 praktilises osas kasutatakse. Samuti tutvustatakse esialgset
algoritmi, mida selles t00s hakatakse edasi arendama. Lisaks selgitatakse, kuidas
arvutada, kui suur osa kontekstist on kontseptiahela poolt kaetud. Katvuse abil on

vOimalik hinnata algoritmi headust.

Viiendas peatikis selgitatakse uue lahenduse ideed ning tutvustatakse igat algoritmi osa
pohjalikumalt. Lisaks algoritmi seletusele rakendatakse seda véikese konteksti pohjal, et

naidata algoritmi toimimist reaalse andmestiku peal.

Kuuendas peatiikis anallisitakse loodud algoritmi. Esmalt rakendatakse seda
vordlemisi vaikese konteksti peal, et ndidata, kuidas kontseptiahelate leidmisel konteksti
suurus kasvab ning seletatakse, millest katvuse kasv on tingitud. Seejarel rakendatakse
algoritmi kontseptiahelate katvuse hindamiseks erinevate suurte andmestike peal, milles
on kimneid tuhandeid kontsepte. Samuti radgitakse algoritmi joudlusest ning kuidas

seda parandada. Uhtlasi vdrreldakse loodud lahendust olemasoleva lahendusega.
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2 Formaalne kontseptianaliiiis

Formaalne kontseptianalliis on andmeanaltiisi ning teadmiste esitamise meetod, mis
loodi saksa teadlase Rudolf Wille poolt aastal 1982 [1]. Formaalse kontseptianaliiusi
pdhimdisteteks on formaalne kontekst ning formaalne kontsept. Formaalsus véljendub
selles, et tegemist on matemaatiliste mdistetega, mis kajastavad ainult mdningaid

sOnade kontekst ja kontsept tdhendusi [2].

Selles peatiikis antakse luhike (levaade formaalsest kontseptianaliiusist ning

selgitatakse selle valdkonna pdhimdisteid.

2.1 Formaalne kontekst

Formaalseks kontekstiks nimetatakse struktuuri K = (G, M,I), kus G on formaalsete
objektide hulk, M on formaalsete atribuutide hulk ning I on objektide ja atribuutide
vaheline binaarne suhe (objektil on atribuut). Formaalse konteksti pohjal defineeritakse
formaalsed kontseptid. Formaalset konteksti esitatakse binaarse andmetabeli kujul, kus
tabeli read tahistavad objekte, tabeli veerud tdhistavad atribuute ning ’X’ tdhistab
objekti ja atribuudi vahelise suhte olemasolu [3]. Formaalse konteksti nédide on esitatud
Tabel 1-s. Kuigi formaalne kontseptianaliiiis tegeleb ainult binaarsete andmetabelitega,
siis see ei tdhenda, et mitme vaartusega andmetabeleid ei saaks kasutada. Selleks tuleb
mitme vaartusega andmetabel teisendada binaarseks andmetabeliks teisendades (he
atribuudi  mitmeks atribuudiks. Loomulikult vdib sellega kaasneda madningane
informatsiooni kadu.

Tabel 1. Formaalse konteksti naide.

Vajab Elab Elab Liigub
eluks Taim maa vees Imetaja | Lind Lendab | kahel
vett peal jalal
Koer X X
Karu X X X
Tamm X X X
Pingviin X X X X
Ahven X X
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Vesiroos | X X X

Delfiin X X X

Kotkas X X X

Inimene X X X

2.2 Formaalne kontsept

Formaalne kontsept leitakse formaalsest kontekstist ning defineeritakse kui paar (4, B),
kus A on koigi objektide G alamhulk ning B on kdigi atribuutide M alamhulk. Kdik
hulga A objektid omavad kdiki atribuute hulgas B. Hulka A nimetatakse kontsepti
ekstensiooniks ning hulka B nimetatakse kontsepti intentsiooniks. Ekstensioonile ning
intentsioonile on rakendatav tuletuse operaator, mida tahistatakse Glakomaga ().
Rakendades tuletuse operaatorit objektihulgale A saadakse hulk atribuute, mis on thised
koigile hulga A objektidele. Samalaadselt rakendades tuletuse operaatorit atribuutide
hulgale B saadakse hulk objekte, mis on whised koigile hulga B atribuutidele.

Matemaatilisel kujul saab seda véljendada jargnevalt:
A={m eM| (Vg € A), glm}
B'={g € G| (vm € B), gim}

Sellele reeglile toetudes saab defineerida ka vajaliku tingimuse, et paari (A, B) saaks
nimetada kontseptiks: A’ = B ning B’ = A. Seega objektide ning atribuutide paari
(4, B) loetakse formaalseks kontseptiks ainult sel juhul, kui on téidetud j&rgnevad neli
tingimust [3]:

1. AcaG
2 c

3. A=B
4. B'=A

Tabel 1-s esitatud konteksti pdhjal saab leida 15 erinevat kontsepti, mis kdik vastavad

eeltoodud neljale reeglile:

1. ({Delfiin, Koer, Karu, Ahven, Inimene, Pingviin, Kotkas, Vesiroos, Tamm},
{Vajab eluks vett})
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2. ({Delfiin, Koer, Karu, Inimene}, {Vajab eluks vett, Imetaja})

3. ({Koer, Karu, Inimene}, {Vajab eluks vett, Imetaja, Elab maa peal})

4. ({Inimene}, {Vajab eluks vett, Imetaja, Elab maa peal, Liigub kahel jalal})
5. ({Ahven, Vesiroos, Delfiin}, {Vajab eluks vett, Elab vees})

6. ({Delfiin}, {Vajab eluks vett, Elab vees, Imetaja})

7. ({Vesiroos, Tamm}, {Vajab eluks vett, Taim})

8. ({Koer, Karu, Inimene, Pingviin, Tamm, Kotkas}, {Vajab eluks vett, Elab maa

peal})

9. ({Pingviin, Kotkas}, {Vajab eluks vett, Elab maa peal, Lind})

10. ({Kotkas}, {Vajab eluks vett, Elab maa peal, Lind, Lendab})

11. ({Pingviin, Inimene}, {Vajab eluks vett, Elab maa peal, Liigub kahel jalal})
12. ({Vesiroos}, {Vajab eluks vett, Elab vees, Taim})

13. ({Tamm}, {Vajab eluks vett, Elab maa peal, Taim})

14. ({Pingviin}, {Vajab eluks vett, Elab maa peal, Liigub kahel jalal, Lind})

15. ({3}, {VVajab eluks vett, Taim, Elab maa peal, Elab vees, Imetaja, Lind, Lendab,
Liigub kahel jalal})

Kontseptid on omavahel jarjestatud moodustades Ulem- ja alamkontsepti suhte.
Alamkontsept sisaldab endas koiki tlemkontsepti atribuute ning tlemkontsept sisaldab
endas koiki alamkontsepti objekte. Alamkontsept on oma tlemkontseptist spetsiifilisem,
sest alamkontseptil on lisaks koigile tlemkontsepti atribuutidele ka atribuute, mida
ulemkontseptil ei ole. Sel moel moodustavad kontseptid omavahelise hierarhia. Naiteks
({Koer, Karu, Inimene}, {Vajab eluks vett, Elab maa peal, Imetaja}) on tlemkontsept

kontseptile ({Inimene}, {Vajab eluks vett, Elab maa peal, Imetaja, Liigub kahel
jalal}).
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2.3 Kontseptivore

Kontekstis leiduvate kontseptide visuaalseks esitamiseks kasutatakse kontseptivoresid.
Lisaks kontseptide endi visualiseerimisele kujutab vore konteksti struktureeritud kujul
naidates kontseptide vahelist hierarhiat ning struktuuri. Joonis 1-I on kujutatud Tabel 1-s
esitatud konteksti kontseptivGre. Kontseptivore iga tipp esitab hte kontsepti ning vore
kaared kujutavad kontseptide vahelisi seoseid. Tipu kohal hallil taustal on kujutatud
kontsepti atribuudid ning tipu all valgel taustal on kujutatud kontsepti objektid.
Kontseptivore loetavamaks kujutamiseks kuvatakse igat konteksti objekti ja atribuuti
ainult Gks kord. Leidmaks kontsepti kogu ekstensiooni tuleb liikuda vores sellest
kontseptist allapoole ning koéik vastutulevad objektid kuuluvad sellesse kontsepti.
Analoogselt, leidmaks kontsepti kdiki atribuute tuleb liikuda v@res kontseptist tlespoole
ning koik vastutulevad atribuudid kuuluvad sellesse kontsepti. Kontseptivore kaarte

ristumine véljaspool tippe ei oma mingit tdhendust.

Vajab eluks vett
i

AN
Elah maa peal
— %

| Liigub kahel jalal
Karu i
Koer ¥

Joonis 1. Kontseptivore.

Liikudes kontseptist motda kaart alla joutakse selle kontsepti alamkontseptini ning
lilkudes modda kaart tles joutakse tlemkontseptini. Alam-Glemkontsept suhe on oma

olemuselt transitiivne, mis tahendab, et kdik vaadeldavast kontseptist allapoole jaévad
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kontseptid on tema alamkontseptid ning koik Ulespoole jd&vad kontseptid on tema
ulemkontseptid [1].

Vore esimese kontsepti ekstensioon sisaldab kdiki konteksti objekte ning vore viimase
kontsepti intentsioon sisaldab kdiki konteksti atribuute. Antud konteksti korral on
koikidel objektidel tks thine atribuut ning seega kuulub see atribuut ka esimesse
kontsepti. Juhul, kui kontekstis on atribuudid, mis teineteist valistavad, siis viimase
kontsepti ekstensioon on alati tihi. Tabel 1-s esitatud konteksti puhul on teineteist
valistavateks atribuutideks nditeks ’elab maa peal’ ning ’elab vees’, sest Uhelgi objektil

ei ole mdlemat atribuuti.

Kontseptiahel on kdigi kontseptide alamhulk, mis on lineaarselt jarjestatud ning iga
kontsepti paari vahel on llem-alamkontsepti suhe [4]. KontseptivGres moodustavad
kontseptiahela kdik kontseptid, mis jadvad teele liikudes vdre esimesest kontseptist vore
viimase kontseptini. lgal kontseptiahela kontseptil on ainult Uks vahetu ulem- ja
alamkontsept, v.a kontseptiahela esimesel ja viimasel kontseptil.

Kdik selles magistritods kujutatud kontseptivéred on loodud kasutades ConExp
tooriistal. Lisaks kontseptivorede visualiseerimisele v@imaldab see leida konteksti

kontseptide vahelisi implikatsioone.

2.4 Kontsepti stabiilsus

Kontsepti stabiilsus kirjeldab kuivérd palju sdltub kontsepti intentsioon kontsepti
ekstensioonist ehk kui eemaldada kontseptist mingi objekt, kas siis kontsepti intentsioon
jadb muutumatuks voi mitte. Kui kontseptilt eemaldada moni objekt, siis kdrgema
stabiilsusega kontsepti puhul intentsiooni muutumine on vahem téen&oline kui madala

stabiilsusega kontsepti puhul [5]. Stabiilsuse arvutamise valem on jargnev:

I{C cA|C" =B}
oI4]

o(A,B) =

L http://conexp.sourceforge.net
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2.5 FCA kasutusalad

Kuigi formaalne kontseptianaluts on vdrdlemisi uudne valdkond, siis sellegipoolest on
seda rakendatud mitmes erinevas valdkonnas. Lisaks andmete visualiseerimisele ning
andmete vaheliste seoste otsimisele kontseptivorede abil on FCA baasil loodud ka
mitmeid erinevaid rakendusi informatsiooni esitamiseks, analulsimiseks ning
otsimiseks. Uheks kasutusalaks on dokumentide struktureerimine ning otsing
marksdnade (dokumentide atribuutide) jargi, nditeks on FCA-d rakendatud juriidilises
valdkonnas dokumentide otsimiseks [6]. Samuti on FCA abil loodud soovitussiisteeme,
kus kasutatakse kontseptivOre struktuuri soovituste leidmiseks [7]. Sarnaselt on
kontseptianaltlisi kasutatud versioonihalduses hoiustatud programmikoodi ja selles
tehtavate muudatuste visualiseerimiseks ning selle pdhjal info leidmiseks ning
jarelduste tegemiseks. Selle lahenduse abil on vdimalik paremini mdista projekti
struktuuri, nditeks saab lihtsa vaevaga teada, kes arendajatest tegeleb mingi
allsisteemiga vai millised arendajad teevad omavahel tihedalt koost6dd [8]. Samuti on
FCA-d ning kontseptivdrede struktuuri rakendatud kontseptuaalsel klasterdamisel, kus
kontseptivdres on objektid esitatud hierarhiana ning sarnased objektid asuvad vores
l&hestikku [9].
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Selles peatlikis tutvustatakse lahemalt magistritods lahendatavat probleemi ning antakse
lihike Ulevaade erinevatest olemasolevatest meetoditest, mis Uritavad seda probleemi

3 Seotud tood
lahendada.
3.1 Probleem

kuid suure

Ore esitab kontsepte kull intuitiivsel ning struktureeritud kujul

Kontseptiv

X
£2

st kontseptist ning on ka ilma objektide ja

Joonis 2. Kontseptivore, milles on 238 kontsepti.

kontseptide arvu korral muutub see vdga raskesti loetavaks. Naiteks Lisa 2-s toodud

Ké&esoleva magistritod Uheks eesmargiks on esitada kontekst kompaktsemal kujul ning
muuta kontseptivorede esitamine loetavamaks ja hoomatavamaks. Selle jaoks saab

loomaaia kontekstis [10] on 100 objekti ning 15 atribuuti, kuid selle pdhjal loodud

kontseptivdre (Joonis 2) koosneb juba 238
atribuutide kuvamiseta vaga raskesti loetav.

kasutada kolme erinevat lahenemist:
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1. Eemaldada uleliigne informatsioon selliselt, et muuta kontekst vdikeseks
eemaldades voimalikult palju objekte ja atribuute, kuid seeldbi vére struktuuri

muutmata.

2. Lihtsustada kontseptivGret muutes see abstraktsemaks ehk néidata ainult vore

kdige tahtsamaid aspekte.

3. Valida neid kontsepte, objekte voi atribuute, mis vastavad mingile relevantsuse

Kriteeriumile [11].

Jargnevas peatikis kirjeldatakse selle probleemi lahendamiseks erinevaid olemasolevaid

meetodeid, mis kasutavad eelpool mainitud lahenemisi.

3.2 Olemasolevad lahendused

Uheks vdimaluseks on rakendada kontseptide filtreerimist, kus leitakse objektid, millel
on suur hulk dhiseid atribuute teiste objektidega. Selliseid objekte nimetatakse
regulaarseteks objektideks ning neid objekte, mis ei ole regulaarsed, nimetatakse
marginaalseteks. Kontseptivore lihtsustamiseks filtreeritakse kontekstist valja kdik
marginaalsed objektid. Allesjaanud objektide seast leitakse jalle k&ik marginaalsed
objektid ning nad eemaldatakse. Seda protsessi jatkatakse kuni andmehulgas ei ole
enam (htegi marginaalset objekti peale mida luuakse kontseptivore vahendatud
konteksti p&hjal [12].

Kontseptivore kompaktsemaks esitamiseks saab kasutada ka kontseptide eemaldamist
sarnasuse pdhjal. Sul juhul kdik kontekstis leiduvad objektid jagatakse sarnasuse jargi
klastritesse ning iga klastri seast valitakse ks objekt, mis seda klastrit kdige paremini
iseloomustab ning Ulejadnud klastri objektid eemaldatakse. Objektide sarnasust
hinnatakse nende atribuutide kaalude summa jargi. Iga kontekstis oleva atribuudi kaal,
mis on vahemikus O kuni 1, iseloomustab selle atribuudi relevantsust. Lisaks on
voimalik valida, mis vOib olla klastri maksimaalne suurus. Meetod eeldab, et selle
kasutaja tunneb oma algandmeid piisavalt hésti ja suudab anda atribuutidele
adekvaatseid kaale, sest atribuudi kaalu automaatselt ei leita, vaid see tuleb maarata
kasitsi [13]. On olemas ka sarnane lahendus, kus atribuutidele ei pea kaalusid andma,
vaid peab valima, mitu klastrit soovitakse leida ning selle pohjal luuakse uus

kontseptivore [14]. On pakutud ka modnevdrra sarnast objekti kaalusid kasutavat
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lahendust, kus igale kontseptile leitakse kaal ning kontseptivores kuvatakse vaid neid
kontsepte, mille kaal on piisavalt kdrge. Igal atribuudil on olemas mingi kaal ning selle
kaudu leitakse ka kontsepti kaal summeerides kdigi kontsepti intentsioonis olevate
atribuutide kaalud. Nagu ka eelneva lahenduse puhul peab siingi atribuutide kaalud

madrama kasitsi [15].

Samuti on vGimalik esitada ka ainult véike osa kogu kontseptivorest kasutades jddmae
tilpi  kontseptivoresid. Jadmée tlupi kontseptivore koosneb algse kontseptivore
ulemistest kontseptidest, milleks on kdik sagedased kontseptid. Kontsepti nimetatakse
sagedaseks, kui tema intentsioon on sagedane ehk see intentsioon esineb paljudel
kontseptidel. Selle lahenemise puhul defineeritakse mingi piirarv, millest alates loetakse
kontsepti sagedaseks. Sageduse piirmédra vihendades muutub kontseptivore ’jadmaée’
osa suuremaks. Kontsepti intentsiooni sageduse leidmiseks jagatakse kontsepti
objektide arv kogu konteksti objektide arvuga. Néaiteks teadustods, mis seda meetodit
tutvustab, kasutati néitena konteksti, mis sisaldab 32 086 kontsepti. Selle konteksti
puhul koosneb vore jaéamée osa sagedusel 85% 7-st kontseptist, sagedusel 70% 12-st

kontseptist ning sagedusel 55% 32-st kontseptist [16].

Uheks triviaalseks lahenduseks on viahendada konteksti suurust. Vahendades konteksti
atribuute saab luua alamkonteksti, mis sisaldab ainult neid atribuute, mille vahelisi
seoseid soovitakse uurida. Sarnaselt atribuutide eemaldamisele saab luua alamkonteksti,
mis sisaldab ainult valituid objekte. Objektide valik toimub atribuutide jargi: valitakse
ainult need objektid, millel on olemas mingid atribuudid. Eemaldamised toimuvad
vastavalt sellele, milliste objektide ning atribuutide vahelisi seoseid andmetega to6taja
ndha soovib. Samuti on vdimalik vahendada konteksti mira valides ainult neid
kontsepte, millel on olemas minimaalne arv objekte ja atribuute. Miraks loetakse
vaikeseid kontsepte. Konteksti mura vahendamine on oma olemuselt sarnane jadmaée

tliupi kontseptivoredega [17].

Monevorra sarnaselt jadmae vore leidmise l&henemisele on pakutud ka meetodit, kus
meetodi kasutaja saab ise seada kitsendusi, mille abil saab maarata, milliseid kontsepte
tuleb kontseptivores kuvada. Selle ldhenemise puhul peab kasutajal olema mingi
teadmine uuritava andmestiku struktuurist. Kitsenduseks voib olla naiteks mdne objekti

vOi atribuudi olemasolu v6i puudumine [18]. Samuti on v@imalik nédidata kontseptivores
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ainult neid kontsepte, mille stabiilsus on piisavalt kdrge. Stabiilsus, mis peab kontseptil
olema, et ta oleks kontseptivores kuvatud, on méératud kasutaja poolt [19].

Vdimaluseks on teisendada kontseptivire puu kujule. Nimelt kontseptivGrest
moodustatakse kontseptipuu, kus igal kontseptil (v.a esimene kontsept) on ainult (ks
vahetu uUlemkontsept. Meetodi rakendamist alustatakse vore viimasest kontseptist ning
lilgutakse vOres (les valides igale jargnevale kontseptile tema vanemkontsept.
Rakendades seda meetodit kaob osa algses kontseptivdres olevast informatsioonist, sest
eemaldatakse mdnede kontseptide vahelised kaared, kuid sellegipoolest on vére
struktuur semantiliselt korrektne, sest Uhtegi kontsepti, objekti ega atribuuti vélja ei
vOeta. Informatsioonikadu saab vahendada, kui vanemkontsepti valida kindla
kriteeriumi jargi. Kontsepti valimise kriteeriume on neli: suurim kontsepti stabiilsus,
suurim kontseptide Uhiste atribuutide hulk, téendosus, lihim tee vdre esimese
kontseptini [20].

Kontseptivorede lihtsustamiseks on kasutatud ka graafiteooriat. Graafide puhul saab
mingi kindla tippude hulga, mida nimetatakse mooduliks, asendada véiksema tippude
hulgaga, mis esindab tervet moodulit. VVaikeste muudatustega saab sama lahenemist

kasutada ka kontseptivdrede puhul [21].

Lahtudes eelpool kirjeldatud meetoditest on néha, et kontseptivore suuruse ja keerukuse
vahendamiseks on Uritatud leida hulganisti erinevaid lahendusi, kuid mitte tkski neist ei
ole veel muutunud de facto standardiks, mis koigile sobiks. Seega on selle t66 eesmark
upriski aktuaalne ning Oigustatud, sest esitatakse veel (ks lahenemine olemasoleva

probleemi lahendamiseks.
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4 Toos kasutatud tehnikad

Ké&esolevas peatiikis vaadeldakse t00s kasutatavaid tehnikaid andmete to6tlemiseks ning
tutvustatakse olemasolevat kontseptiahelate leidmise algoritmi, mida hakatakse selles
toos edasi arendama. Samuti Kkirjeldatakse, kuidas hakatakse hindama leitud

kontseptiahelate headust.

4.1 Klasterdamine

Magistritods loodavas algoritmis kasutatakse mitme kontseptiahela genereerimisel ihe
sammuna ka andmete klasterdamist. Klasterdamine on objektide grupeerimine selliselt,
et samas grupis olevad objektid on teineteise suhtes sarnased ning teistes gruppides
olevate objektide suhtes vahem sarnased. Kuna antud to0s tegeletakse binaarse
andmestikuga, siis tuleb valida klasterdamiseks algoritm, mis suudab klasterdada
binaarseid andmeid. Klasterdamise v@ib jagada kaheks: hierarhiline klasterdamine ning
mittehierahiline klasterdamine. Jargnevalt tutvustatakse mdningaid voOimalikke
algoritme, mida kaaluti t60s kasutada. T60s kasutatud meetodit ning selle valimise

pdhjuseid tutvustatakse t66 praktilises osas.

K-means on klasterdamise algoritm, mis on mdeldud t66tamaks objektidega, mille kdik
atribuudid on arvulised ning objektide vahelised kaugused ehk objektide erinevus
arvutatakse eukleidilise kauguse abil. Algoritm votab sisendiks soovitud klastrite arvu k
ning loob k punkti, mis tahistavad iga klastri keskpunkti. Seejarel pannakse kdik
objektid lahimasse Klastritesse. Jargmisena arvutatakse uuesti iga klastri keskpunkt
objekti atribuutide keskmise véartuse jargi ning kui méne objekti jaoks ei ole tema
olemasolev klastri keskpunkt lahim, siis viiakse see objekt talle l&himasse klastrisse.
Keskpunktide arvutamine ning objektide liigutamine kestab niikaua kuni thegi objekti
asukoht ei muutu [22]. Kuna k-means t60 pdhineb objekti atribuutide keskmise véértuse
jargi, siis see ei sobi binaarsete andmetega to6tamiseks, kuid magistritéd kasutatavad
andmed on binaarsel kujul. Binaarsete andmete klasterdamiseks on loodud k-modes
algoritm, mis on sarnane k-means algoritmile. K-modes erineb sellepoolest, et see ei
kasuta klasterdamisel objektide atribuutide keskmist vadrtust, vaid atribuutide moodi
[23] ning eukleidilise kauguse asemel kasutatakse objektide vahelist Hammingu kaugust
[24], mis néitab, mitu atribuuti on kahel objektil erineva vaartusega. Nii k-modes’i [25]
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kui ka k-means’i [26] keerukuseks on O(mnki), kus m on objektide arv, n on
atribuutide arv, k on otsitavate klastrite arv ning i on klastrite leidmisel tehtud

iteratsioonide arv.

Hierarhiline klasterdamine on sobilikum variant juhul, kui andmestikul on olemas
mingisugune sustemaatiline struktuur. Samuti sobib see binaarsete andmetega
tootamiseks [27]. Eelnevatest peatlikkidest selgus, et formaalses kontekstis olevad
andmed omavad struktuuri, seega on hierarhiline klasterdamine antud t66 puhul sobilik
ldhenemine. Hierarhilise klasterdamise puhul moodustatakse Klastritest hierarhia, kus
igal tasemel olev klaster on loodud alumisel tasemel olevate Klastrite Ghendamisel.
Madalaimal tasemel koosneb iga klaster tihest objektist. Hierarhilisel klasterdamisel on

kaks erinevat lahenemist:

e lga objekt moodustab the klastri ning seejarel hakatakse klastreid Uhendama

kuni on leitud vajalik arv klastreid.

e KO0ik objektid moodustavad the Klastri ning seejarel hakatakse seda klastrit

jagama véiksemateks Kklastriteks [22].
Hierarhilise klasterdamise keerukus on 0(n?) [28].

DBSCAN (Density based spatial clustering of applications with noise) jaotab andmed
Klastritesse tiheduse pdhjal. Esmalt leitakse Uks pdhiobjekt, millest saab klastri
keskpunkt ning seejarel leitakse kBik objektid, mis on keskpunktist kindlal kaugusel
ning mis moodustavad klastri. Klastrite leidmiseks ei ole vaja teada klastrite arvu, vaid
on vaja kahte parameetrit: klastris olevate minimaalne objektide arv ning maksimaalne
kaugus, mis vdib olla klastri keskpunkti ning iga klastris oleva objekti vahel. Objektid,
mis ei ole piisavalt lahedal thelegi klastri keskpunktile liigitatakse muraks. Algoritmi

keerukus on O(n * logn) [29].

4.2 Monotoonsed sisteemid

Monotoonne siisteem koosneb 18plikust objektide hulgast ja objekti kaalu arvutamise
monotoonsest funktsioonist, mille abil arvutatakse objekti t&htsus vaadeldavas
ststeemis. Monotoonseid stisteeme kasutatakse objektide jarjestamiseks, mille kaudu

avalduvad objektide mustrid [4]. Antud t66s on susteemiks formaalne kontekst.
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Objektide kaalud véhenevad monotoonselt, kui moni objekt siisteemist eemaldatakse.
Jargnevalt tutvustatakse konformismiskaalat, mida kasutatakse objektide kaalude
leidmiseks ning miinustehnikat, mis kasutab konformismiskaalat objektide

informatiivsemaks jarjestamiseks.

4.2.1 Konformismiskaala

Esmalt arvutatakse iga atribuudi esinemissagedus kontekstis. Selle jargi arvutatakse
objekti kaal liites kokku objektil olevate kaalude esinemissagedused [30]. Rakendades
Tabel 1-s esitatud kontekstile konformismiskaalat saadakse kaalud, mis on kirjeldatud
Tabel 2-s. Praktilises t06 osas objektid sorteeritakse kaalu jargi kahanevas jérjestuses,
kuid Tabel 2-s objektide jarjekorda muudetud ei ole. Konformismiskaala keerukuseks

on 0(n), kus n on objektide arv.

Tabel 2. Konformismiskaala naide.

Vajab ' Elab Elab _ _ Liigub | Objekti

eluks | Taim | maa vees Imetaja | Lind | Lendab !<ahel kaal

vett peal jalal
Inimene X X X X 21
Pingviin | X X X X 19
Kotkas X X X X 18
Karu X X X 19
Koer X X X 19
Tamm X X X 17
Delfiin X X X 16
Vesiroos | X X X 14
Ahven X X 12
/Ij;;ilb““di 9 2 |6 |3 |4 2 |1 2

4.2.2 Miinustehnika

Miinustehnika on Eesti teadlaste poolt vélja tootatud l&henemine andmetabelite ridade
informatiivsemaks jarjestamiseks. Miinustehnika abil jarjestatakse andmetabeli objektid
nende vaartuslikkuse jargi vaadeldavas susteemis. Andmetabeli jarjestamiseks

kasutatakse konformismiskaalat ning protseduur on jargnev:
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1. Leitakse olemasolevate objektide kaalud konformismiskaala abil.

2. Leitakse objekt, millel on vaikseim kaal ning see objekt eemaldatakse jattes

meelde, mitmendana see objekt eemaldati.

3. Niikaua, kuni tabelist ei ole kdik objektid eemaldatud, rakendatakse nende peal

samme 1 kuni 2.

4. Andmetabel jarjestatakse vastupidises objektide eemaldamise jarjekorras ehk

tabeli Glemises osas on tdhtsamad objektid, mis olid eemaldatud viimasena [30].

Miinustehnika rakendamise keerukus on 0(n?), kus n on objektide arv, sest iga objekti
kohta tuleb konformismiskaala uuesti vélja arvutada. Tabel 3 kujutab Tabel 1-s esitatud
konteksti, millele on rakendatud miinustehnikat ning nagu naha, siis tabeli Glemises

osas on objektid, millel on populaarsemad atribuudid ning sarnased objektid pusivad

tabelis korvuti.

Tabel 3. Miinustehnika naide.

Vajab _ Elab Elab _ . Liigub
eluks | Taim | maa vees Imetaja | Lind | Lendab | kahel
vett peal jalal

Inimene X X X X

Pingviin X X X X

Kotkas X X X X

Karu X X X

Koer X X X

Tamm X X X

Delfiin X X X

Vesiroos | X X X

Ahven X X

4.3 Kontseptiahelate leidmine

Ké&esoleva magistritoo eesmérgiks on tédiendada Ants Torimi poolt loodud algoritmi, mis
leiab kontseptivores kontseptiahelaid ilma tervet kontseptivoret loomata ja koiki

kontsepte genereerimata. Kuna algoritm ei ole teadusartiklina ega ka muul kujul




avaldatud, siis jargnevalt kirjeldatakse algoritmi to6pShimdtet ning esitatakse algoritmi
pseudokood.

Algoritm votab sisendiks konteksti, kus atribuudi olemasolu objektil on téhistatud
numbriga 1 ning atribuudi puudumine numbriga 0. Seejarel rakendatakse kontekstile
miinustehnikat ning saadakse optimaalne objektide jarjekord. Peale seda hakatakse
genereerima kontseptiahelat ehk leitakse hulk kontsepte, mis viivad vOre esimesest
kontseptist vore viimase kontseptini. Kontseptiahela leidmise algoritmi pseudokood on

kujutatud Joonis 3-I.

Ahela genereerimine algab vOre viimasest kontseptist. Selleks defineeritakse kaks
hulka, mida kasutatakse kogu algoritmi t06 kaigus: Uks objektide jaoks ning teine
atribuutide jaoks. Need hulgad téhistavad hetkel loodava kontsepti ekstensiooni ja
intentsiooni. Ekstensioon on algselt tlhi ning intentsioon sisaldab algselt kdiki
kontekstis leiduvaid atribuute. Seejéarel hakatakse looma kontsepte itereerides ule koigi
objektide, mis on miinustehnika abil jarjestatud. Kui itereeritava objekti kdik atribuudid
on atribuutide hulgas olemas, siis lisatakse see objekt objektide hulka (rida 13). Juhul,
kui itereeritaval objektil ei ole k&iki atribuutide hulgas leiduvaid atribuute, siis see
tdhendab, et see objekt ei kuulu hetkel loodavasse kontsepti, vaid ta kuulub vores
ulemisse (eelmisesse) kontsepti. Sel juhul on leitud (ks kontsept, mis lisatakse
kontseptiahelasse. Peale seda hakatakse looma uut kontsepti ning muudetakse objektide
ja atribuutide hulka: objektide hulka lisatakse praegune objekt (rida 10) ning atribuutide
hulka jdetakse ainult need atribuudid, mis on (hised just loodud kontseptil ning
praegusel objektil (rida 11). Protsessi jatkatakse kuni kdik objektid on l&bi kaidud.
Protsessi 16ppedes tagastatakse kontseptide hulk ehk kontseptiahel. Tasub mérkida, et
kaesolev algoritm ei tagasta kontseptivdre esimest ega viimast kontsepti, kui nendes
kontseptides on tihi intentsioon (esimene kontsept) vOi on tihi ekstensioon (viimane
kontsept). Sellisel moel kontseptiahelat luues on véga tahtis roll konteksti objektide
hulga jarjestusel.

Kui seda algoritmi rakendada kaks korda: esimesel korral on objektid jarjestatud
miinustehnika abil ning teisel korral on objektid jarjestatud suvaliselt, siis ei pruugi
algoritm sama kontseptiahelat mdlemal korral leida. Miinustehnika tagab, et
kontseptiahelas on vdimalikult palju téhtsaid objekte ehk objekte, millel on kontekstis

suurim kaal.
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01: def find_chain(objects, all_attributes):

02: concepts = []

03: extent = set()

04: intent = set(all_attributes)

05: for obj in objects:

06: obj_intent = set(obj.attributes)
07: if len(intent - obj_intent) > 0:
08: if len(extent) > 0:

09: concepts.append((extent, intent))
10: extent = extent | {obj}

11: intent = intent & obj_intent
12: else:

13: extent.add(obj)

14: if len(intent) > @:

15: concepts.append((extent, intent))
16: return concepts

Joonis 3. Kontseptiahela leidmise algoritm.

4.3.1 Kontseptiahela leidmise néide

Jargnevalt rakendatakse kontseptiahela leidmise algoritmi Tabel 1-s kirjeldatud loomade
konteksti peal. Konteksti objektid on miinustehnika abil jérjestatud eelmises alapeatukis
Tabel 3-s. Vaadeldava konteksti puhul on 9 objekti seega algoritm teeb 9 iteratsiooni

ning jargnevalt esitatakse algoritmi iga iteratsioon eraldi punktina.

1. Hetkel on ekstensioon on tihi ning intentsioonis on k&ik atribuudid. VVOetakse
ette esimene objekt, milleks on inimene ning leitakse kdik selle objekti
atrbuudid. Kuna hetkel on objektil atribuute, mida ei ole intentsioonis, siis
jarelikult on leitud uus kontsept. Uue kontsepti esimeseks objektiks on inimene.
Muutuja extent sisaldab objekti inimene ning muutuja intent sisaldab kdiki selle
objekti atribuute.

2. Jargnevalt vaadeldakse objekti pingviin. Ka sellel objektil ei ole kdiki atribuute,
mis on praeguses intentsioonis, seega kuulub see objekt uude kontsepti. Samuti
tdhendab see, et eelmises iteratsioonis loodud kontsept sisaldab ainult Ghte
objekti ning sellest saab kontseptiahela viimane kontsept. Selles iteratsioonis
luuakse uus kontsept, milles on kaks objekti: inimene ning pingviin. Kontsepti
intentsiooniks on kdik atribuudid, mis on neile kahele objektile Ghised, milleks

on vajab eluks vett, elab maa peal, liigub kahel jalal.
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3. Jargnevalt vaadeldakse objekti kotkas. Ka sellel objektil ei ole kdiki atribuute,
mis on praeguses intentsioonis, seega kuulub see objekt uude kontsepti.
Eelmises punktis alguse saanud kontsept enam uusi objekte juurde ei saa ning
sellest saab kontseptiahela eelviimane kontsept. Selles iteratsioonis luuakse uus
kontsept, milles on kolm objekti: eelmise kontsepti objektid ning kotkas.
Intentsiooniks on kolme objekti Uhised atribuudid: vajab eluks vett, elab maa
peal.

4. Jargnevalt vaadeldakse objekti karu. Sellel objektil on olemas k&ik atribuudid,
mis on olemas eelmises punktis loodud kontseptis. Seetdttu uut kontsepti ei
looda, vaid lisatakse see objekt eelmise kontsepti ekstensiooni.

5. Jargnevalt vaadeldakse objekti koer. Selle objektiga on olukord sama, mis
eelmisegagi: lisatakse ekstensiooni.

6. Jargnevalt vaadeldakse objekti tamm. Selle objektiga on olukord sama, mis
eelmisegagi: lisatakse ekstensiooni.

7. Jargnevalt vaadeldakse objekti delfiin. Sellel objektil ei ole kdiki atribuute, mis
on kontseptis olemas, nimelt ei ole objektil delfiin atribuuti elab maa peal.
SeetOttu eelmistes punktides suurendatud kontsept on valmis ning delfiin
moodustab uue kontsepti. Uus kontsept sisaldab kdiki senimaani nahtud objekte
ning atribuudiks on ainult vajab eluks vett.

8. Jargnevalt vaadeldakse objekti vesiroos. Sellel objektil on olemas kdik kontsepti
intentsiooni atribuudid, seega lisatakse see kontsepti ekstensiooni.

9. Jargnevalt vaadeldakse viimast objekti ahven. Ka see objekt lisatakse
ekstensiooni. Kuna rohkem objekte ei ole, siis on leitud ka viimane kontsept.

Kontseptiahel moodustubki kolmest leitud kontseptist.

Kokkuvottes saadakse kontseptiahelaks jargnev kolmest kontseptist koosnev
kontseptiahel (kontseptid on jarjestatud alates kdige Ulemisest kontseptist kuni alumise

kontseptini):

({delfiin, koer, karu, ahven, inimene, pingviin, kotkas, vesiroos, tamm}, {vajab eluks
vett}) —
({koer, karu, inimene, pingviin, tamm, kotkas}, {vajab eluks vett, elab maa peal}) —
({pingviin, inimene}, {vajab eluks vett, elab maa peal, liigub kahel jalal}) —

({inimene}, {vajab eluks vett, imetaja, elab maa peal, liigub kahel jalal})
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Joonis 4-1 on kujutatud leitud kontseptiahel punase joonena. Kuna antud konteksti puhul
esimese kontsepti intentsioon ei ole tuhi, siis sisaldub see ka leitud kontseptiahelas.

Vajab eluks vel

Joonis 4. Kontseptiahel kontseptivores.

4.4 Kontseptiahela katvus

Kuna kontseptiahela leidmise eesmargiks on esitada uuritav kontekst kompaktsel kujul,
siis peab kasutama mingisugust meetodit, mis néitaks, kuivord suurt osa kontekstist
saadud kontseptiahel katab. Selle jaoks kasutatakse t60s kontseptide poolt kaetud
objektide ja atribuutide vahelist relatsioonide arvu suhet k&igi kontekstis olevate

relatsioonidega [4].

Néiteks Tabel 1-s kuvatud konteksti puhul on kokku 29 objekti ja atribuudi vahelist
relatsiooni. Eelnevalt leitud kontseptiahelas on kokku 4 kontsepti, mis katavad dra 18
relatsiooni ning seega on kontseptiahela poolt kaetud 62% kogu kontekstist. Tabel 4-s
on ndidatud kaetud relatsioonid punase ristiga. Kontseptiahela katvuse abil saab hinnata,
kuidas mitme kontseptiahela leidmisel muutub konteksti katvus ning alates mitmendast
kontseptiahelast uute kontseptiahelate leidmine enam katvust margatavalt ei tdsta ning
kasu ei too. Samuti saab selle abil hinnata, kui suur osa algselt kontekstis esitatud

informatsioonist l1aheb meetodi rakendamisel kaduma.
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Tabel 4. Kontseptiahela katvus

Vajab _ Elab Elab _ _ Liigub
eluks Taim maa vees Imetaja | Lind Lendab | kahel
vett peal jalal

Koer X X X

Karu X X X

Tamm X X X

Pingviin X X X X

Ahven X X

Vesiroos | X X

Delfiin X X

Kotkas X X X X

Inimene X X X X
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5 Mitme kontseptiahela leidmine

Praktilise t06 eesmérgiks on arendada edasi kontseptiahela leidmise algoritmi.
Edasiarenduse eesmarkideks on lisada funktsionaalsus, mis v@imaldab leida mitut
kontseptiahelat ning samuti olemasolevat algoritmi optimeerida, et kontseptiahela
leidmine vOtaks vahem aega. Jargnevates peatlkkides Kirjeldatakse algoritmi dldist
pohiideed ning seejdrel tutvustatakse igat algoritmi osa pdhjalikult eraldi. Samuti

tutvustatakse algoritmi loomiseks kasutatud tehnoloogiaid.

5.1 Kasutatud tehnoloogiad

Algoritm on realiseeritud kasutades Python 3 programmeerimiskeelt, sest sellega saab
autori arvates kiiresti valmis teha to6tava prototlubi, samuti oli selle abil juba loodud
uhe kontseptiahela leidmise prototiip ning selle jaoks on saadaval erinevaid
populaarseid andmeteaduse jaoks mdeldud teeke, mis teevad nditeks maatriksitega
tootamise arendaja jaoks lihtsaks ning pakuvad erinevaid klasterdamise algoritme. Kuigi
Python on vordlemisi aeglane vorreldes néiteks Javaga ning C-ga, siis Pythoni eeliseks
on asjaolu, et koodi kirjutamisele saab kulutada vdhem aega ning keskenduda rohkem

kaesoleva probleemi lahendamisele.

To60s on kasutatud jirgnevaid Python’i teeke: numpy!, mille abil saab teha arvutusi
maatriksitega, pandas?, mis pakub andmestruktuure andmetabelitega toGtamiseks,
sklearn®, mille abil teostatakse hierarhilist klasterdamist ning k-modes®, mille abil
teostatakse k-modes klasterdamist. Leitud kontseptiahelate visualiseerimiseks

kasutatakse eelnevalt mainitud ConExp tarkvara.

1 http://www.numpy.org/
2 http://pandas.pydata.org/
3 http://scikit-learn.org

4 https://github.com/nicodv/kmodes

31



5.2 Algoritmi seletus

Varreldes tihe kontseptiahela leidmisega on mitme kontseptiahela leidmiseks vaja teha
veidi rohkem eelt66d ning samuti tuleb muuta olemasolevat algoritmi. Kogu algoritmi

kood on toodud Lisa 1-s.

Mitme kontseptiahela leidmise pdhiidee seisneb selles, et esmalt leitakse kontseptivores
iga leitava kontseptiahela jaoks algkontseptid. Algkontseptideks nimetatakse neid
sellepérast, et tegemist on kontseptidega alates millest toimub kontseptiahela leidmine.
Erinevalt algsest algoritmist, kus kontseptiahela genereerimine algab kontseptivore
viimasest kontseptist ning I8peb kontseptivdre esimese kontsepti leidmisega, siis mitme
kontseptiahela puhul see nii ei ole. Algkontsept ei pruugi olla vdre viimane kontsept,
vaid vOib asuda ka kusagil kontseptivGre keskel. Selleks, et olemasolevat algoritmi
saaks vOimalikult palju taaskasutada, leitakse kontseptiahel kahes osas. Nimelt leitakse
esmalt kontseptiahel, mis viib algkontseptist kontseptivore esimese kontseptini ning
seejarel leitakse kontseptiahel, mis viib kontseptivGre viimasest kontseptist
algkontseptini. Seejarel poolikud kontseptiahelad hendatakse ning moodustub téielik

kontseptiahel, mis viib kontseptivdre esimesest kontseptist viimase kontseptini.

Arvestades, et algkontseptid on kontseptiahela leidmise alustalaks, siis on vaja, et nad
oleksid vdimalikult erinevad. Erinevus on tarvilik, et algkontseptid asuksid
kontseptivdres teineteisest voimalikult kaugel. Teineteisest kaugel asumine tahendab, et
neil on véahe Uhiseid atribuute. Sellisel juhul on ka kontseptiahelad v8imalikult erinevad
kattes &ra vdimalikult erinevad kontseptivire osad ning erinevates kontseptiahelates

samad kontseptid korduvad vdimalikult véhe.

Algkontseptid leitakse klasterdamise teel. Esmalt klasterdatakse konteksti objektid ning
igast klastrist vOetakse ks objekt, millel on vaikseim arv atribuute. Selline objekti valik
tagab algkontsepti asumise vore lemises osas. Leitud objekti pdhjal luuakse kontsept,
mille intentsiooniks on leitud objekti atribuudid ning ekstensiooniks on kéik konteksti
objektid, millel on kdik leitud objekti atribuudid olemas. Klastrite arv sdltub sellest, kui
palju kontseptiahelaid leida soovitakse, sest igast klastrist leitud algkontseptist leitakse
uks kontseptiahel.

Kokkuvotvalt vdib  kontseptiahelate leidmise algoritmi  jagada jargmistesse

sammudesse:
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. Andmete lugemine. Kontekst loetakse CSV failist.

. Andmete klasterdamine. Kontekstis olevad objektid klasterdatakse, et leida
vOimalikult erinevad objektid, mille pdhjal leitakse kontseptid. Klasterdamise
vajadus seisneb selles, et ndnda leitud kontseptid on teineteisest véimalikult
erinevad ning asuvad kontseptivores teineteisest voimalikult kaugel. See tagab
asjaolu, et leitavad kontseptiahelad on véimalikult erinevad.

. Algkontsepti loomine. Eelnevas sammus leitud Klastritest vdetakse igast
Klastrist Giks objekt, mille pohjal luuakse kontsept. Nonda leitud kontseptide néol

on tegemist algkontseptidega, mis asuvad kontseptivores.

Kontseptiahela leidmine. Eelmises sammus leitud algkontseptidest hakatakse
otsima kontseptiahelaid. Kuna algkontsept asub kontseptivdre keskel (ta ei ole ei
esimene ega viimane kontsept), siis tuleb téieliku kontseptiahela leidmiseks leida
2 poolikut kontseptiahelat: ks, mis viib esimesest kontseptist algkontseptist
ning teine, mis viib algkontseptist viimase kontseptini. Nonda leitud poolikud
kontseptiahelad Ghendatakse ning moodustub terve kontseptiahel. Seda protsessi

korratakse iga algkontsepti kohta eraldi.

Kontseptiahelate katvuse arvutamine ning visualiseerimine. Algoritmi
hindamiseks arvutatakse kontseptiahelate katvus ning samuti on véimalik leitud

kontseptiahelaid visualiseerida.

Alternatiivseks lahenduseks oleks vodimalik genereerida terve kontseptivére ning

seejarel kasutades graafi otsingualgoritmi koos mone heuristikaga, mis suudaks seatud

tingimuste jargi parimaid kontseptiahelaid otsida. Antud lahenemise miinuseks on

asjaolu, et selle eelduseks on koikide kontseptide leidmine ning seejarel nendest

kontseptivdre loomine, mis omakorda on keerukas ning ajakulukas protsess.

Jargnevalt tutvustatakse igat algoritmi sammu lahemalt.

5.2.1 Andmete lugemine

Algoritm votab sisse andmed, mis on esitatud CSV formaadis, kus faili esimene rida

koosneb atribuutidest ning esimene veerg koosneb objektidest. Objektide ning

atribuutide vaheline seos voib olla méargitud X-ga voi ka binaarsel kujul, kus 1 tahistab
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atribuudi olemasolu ning 0 t&histab atribuudi olemasolu puudumist. Juhul, kui kontekst
on kujutatud X-ga, siis teisendatakse see andmete lugemisel binaarsele kujule. Binaarne
kuju on eelistatud, sest see vbGimaldab teha jargnevates peatlkkides maatriksitega
arvutusi. Tabel 1-s ndidatud loomade kontekst ndeb vélja jargnevalt:
Vajab eluks vett, Taim, Elab maa peal, Elab vees, Imetaja, Lind, Lendab,
Liigub kahel jalal
Koer, 1, @, 1, 0, 1, 9, 0, @
Karu, 1, @, 1, 0, 1, 9, 0, @
Tamm, 1, 1, 1, @, 0, @, 0, ©
Pingviin, 1, 0, 1, 0, ©
1, 0, ©
Vesiroos, 1, 1, 0, 1, 0, 0, 9, ©
Delfiin, 1, @, 0, 1, 1, 0, 0, ©

Kotkas, 1, 0, 1, 0, 0, 1, 1, ©
Inimene, 1, 0, 1, 0, 1, 9, 0, 1

Andmed loetakse sisse ning hoitakse DataFrame objektis, mis asub pandas teegis.
Samuti andmed jarjestatakse selliselt, et eespool olevad objektid oleksid suurema

atribuutide arvuga kui tagapool asuvad objektid.

5.2.2 Andmete klasterdamine

Selleks, et leida vdimalikult erinevad kontseptiahelad tuleb esmalt kontekstis olevad
objektid klasterdada. Objektid klasterdatakse neil olemasolevate atribuutide jargi.
Klasterdamise ndudeks on genereeritavate Klastrite arvu valimise v@imalus enne
klasterdamist. Selline tingimus on seatud seetdttu, et iga klastri kohta genereeritakse tiks
kontseptiahel ning algoritmi kasutajal peab olema vdimalus valida, mitu kontseptiahelat
genereerida tuleb. Seetbttu sobivad Kklasterdamiseks ainult lahenemised, mis

vOimaldavad valida leitavate klastrite arvu.

Ké&esolevas t60s otsustas autor klasterdamiseks kasutada k-modes algoritmi. DBSCAN
ei sobi, sest selle lahenemise puhul ei ole vdimalik valida klastrite arvu enne
klasterdamist. Hierarhiline klasterdamise ei sobi, sest selle keerukus on suurem kui k-
modes klasterdamise keerukus ja on seet6ttu palju aeglasem. Kui kontekstis on juba
monikimmend tuhat objekti, siis hierarhiline klasterdamine votab mérgatavalt rohkem
aega kui k-modes. K-modes’i ning hierarhilise klasterdamise ajakulu voérdlus erineva
objektide arvu korral on toodud alloleval graafikul. VVordluses kasutatud kontekstides on
7 atribuuti, kontekstis on Uhtede ja nullide arv vdrdne ning andmed on genereeritud

juhuslikult.
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Klasterdamise algoritmide vordlus
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Joonis 5. Klasterdamise algoritmide v6rdlus

K-modes’i algoritm votab sisendiks andmete numpy massiivi, milleks on antud juhul
konteksti relatsioonid ning leitavate klastrite arvu. Klasterdamise tulemuseks on
numbrite massiiv, milles iga element téhistab klastrit, millesse samal indeksil asuv
objekt kuulub. Leitavate klastrite arv peab olema vahemalt 1 ning ei tohi olla suurem
kui on klasterdatavate objektide arv.
def cluster_data(self, data: np.ndarray, num_of_clusters: int) -> np.ndarray:

import numpy as np

from kmodes.kmodes import KModes

clustering = KModes(n_clusters=num_of_clusters).fit(data)
return clustering.labels_

Néiteks klasterdades Tabel 1-s kirjeldatud konteksti kolme klastrisse on tulemuseks

jargnev massiiv:

[000211120]

Tulemusest selgub, et esimene objekt kuulub Kklastrisse numbriga 0 ning neljas objekt

kuulub klastrisse numbriga 2. Ehk kolm leitud Kklastrit on:
1. Inimene, koer, karu, tamm
2. Pingviin, kotkas
3. Vesiroos, delfiin, ahven
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5.2.3 Algkontsepti loomine

Jargnevalt leitakse iga Klastri kohta (ks kontsept, mille pdhjal hakatakse leidma
kontseptiahelat. Algkontsept leitakse ihe objekti pdhjal, mis vdetakse eelnevalt leitud
Klastrist. Objekti valimise kriteeriumiks on vahim atribuutide arv, sest sellisel juhul on
suurem tden&osus, et leitud kontsept asub vore tlemises osas ning see tagab omakorda
suurema kontseptiahela katvuse. Suurem kontseptiahela katvus on tingitud asjaolust, et
rohkem erinevaid tipmisi kontsepte satub erinevatesse kontseptiahelatesse. Tipmised
kontseptid omavad kbige enam objektide ja atribuutide vahelisi relatsioone ning seega
mdjutavad katvust ka kdige enam. Uhe kontseptiahela leidmise puhul see tahtsust ei
oma, kuid mitme kontseptiahela puhul vOib katvuse vahe olla mérgatav. Konteksti
katvuse erinevus, mis on tingitud algkontsepti asukoha valimisest, on néaidatud

jargnevas peatukis.

Igast eelmises peatiikis leitud klastrist valitakse Uks objekt, milleks on antud néite
puhul: tamm, kotkas, ahven. Seejérel luuakse iga objekti pohjal Uks algkontsept.
Algkontsepti intentsiooniks on k&ik objekti atribuudid ning kontsepti loomisel peab
meeles pidama, et kontsepti ekstensiooni kuuluvad need objektid, millel on olemas kdik
algse objekti atribuudid, kuid vdivad olla ka muud atribuudid. Objektide pdhjal leitud

algkontseptideks on:
1. ({Tamm}, {Vajab eluks vett, Taim, Elab maa peal})
2. ({Kotkas}, {Vajab eluks vett, Elab maa peal, Lind, Lendab})
3. ({Vesiroos, Delfiin, Ahven}, {Vajab eluks vett, Elab vees})

Ké&esoleva andmestiku puhul asub 2 kontsepti vore alumises osas ning 1 kontsept vore

Ulemises osas.

5.2.4 Kontseptiahela leidmine

Iga eelmises punktis leitud algkontsepti kohta leitakse Uks kontseptiahel. Algkontsept
asub kontseptivdres esimese ning viimase kontsepti vahel. Selleks, et oleks vdimalik
uhe kontseptiahela leidmise algoritmi vOimalikult palju taaskasutada, leitakse
kontseptiahel kahes osas: esmalt leitakse kontseptiahel algkontseptist vore esimese
kontseptini ning seejarel leitakse kontseptiahel vdre viimasest kontseptist

algkontseptini.
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Enne kontseptiahela leidmist tuleb kontekstist valida ainult need objektid, mis vdivad
leitavas kontseptiahelas esineda. Algkontseptist tlespoole viivas kontseptiahelas vdivad
esineda vaid need objektid, millel on olemas vahemalt (ks algkontsepti intentsioonis
esinev atribuut. Senimaani nditena kasutatud loomade konteksti puhul on atribuut
’Vajab eluks vett’ ithine koigi objektide jaoks, seega iga algkontsepti puhul esinevad
ulespoole viivas kontseptiahelas kdik objektid.

Kasutades numpy poolt pakutavaid massiive, saab need objektid parida Ghe numpy
kasuga, mis tagastab kdik objektide indeksid, millel on vdhemalt (iks ndutud atribuut
olemas:

import numpy as np
np.argwhere(np.any(data[:, list(attributes)], axis=1))

Muutuja attributes on massiiv, mis hoiab endas kd&iki algkontsepti atribuute. Muutuja
data hoiab endas konteksti objektide ning atribuutide relatsioonide maatriksit, milleks

on antud juhul:

e e
COoOOROOR OO
R P OO OR R R, R
COCOoORRROODOO
R OR OO O R R
oORrROoOO0OOROOO
oORrROoOO0OOCOCOOO
mOoOOoOoOOoOROOO

Loomade konteksti puhul on mdnevdrra huvitavam leida neid objekte, mis asuvad
allapoole viivas kontseptiahelas, sest sellisel juhul ei leita enam kdiki konteksti objekte.
Nimelt nidd tuleb valida vaid need objektid, millel on olemas ko&ik algkontsepti
intentsiooni atribuudid. Kuid alamkontsepti definitsiooni jargi vastavad sellele
tingimusele ainult need objektid, mis kuuluvad algkontsepti ekstensiooni ning neid

eraldi leidma ei pea.

Seejarel on vaja leitud sobilikud objektid jarjestada selliselt, et eespool oleksid
tdhtsamad objektid ehk need objektid, millel on kdige populaarsemad atribuudid.
Algoritm itereerib kontseptiahela leidmisel tle kdigi objektide ning kui eespool on

tdhtsamad objektid, siis luues kontseptiahelaid on suurem tdendosus, et tahtsamad
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objektid satuvad kontseptiahelasse varem, mis omakorda tagab konteksti suurema
katvuse kontseptiahela poolt. Objektide jarjestamiseks kasutatakse miinustehnikat.

Kui objektid on téhtsuse jérgi jarjestatud, siis alustatakse kontseptiahela otsimisega. Kui
esialgse kontseptiahela algoritmiga sai terve kontseptiahela leitud Ghe korraga, siis
magistritdd poolt pakutud lahenduse puhul tuleb Uhe kontseptiahela leidmiseks
rakendada algoritmi kaks korda — ks kord, et leida kontseptiahel kontseptivdre esimest
kontseptist algkontseptini ning teine kord, et leida kontseptiahel algkontseptist vore
viimase kontseptini. Samuti tuleb esialgset algoritmi veidi muuta, et ta oskaks arvestada
algkontseptiga. Nimelt leidmaks kontseptiahelat algkontseptist vdre viimase kontseptini
rakendatakse olemasolevat algoritmi, kuid algoritm peatub, kui ta jouab algkontseptini.
Leidmaks kontseptiahelat vGre esimesest kontseptist algkontseptini ei alustata
kontseptiahela leidmist vGre viimasest kontseptist, vaid algkontseptist ning algoritm
peatub, kui kdik objektid on I&bi kaidud.

Kui mdlemad kontseptiahelad on leitud, siis nad hendatakse ning moodustatakse
terviklik kontseptiahel, mis viib kontseptivBre esimesest kontseptist kontseptivdre
viimase kontseptini labides algkontsepti. Eelmises peatiikis leitud algkontseptide pdhjal

leitakse jargnevad kontseptiahelad:

({pingviin, kotkas, inimene, koer, karu, tamm, vesiroos, delfiin, ahven}, {vajab eluks
vett}) —

({pingviin, kotkas, inimene, koer, karu, tamm}, {vajab eluks vett, elab maa peal}) —
({tamm}, {vajab eluks vett, taim, elab maa peal}) —

({3, {vajab eluks vett, taim, elab maa peal, elab vees, imetaja, lind, lendab, liigub kahel

jalal}})

({pingviin, kotkas, inimene, koer, karu, tamm, vesiroos, delfiin, ahven}, {vajab eluks
vett}) —

({vesiroos, delfiin, ahven}, {vajab eluks vett, elab vees}) —

({delfiin}, {vajab eluks vett, elab vees, imetaja}) —

({3}, {vajab eluks vett, taim, elab maa peal, elab vees, imetaja, lind, lendab, liigub kahel

jalal}

({pingviin, kotkas, inimene, koer, karu, tamm, vesiroos, delfiin, ahven}, {vajab eluks
vett}) —
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({pingviin, kotkas, inimene, koer, karu, tamm}, {vajab eluks vett, elab maa peal}) —
({pingviin, kotkas}, {vajab eluks vett, elab maa peal, lind}) —
({kotkas}, {vajab eluks vett, elab maa peal, lind, lendab}) —

({3, {vajab eluks vett, taim, elab maa peal, elab vees, imetaja, lind, lendab, liigub kahel

jalal})}}

Kolm leitud kontseptiahelat katavad ara 79% kontekstist.

5.2.5 Kontseptiahela visualiseerimine

Leitud kontseptivdrede visualiseerimisel kasutatakse sama kontseptide ekstensioonide
ning intentsioonide esitamise pdhimdtet nagu kontseptivorede visualiseerimisel.
Erinevus seisneb vaid selles, et kontseptiahela puhul on igal kontseptil vaid Uks
alamkontsept. Samuti v3ib esitada kdiki kontseptiahelaid korraga moodustades neist uue
kontseptivdre, mis on loodud uue konteksti pohjal. Uueks kontekstiks on need objektide

ja atribuutide relatsioonid, mis on kontseptiahelate poolt kaetud.

Médlemal juhul kasutatakse kontseptiahelate visualiseerimiseks ConExp tooriista, sest
see pakub lisaks visualiseerimisele ka muid kontseptivredega tootamise vdimalusi.
Algoritm véljastab uue vahendatud konteksti CSV failina, mida saab kasutada ConExp’i

sisendina.

Joonis 6 kujutab loomade konteksti kolme leitud kontseptiahelat.
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6 Analiiiis

Ké&esolevas peatiikis analtitisitakse loodud algoritmi rakendades seda loomaaia konteksti
peal, mida kasutati t60 esimeses osas, et illustreerida kuivord halvasti on suured
kontseptivored loetavad. Selle konteksti pdhjal naidatakse, kuidas kontseptiahelate
leidmisel konteksti suurus kasvab ning seletatakse, millest katvuse kasv on tingitud.
Samuti hinnatakse kontseptiahelate katvust suurte, kiimnetest tuhandetest kontseptidest
koosnevate, kontekstide peal. Samuti raégitakse algoritmi joudlusest ning millised moel
seda parandada saab. Samuti vOrreldakse kontseptiahelate meetodit jadmae

kontseptivdredega. Uhtlasi vdrreldakse loodud lahendust olemasoleva lahendusega.

6.1 Algoritmi rakendamine suurele kontekstile

Lisa 2-s toodud loomaaia kontekstis on 238 erinevat kontsepti ning neist moodustuv
kontseptivire on véga raskesti hoomatav. Kaesolevas peatiikis rakendatakse loodud
algoritmi loomaaia kontekstile ning saadakse teada, kuivdrd hasti mitme kontseptiahela
meetod seda konteksti iseloomustab.

Joonis 7-1 kujutatud graafikul on néha, kuidas kontseptiahelate arvu kasvades suureneb
ka konteksti katvus. Kontseptiahelate arvu jérel sulgudes olev arv téhistab unikaalsete
kontseptide arvu kdigis kontseptiahelates. VVaiksema kontseptiahelate arvu korral kasvab
katvus vordlemisi Kiiresti, kuid siis jarsk katvuse kasv aeglustub. P6hjus seisneb selles,
et esimesed kontseptiahelad katavad ara kontseptivore tipmised kontseptid ning sellega
kaasneb ka suurem katvuse kasv. Kui kontseptiahelate arv kasvab, siis uued
kontseptiahelad sisaldavad juba tipmisi kontsepte ning seetttu enam suurt katvuse
suurenemist ei toimu. Suurema kontseptiahelate arvu korral lisanduvad uued kontseptid
kontseptivore madalamatest osadest ning seega katvuse protsent muutub véhe.
Sajaprotsendiline katvus saavutatakse 30 kontseptiahelaga leides kokku 99 erinevat

kontsepti.

Kuna kontseptiahelate leidmine on seotud tihedalt klasterdamisega, siis erineva
kontseptiahelate arvu korral leitakse erinevad klastrid ning nende klastrite pdhjal leitud
algkontseptid vdivad erineda teistsuguse kontseptiahelate hulga puhul leitud
algkontseptidest. Sellest tulenevalt voib esineda olukordi, kus suurendades néiteks

kontseptiahelate arvu Uhe vorra ei pruugi kdik eelnevalt leitud kontseptiahelad uues
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kontseptiahelate hulgas esineda. See pdhjendab ka graafikul erinevust 6 ja 7
kontseptiahela vahel, kus katvuse protsent veidi muutub, kuid unikaalsete kontseptide
arv jaab samaks. Samal pdhjusel on 8 ja 9 kontseptiahela puhul katvuse protsent ning
unikaalsete kontseptide arv sama. Sellist algoritmi kaitumist v@ib pidada kaesoleva
lahenduse miinuseks.

1 Kontseptiahelate katvus loomaaia kontekstis

0.9
0.8
0.7
0.6
05

Kontekstl katvus

04
0,3
0,2
01

0
19 2018 327 4(34) 5(30) 6(43) 7(43) B(48) 048) 10(52)

Kontseptizhelate arv

Joonis 7. Kontseptiahelate katvus loomaaia kontekstis
Kui eelmises peatilikis toodud loomade konteksti ndites ei olnud konteksti vaikese
suuruse tottu vahet, kas valida algkontsept kontseptivGre Ulemisest osast VvOi
kontseptivore alumisest osast, siis suurema loomaaia konteksti puhul on konteksti
katvuse erinevus vagagi margatav. Uhe kontseptiahela puhul ei ole algkontsepti asukoht
tahtis, kuid leides mitu kontseptiahelat mangib algkontsepti valik véaga suurt rolli.
Néiteks kahe kontseptiahela puhul valides algkontseptid kontseptiv@re tlemisest osast
on konteksti katvus 70%, samas valides algkontseptid kontseptivore alumisest osast on
katvus kdigest 50%. Kolme kontseptiahela puhul on katvus vastavalt 87% ja 62%.
Sellistest tulemustest tulenevalt vdib véita, et algkontsepti valimine kontseptivore

ulemisest osast on parem.

Joonis 8-1 on kujutatud 3 kontseptiahelat, mis on leitud loomaaia kontekstist.
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Joonis 8. Kolm kontseptiahelat loomaaia kontekstis
Joonis 9-1 on kujutatud vahendatud kontekst mitte kontseptiahelate kujul, vaid
kontseptivdrena. Pdhjus, miks kontseptivdrena esitatud kontseptiahelad sisaldavad
margatavalt rohkem kontsepte kui on kujutatud kontseptiahelates Joonis 8-I, seisneb
selles, et kontseptivores on kujutatud lisaks kontseptiahelas olevatele kotnseptidele ka
need kontseptid, mis tekivad kontseptiahelate 16ikumisel. Ning kuigi kontseptivdres on
kontsepte ronkem kui kontseptiahelas, siis sellegipoolest on uus kontseptivdre vorreldes
esialgse kontseptivdrega, mis on kujutatud Joonis 2-1, palju loetavam ning selgem, kuid

sellegipoolest katab dra vaga suure osa kontekstist.
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Joonis 9. Loomaaia kolme kontseptiahela kontseptivdre

6.2 Algoritmi joudlus

Mitme kontseptiahela leidmise algoritmi keerukus on 0(n?), sest andmete
klasterdamise, algkontsepti leidmise ning kontseptiahela leidmise keerukus on O(n),
kuid miinustehnika rakendamise keerukus on O(n?). Lahtuvalt sellest oleks mdistlik
miinustehnikat mitte kasutada ning jarjestada objektid tdhtsuse jargi nii, et keerukus
oleks vaiksem. Kuna miinustehnika kasutab tihe sammuna konformismiskaalat ehk iga
objekti kaalu arvutamist, siis jargnevalt vorreldakse, kas ainult konformismiskaala abil
on vdimalik saavutada miinustehnikaga sarnane konteksti katvus. Konformismiskaala

leidmise keerukus on O (n).

Konformismiskaala rakendamisel on konteksti katvus vaid paari protsendi vorra
vaiksem kui miinustehnika puhul, kuid kontseptiahelate leidmiseks kuluv aeg on
mérgatavalt véaiksem. Naiteks katsetades kontekstiga, milles on 20 000 objekti kulus
miinustehnika rakendamiseks umbes minut ning konformismiskaala vottis alla poole
sekundi. Kui miinustehnika kasutamisest saadud suurem konteksti katvus on véga
oluline, siis vOib seda kasutada niikaua kui kontekstis on kuni paarkimmend tuhat
objekti, kuid suurema objektide arvu korral on mdistlikum juba kasutada

konformismiskaalat.

44



6.3 Algoritmi rakendamine erinevate andmestikega

Jargnevalt rakendatakse algoritmi erinevatele andmestikele, et naha, kuidas kéitub
algoritm andmestikega, kus on erinev hulk objekte ning atribuute ning kas on olemas
andmestikke, mille puhul antud t60s pakutud lahenduse rakendamine on vdhem
efektiivne ning millised andmestiku omadused voivad konteksti katvust mdjutada. K&ik
andmestikud on oma olemuselt kategoorilised ehk igal atribuudil on mingi kindel hulk
vOimalikke vaartusi. Selleks, et neid saaks kasutada formaalses kontseptianaltitisis peab
nad teisendama binaarsele kujule. Néaiteks, kui atribuudil on kolm voimalikku vé&rtust,
siis tehakse igast voimalikust atribuudi vaartusest uus atribuut, mille véartuseks saab
olema kas 0 vdi 1. Teisendamiseks kasutati pandase teeki:

import pandas as pd

data = pd.read csv(,in.csv", sep='\s*,\s*’, index col=False)
pd.get dummies (data).to _csv(’'out.csv’)

Kdik andmestikud parinevad UCI masindppe repositooriumist [10]. Andmestike tausta
ning objektide ja atribuutide sisu l&hemalt ei tutvustata, kuid andmestikke
iseloomustavad metaandmed tuuakse vélja Tabel 5-s. Andmestiku tihedus tahistab, kui
suur osa koigist voimalikest objektide ning atribuutide vahelistest relatsioonidest on
tabelis kujutatud. Samuti on antud andmestikud heaks néiteks sellest, kuivdrd Kiiresti

kontseptide arv vorreldes objektide arvuga kasvab.

Andmestik Objektide arv | Atribuutide Tihedus Kontseptide arv
arv

Mushroom 8124 117 19,64% 157 138

Adult 36 561 102 7,99% 86 386

Nursery 12 960 27 29,63% 115 201

Car evaluation 1728 21 28,57% 8001

Congressional 435 17 52.14% 10 644

voting records

Tabel 5. Kasutatavate andmestike metaandmed
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Joonis 10-1 kujutatud graafikul on né&ha, kuidas konteksti katvus erinevate andmestikega
muutub, kui kontseptiahelate arv suureneb. Kdigis viies andmestikus on kontseptiahelad
leitud kasutades konformismiskaalat, sest objektide arvud on miinustehnika jaoks méne
andmestiku puhul Gpris suured. K&igi andmestike thiseks jooneks on konteksti katvuse
margatav tous esimeste kontseptiahelate puhul. Tulemusi ldhemalt uurides selgub, et
konteksti katvuse erinevus ei ole pdhjustatud andmestiku tihedusest ega ka kontseptide

arvust.

Pdhjus, miks erinevate kontekstide katvus on erinev, seisneb andmete omavahelistes
seostes ning nende kontseptivGrede struktuuris. Nimelt, kui kontekstis olevad objektid
on teineteisest erinevad, siis on vodre laiem ning madalam. Selle t6ttu on ka
kontseptiahelate katvus madalam. Seda iseloomustab ilmekalt viimane andmestik
(Congressional voting records), kus késitletakse kahe erineva erakonna esindajate
haaletamisi. Kuna sama erakonna esindajad kipuvad hdédletama sarnaselt, siis on selle
andmestiku objektid omavahel sarnasemad kui teistes andmestikes. SeetGttu on ka

konteksti katvus teiste andmestikega vorreldes marksa suurem.

Kokkuvotvalt voib tdie kindlusega vdita, et rohkem kui Uhe kontseptiahela leidmine

toob kaasa ka suurema konteksti katvuse.

Konteksti katvus erinevate andmestikega
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Joonis 10. Konteksti katvus erinevate andmestikega
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6.4 VVordlus jadmae tiupi kontseptivorega

Kolmandas peatiikis tutvustati  kontseptivirede lihtsustamist jaéamée tudpi
kontseptivorede meetodi abil. Selle 1&henemise puhul néidatakse ainult kontseptivore
ulemises osas olevaid kontsepte. VVorreldakse just selle meetodiga, sest kdigi kolmandas
peatiikis vaadeldud kontseptivGrede lihtsustamise meetodite seast on kontseptiahelate

meetodiga enim sarnane just jadmaée tulpi kontseptivorede meetod.

Jargnevalt vorreldakse kontseptiahelate leidmise meetodit jadmae tllpi kontseptivorega.
Vordlust teostatakse eelmises peatiikis kasutatud Congressional voting records
andmestiku pohjal. Joonis 11-l on naidatud, kuidas kasutades jadmé&e kontseptivoresid
muutub konteksti katvus, kui horisontaalteljel kuvatud kontsepti sageduse piirvaartus
muutub. Sulgudes on kuvatud leitud kontseptide arv. Piirvdartus on kahanevas
jarjestuses, sest kdige sagedasemad kontseptid on kontseptivore tipus ning kui kontsepti
sagedus on suur, siis jarelikult asub kontsept kontseptivore tipus. Sageduse vahenedes
valitakse kontseptiv@re alumises osas asuvad spetsiifilisemad kontseptid ning leitud

kontseptide arv suureneb.

Jaamae kontseptivére kontseptide konteksti katvus
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Joonis 11. Jadmae kontseptivore kontseptide konteksti katvus

Nagu eelmises peatikis selgus, siis selle andmestiku puhul on kontseptiahelate katvus

upris suur. Nimelt juba nelja kontseptiahela puhul, milles on kokku 43 unikaalset
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kontsepti, on konteksti katvus 70%. Nagu Joonis 11-1 n&ha on, siis jadmé&e tulpi
kontseptivorede puhul saavutatakse ligildhedane (68%) katvus leides 21 tipmist
kontsepti. Uldjuhul saavutatakse jaamae kontseptivoredega suurem konteksti katvus
ning suure katvuse jaoks on vaja ka vahem kontsepte. See on tingitud asjaolust, et
jadmde kontseptivore puhul ndidatakse ainult tipmisi kontsepte, mis katavad koige

suurema osa kontekstist, sest nendel kontseptidel on palju objekte.

Esmapilgul vdib tunduda, et kui kontseptiahelate puhul on vaja sama konteksti katvuse
jaoks leida kaks korda rohkem kontsepte kui jadmée kontseptivore puhul, siis on
kontseptiahelate meetod seetdttu halvem. Tuleb silmas pidada, et kontseptiahelate ning
jadmae tlupi kontseptivorede erinevuseks on see, millised kontsepte leitakse. Nimelt
jadmae tlupi kontseptivdrede puhul naidatakse ainult tipmisi kontsepte ning seega
antakse (levaade ainult Ulemistest kontseptidest. Kontseptiahelate puhul leitakse
kontseptid, mis labivad vertikaalselt kogu kontseptivoret ning sisaldavad seetbttu ka
spetsiifilisemaid kontsepte. Kokkuvdtvalt vib vdita, et mitme kontseptiahela leidmise
meetod on vorreldes jadmae tllpi kontseptivdredega Upriski hea, sest selle abil on

vOimalik konteksti Kirjeldada efektiivselt véikese kontseptide arvuga.

6.5 Vordlus esialgse lahendusega

Magistritod eesmargiks oli muuta esialgset kontseptiahelate leidmise lahendust ndnda,
et oleks vBimalik leida rohkem kui Uhte kontseptiahelat, kuid lisaks sellele sai tehtud

veel mitmeid parendusi.

Uheks pistitatud korvaleesmargiks oli algoritmi optimeerida. Magistritod kaigus leitigi
esialgses lahenduses moned kitsaskohad, mille kdrvaldamisel muutus algoritm
mérgatavalt kiiremaks. Nimelt oli probleem miinustehnika arvutamises, kus esialgselt ei
kasutatud koiki raamistike poolt pakutavaid voimalusi andmetabelitega to6tamiseks

ning tehti Gleliigseid arvutusi, mis tegid kogu protsessi aeglasemaks.

Vorreldes esialgse lahendusega on algoritmi mugavam kasutada. Samuti on kasutatavust
parandatud kogu koodile testide kirjutamisega, mis katavad &ra enam kui 95% koodirida
ning tanu sellele saab olemasolevat koodi tulevikus lihtsamini muuta ning suureneb ka
tdendosus, et kood tootab korrektselt. Samuti muudab see teistel isikutel lihtsamini

koodist aru saada ning seda ise arendama hakata.
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7 Kokkuvote

Magistritdos anti tlevaade formaalse kontseptianalltsi pohimdistete kohta ning naidati,
kuidas saab formaalseid kontsepte kontseptivorede abil visualiseerida. Samuti kirjeldati
probleemi kontseptivirede visualiseerimisega, kus suurema kontseptide arvuga
kontseptivored muutuvad inimsilma jaoks vaga kiiresti loetamatuks. T60s anti Ulevaade
mitmest erinevast olemasolevast ldhenemisest, mille abil saab kontseptide voi kontekstis
olevate objektide ja atribuutide vdhendamisega muuta kontseptivored loetavamaks ning
hoomatavamaks, kuid mitte lkski praeguseks valja pakutud lahendusest ei ole veel
muutunud selles valdkonnas standardiks, mis kdigile sobiks. Seetdttu oli mdistlik

kontseptivorede esitamise probleemiga tegeleda.

Uheks kontseptivorede lihtsustamise vdimaluseks on leida kontseptivdrest
kontseptiahel, mis on tee kontseptivGre esimesest kontseptist kontseptivGre viimase
kontseptini. Samas he kontseptiahela leidmine ei kirjelda kogu uuritavat andmetabelit
piisavalt hasti ning oleks parem, kui saaks kontseptivores leida mitu kontseptiahelat.
Algoritm, mille abil saab leida Uhte kontseptiahelat, oli juba olemas. Magistrit6o
pdhieesmérgiks oli arendada edasi olemasolevat lahendust ndnda, et oleks vdimalik
leida mitut kontseptiahelat korraga. Magistritéo tulemusena valminud algoritm arendas
edasi esialgse algoritmi ideed, kus kontseptiahelat leiti kogu kontseptivoret

genereerimata.

Selleks, et saaks hinnata, kuivérd palju on mitme kontseptiahela leidmine uhe
kontseptiahela leidmisest parem, kasutati konteksti katvuse moddikut. Konteksti katvus
naitab, kui palju objektide ning atribuutide vahelisi relatsioone on kontseptiahelate poolt
kaetud. Sama moddikut kasutati ka loodud algoritmi hindamiseks erinevate suure
kontseptide arvuga kontekstide peal, et ndha, kuidas kontseptiahelate arvu
suurendamisel muutub konteksti katvus. Samuti selgus t00 kéigus, et miinustehnika
kasutamine véga suurt kasu ei too ning suurte kontekstide puhul on véimalik kasutada
objektide jarjestamiseks ka konformismiskaalat, mille puhul on konteksti katvus
monevorra vdiksem, kuid samas leitakse kontseptiahelad méargatavalt kiiremini. Samuti
vorreldi  konteksti katvust kasutades mitme kontseptiahela ning j&&mae thdpi

kontseptivorede meetodeid.
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Mitme kontseptiahela leidmisel erinevate andmestikega on néha, et konteksti katvus on
suurem kui ainult Ghe kontseptiahela puhul. Seega t06 hiipotees, mis Vaitis, et rohkem
kui 0he kontseptiahela leidmisel on konteksti katvus suurem kui ainult Uhe

kontseptiahela leidmisel, peab paika.

7.1 Voimalikud edasiarendused

Hetkel kasutatakse algkontseptide leidmiseks klasterdamist. Selle lahenemise miinuseks
on asjaolu, et algkontseptid valitakse pohimétteliselt juhuslikult (kuid deterministlikult)
ning algoritmi kasutajal ei ole kontrolli selle tle, milline kontsept osutub algkontseptiks.
Selliselt valitud algkontseptid ei pruugi olla kdige optimaalsemad ning see voib
pdhjustada olukorra, kus veel Uhe kontseptiahela leidmine védhendab konteksti katvust,
mitte ei suurenda seda. PBhjus seisneb selles, et erineva kontseptiahelate arvu korral
leitakse hoopis uued klastrid, seelébi ka téiesti uued algkontseptid ning ka téiesti uued
kontseptiahelad. Kui néiteks leida monel kontekstil alguses neli kontseptiahelat ning
seejarel leida viis kontseptiahelat, siis ei pruugi viie kontseptiahela hulgas olla Uhtegi
kontseptiahelat esimesena leitud nelja kontseptiahela hulgas. Samuti v@ib juhtuda, et
algkontseptid on teineteisele liiga ladhedal ning leitud kontseptiahelad hakkavad

omavahel kattuma.

Uheks edasiarenduse eesmargiks oleks leida uus lahenemine, kus algkontseptid
valitakse mingi kindla kriteeriumi jargi. Uheks v&imalikuks kriteeriumiks oleks
genereerida kontseptivore lemine osa ning sealt leida algkontseptid. Sel moel saaks
tagada, et leitavad kontseptiahelad ei hakka omavahel vdga palju kattuma ning konteksti

katvus uute kontseptiahelate leidmisel ei kahane.

Kuigi kontseptiahelate leidmist vorreldi jddmade kontseptivoredega, siis sellegipoolest
tuleks kontseptiahela meetodit rakendada andmeteaduses andmestike analiitisimiseks
ning reaalse probleemi lahendamiseks, sest selles t60s analusiti leitud kontseptiahelaid
paris andmetel Gpriski pinnapealselt. Oleks huvitav teada, kas kontseptiahelate meetodit
on otstarbekas kasutada ning kuivord héasti suudab see konkureerida teiste kontseptivore

lihtsustamise meetoditega.
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Lisa 1 — Programmikood

Magistritoo kdigus kirjutatud kood on leitav Git’i versioonihalduse siisteemist:

https://bitbucket.org/metsmarko/fca-chain/
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