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Annotatsioon

Klientide lahkumise ennustamine kujutab endas tuvastamist, kas klient kavatseb
kliendisuhte ettevottega IOpetada vOi mitte. Kliendi lahkumise ennetamine on iga
ettevotte jaoks potentsiaalne tdiendav tuluallikas, sest uue kliendi leidmine on mitmeid
kordi kulukam kui olemasoleva kliendi hoidmine. Sellest tulenevalt on k&esoleva t66
eesmargiks leida meetod, mis aitaks véhendada klientide lahkumist, kombineerides
selleks struktureeritud ja struktureerimata andmeid. Eesméargi saavutamiseks jaguneb t66

kaheks: kliendikontakti meelestatuse hindamine ja kliendi lahkumise ennustamine.

TOO esimeses o0sas kasutatakse masinGppel pdhinevat lahenemist ning luuakse
meelestatuse hindamise mudel, kus kliendikontaktid klassifitseeritakse negatiivseks voi
mittenegatiivseks. Potentsiaalsete teenuste IGpetajate tuvastamiseks loodi kliendi
lahkumise ennustusmudel tdpsusega 68%, mis tuvastab 63% lahkujatest. TG0 tulemusena

on vdimalik tuvastada potentsiaalseid lahkujaid.

LOputdo on kirjutatud eesti keeles ning sisaldab teksti 43 lehekiljel, 5 peattikki, 8 joonist,
10 tabelit.



Abstract

Customer churn prediction based on customer contact

Customer churn prediction means detecting whether a customer is going to leave the
company during a given period or not. Preventing the churn represents a potential
additional source of revenue for any business, as it costs much less than acquiring the new
customer. Therefore, the aim of this thesis is to find a method that would help to reduce
customer churn using customer contact information. Therefore, the work is divided into

two parts: predicting the sentiment of a call and predicting customer churn.

In order to achieve this goal, a machine learning approach was used for sentiment
analysis. 2000 calls were labeled as negative or non-negative. Text data was represented
in numbers using two models: Bag of Words (BoW) and TF-IDF. In the modelling phase,
models were trained using three algorithms: Naive Bayes classifier, logistic regression,
and support vector machine. It was managed to train a model with accuracy of 86% and
recall of 77%, which means the model identifies 77% of the negative contacts. As the
result, it is possible to identify the calls where customers express their negative thoughts

about the company and its services.

In the next phase, customer churn prediction models were trained using four algorithms:
Naive Bayes classifier, logistic regression, support vector machine and CatBoost
classifier. A model with accuracy of 68% and recall of 63% was trained, which means
the model identifies 63% of the churners. As a result, CatBoost technique was suggested

as the method which would help to reduce customer churn.

The thesis is in Estonian and contains 43 pages of text, 5 chapters, 8 figures, 10 tables.
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1 Sissejuhatus

Klientide lahkumine on oluline teema iga ettevotte jaoks, mis tahistab kliendisuhte
Iopetamist ettevotte ja kliendi vahel. Kliendi lahkumisega seotud kulud hdlmavad
ettevotte jaoks nii saamata jaanud tulu kui ka kulusid turundusele, mis tehakse uue kliendi
hankimiseks. Uute klientide hankimine on aga keskmiselt kolm korda kulukam Kui
olemasoleva kliendi hoidmine [1]. Kliendi lahkumise ennetamine on oluliseks
algpunktiks klientide lojaalsuse kasvatamisel. Pikaaegsed kliendid on lojaalsemad
ettevotte suhtes ning nende pealt on vdimalik teenida suuremat tulu. Nad on véhem
hinnatundlikumad konkurentide hindade suhtes. Sellised kliendid pole ettevétte jaoks ka
kulukad [1]. Uute klientide hankimine nduab aga kulutusi turundusse, reklaami ja
lisat66joudu. Klientide lahkumine on védga aktuaalne probleem iga ettevotete jaoks, kuna

see mdjutab otseselt ettevdtte rahalist seisu.

Iga ettevotte pikaajaliseks eesmérgiks on kasumi teenimine. Mida rohkem kliente lahkub,
seda enam on tarvis kasumi teenimiseks pingutada. Siinjuures on oluliseks mdddikuks on
antud juhul Klientide lahkumise maar ehk osakaal klientidest, kes mingil konkreetsel aja

perioodil lahkusid.

Harvard Business Schooli poolt koostatud raportis on leitud, et keskmisel 5% véiksem
klientide lahkumise maar, vorreldes eelneva perioodiga, pohjustab 25-95%-lise kasvu
kasumis [2]. Seega sunnib klientide lahkumine sunnib ettevdtteid juurutama kliendisuhte
hoidmisele suunatud sihipdraseid ja ennetavaid tegevusi ning pakkumisi. Tavapérane
ldhenemisviis on sihtida kliente tulenevalt nende tdendosusest lahkuda voi nende
reageerimise voimest turunduskampaaniatele [3]. Kliendi lahkumise ennustusmudelites
kasutatakse enamasti struktureeritud andmeid - nditeks demograafilisi (vanus, sugu,
haridustase, perekonnaseis jne) ning kliendi teenuste ja tehingutega seotud informatsiooni
(tellimused, laekumised jne). Struktureeritud andmed on ettevotte jaoks isna hélpsasti
kogutavad ning seetttu on ka nende andmete to6tlemine ettevotte jaoks lihtne

Iahenemine.

10



Struktureeritud andmed moodustavad uldiselt ligikaudu 20% drilisest teabest, seejuures
struktureerimata andmed moodustavad 80% andmetest. Viimase alla kuuluvad
igapédevasest kliendisuhtlusest saadavad andmed: nt e-kirjad, kdned ning suhtlus
vestlusrobotiga jne. Need andmed on sageli korrastamata ja muudavad andmetd6tluse
keerulisemaks. Kuigi struktureerimata andmete to6tlemine nduab rohkem eelt6dd, vdib
see omada siiski olulist lisainfot vorreldes struktureeritud andmetega, mis on osa

igapéevasest andmetodtlusest [1].

Klientide kdned sisaldavad rohkelt struktureerimata teavet, nt vabatekstilist teavet, mida
saaks kasutada ara nii arilistel eesméarkidel kui ka kliendikogemuse parandamiseks.
Sellise informatsiooni kogumine késitsi, kasutades inimressurssi, oleks liiga aegandudev.
Oskuslikul kéneandmete tootlemisel on vdimalik automaatselt kindlaks teha erinevaid
murekohti ning saada tagasisidet ettevotte teenuste kohta, mis annaks sisendi teenuste

parendamiseks.

1.1 Taust ja probleem

Klientide lahkumine on suureks probleemiks paljudes todstusharudes. Nende seas kerkib
eriliselt esile telekommunikatsioonisektor, kus kliendil on kerge teenusepakkujat
vahetada, kuna teenusepakkuja vahetamisega seotud kulud on madalad. Uuringu [4]
kohaselt ei ole telekommunikatsiooni ettevdtted, vOrreldes teiste tédstusharudega,
tarbijate seas kdige populaarsemad. See ilmneb ka Kantar Emori uuringus, kus parimat
teeninduskogemust pakkuvate ettevotete edetabelis on telekommunikatsioonisektor
pigem madalal positsioonil [5]. Tihti valjendatakse pahameelt telekommunikatsiooni
teenusepakkuja mone aspekti suhtes — olgu selleks arvega seotud teemad, soovimatud

turunduslikud pakkumised jne [4].

Kui ettevottel on soov kliente hoida, siis on tarvis probleemiga tegeleda ning mdista, miks
kliendid lahkuvad. K6ik kliendid ei lahku samadel pdhjustel. Kliendi lahkumise taga voib
olla mitmeid erinevaid p6hjuseid. Peamised neist on seotud toote maksumuse, toote
kvaliteeti ja teeninduse kvaliteediga [6]. Seejuures vOib kliendi lahkumised liigitada

jargnevalt:

= tahtmatu lahkumine (ingl involuntary churn) — ettevotte poolt algatatud kliendi

lahkumine ehk ettevOte |0petab Kkliendiga lepingu. Pdhjuseks vdib olla
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strateegiline teenuse muutmine voi kliendiga suhte 18petamine lepingutingimuste

rikkumise tttu. Selliste klientide tuvastamine on kdige lihtsam [7];

= vabatahtlik (ingl voluntary churn) — neid on kdige keerulisem tuvastada.

Vabatahtlik lahkumine jaguneb kaheks:

- juhuslik (ingl incidental churn) — kliendi soov loobuda teenusest ja liikuda
konkurendi juurde pdhjustel, mis ei kuulu ettevdtte kontrolli alla. Teenuse
I6petamine vdib olla seotud suuremate sotsiaalsete ja majanduslike
teguritega, nt elukohavahetus, muutus finantsseisundis [7]. Selle
informatsiooni alusel, mis ettevottel on, pole véimalik juhuslikku lahkujat
ette ennustada

- tahtlik (ingl deliberate churn) — olukord, kus klient on rahulolematu ehk
pole rahul ettevdtte teenuse vai teenindusega ning otsustab kas l18petada
taielikult teenuse kasutamine voi liigub konkurendi juurde. Tahtlikult
lahkujad on ettevdtte jaoks suurim probleem [7].

Tahtlikult liikuvate klientide tuvastamine on keeruline protsess. Ennekdike on suureks
probleemiks Kklientide tuvastamine, kes ei ole teenusega rahul ning kelle kavatsust ei ole
alati struktureeritud andmetest néha. Seejuures annaks nende klientide tuvastamine kdige

rohkem kasu. See julgustab analiiiisima struktureerimata andmeid.

Kliendisuhtluse analiisimine annab vdimaluse saada tagasisidet klientidelt varem kui see
on voimalik tagasiside kisitluste kaudu ning kliendi lahkumise kaudu, mis on otsene viide
sellele, et klient ei olnud rahul, aga siis on juba liiga hilja reageerida. Seni ei ole
struktureerimata teavet kasutatud &ra piisavalt ning selle asemel on kliendianallusis
valitud lihtsam variant, mis ei nbua suuremat andmete eelto6tlust. Kliendikontakti kdigus
tekkinud struktureerimata andmete to6tlemine on ajamahukas ning selle laiapdhjalisem

ké&sitlus on siiani veel tisna puudulik.

Sellise info tootlemiseks ei piisa tavalistest &rianaltitika vahenditest. Klassikaliselt
kasutatakse selleks ennustusmudeleid. Kliendi lahkumise ennustusmudelite eesmargiks
on tuvastada kdige suurema tdendosusega teenuse ldpetajad. Selline tegevus annab
ettevottele voimaluse sihtida konkreetseid kliente ning rakendada nende peal strateegiat,
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mis peaks vahendama klientide lahkumist, mis tdhendab ennetada finantsilist kaotust,

mida klientide lahkumine tekitab.

Eelnimetatud probleemiga on varasemalt juba tegeletud. Wonderflow on (ks naide, kus
struktureerimata andmeid on &ra kasutatud &rilistel eesmarkidel. Wonderflow on
tehisintellektipdhine analttsiplatvorm, mis vGimaldab ettevottel teha andmetest juhitud
otsuseid, analliusides erinevatest kanalitest saadavat tekstilist infot. Wonderflow kajastab
oma juhtumiuuringus (ingl case study), et tdnu nende analtisiplatvormile ning oluliste
tegurite valja toomisel, on kuue kuu jooksul ettevdtte klientide lahkumise maar langenud
keskmiselt 12% [8].

Héid tulemusi on saadud ka struktureerimata ja struktureeritud andmete kombineerimisel.
Artiklis [9] loodi kliendi lahkumist ennustav mudel, kombineerides nii struktureerimata
kui ka struktureeritud andmeid. Struktureeritud andmetena kasutati kliendi demograafilisi
ja tehingutega seotud andmeid. Struktureerimata andmete kaasamine parandas mudeli
tpsust 5% [9]. Antud t60s tuginetaksegi peamiselt artiklis [9] esitatud teadustdole.

1.2 Eesmark

T60 peamiseks eesmargiks leida meetod, mis aitaks véhendada klientide lahkumist,
kombineerides struktureeritud ja struktureerimata andmeid. Eesmérgiks on kasutada
kliendikontaktipdhist informatsiooni, milleks on tekstiks transkribeeritud kdne ning
struktureeritud andmetena kdne kestvus, kdne ooteaeg ja kdne sagedus ehk mitu korda on
klient poordunud konkreetse perioodi jooksul kontaktikeskusesse. Sellest tulenevalt on

eesmargi saavutamiseks seatud kaks uurimistilesannet:

= Juua meelestatuse hindamise mudel, mis hindaks kliendikontakti meelestatust
kas negatiivseks vOi mittenegatiivseks, kasutades selleks transkribeeritud
kdneandmeid;

= Juua kliendi lahkumise ennustusmudel kasutades selleks kliendikontaktip&hist
infot. Lisaks meelestatusele kaasatakse mudelisse konkreetsed atribuudid, mis on
seotud kliendikontaktiga — kone kestvus, kdne ooteaeg ning kone sagedus.

Viimased atribuudid on ka olulised kontaktikeskuse efektiivsuse mddtmisel.
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1.3 T6O struktuur

Eesmargi saavutamiseks on kdesolev t6 jaotatud viieks peatiikiks. TO6 esimeses peatiikis
kirjeldatakse tausta ja probleemi ning t00 eesmarki. Teises peatikis antakse Ulevaade
metoodikast, selle raames antakse llevaade tekstikaeve protsessi erinevatest etappidest
ning klassifitseerimismudelitest, mida hiljem t66s kasutatakse. Kolmandas peatikis
kirjeldatakse tooprotsessi — milliseid andmeid kasutati ning milliseid operatsioone labi
viidi. Neljandas peatiikis esitatakse meelestatuse hindamise ning kliendi lahkumise
ennustusmudeli tulemused. Viies peatlikk keskendutakse t66 olulistele tulemustele ja

jareldustele.
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2 Metoodika

Antud peatiikis annab autor Ulevaate tekstitootluse protsessist ning metoodikast, mida
t00s jalgitakse. Peatiikis tuuakse valja teksti eeltdotluse ning vektoriseerimise erinevad
vOimalused. Lisaks selgitatakse meelestatuse hindamise olemust ning kirjeldatakse
Klassifitseerimismudeleid, mida kasutatakse edasises t00s nii meelestatuse hindamisel kui

ka kliendi lahkumise ennustamisel.

2.1 Tooriistad

Jupyter Notebook [10] on avatud lahtekoodiga veebirakendus, mis vdimaldab luua,
jagada ja redigeerida dokumente, mis sisaldavad reaalajas koodi, vdrrandeid, jooniseid
ning teksti. Tegemist on interaktiivse markmikuga, mis vdimaldab programmeerida
erinevates keeltes ning dokumenteerida kdike. V6imalik on: andmete puhastamine,
andmete transformatsioon, statistiline modelleerimine, andmete visualiseerimine,

masindpe jne [10].

Oluliseks eeliseks on kasutajamugavus — kogu protsessi on voimalik vaga hasti
dokumenteerida nii piltide, jooniste, teksti ja koodiga. Teiseks on v@imalik rakendust

kasutada ilma midagi arvutisse installeerimata [11].

Python on (ks enim kasutatavaid programmeerimiskeeli maailmas. Tegemist on vaga
mitmekilgse keelega, mis toetab mooduleid ja pakette, mis soodustavad programmi
modulaarsust ja koodide taaskasutust. Samuti on tasuta kasutamiseks erinevatel
platvormidel laialdane moodulite kogu. Uusim versioon 11.04.2021 seisuga Windowsile
kasutamiseks on Python 3.9.4 [12].

Ké&esoleva to6 analliiis on teostatud programmeerimiskeeles Python kasutades Jupyter
Notebook rakendust, mis téotab Anaconda Navigator abil. T66s kasutati Python 3.7.3
versiooni ning Jupyter Notebook 5.7.8 versiooni. Mudeli koostamisel kasutati sklearn,
pandas ning CatBoost mooduleid. Sklearn on Pythoni programmeerimiskeele jaoks
mdeldud tasuta masindppe moodul. See sisaldab erinevaid juhendamata ja juhendatud
masindppe algoritme [13]. Pandas on samuti Pythoni programmeerimiskeele jaoks
mdeldud moodul, mis sisaldab vahendeid andmete lugemiseks, Kkirjutamiseks,

umberkujundamiseks jne [14].
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2.2 Tekstikaeve

Viimasel aastakiimnel on andmete maht kasvanud kiires tempos infotehnoloogia arengu
tottu. Samal ajal on ka toimunud areng andmekaevandamises, on arendatud erinevaid
meetodeid ja tehnikaid andmete t66tlemiseks ning teabe kogumiseks. Analidsitavaid
andmeid on vdimalik jagada struktureeritud ja struktureerimata andmeteks, seda nende
kogumise ja hoiustamise viisi jargi. Esimese puhul on andmete kogumiseks vélja to6tatud
slisteem ning struktureerimata andmete puhul kogutakse neid tekkimisele vastaval kujul
[15].

Andmekaeve (heks valdkonnaks on tekstikaeve, mis on t&napdeva maailmas Uks
olulisemaid viise struktureerimata tekstiliste andmete analltsimiseks ja tootlemiseks.
Tekstikaeve abil on vdimalik tuvastada erinevaid fakte, seoseid ning véiteid, mis vdivad
jadda tekstiliste suurandmete hulgas markamata, samas omades kasulikku teavet.
Loomuliku keele t66tlus (NLP) on (ks peamiseid meetodeid tekstitootluses, mille abil
teisendatakse andmed struktureeritud kujule. Struktureeritud kujul informatsiooni on juba

vOimalik erinevatel viisidel analtitisida.

Tekstikaeve protsessi (vt Joonis 1) esimeseks etapiks on informatsiooni hankimine ehk
dokumentide kogumine. Sellele jargneb teksti eeltdotlus, kus tekstis vabanetakse
uleliigsetest osadest. Seejarel viiakse tekst numbrilisele kujule ning jargnevalt on andmed
analliusiks ning mudeli genereerimiseks valmis. Mudeli loomisele jargneb selle

valideerimine.

Dokumentide o Teksti Mudeli Mudeli
. Eeltéétius A . ’ . o
kogumine vektoriseerimine genereermine valideerimine

Joonis 1. Tekstikaeve protsess.

2.3 Teksti eeltdotlus

Tekstiandmete eeltdétluse kaigus eemaldatakse tekstist dleliigne informatsioon. Uhed

levinumad meetodid on jargmised [16]:

= tdhtede muutmine véiketahtedeks [17];
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* numbrite ja kirjavahemérkide eemaldamine [17];

» lemmatiseerimine ehk algvormistamine (ingl lemmatization) — protsess, mille
kaigus viiakse sdbnavormid algvormi. Niiteks viiakse sonad ,lauad” ja ,,laualt

vormi ,,Jaud [17];

= sOnaldppude eemaldamine (ingl stemming) — protsess, mille kéigus kaotatakse

Niiteks sonad “tootaja” ja “to6tama” viiakse vormi “t66” [17];

= stopp-sbnade eemaldamine (ingl stop word removal) — protsess, mille kdigus
eemaldatakse sbnad, mida esineb tekstides sageli ning, mis ei anna teksti sisu
kohta mingit infot. Néiteks asesonad (,,sina”“, ,,mina®, ,,me*), sidesonad (,,siis,

kui®, ,ja“) ning lihendid (,,jne*, ,jrk*, ,,ptk*) [18];

SonalGppude eemaldamise vai algvormistamise puhul vdib mdnel juhul kaduda tekstist
oluline informatsioon, kui sdnade tahendus kontekstis muutub. Seejuures nende

eemaldamisel vaheneb olulisel sénade varieeruvus [16].

2.4 Teksti vektoriseerimine

Tekstikorpuseks nimetatakse dokumentide kogumit, mida anallilsitakse. Seejuures
dokument tekstikaeve mdistes viitab tekstiosale, lause vOi failile. Naiteks, kui
analliusitakse konkreetset kirjandusteost, siis korpuseks nimetatakse seda teost ning iga

peatiikk eraldi tekstifailina on ks dokument [18].

Tekstikorpus voib sisaldada tuhandeid unikaalseid sonu, dokumendi tasandil on neid
oluliselt véhem. Masindppe algoritmid ei suuda lugeda teksti. Selleks, et teksti oleks
voimalik aga analiitisida, on vaja see eelnevalt viia numbrilisele kujule ehk masinale
arusaadavasse vormingusse. Sellest tulenevalt on jargnevalt valja toodud kaks viisi,

kuidas teksti vektoriseerida.

2.4.1 Sdnahulgad

Sonahulgad (ingl bag of words, BowW) on NLP teksti modelleerimise meetod, mis
fikseerib tekstikorpuses sdna esinemissagedusi. Siinkohal ei ole oluline, mis jarjekorras
sOnad tekstis on, vaid see, millised sdnad tekstis Uldse esinevad. SGnad ja nende
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sagedused esitatakse dokumendi termini maatriksina [17]. Naitena on valja toodud kaks

dokumenti, mis kuuluvad samasse tekstikorpusesse:

= Dokument 1 (d1) vektor: "aknalaual on kollased lilled" = [1,1,1,1,0,0];

= Dokument 2 (d2) vektor: "kdogis on ilusad lilled" = [0,1,0,1, 1,1]
Unikaalsed s6nad antud tekstikorpuses: aknalaual, on, kollased, lilled, k6dgis, ilusad.

Dokumendi termini maatriks on kujutatud tabelis 1. Maatriks on suurusega dxn, kus n on
dokumentide arv ning d unikaalsete terminite arv. Iga rida tahistab tekstikorpusest parit
dokumenti, veergudes on kdik dokumentide sdnad ning ridades konkreetsete sdnade

sagedused igas dokumendis [17].

Tabel 1. Dokumendi termini maatriks

aknalaual | on kollased lilled koogis ilusad
ds 1 1 1 0 0
d> 0 0 1 1 1

BoW algoritmi on vdimalik rakendada, kasutades Python programmeerimiskeelt ning
sklearn moodulist funktsiooni CountVectorizer [17], [13]. Funktsiooni abil teisendatakse

dokument termini maatriksiks (vt Joonis 1).

2.4.2 TF-IDF

TF-IDF (ingl Term Frequency — Inverse Document Frequency) abil kaalutakse
sOnade/terminite olulisust dokumendis. TF-IDF valem koosneb kahest komponendist,
kus TF esindab termini lokaalset kaalu ning IDF globaalset kaalu. TF (ingl Term
Frequency) mdoddab termini esinemissagedust dokumendis ja IDF (ingl Inverse
Document Frequency) mdddab termini olulisust dokumentide kollektsioonis. Mida
vdiksem on IDF vadrtus, seda vdhem olulisem on sdna ehk teisisdnu, mida rohkemates

dokumentides sdna esineb, seda vahem informatiivsem on séna [17], [19].

TF — IDF, 4 = TF,4 X logDiFt 1),

kus:
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e t—termin/sona;

e d-—dokument;

e N —dokumentide arv korpuses;

e TF¢—termin t esinemissagedus dokumendis;
e DF¢— dokumentide arv, kus esineb termin t;

e TF-IDFi4—sbnat TF-IDF dokumendis.

K. Uiboaed on markinud, et kui TF-IDF vaartus on null vdi nullildhedane, siis voib lisada

need sdnad stopp-sGnade hulka ning tekstist eemaldada [18].

TF-IDF vektoreid on vBimalik genereerida Pythoni sklearn funktsiooniga TfidfVectorizer
[13].

2.5 Meelestatuse hindamine

Meelestatuse anallilis on automatiseeritud protsess, mille kaigus hinnatakse hoiakute,
arvamuste ja emotsioonide polaarsust tekstis voi kdnes loomuliku keeletd6tluse kaudu.
Protsessi kaigus klassifitseeritakse tekst/kdne kas positiivseks, negatiivseks voOi

neutraalseks [20].

Meelestatuse analliusil on kaks peamist lahenemist: leksikonil ning masindppel pdhinev
l&dhenemine. Esimese puhul kujuneb polaarsus kasutades leksikoni, mis sisaldab endas
meelestatuse skooridega sonu ja valjendeid. Leksikonis sisalduvad polaarsused
valjendavad inimeste subjektiivseid tundeid ja arvamusi. Leksikaalne Idhenemine on
juhendamata meetod, mis ei ndua klassifitseerimiseks eelnevat andmete treenimist. Teksti
Klassifitseerimine positiivseks vdi negatiivseks tuleb vordlusest sdnastikus olevate
sOnade/valjenditega. Teksti analtiisimisel positiivseks vOi negatiivseks jélgitakse kumma

meelestatusega sdnu on tekstis rohkem [20].

Masindppepdhise meetodi puhul on tegemist juhendatud lahenemisega, kus andmed
jaotatakse treening- ja testandmeteks. Algoritmi treenimiseks kasutatakse
treeningandmeid, selle tulemusena saadakse mudel, mis ennustab véljundit vastavalt
sisendile ehk infole, mis oli treeningandmestikus. Enim kasutatud masindppealgoritmid
meelestatuse ennustamiseks, mida [20], [21], [22] kui ka [23] autorid on artiklites valja,
on SVM ning NB.
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Anrtikli [20] autorid leiavad, et juhendatud masindppe meetodid on ndidanud tdpsemaid
tulemusi vorreldes leksikaalse lahenemisega. Samas suureks miinuseks on, et

masindppepdhised meetodid nbuavad suurel hulgal margendatud treeningandmeid.

Varasemates artiklites kasutatud meelestatuse analitisi kliendi lahkumise ennustamiseks.
Naiteks artiklis [21] prognoositi klientide lahkumise mééara soltuvalt meelestatuse, mis
sotsiaalvOrgustikus on ettevotte suhtes. Analulsis kasutati Twitteri sutsusid, et hinnata

inimeste hoiakuid skaalal -2 kuni +2.

2.6 Klassifitseerimismudelid

Klassifitseerimine on teatud objekti liigitamine valikus olevasse klassi.
Klassifitseerimismudelite valikul tugines autor varasematele artiklitele, kus kasutati nii
meelestatuse analliisi kui ka kliendi lahkumise ennustusmudelites jargnevaid

klassifitseerimismudeleid, mis on ndidanud haid tulemusi

2.6.1 Logistiline regressioon

Logistiline regressioon (ingl logistic regression, LR) on Klassifitseerimis algoritm,
millega ennustatakse uuritava sundmuse toimumist ehk Y=0 vdi Y=1. Logistilist
regressiooni kasutatakse Klassifitseerimistilesande lahendamiseks. LR modelleerib
lineaarsena logaritmilist tdepérasussuhet. LR on nédidanud héid tulemusi kasutamiseks

teksti klassifitseerimisel [24].
Kategooriate arvu pdhjal on vBimalik jagada LR kolmeks:

= Bionominal logistic regression — uuritaval tunnusel on kaks vaartust, néiteks 1 ja
0 [25]

= Multinominal logistic regression — uuritaval tunnusel voib olla kolm vdi rohkem
sOltumatut vaartust [25]

= Ordinal logistic regression — uuritav tunnus on kategooriline ning, néiteks vaga
halb, halb, hea ja vdga hea. Sel juhul antakse igale kategooriale skoor, nditeks 0,
1,2ja3[25]

Logistiline  regressioon on  modelleeritav ~ Python  Sklearn  funktsiooniga

LogisticRegression [13].
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2.6.2 Naive Bayes

Naive Bayes (NB) Kklassifikaatori  puhul on tegemist tBendosusliku
klassifitseerimisalgoritmiga, mis péhineb Bayesi teoreemil. Klassikaline NB teoreem on

valemi kujul kujutatud jargmiselt [26]:

P(B | A) x P(A
P(a|B) = T @),

kus:
= A jaB on kaks sindmust;
= P (A)jaP (B)onsindmuse A ja B téenaosused;
= P (A]|B)onsundmuse A tingimuslik tdendosus, et siindmus B toimub;
= P (B|A)onsindmuse B tingimuslik tdendosus, et sindmus A toimub.

Klassifikaatorit kasutatakse objektide jagamiseks klassidesse. NB kasutamisel tuuakse
valja, et tegemist on vdaga lihtsa ning kiire algoritmiga. Samuti t66tab algoritm hésti ka
probleemidega, mis ei ole lineaarsed. Oluliseks mudeli eelduseks on, et parameetrid
oleksid uksteisest sbltumatud ehk ei oleks korrelatsioonis, seda nimetatakse ka mudeli
naiivseks eelduseks [27], [26].

Lisaks tavaparase klassifitseerimistilesande lahendamisel on NB néidanud praktikas vaga
haid tulemusi ka teksti klassifitseerimisel [27]. Naiteks on algoritm kasutusel
meelestatuse analliisis ning rampsposti filtreerimisel. Jargneva valemiga on leitav, kas

tunnus kuulub konkreetsesse klassi voi mitte [26]:
_ POxlyj) xP(yj)

kus:

= P (y;|x;) -t0endosus, et parameetrid kuuluvad konkreetsesse klassi;
= y; —tunnus, mis tahistab klassi kuulumist (kas 1 vdi 0);

= x; —parameetrid (x; = x; + X3 + X3, ..., + Xp);

»  P(x;) — parameetri x; esinemistdendosus;

= P(y;) —Klassi yj esinemistdenaosus.
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NB ttpi mudeleid saab jagada kolmeks :
= Multinomial Naive Bayes — sobib klassifitseerimiseks diskreetsete tunnustega.
Algoritm on enim kasutusel just teksti klassifitseerimisel. Python sklearn
moodulis on algoritm kattesaadav funktsiooniga MultinominalNB [13]
= Bernoulli Naive Bayes — sobib klassifitseerimiseks binaarsete tunnusega: 1 voi 0
(sklearn funktsioon BernoulliNB [13])
= Gaussian Naive Bayes — sobib Klassifitseerimiseks pidevate tunnustega ning

eeldatakse, et tunnused on normaaljaotusega (sklearn GaussianNB funktsioon

[13])

2.6.3 Tugivektormasin

Tugivektorimasin ~ (ingl  support vector machine, SVM) on populaarne
klassifitseerimisalgoritm, mille eesméargiks on leida optimaalne hlpertasand (ingl hyper
plane), mis maksimeerib treeningandmete vahelist marginaali, jagades vektorruumi
kaheks. SVM vajab klassifitseerimiseks margendatud treeningandmeid, et selle pealt teha
ennustus, kummale poole hipertasandit vektor jaab [28]. Joonisel 2 on kujutatud on
kujutatud kahedimensioonilist ruumi, kus sinised ruudud kujutavad Uht ennustatavat

klassi ning kollased ringid teist klassi.

Joonis 2. Tugivektormasin.*

https://subscription.packtpub.com/book/big_data_and_business_intelligence/9781789345070/3/ch03IvI1
sec30/svm-for-churn-prediction
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2.6.4 CatBoost

CatBoost classifier (CB) on algoritm otsustuspuude gradiendi suurendamiseks, mis
kasutab simmeetrilisi puusid, mis vahendavad ennustusaega. Gradiendi suurendamine
(ingl gradient boosting) on masindppe meetod, mille eesmargiks on kaofunktsiooni

minimeerimine.

Mitmes artiklis [29], [30] toodi valja, et parema tdpsuse saavutamiseks katsetati lisaks
traditsioonilistele klassifitseerimismeetoditel CatBoosti, millega saadi tulemus, mis oli
tugevam kui juhusliku valiku teel saadud otsus, mida loetakse heaks tulemuseks

andmeteaduses kdige uldisemas kontekstis.

2.7 Klassifitseerimismudelite valideerimine

Klassifitseerimismudelite vordlemiseks on vajalik neid hinnata thtsetel p&himdtetel.
Valideerimise kaigus selgitatakse vélja, milline mudel on tdpseim. Jargnevalt on vélja
toodud erinevad vGimalused mudeli tdpsuse hindamiseks.

Juhul, kui prognoositakse mingi siindmuse toimumist ehk binaarset tunnust, siis on
vlimalik tulemused esitada 2x2 maatriksina, mida nimetatakse veamaatriksiks (ingl

confusion matrix). Maatriks on kuvatud tabelis 2.

Tabel 2. Veamaatriks.

Tegelik klass
Ennustatud klass Positiivne Negatiivne Kokku
Positiivne TP FP TP +FP
Negatiivne FN TN FN+ TN
Kokku TP +FN FP+TN TP +FP+FN+ TN

= TP (ingl true positive) — tdeselt positiivne on siindmus, kus prognoositi, et
sindmus toimub ning tegelikkuses ka toimus ehk nii tegelik klass kui ka

ennustatud klass on positiivne [28]

= TN (ingl false positive) — tdeselt negatiivne on siindmus, kus prognoositi, et
suindmus ei toimu ning tegelikkuses ka ei toimunud ehk nii tegelik klass kui ka

ennustatud klass on negatiivne [28]
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= FN (ingl false negative) — valenegatiivne on sindmus, kus prognoositi selle
mittetoimumist, aga tegelikkuses siiski toimus ehk tegelik ning ennustatud klass
ei Uhtinud [28]

= FP (ingl false positive) - valepositiivne on sindmus, kus ennustati selle toimumist,

aga stindmus siiski ei toimunud ehk tegelik ja ennustatud klass ei Ghtinud [28]

Vastavalt tulemustele veamaatriksis on voimalik leida ka jargnevad mdddikud, mille abil

saab hinnata mudeli tapsust [28].

Esitustapsus (ingl precision) ehk positiivne ennustusvaartus naitab, kui palju on
positiivseks Klassifitseeritud juhtudes tegelikult positiivsed [28]. M&ddik on leitav
valemiga (5).

Esitustapsus = P (5)

Saagis (ingl recall) vGi teise nimega sensitiivsus (ingl sensitivity) ehk teselt positiivsete
maar nditab, kui palju juhtudest ennustab mudel Gigesti [28]. Maar leitakse jagades tOeselt

positiivsete ennustuste arv tGeselt positiivsete ja valenegatiivsete ennustuste summaga

(6):

Saagis = e (6)

Spetsiifilisus (ingl specificity) ehk tdeselt negatiivsete maar naitab, kui palju ennustab
antud mudel uuritava sindmuse mittetoimumisest ennustab [28]. Saagis ja spetsiifilisus

on seotud poorvordeliselt enk Uhe vaartuse suurenedes vaheneb teine ning vastupidi.

TN
FP+TN (7)

Spetsiifilisus =

Tapsus (ingl accuracy) néitab, mitu palju juhtudest suudab mudel Gigesti klassifitseerida,
arvutatakse valemiga (8) [28].

TN+TP

Tapsus = ——————— (8)
TP+FP+TN+FN

F1 skoor (ingl F1 score) arvestab nii saagise kui ka esitustapsuse véartuste erinevusi. F1
skoor on esitustapsuse ja saagise harmooniline keskmine. F1 skoori vaartus on vahemikus
0 kuni 1. Leitav valemiga (9) [13].
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Esitustapsus XSaagis

F1 skoor =2 %

©)

Esitustapsus+Saagis

ROC (ingl receiver operating characteristic) kdver visuaalne mdddik kajastamaks
klassifitseerimise tulemuslikkust. Graafiku horisontaalteljel kujutatakse tGeselt
positiivsete madra ning vertikaalteljel valepositiivsete méara. Taiuslikku klassifikaatorit
tahistab ROC-graafikul punkt (0, 1), mis klassifitseerib kbik positiivsed ja negatiivsed
juhtumid digesti [28].

Kdvera alune pindala ehk AUC (ingl area under the ROC curve) on samuti tks mudeli
valideerimise m6ddik. AUC vaartused langevad 0 ja 1 vahele. Kui AUC véartus on 0.5,
siis ta Uhtib ROC-kdvera diagonaaliga. Kui AUC véértus on 0, siis viitab see ebatépsusele
ning vaartus 1 véga tapsele tulemusele. Vastuvdetav tulemus on vahemikus 0.7-0.8.

Suuremat vaartust kui 0.8 vdib nimetada juba véaga heaks tulemuseks [31].
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3 Tooprotsess

Ké&esolevas peatiikis antakse lilevaade uuringu protsessi erinevatest etappidest ning mida
tehes ja milliste vahenditega jouti eesmérgini. TO0 eesmargiks on luua kliendi lahkumist
ennustav mudel kombineerides struktureerimata andmed struktureeritud andmetega.
Sellest tulenevalt teostati teksti eeltdotlus, vektoriseeriti tekst ehk viidi numbrilisele
kujule. See jarel treeniti meelestatuse hindamise mudel ning kliendi lahkumist ennustav

mudel.

3.1 Uurimisobjektide analtits

Analidsi aluseks voeti klientide telefonitsi tehtud poordumised kontaktikeskusesse, mis
sisaldasid nii infopéringuid kui ka tehnilisi kisimusi. Antud t00 raames ei t66deldud
isikuandmeid, kogu alusandmestik oli pseudonimiseeritud ning ei ole otseselt kokku
viidav kliendiga. Seega oli t66 sisendiks mitmetest andmeallikatest kombineeritud
pseudoniimiseeritud andmestik. Andmestik sisaldas kahe kuu jooksul tehtud konesid
kontaktikeskusesse, millele teenindaja vastas.

Samuti sisaldas andmestik kdnede transkriptsioone (andmevéli text). Kone
transkriptsioonid loodi kolmanda osapoole poolt ainult eestikeelsetele kdnedele. See
piiras kogumahtu, st vélja jaid kdik kdned, mis teenindati inglise ja vene keeles. 1ga kdne
koosneb infost, mis parineb kahest kanalist: helistaja ja teenindaja kanalist. Mdlema
kanali kasutamise eesmérgiks on asjaolu, et teenindaja vdib vajadusel probleemi kliendile

kdnes tapsustada.

Andmestikust jaeti korvale kontaktid, kus puudus seos kontakti ja kliendi vahel ehk
polnud v@imalik tuvastada, kas klient I6petas teenuse voi mitte kontakti jargselt kuni 1
kuu jooksul. Arvesse voeti vaid pOhiteenuse l8petamised. Samuti jéeti kdrvale need
kontaktid, kus klient oli helistanud juba peale teenuse I6petamist. Kontaktid eemaldati,
kuna antud juhul nende klientide I6petamist ei saaks enam &ra hoida. Sellest tulenevalt
said koik kontaktid kiilge binaarse tunnuse churn, kus churn vééartus viitab sellele, et
kliendi kontaktile jargnes teenuse I6petamine ning no_churn, kui kontaktile ei jargnenud

I6petamine.
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Andmestikust eemaldati ka kdned, mille pikkus oli lihem kui 30 sekundit vdi mille
transkriptsiooni tdhemarkide arv oli vaiksem kui 250 tdhemérki. See aitas vélistada
erinevad valetihendused, kus kdne jookseb, aga midagi ei radgita (nt teenindaja suhtleb,
kuid Klient ei vasta). Samuti vGimaldas see lahendada osaliselt andmekvaliteediga seotud
probleeme, kus konetranskriptsioonid sisaldavad vaid tksikuid tdhemérke, ent kone
pikkused on oluliselt pikemad.

T60 sisendiks oli kaks Exceli faili, kus ks sisaldas kontakte, millele jargnes l8petamine
(churn) ning teine kontakte, millele ei jargnenud teenuse I&petamist (no churn).
Koguandmestiku mahuks jai 33481 kontakti, millest 2554 on churn ja 34148 on no churn
kontakti. Kahest andmefailist voeti juhuvalim - 2000 kontakti.

Lisaks kdne transkriptsioonile ja kliendi lahkumise tunnusele kaasati analliisi ka

jargnevad naitajad, mis on otseselt seotud kontaktiga:

= talking_time — arvuline tunnus, mis viitab kdne kestvusele teenindaja ja kliendi

vahel

= queue_time — arvuline tunnus, mis nditab, kui kaua klient ootas liinil teenindajat

ehk aeg kdne alustamisest kuni teenindaja vastamiseni

= sum_calls — arvuline tunnus, mis viitab kliendi kontaktide arvule konkreetsel
perioodil. M6ddik sisaldab ka kontakte, mis tehti vene voi inglise keele ehk kui
kliendi kdik kontaktid on vene vdi inglise keeles, siis 18plik andmestik neid ei
kajasta, aga kui kliendi kontaktid on nii eesti, vene vGi inglise keeles, siis méddik
arvestab ka neid kontakte. Samuti eemaldati andmestikust need kontaktid, kus
kdne transkriptsioon puudus isegi eestikeelse kontakti puhul

Eelnevad néitajad on olulised moddikud, mille pdhjal on vdimalik hinnata
kontaktikeskuse efektiivsust ning mis vdivad oluliselt mdjutada kliendi edasisi tegevusi.
Néiteks vOib tekitada kliendi rahulolematust pikk ooteaeg. Néitena tabelis 4 on kujutatud
juhuvalimi kirjeldav statistika meelestatuse 16ikes ning on naha, et negatiivse kontakti
puhul on nii kdne ooteaeg kui ka kone pikkus keskmiselt pikemad kui mittenegatiivsel

kontaktil. Juhuvalimi Gldine kirjeldav statistika on kujutatud tabelis 3.
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Tabel 3. Juhuvalimi Kirjeldav statistika.

talking_time queue_time sum_calls
count 2000.0 2000.0 2000.0
mean 358.1 190.3 6.3
std 3245 601.9 20.6
min 30.0 1.0 1.0
25% 142.0 5.0 1.0
50% 251.0 7.0 2.0
75% 468.0 104.0 4.0
max 2449.0 8741.0 243.0
Tabel 4. Juhuvalimi Kirjeldav statistika meelestatuse I6ikes.
talking_time gueue_time sum_calls
mittenegatii | negatiivne | mittenegati | negatiivne | mittenegati | negatiivne
vne ivne ivne
count 1251.00 749.00 1251.00 749.00 1251.00 749.00
mean 291.04 470.14 178.43 210.10 5.85 7.03
std 282.16 358.04 547.09 683.74 21.51 18.94
min 20.00 32.00 1.00 1.00 1.00 1.00
25% 115.00 225.00 5.00 5.00 1.00 2.00
50% 201.00 376.00 7.00 7.00 2.00 3.00
75% 263.50 615.00 93.50 113.00 4.00 5.00
max 1883.00 2449.00 8741.00 8434.00 243.00 243.00

Tabelis 5 ilmneb, et lahkujate ja mitte-lahkujate véaga suuri erinevusi pole, vaid lahkujate

keskmine ooteaeg on veidi kdrgem vorreldes mitte-lahkujatega.

Tabel 5. Juhuvalimi kirjeldav statistika (churn/no_churn).

talking_time

gueue_time

sum_calls

churn

no_churn

churn

no_churn

churn

no_churn
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talking_time queue_time sum_calls
count 1000.00 1000.00 1000.00 1000.00 1000.00 1000.00
mean 358.50 357.74 204.13 176.46 6.23 6.35
std 334.28 314.48 592.97 610.76 13.15 25.99
min 31.00 30.00 1.00 1.00 1.00 1.00
25% 130.00 146.00 5.00 5.00 1.00 2.00
50% 235.00 266.00 7.00 7.00 2.00 2.00
75% 268.50 465.75 104.00 102.50 4.00 4.00
max 2044.00 2449.00 5635.00 8741.00 72.00 243.00

Kui vorrelda omavahel (Vt Tabel 6) mittenegatiivse ning negatiivse meelestatuse
kontakte mitte-lahkujate ja lahkujat 18ikes, siis ilmneb, et kdige kdrgem keskmine kdne
pikkus on negatiivse kontakti puhul ning olukorras, kus klient ei lahku. Samuti on ka
keskmine ooteaeg sel juhul kdige kdrgem. Seejuures on kdne sagedus kdige kérgem
lahkujate puhul, kellel on olnud negatiivne kontakt.

Tabel 6. Keskvaartused churn/no churn ning meelestatuse 16ikes

talking_time gueue_time sum_calls
churn negatiivne 447.68 183.01 7.75
no churn negatiivne 502.13 248.67 6.00
churn mittenegatiivne 228.43 220.72 5.04
no churn mittenegatiivne 293.17 144.17 6.50

Tabelis 7 on kujutatud mittenegatiivsete ja negatiivsete ning churn ja no churn kontaktide
jaotus valimis. 2000-st kontaktist 62.6% moodustasid mittenegatiivsed kontaktid ning
37.5% negatiivsed. Mdlemal juhul, nii churn kui ka no churn kontaktide puhul, olid
ulekaalus mittenegatiivsed kontaktid. Samas negatiivsete kontaktide osakaal churn
(58.7%) puhul oli kérgem kui no churn (41.3%) puhul. Joonisel 3 on kujutatud kliendi
lahkumise ning meelestatuse suhe graafiliselt.
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Tabel 7. Kliendi lahkumise tunnuse ja meelestatuse suhe.

mittenegatiivne negatiivne kokku
churn 560 44.8% 440 58.7% 1000
no churn 691 55.2% 309 41.3% 1000
kokku 1251 100.0% 749 100.0% 2000

Muutujate mdju ning nende vaheliste seoste hindamise eesmirgil leiti Sansside suhe (ingl
odds ratio, OR) [32], millest tulenes, et negatiivse meelestatusega kliendikontakti puhul
on Sanss kliendil lahkuda 1.76 korda korgem kui mittene kliendikontakti puhul ehk
tdendosus on 64% suurem. Samuti leiti, et seos on statistiliselt oluline, kuna OR véartus

jai usaldusvahemikku.
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Joonis 3. Kliendi lahkumise tunnuse ja meelestatuse suhe.

3.2 Teksti eeltdotlus

Teksti eeltootluse eesmérgiks oli tekstist eemaldada kdik ebaoluline. Tekstitootluse
raames muudeti kbik tdhed kdnede transkriptsioonis vaiketahtedeks. Samuti eemaldati
kdik numbrid nii numbrilisel (1, 2, 3 jne) kui ka s6nalisel kujul (liks, kaks, kolm jne).

Sdnahulga vahendamiseks eemaldati tekstikorpusest mitte-sisulised sénad ehk stopp-
sOnad. Stopp-sdnade eemaldamisel tugineti K. Uiboaed avalikule sdnaloendile, mis on
kattesaadav  keskkonnas Github [33]. Kuna kéesoleva t60s on kaésitletud

lemmatiseerimata teksti, siis eemaldati sénad, mis olid jargnevates failides: "adps.csv",
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"advs-etc.csv"”, "konj.csv", interj.csv ning "estonian-stopwords.txt" [33]. Kokku
sisaldasid eelnevad failid 6610 sdna.

Lisaks eemaldati autori poolt tekstist veel hulk sénu, mis olid antud kontekstis sisutlhjad.
Néiteks jéeti vélja ettevdte nimi erinevates vormides ning teenindajate nimed, kuna need
kordusid liiga tihedalt. Kokku loodi loend 196 sonast.

3.3 Teksti margendamine

Kliendikontakti meelestatuse hindamisel kasutatakse masindppel p6hinevat meetodit,
seda just ettevotte spetsiifikast ning kasutatavast sonavarast tulenevalt. Sellest tulenevalt
margendati kontaktid. Kdnede margendamisega tegeles t06 autor. Kokku méargendati
2000 kontakti: 1000 churn ja 1000 no churn kontakti. Margendamise eesmargiks oli
hinnata Kkliendikontakti meelelestatust kas negatiivseks vdi mittenegatiivseks ning

tuvastada kliendikontaktid, millele vOiks jargneda tahtlik teenuse 16petamine.

Negatiivne meelestatus peaks viitama negatiivsele tagasisidele ettevotte brandi voi
teenuste suhtes. Nditeks poordutakse murega seoses teenuse toimimisega. Antud hinnang
ei ole seotud kontakti 16pliku meelestatusega ehk kui klient andis negatiivset tagasisidet
ning tal teenus ei t66ta, ent sai sellele lahenduse voi vastuse kontakti jooksul, ei tohiks
muuta kontakti meelestatust.

Mittenegatiivse meelestatuse alla kuuluvad ka kontaktid, kus klient péérdub sooviga
lahkuda néiteks seoses kolimisega. Seda vdib arvestada juhuslikuks kliendi lahkumiseks
ning antud juhul pole eesmargiks selliseid kontakte ennustada. Oluline on just tagasiside
probleemide ja tdrgete kohta. Koik kontaktid, mida ei saa klassifitseerida negatiivseks on

mittenegatiivsed.

3.4 Modelleerimine

Meelestatuse hindamisel eemaldati kdik meelestatuse analiiusi jaoks ebavajalik info. Jéeti
alles véljad text ning sentiment. Meelestatuse hindamisel kasutati masindppepdhist
ldhenemist. Mudeli loomisel kasutati mérgendatud andmestikku. Kogu méargendatud
andmestik jagati kaheks osaks: treeninghulk (ingl training set) ja valideerimishulk (ingl
validation set). Mudel loodi kasutades treeningandmeid. Seejérel valideeriti see llejaanud

mérgendatud andmete ehk valideerimishulga peal. Teksti vektoriseerimisel kasutati kaht
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meetodit (BoW ja TF-IDF), mis toodi ka valja peatlikis 2. Meelestatuse analtilisis kasutati
kolme algoritmi:

= Naive Bayes (NB)

= Tugivektormasin (SVM)

= Logistiline regressioon (LR)

Kliendi lahkumise ennustamine on kahe klassiga klassifitseerimisilesanne. Kliendi
lahkumise ennustusmudeli loomisel kasutati kolme peamist algoritmi, mis olid enim
mainitud varasemates teadusartiklitest. Lisaks kasutati algoritmi CatBoost, et paremat

tulemust saada:

= Naive Bayes (NB)

= Tugivektormasin (SVM)

= Logistiline regressioon (LR)
= CatBoost (CB)

Tabelis 8 on kujutatud véljad, mida kasutati mudeli loomisel (row_id valistati). Sentiment
0 véértus viitab mittenegatiivsele meelestatusele ning 1 negatiivsele meelestatusele.
Samuti churned néitaja puhul kujutab 0 no_churn ehk kliendi mitte lahkumist ning 1

churn ehk kliendi lahkumist.

Tabel 8. Kliendi lahkumise ennustusmudelis kasutatud véljad.

row_id talking_time | queue_time sum_calls sentiment churned
1 655 121 1 1 1
2 221 4 17 0 0
3 319 8 4 1 0
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4 Peamised tulemused

Ennustusmudelite koostamisel kasutati peatikis 2.6 valja toodud algoritme, mis on hésti
toiminud ka varasemates t0odes nii meelestatuse hindamisel kui ka kliendi lahkumise
ennustamisel. Ennustusmudeleid valideeriti alapeatiikis 2.7 esitatud

valideerimismeetoditega.

4.1 Meelestatuse hindamise ennustusmudel

Tabelis 9 esitab meelestatuse hindamise mudeli tulemused. Kdige parem tulemus saadi
kasutades BoW mudelit ning NB klassifitseerijat, kus mudeli tapsuseks saadi 87%,
esitustapsuseks 86%, saagiseks 77%, F1 skooriks 78% ning AUC 0.85. Bow + SVM
kombinatsiooni puhul oli tdpsus kdige madalam (78%). Ulejaanud algoritmide tapsused
jaid vahemikku 81-83%.

Tabel 9. Meelestatuse hindamise mudeli valideerimine.

Accuracy | Precision | Recall Fl-score | AUC
BoW + NB 0.87 0.86 0.77 0.78 0.85
BoW + LR 0.83 0.84 0.69 0.76 0.80
BoW + SVM 0.78 0.72 0.67 0.69 0.76
TF-IDF + NB 0.81 0.81 0.60 0.69 0.76
TF-IDF + LR 0.83 0.90 0.62 0.73 0.79
TF-IDF + SVM 0.81 0.78 0.67 0.72 0.78

BoW + NB kombinatsiooni puhul Klassifitseeritud digesti 227 + 119 ehk 346 juhtumit.
Mudel klassifitseeris valesti 54 juhul (vt Joonis 4). Konkreetse algoritmi puhul ennustab
mudel koikidest negatiivsetest kontaktidest negatiivseks 77% ning 86% nendest
kontaktidest, mis Kklassifitseeriti negatiivseks olid ka tegelikkuses negatiivsed ehk vaid

14% klassifitseeriti mittenegatiivseks, kuigi tegemist oli negatiivse kontaktiga.
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Joonis 4. Veamaatriks (BoW + NB).

Joonisel 5 on kujutatud ROC-kdverat (BoW + NB), kus AUC ehk kdvera alune pindala

on 0.84, mida vdib vastavalt [31] pidada vdga heaks tulemuseks.
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Joonis 5. ROC-kdver (BoW + NB).

4.2 Kliendi lahkumise ennustusmudel

Jargnevalt on vélja toodud kliendi lahkumise ennustusmudeli tulemused. Tapsuse pdhjal
sai parima tulemuse CatBoost algoritmiga genereeritud mudel (68%). Samuti oli

CatBoost algoritmiga kbige kérgem esitustapsus, F1-skoor ja AUC néitajad (vt Tabel 10).
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Tabel 10. Kliendi lahkumise ennustusmudeli valideerimine.

Accuracy Precision Recall F1-score AUC
NB 0.55 0.62 0.45 0.52 0.56
LR 0.58 0.54 0.46 0.50 0.57
SVM 0.53 0.52 0.77 0.62 0.52
Catboost 0.68 0.72 0.63 0.67 0.68

Saagis nditab antud kontekstis, mitu protsenti k&ikidest lahkujatest (churn) ennustab
mudel lahkujaks. Kasutades CatBoost algoritmi ennustab mudel lahkujaks 63%. Sel juhul
jaab 37% lahkujatest mudelil tuvastamata ehk need klassifitseeritakse mitte-lahkujaks (no
churn). Esitustapsus nditab, mitu protsenti neist, kes klassifitseeriti lahkujateks, tegelikult
lahkusid. CatBoost algoritmi kasutades, oli selleks vaartuseks 72% ehk 28% klientidest
olid tegelikult mitte-lahkujad.

Joonisel 6 (a) on kujutatud veamaatriks kasutades CatBoost algoritmi, kus digesti
klassifitseeritud 136+134 ehk 270 juhtumit ning valesti 130 juhtumit. 185 Klienti
klassifitseeriti lahkujaks ja 215 klienti mitte-lahkujaks.Vastavalt saagisele toimisid kbige
kehvemini NB ja LR algoritmid, mudelid jatsid vastavalt tuvastamata 55% ja 56%
lahkujatest. NB esitustapsus oli 62%, mis jareldub, et 38% klientidest, kes tegelikult olid

mitte-lahkujad klassifitseeriti lahkujateks.

Seejuures saagis oli kdige kdrgem kasutades SVM algoritmi (77%) ehk mudel jattis ainult
23% lahkujatest tuvastamata. Seejuures esitustdpsus SVM algoritmiga oli 52%, mis
tdhendab, et 48% Kklienditest olid tegelikult mitte-lahkujad. SVM veamaatriks on
kujutatud joonisel 6 (b).
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Joonis 6. Veamaatriksid — CatBoost (a) ja SVM (b).

Joonisel 7 on kujutatud kaks ROC-kdverat. Vasakul on CatBoost mudeli kdver, mille
alumise pindala ehk AUC vaartuseks on 0.68, mis vastavalt [31] on aktsepteeritav

tulemus. Paremal on SVM mudeli kdver, mille AUC véaartus on 0.52.
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Joonis 7. ROC-kdverad - CatBoost (a) ja SVM (b).

Joonisel 8 on kujutatud tunnuste osatéhtsused loodud ennustusmudelis, kasutades
CatBoost algoritmi. K&ige suurema mdjuga on talking_time (42.36%), millele jargnevad
sum_calls (25.47%), queue_time (21.19%) ning sentiment (10.97%). Vé&artused on

Umardatud kahe komakohani.
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37



5 Analiiiis ja jiareldused

To0 aluseks oli 2000 kontaktiga juhuvalim kontaktikeskuse koneandmetest. Koik
kliendikontaktid margendati autori poolt skaalal negatiivne ning mittenegatiivne. TO0s
kasutati meelestatuse hindamisel masindppel pdhinevat l&henemist, treeniti NB-pdhine
klassifitseerimismudel, mille tdpsuseks saadi 86%. Antud mudeliga on v@imalik
klassifitseerida kontaktikeskuse kdnesid skaalal negatiivne ning mittenegatiivne. Mudel
suudab tuvastada 77% koikidest negatiivsetest kontaktidest.

Samuti loodi kliendi lahkumise ennustusmudel CatBoost algoritmiga, mille
ennustustépsus oli 68%, seejuures saagise vaartus oli 63% ehk mudeliga tuvastatakse
63% lahkujatest ning tuvastamata jadb 37% lahkujatest. Seejuures SVM algoritmiga
tuvastatakse 77% lahkujatest ning tuvastamata jadb 23%. Seejuures CatBoost puhul
klassifitseeriti 72% lahkujateks, millest jareldub, et 27% oli tegelikult mitte-lahkujad.
Samuti ei ole mitte-lahkujate klassifitseerimine antud kontekstis kdige halvem variant,
kuna Kkliendi proaktiivne kdnetamine isegi mitte-lahkuja puhul vdib kasvatada kliendi
lojaalsust. SVM puhul klassifitseeriti lahkujateks 52%, kes ka tegelikult lahkusid, mis
tdhendab, et 48% neist klientidest olid mitte-lahkujad.

Kuigi tugivektormasin algoritmiga loodud mudel suudab tuvastada 77% kdikidest
lahkujatest, siis (lejd@nud mudeli valideerimisnéitajad olid paremad CatBoost
algoritmiga ning seega vOib Oelda, et lahkuja tuvastamisel toimib kdige paremini
CatBoost algoritm. Seda peamiselt seet6ttu, kuna eesmérgiks on luua stabiilne mudel, mis

tootaks ka suuremate andmemahtude peal.

CatBoost algoritmiga loodud mudelis méngis kbige olulisemat rolli kéne pikkus, mille
osatdhtsus mudelis oli ligikaudu 42%. Meelestatuse osatdhtsus oli mudelis ligikaudu
11%. Sellest jareldub, et kliendi lahkumisel on oluliseks mdjutajaks ka kdne pikkus. Mis
tottu saame Oelda, et kliendi lahkumine ei s6ltu vaid tema kdnes valjendatud

meelestatusest.

Oluliseks piiranguks on antud juhul asjaolu, et tuvastada on véimalik ainult neid
lahkujaid, kelle kdned olid eestikeelsed. Tuvastamata jadvad kdik kontaktid, kus suhtlus
kais inglise, vene keeles voi puudus kone transkriptsiooni sisu. Samuti pole voimalik

tuvastada kliente, kus andmekvaliteedi t6ttu pole voimalik siduda klienti ja kdnet. Lisaks
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katab mudel ainult kindlat osa ettevotte kogu kliendibaasist ehk arvestatakse neid kliente,

kes poorduvad kontaktikeskusesse.

T60 tulemustest lahtuvalt pakub autor vilja jargnevad soovitused:

toovahend klienditeeninduses - meelestatuse hindamise mudeli abil on vdimalik
tuvastada negatiivsed kliendikontaktid. Uheks variandiks oleks kasutada saadud
infot klienditeeninduses, kus oleks voimalik n&ha, kas sissetuleva kliendi eelmine
kontakt oli negatiivne v6i mittenegatiivne. Kuigi eelnevate kdnede kohta vdib olla
registreeritud sindmus (mitte alati), siis lihtne mittenegatiivne/negatiivne

meelestatus annaks teenindajale kiire tilevaate;

proaktiivne sekkumine — klientide lahkumise ennustusmudel annab véimaluse
leida potentsiaalsed lahkujad kliendikontakti kaudu. Sellest tulenevalt on
ettevottel vdimalus sekkuda proaktiivselt ning luua tegevusplaan lahkumise
ennetamiseks, naiteks proaktiivsed kdned ning pakkumised v@imalikele

lahkujatele.
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Kokkuvote

Ké&esolevas to0s on késitletud klientide lahkumist kui ettevdtte jaoks olulist probleemi,
mis on otseselt seotud ettevotte tulemuslikkusega. Kliendikontakt on (ks osa
klienditeekonnast, mis omab olulist infot, mida ei kasutata ara piisavalt. Kliendikontakti
meelestatus vOib viidata kliendi edasistele tegevustele. T6os kasutatud valimi pdohjal
negatiivse meelestatusega kontakti alusel on kliendil 64% suurem tden&osus lahkuda kui
mittenegatiivse kontakti puhul. Sellest tulenevalt oli t60 eesméargiks leida meetod, mis
aitaks vahendada klientide lahkumist. Seega jagunes td0 kaheks: kliendikontakti

meelestatuse hindamine ja kliendi lahkumise ennustamine.

T60 kaigus maérgendati autori poolt 2000 kontakti, kasutades kontaktikeskuse
kdneandmeid, kas mittenegatiivseks vdi negatiivseks, mille eesmargiks oli tuvastada
kliente, kus teenuse kasutamisega esineb tbrkeid voi kliendil on negatiivne hinnang
ettevottele. Kdne transkriptsioonid viidi numbrilisele kujule kasutades kaht mudelit: Bow
ja TF-IDF. Mudelid treeniti kasutades kolme algoritmi: Naive Bayes, logistiline
regressioon ja tugivektormasin. Parima tapsusega meelestatuse hindamise mudel saadi
kombineerides BowW mudelit ning Naive Bayes algoritmi. Saadi mudel tapsusega 86%,

mis suudab tuvastada 77% negatiivsetest kliendikontaktidest.

Teiseks loodi kliendi lahkumise ennustusmudel. Mudeli treenimiseks kasutati nelja
algoritmi: Naive Bayes, logistiline regressioon, tugivektormasin ja CatBoost. Kasutades
CatBoost algoritmiti saadi mudel tdpsusega 68%. Mudelite valideerimisel osutus kbige

olulisemaks punktiks valideerimisnéitajate stabiilsus.

Oluliseks t66 panuseks oli meelestatuse hindamise mudel, mis loodi kombineerides
struktureeritud andmeid struktureerimata andmetega, mille abil saab tuvastada
negatiivseid kliendikontakte. Samuti on vdimalik kasutatud meelestatuse infot kliendi
lahkumise ennustusmudelis. T60 tulemusena loodi meetod, mis aitab vdhendada klientide
lahkumist tuvastades kontaktid, mille jargselt vdiks klient lahkuda. Antud teadmine annab
ettevottele voimaluse reageerida varem ning planeerida proaktiivseid tegevusi klientide

hoidmiseks.
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Lisa 1 — Lihtlitsents 10puto6 reprodutseerimiseks ja 16putoo

iildsusele kiittesaadavaks tegemiseks’

Mina, Elis Rahulaan

1. Annan Tallinna Tehnikallikoolile tasuta loa (lihtlitsentsi) enda loodud teose ,,Kliendi

lahkumise ennustamine kliendikontakti pdhjal, mille juhendajad on Ahti Lohk ja

Janika Aan

1.1. reprodutseerimiseks 16put60 séilitamise ja elektroonse avaldamise eesmérgil, sh
Tallinna Tehnikadlikooli raamatukogu digikogusse lisamise eesmaérgil kuni
autoridiguse kehtivuse tahtaja 16ppemiseni;

1.2. Uldsusele kéattesaadavaks tegemiseks Tallinna Tehnikatlikooli veebikeskkonna
kaudu, sealhulgas Tallinna Tehnikaulikooli raamatukogu digikogu kaudu kuni
autoridiguse kehtivuse téhtaja I6ppemiseni.

Olen teadlik, et kéesoleva lihtlitsentsi punktis 1 nimetatud digused jaavad alles ka

autorile.

Kinnitan, et lihtlitsentsi andmisega ei rikuta teiste isikute intellektuaalomandi ega

isikuandmete kaitse seadusest ning muudest digusaktidest tulenevaid Gigusi.

10.05.2021

1 Lihtlitsents ei kehti juurdepaésupiirangu kehtivuse ajal vastavalt tlidpilase taotlusele 16put6éle juurdepadsupiirangu kehtestamiseks, mis on allkirjastatud

teaduskonna dekaani poolt, vélja arvatud tlikooli igus 186put6dd reprodutseerida tiksnes séilitamise eesmargil. Kui 16put6é on loonud kaks v&i enam isikut oma

tihise loomingulise tegevusega ning 16putdd kaas- voi thisautor(id) ei ole andnud 16putddd kaitsvale tlidpilasele kindlaksmaaratud tahtajaks ndusolekut 16putdd

reprodutseerimiseks ja avalikustamiseks vastavalt lihtlitsentsi punktidele 1.1. ja 1.2, siis lihtlitsents nimetatud téhtaja jooksul ei kehti.
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