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SISSEJUHATUS

Arvutindgemine ja tehisintellekt on tanapaeval vaga suure tdhelepanu osaks saanud,
suuresti tanu viimase aastakimne jooksul aset leidnud Iébimurretele nendes
valdkondades. Selle t66 peamine fookus on just nende valdkondade uurimiseks ja
arendamiseks valmistatud Nvidia Jetson Nano (edaspidi Jetson Nano voi Nano)

arenduskomplekti voimaluste ja vimekuse uurimine. [1]

ToO esimeses pooles annan (levaate arvutindgemisest ja narvivorkudest. Lisaks
tutvustan varasemaid arenguid kaemarkide tuvastamise vallas. Hiljem naditan, kuidas
kasutada Jetson Nano kdemarkide tuvastamise ja nende abil arvuti t66 juhtimise
projektis. Selle saavutan treenides narvivorku enda kogutud andmetega ja kasutades
selle tulemusena tekkinud mudelit. Lopuks annan omapoolse hinnangu selleks, mille

jaoks see projekt kasulik on ja kuhu siit edasi voib areneda.

Selle projekti tarvis valisin arvutindgemise jaoks vordlemisi lihtsa sisendi, milleks on
kdemargid. Neid on vdimalik pea igal inimesel lihtsalt ndidata ja moned kdemérgid on
|ddnemaailmas vdga universaalsed. Sel pdhjusel on vaga suur ka rakenduste hulk, mille
juures kdemadrke saaks kasutada. Naiteks on vdimalus luua viipekeelt tdlgendav
programm. V0i robot, mis tegutseb vastavalt juhendava operaatori viibetele. Teises
suunas minnes on vdimalik luua nutiseade, mis on iks aste edasi puutetundlikkusest ja
reageerib viibetele. Kdiki neid asju on selle t66 kirjutamise ajaks kindlasti mingil maaral
arendatud, kuid selle t66 fookus on odava arenduskomplekti véimekuse néaitlikustamine

selliste arenduste jaoks.

Selle projekti raames treenisin ma narvivorke klassifitseerimisiilesandeid taditma. Kuna
Nano arenduskomplekti vdimsus ei ole vorreldav suurte teadustdtks kasutatavate
arvutiserveritega, siis nadrvivorgud mida kasutasin on ainult 18 kihi sligavused.
Sligavamad narvivorgud vdivad olla rohkem kui 100 kihi sligavused, kasutatud on ka
1000-kihilisi narvivorke [2]. Siiski annab selline siigavus juba vaga haid tulemusi ja
sligavama narvivorgu kasutamine annab iga lisatud kihi kohta aina vdhem kasu,

suurendades samaaegselt vajaminevat arvutusvdimekust.

Jetson Nano on vordlemisi uus arenduskomplekt. Selle potentsiaal iseseisvatele
Oppuritele ja koolidele masindppe jaoks on veel suurel maaral kasutamata. Loodan, et

kdesolev t66 annab lugejale aimu kuidas ja miks Jetson Nano kasutada.



Votmesonad: Arvutindgemine, narvivork, Nvidia Jetson Nano, kdemarkide tuvastamine,

rakenduskorghariduse t66



1 TAUST

Esimeses peatlikis tutvustan arvutindgemise ajalugu ja tédnapdeva. Teen ka podgusa
Ulevaate narvivorkude kasutamise pohimotetest. Lisaks annan Ulilevaate kdemarkide

masinatega tuvastamisest tanapaeval.

1.1 Arvutindgemine

Arvutindgemine on teadusharu, mille pohieesmargiks on arvutile anda voime tuvastada
pildil nahtu. Selle saavutamiseks on |abi aegade kasutatud erinevaid meetodeid ja

votteid.

1.1.1 Arvutinagemine 20. sajandil

Masinnagemise kui teadusuuringute subjekti alguseks vdib lugeda 1960. aastate I0ppu.
Sel ajal hoogustus arvutite kasutuselevott Glikoolides ja teadust6os. Tegeleti aktiivselt
tehisintellekti loomisega ning selle raames tekkis ka vajadus masinnagemiseks. Alguses
arvati, et arvutindgemine on lihtne probleem, mille noored teadurid suudavad lihe suve

jooksul projekti raames ara lahendada. [3]

Nii lihtne arvutindgemine siiski ei olnud ja toonase suveprojekti kaigus ei joutud
pustitatud eesmarkideni. 1970. aastate jooksul loodi tugev alus tanapadevasele
masinnagemisele. Sellel ajal tehtud uurimused ja katsetused on andnud valdkonnale
vajalikud algoritmid, millest paljud on kasutusel tdnapadevalgi. Jargnevatel
aastakiimnetel toimus edasine areng, mille kaigus voeti kasutusele ka juba teiste
valdkondade jaoks valjatootatud meetodid ja tehnikad. 1990. aastate [Opus toi
suuremad muutused endaga kaasa arvutigraafika ja masinndagemise valdkondade

varasemast suurem ldimumine.

1.1.2  Arvutindagemine tanapaeval

Tdnapaeval on arvutindgemise pohifookuses masindpe. Kasutatakse sligavaid
narvivorke ja keerulisi optimeerimisi. Praktiliselt kdigis arvutindgemise valdkondades
annavad sligavatele narvivorkudele optimeeritud algoritmid paremate omadustega
mudelid kui varasemalt kasutusel olnud meetodid. See on vdimaldanud viimase kiimne
aasta jooksul votta kasutusele naiteks ndotuvastuse pdhised autentimisslisteemid

nutiseadmetel.



1.2 Narvivorgud

Narvivorgud on omavahel Uhenduses olevatest neuronitest koosnevad vorgud.
Narvivorgud jagunevad bioloogilisteks ja tehislikeks narvivorkudeks. Selles tdos

keskendun tehislikele narvivorkudele, edaspidi lihtsalt narvivorgud.

1.2.1 Narvivorkude toopohimote

Narvivorgud koosnevad tehisneuronitest, mis enamasti jagunevad kihtidesse. Need
neuronid on vdimelised vastu votma signaale. Lisaks suudavad neuronid toodelda
saabunud signaale ja edastada t66tlemise tulemust. Signaal, mis neuronisse tuleb, on
mingi reaalarv. Neuron arvutab kdigi saabunud signaalide abil valjundi, mille see siis
vOib edastada koigile temaga (henduses olevatele neuronitele jargmises kihis. Nii
neuronitel endil kui ka uUhendustel neuronite vahel on kaalud. Need kaalud kas

tugevdavad voi ndrgendavad signaale neuronite vahel.

Narvivorke on voimalik treenida, mis tdhendab nende kaalude véaartuste muutmist.
Uldiselt antakse néarvivdrgu sisendi kihile ette suur hulk andmeid ja véljundkihis
hinnatakse narvivorgu t6od. Soltuvalt iga iteratsiooni tulemusest muudetakse kaalude
vaartuseid, tugevdades (ihendusi, mis annavad positiivseid tulemusi, ja ndrgendades
Uhendusi, mis seda ei teinud. Peale treenimist saadud narvivorku voOib kutsuda
mudeliks. Seda mudelit saab vastavalt vajadusele rakendustes kasutada, kui mudel

osutub piisavalt heaks.
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Peidetud kiht

Peidetud kiht

Sisendi kiht

Valjundi kiht

Joonis 1.1 N&rvivorgu illustratsioon

1.3 Kademarkide tuvastamine

Kéemaéarkide tuvastamine on osa suuremast Zestide tuvastamisest arvutindgemise
valdkonnas. Zestide tuvastamise tks eesmarkidest arvutindgemise juures on naiteks
kehakeele ja emotsioonide tuvastamine ning tundma Oppimine arvutite jaoks.
Kdemarkide tuvastamise ks suur rakendus on kindlasti viipekeele arvutile petamine.
Muuhulgas vdimaldab see inimese ja arvuti vahelist suhtlust ning juhtimist ilma
flUsiliste juhtseadmeteta. Seadmed, mida on vdimalik Zestide abil juhtida, on tuntud

kui puutevabade kasutajaliidestega seadmed (ingl touchless user interface ehk TUI).

1.3.1 Viipekeele masinatega tuvastamine

Teatavasti on maailmas palju erinevaid raagitavaid keeli. Erinevad hinnangud pakuvad
tanapdeval raagitavate keelte arvuks iUmmarguselt 6500 keelt. Vahemtuntud on fakt,
et maailmas on kasutusel ka umbes 300 erinevat viipekeelt. Sealhulgas on ks nendest

keeltest Eesti viipekeel.
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Viipekeele tuvastamine arvutite abil on valdkond, mida on uuritud pea sama kaua, kui
arvutindgemise valdkond on vana. Aastakiimnete jooksul on tehtud erinevate
tehnoloogiliste lahenduste abil rohkem voi vahem tootavaid slsteeme. Sellel
aastatuhandel on pohiline rohk olnud sligavate narvivorkude kasutamisel
viipekeelemarkide tuvastamiseks. Viimastel aastatel on jarjest paremaid masindppe
jaoks suunatud viipekeele pildiandmekogusid lisandunud. See on vdimaldanud ka teha
suuri edusamme jarjepideva viipekeele tolkimise vallas. Siiski on veel pikk maa minna,
enne kui on saavutatud seis, kus masin suudab ladusalt mistahes viipekeeles edastatud

pikema sonumi padevalt kirjakeelde tdlkida. [4]
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2 LAHTEULESANNE

Kéesoleva rakenduskdrghariduse t66 eesmargid:
e Narvivorgu treenimine kaemarkide tuvastamiseks
e Treenitud mudeli kasutamine flisilise objekti kontrollimiseks
e Voimalikult vaiksel siisteemil Ulal oleva saavutamine
e Hinnang sellele slisteemile t66- ja Oppevahendina

e Protsessi kirjeldus

Vastavalt Ulal valjatoodud eesmarkidele sain Tallinna Tehnikallikooli Tartu kolledzi
kaest kasutada Nvidia Jetson Nano arenduskomplekti. Selle tapsem tutvustus asub
jargmises peatikis. Need t66 eesmargid olen endale ise pulstitanud ja need arenesid

valja algsest soovist narvivorke kasutada oma 16putdds.

2.1 Narvivorgu treenimine kdaemarkide tuvastamiseks

See eesmark kasvas valja minu soovist viia ennast paremini kurssi narvivorkudega.
Varasemalt Opingute kaigus kasutasin (he aine (Digitaalne tootmine, MET0340) raames
narvivorku, ilma et oleks erilist aimu kuidas see t6otab. See aga oli piisavalt ponev ja
salapdarane, et paeluda huvi. Soov oma I0putdd teha viisil, et saaks néarvivorke selle

juures kasutada tekkis juba tol ajal.

Algne plaan narvivorgu jaoks oli seda kasutada hindamaks pilti kaamerast, mille ava on
suunatud  makettplaadile. Selle plaadi peal oleks olnud siis modned
elektroonikakomponendid, nagu naiteks (ks valgusdiood ja moned takistid. To6o6
eesmark oleks olnud sellel narvivorgul adra tuvastada millises konfiguratsioonis
komponendid makettplaadil on, et selle jargi siis digele klemmile vool suunata. Kuna
aga Uldiselt on halb mote pinge all olevat vooluvorku ringi Ghendada sai see algne mote
asendatud kdemarkide tuvastamisega. Nagu naha, jaid algsest ideest alles makettplaat

ja valgusdioodid, ntiiid aga néarvivorgu sisendi asemel valjundi naitlikustajana.

2.2 Treenitud mudeli kasutamine filsilise objekti
kontrollimiseks

Selle t66 Uks eesmarkidest on flisilise maailma mdjutamine arvuti abil. Selleks on

reaalsuses palju voimalusi, kuid siin t6ds piirdub see vaid paarile valgusdioodile voolu

13



andmisega. Etteruttavalt vdin mainida, et kui juba on tehtud (hendus narvivorgu
valjundi ja fausilise maailma klemmide vahel, ei ole raske vahetada need valgusdioodid

millegi praktilisema vastu valja.

2.3 Voimalikult vaiksel siisteemil iilal oleva

saavutamine

See on eesmark, mis sai kill osaliselt tdidetud, kuid oleks saanud ka palju paremini
seda teha. Taidetud sai see eesmark, kuna kogu narvivorke puudutav osa on tehtud
Nvidia Jetson Nano peal. Aga algne eesmark nagi ette narvivdorgu treenimist lauaarvutil
ja selle tulemusena saadud mudeli jooksutamist oluliselt vaiksemal stisteemil kui seda
on Jetson Nano. Kuna Nano on oma vdimekuselt vorreldav 10 aasta taguse tavakasutaja
lauaarvutiga, siis ei saa ma paris rahul olla selle eesmargi tditmisega. Projekti
edasiarendamise raames eksisteerib muidugi vdimalus kasutada treenitud narvivorgu

mudeleid vaiksematel siisteemidel.

2.4 Hinnang sellele siisteemile t66- ja oppevahendina

Kindlasti on (ks selle t66 suurematest vaartustest Ilugejale Jetson Nano
arenduskomplekti tutvustamine. Usna selgelt saab néitlikustatud vahemalt (ks
kasutusjuht, mille jaoks Nano on suurepdrane. Lisaks on terve viies peatlkk sellest
toédst nii hinnang arenduskomplektile kui ka ettepanek selle kasutamiseks erinevates

kohtades. See on kindlasti eesmark mis sai selle td6 tegemise kaigus saavutatud.

2.5 Protsessi kirjeldus

Kdesoleva kirjat6oé neljas peatiikk on kogu Nano seadistamise ja narvivorkude
kasutamise protsessi kirjeldus. Lisaks on seal vajadusel seletused, kus ja mida saaks
teha teisiti. Seda kas see eesmark sai edukalt tdidetud suudab kdige paremini hinnata

selle t66 lugeja.
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3 KASUTATAV TEHNOLOOGIA

Selles peatilikis annan lUhida Ulevaate t66s kasutatud riistvarast, tarkvarast ja

programmeerimiskeeltest.

3.1 Kasutatav riistvara

Selles projektis pohilisteks riistvaralisteks vahenditeks olid mu kodune lauaarvuti, USB
veebikaamera, Nvidia Jetson Nano arenduskomplekt ning hobielektroonika
komponendid, mis selle arenduskomplekti juures kasutusel on. Lauaarvuti
spetsifikatsioonid ei ole siinkohal tahtsad, kuna see oli vajalik vaid Nano-ga Uhenduse

loomiseks ja tollele instruktsioonide saatmiseks.

3.1.1 Nvidia Jetson Nano

Jetson Nano on arenduskomplekt, mis on Nvidia poolt valja tdéétatud arvuti- ja
masinnagemise projektide jaoks. Selle vaiksed mdotmed ja suur joudlus teevad sellest

ideaalse platvormi uute ideede katsetamiseks ja prototllpimiseks.

Joonis 3.1 Nvidia Jetson Nano arenduskomplekt (ilma lisadeta) [1]
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Alltoodud tabelis on (Ulevaade Nano arenduskomplekti tahtsamatest tehnilistest

andmetest. [1]

Tabel 3.1 Nano arenduskomplekti tehnilised andmed

GPU 128-tuumaline Maxwell graafikakaart
CPU 4-tuumaline ARM A57@1.43GHz
Malu 4 GB 64-bit LPDDR4 @25.6 GB/s
USB 4x USB 3.0 Type-A, 1x USB 2.0 Micro-B
Vorgulihendus Gigabit Ethernet, M.2 Key E
Mdotmed 100 mm x 80 mm x 30 mm
Lisad GPIO, I°C, I°S, SPI, UART
Voolutarve 10W @ 5V * 2A toitega
20W @ 5V * 4A toitega

Nagu moodtmetest naha, on tegemist vordlemisi kompaktse arenduskomplektiga. Kdige
téhtsam vaartus, mis teeb sellest hea masinndgemise ja tehisintellekti
arenduskomplekti, on ehk 128-tuumaline graafikakaart. Kuigi need tuumad ise ei ole
eriti suure joudlusega, toimivad need vaga hasti just narvivorkude treenimisel.
Tanapaeva tarkvara kasutades jaguneb narvivorgu treenimine vaikesteks juppideks,
mida saab paralleelselt téita. Paljutuumaline graafikakaart vdimaldab seda ideaalselt.
Jetson Nano-l on ka 40-klemmiline Uhendusriba, mis vastab mikrokontrollerite
maailmas tuntud Raspberry Pi arenduskomplektidele. Nende nimi on GPIO klemmid ja
nende abil on vdimalik kasutada erinevaid elektroonikakomponente. Selles t66s on need

vajalikud valgusdioodide kontrollimiseks.

Voolutarve Nano-| sdltub sellest, mis pesa kaudu seda toita. Sobib 5V/2A Micro-USB
toide vOi sama tugevusega DC-konnektori toide. Lisaks on v@imalus kasutada 5V/4A
tugevusega DC-konnektori toidet, mis annab kaks korda rohkem voolu ja selle
tulemusel on ka arenduskomplekti joudlus suurem. Viimast variant kasutades tuleb aga
arvestada, et pikaaegse intensiivse t66 korral vOib komplekti kuuluvast radiaatorist
vaheks jaada. Ulekuumenemise véltimiseks piirab Nano oma graafikakaardi ja
protsessori voolutarvet korgetel temperatuuridel. On vdimalus radiaatori asemel
kasutada tiivikuga jahutit, kuid sel juhul tuleb see ise hankida, kuna arenduskomplektis

seda kaasas pole.
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3.1.2 USB-kaamera

Selles projektis kasutasin kaamerana USB-veebikaamerat Tracer WEBOO7. Kaamera
valikul lahtusin pohiliselt sellest, et selle pildikvaliteet oleks voimalikult sarnane
tavakasutaja veebikaameraga pildikvaliteediga. Tegemist on vordlemisi standardse laua
peal seisva veebikaameraga. See kaamera edastab pilti kolmes erinevas
piksliformaadis: MJIPG, YUYV ja H264. MIPG ja H264 puhul oli valida kolme erineva
resolutsiooni vahel: 1920x1080, 1280x720 ja 640x360. YUYV formaadis oli valikus vaid
Uks resolutsioon, 640x360. Kdikide nende valikute juures edastab kaamera videopilti

sagedusega 30 kaadrit sekundis.

3.2 Kasutatav tarkvara

Projekti tarkvaraline pool koosnes U(sna mitmest erinevast tarkvara Kkihist ja
lahendusest. Esiteks oli mul kasutusel lauaarvuti, mille peal tédtas Windowsi
operatsioonisiisteem. Selles arvutis kasutasin SSH-d, et saada (hendus Nvidia Jetson
Nano-ga, millel pohiline t66 aset leidis. Nano peale installeerisin Nvidia Deep Learning
Institute poolt loodud Linux-i pOhise operatsioonisiisteemi. Selle peal omakorda
kasutasin Docker-it, et jooksutada JupyterLab-i serverit. Sellele serverile sain kohalikus
vorgus ligi oma lauaarvutiga, et seal veebipdhises keskkonnas projekti jaoks vajalikku

koodi programmeerida.

3.2.1 SSH

SSH (ingl Secure Shell), on kriptograafiline vorguprotokoll. Seda saab kasutada
turvaliseks arvutite vaheliseks suhtluseks. Selles projektis kasutasin enda lauaarvutit
Jetson Nano-le kdskude edastamiseks. See ko&ik toimus tanu SSH-le. Esimese
installatsiooni jaoks ei olnud vdimalik SSH-d kasutada, selle jaoks toimus suhtlus Putty

nimelise tarkvara abil jadaliidest (ingl Serial Communication) kasutades.

3.2.2 Linux-i pohine Nvidia Jetson Nano operatsioonisiisteem

Baastdmmis, mille peale Nvidia Jetson Nano operatsioonislisteem on tehtud, on Ubuntu
18.04.5 LTS (Long Term Support) versioon. Ubuntu on Uks populaarsemaid Linux-i
versioone ja on laialdaselt kasutusel infotehnoloogia valdkondades. Selle konkreetse
operatsioonislisteemi tarvis on Ubuntu tdmmisele lisatud omajagu draivereid ja

tarkvara, et algse installatsiooniga enamus asju juba kohe tédtaks.
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3.2.3 Docker

Nvidia Jetson Nano peal kasutasin Docker-i tommisest (ingl image) tehtud konteinerit.
Docker on tarkvara, mis vdimaldab luua tdmmiste abil kiirelt ja valutult virtuaalseid
masinaid. Tommistest loodud masinad jooksevad selleks otstarbeks loodud ajutistes
konteinerites, mida haldab Docker. Docker-i kasutamise kasuks on asjaolu, et
varasemalt valmis tehtud tommiseid saab jooksutada praktiliselt igal masinal mis
Docker-it toetab. Kdik vajalikud tarkvarad ja paketid ning konfiguratsioon konteineris
oleva programmi vOi rakenduse to6tamiseks pakitakse tOmmisesse kaasa ja see teeb
konteinerid lihtsasti erinevate masinate vahel liigutatavaks. Lisaks on voimalik teha
erinevaid avalikult saada olevaid tdmmiseid aluseks vottes voi tdiesti nullist enda

tdmmiseid, kasutades selleks tommisfaile (ingl Dockerfile).

3.2.4 JupyterLab

JupyterLab on tarkvara, mis on osa suuremast Project Jupyter-i nimelisest projektist.
Selle projekti eesmark on pakkuda vabavaralist tarkvara, mida saab kasutada
interaktiivseks programmeerimiseks. JupyterLab on selle projekti Uks uuemaid
kasutajaliideseid ja oma td66 raames jooksutasin Jetson Nano peal JupyterLab-i serverit.
See voimaldas mul oma arvuti brauseriaknast avada kasutajaliidese, mille abil sain

kirjutada vajalikku koodi ja visualiseerida protsessi ning tulemusi.

3.3 Kasutatavad programmeerimiskeeled

Selle projekti jaoks vajamineva koodi kirjutasin valdavas osas Python-i
programmeerimiskeeles. Siiski laks vaja veidi teadmisi ka teistest,

operatsioonisiisteemide spetsiifilistest keeltest.

3.3.1 Python

Python on vaga populaarne ja lihtsa stintaksiga kOrge-tasemeline
programmeerimiskeel. Erinevalt monest teisest populaarsemast keelest nagu Java voi
C, on Python interpreteeritud keel. Sellel ei ole kompilaatorit, mis tahendab et koodi ei
kompileerita enne jooksutamist, vaid kaske tdidetakse rida-rea kaupa, kuni kood otsa
saab voi moni viga t60 edasise jatkamise vOimatuks teeb. JupyterLab-i keskkonnas
tdhendab see naiteks seda, et koodijuppe on voimalik kaivitada vastavalt vajadusele ja

esimesed osad saavad oma t60 ara teha ilma, et viimased osad oleks veel valmiski
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kirjutatud. Uhe sessiooni raames jooksutatud koodijuppide tulemused on teistele

osadele koodis kasutatavad.

Lisaks eelmainitule on Python vdga populaarne ka masindppe valdkonnas. Selles keeles
on hulgaliselt teeke ja vahendeid, mis hdlbustavad t66d narvivorkudega. Kdige
kuulsamad neist on naiteks PyTorch [5] ja TensorFlow, millest esimest ma ka siin
projektis kasutan. Lisaks on siin projektis kasutatud veel teisigi teeke, nagu naiteks

JetCam [6] kaamera kasutamiseks, IPython ja ipywidgets kasutajaliidese loomiseks.

3.3.2 Batch

Batch on Windowsi kasurea keel. See ei ole kdrgetasemeline programmeerimiskeel
nagu Python, vaid monest lihtsamast kdsust koosnev interpreteeritud skriptimise keel.
Batch keeles Windows-il jooksutamiseks mdeldud skriptid on laiendiga ’.bat’ ja tuntud
kui batch failid. Siin projektis kasutasin batch-i vdhe, pohiliselt ainult kdsurealt Jetson

Nano-ga SSH Uhenduse loomiseks.

3.3.3 Bash

Bash on Linux-i vaste Windowsi batch keelele. See ei ole kindlasti ainus keel, mis
erinevate Linux-i versioonide peal kasutusel, kuid Ubuntu-s on see vaikimisi kasutusel.
Kuna Jetson Nano kasutasin headless viisil (sellest pikemalt jargmises peatlkis), oli
bash kasurida ainuke viis Nano peal midagi ara teha. Selle keele abil navigeerisin
failisisteemis, tegin shell skripte ja kirjutasin Dockerfile-i, tekitasin tdmmiseid nendest

samadest failidest ja kaivitasin neid.

Vaga rangelt vottes ei saa ei batch-i ega ka bash-i arvestada kui programmeerimiskeelt.
Tehniliselt on tegemist siiski kdsurea liidesega, mille pohiline eesmark on voimaldada
kadsurea kaudu jooksutada erinevaid vajalikke programme kasutaja poolt maaratud
argumentidega. Siiski toin need siinkohal valja, kuna minimaalne teadmine neist on

selle projekti jaoks tarvilik.

3.4 Kasutatav narvivork

Kdesolevas osas kirjeldan enda t66s kasutusel olevat narvivorku. Selleks on ResNet18

nimeline narvivork. Oma nimetuse saab see enda tllbi jargi, milleks on residuaalne
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stigav narvivork (ingl residual neural network). Number 18 selle nimes tdhistab selle
konkreetse narvivorgu puhul tema kihtide arvu.

Residuaalsed narvivorgud teeb eriliseks see, kuidas signaalid nendes liiguvad. Kui
tllpilise narvivorgu puhul signaal randab kiht-kihi haaval valjundkihi poole, siis
residuaalsetes narvivorkudes vdivad osad signaalid mdned kihid taielikult vahele jatta.
See kiirendab algse treenimise protsessi, mille jooksul narvivork Opib kdigepealt
robustsemad tunnused selgeks. Osade kihtide vahele jatmine vdimaldab lihtsamini
treenida sligavaid narvivorke, mille treenimine muidu vdib osutuda keeruliseks. Lihtsa
naitena pdhjustavad vaikesed variatsioonid algsetes kihtides suuri muutusi hilisemates
kihtides. Peale treenimise algfaasi voib narvivork esialgu vahele jaetud kihtide osad
kasutusele votta. Algselt vahele jaanud osasid kasutades laieneb treenimise kaigus
tunnuste hulk, millega narvivérk arvestab. Selline narvivorgu treenimine vdimaldab
luua tugevama pohja mudelile, mis on vahem hairitud vaikestest muudatustest ning

mitteolulistest tunnustest ja Uldiselt saab paremini oma Ulesannetega hakkama.

Kéesoleva tdd praktilises osas katsetasin ka teisi narvivorke. Minu valikus olid veel
ResNet34, AlexNet ja SqueezeNet. ResNet34 on samasugune residuaalne narvivork
nagu ResNetl18, lihtsalt peaaegu kaks korda sligavam. AlexNet ja SqueezeNet on
vanemad narvivorgud, mille Ghiseks nimetajaks on konvolutsioonilised narvivorgud.
Too kaigus aga ei onnestunud mul AlexNet-i ja SqueezeNet-i narvivorkudele mudeli
treenimine tarkvarade versioonide mitteiihilduvuse tottu. ResNet34 kasutades dnnestus
narvivorgu treenimine kasutatavaks mudeliks, kuid selle treenimisaeg oli mitu korda
suurem kui ResNet18 oma. Samas margatavat vahet nende kahe mudeli véimekuses ei
eksisteerinud. Seega loen kasutatavaks narvivorguks ResNetl18 ja kdik jargnevad

protsessid ning tulemused on saadud seda kasutades.

PyTorch-i arvutindgemise orienteeritud teek Torchvision vdimaldab valida ResNet18-le
eeltreenitud ja treenimata varianti. Eeltreenitud on see narvivork selle projekti raames
piltide klassifitseerimise U(lesannete jaoks. Muuhulgas nduab eeltreenitud mudel
rangemalt paika pandud sisendandmeid. Nende kohta on tapsemalt kirjas neljandas
peatlkis. Selles t6ds kasutasin nii eeltreenitud kui ka treenimata varianti ResNet18

narvivorgust.
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4 RAKENDUSE LOOMINE

4.1 Nano seadistus

Et kasutada Nano arenduskomplekti taiel voimsusel, valisin sellele 5V/4A toite. Kuna
tahtsin ka jatta voimalikult palju ressurssi narvivorkude treenimiseks ja piltide
tootlemiseks, kasutasin seda headless viisil. See tdhendab, et ma ei installeerinud sinna
graafilist kasutajaliidest ja kasutasin teist arvutit sellega suhtlemiseks. Lisaks (ihendasin
Nano kilge USB veebikaamera ja CAT 5e internetikaabli, mille teine ots Ghendus ruuteri
klilge. Esmase seadistuse ja operatsioonisiisteemi paigaldamise tegin micro-SD kaardi
ja USB A - USB Micro-B kaabli abil. Selle kaabli kaudu 18in serial-ihenduse arvuti ja
Nano vahel, tdnu millele sain installeeritud operatsioonististeemi ja katte Nano lokaalse
vorgu IP-aadressi. Kogu edasise t66 jaoks USB kaablit enam vaja ei olnud, kogu vajalik

suhtlus arvuti ja Nano vahel hakkas toimima labi SSH.

Sellisena Ulles seatult kasutas Nano joudeolekus oma olemasolevast 4 GB malust ainult
400 MB, ehk umbes 10%. Veel ~140 MB kulus Docker-i konteineri jooksutamisele, mille
sees kogu ndrvivorkude treenimine aset leidis. Selle konteineri kujutise algne versioon
parineb Nvidia Deep Learning Institute (NvDLI) kursuste lehelt [7] ja selle eesmark on
jooksutada JupyterLab-i serverit. Sellel serveril on liles seatud JupyerLab Notebook
keskkond ja moOned abistavad koodijupid. Kask selle konteineri jooksutamiseks on

jargnev:

sudo docker run --runtime nvidia -it --rm --network host \
--volume ~/nvdli-data:/nvdli-nano/data \
--volume /etc/udev/rules.d:/etc/udev/rules.d \
--volume /dev:/dev \
--volume /sys/class/gpio:/sys/class/gpio \
--volume /sys/devices:/sys/devices \
--device /dev/videoO \
--device /dev/gpiochip0:/dev/gpiochip0 \
--device /dev/gpiochipl:/dev/gpiochipl \
jupyterlab-killo:latest
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Kasu esimene rida Utleb Nano-le, et see jooksutaks Docker-i konteinerit Nvidia runtime-
is ja laseb konteineril kasutada hosti (Nano) vorguihendust. Lipud (ingl flags) --it ja --
rm on vastavalt konteineri interaktiivseks jooksutamiseks ja peale konteineri
kasutamise 10ppu selle eemaldamiseks. Teine rida (hendab minu poolt eelnevalt
tekitatud Nano kausta nimega /nvdli-data konteinerisisese kaustaga /nvdli-nano/data.
See lubab salvestada konteineri t66 jooksul tekkinud andmeid Nano SD-kaardile.
Jargmised neli --volume’ algusega rida on vajalikud selleks, et konteineri seest saaks
kontrollida GPIO klemme. Samal eesmargil on kasus kaks viimast '--device’ algusega
rida. Esimene ’'--device’ algusega rida on USB videokaamera konteineriga

Uhendamiseks.
Kasu viimane rida on minu tehtud Docker-i tdmmis, mis vottis baasiks Nvidia kursuste
lehelt Docker-i tdmmise. [8] Minu versioonis on sellele kujutisele lisatud Uks Git-i

vabavaraline tarkvarateek [9], mis vOimaldab kontrollida GPIO klemme Docker-i

konteineri seest Pythoni koodi abil. Dockerfile-i sisu:

FROM nvcr.io/nvidia/dli/dli-nano-ai:v2.0.1-r32.4.4

RUN pip3 install git+https://github.com/Heerpa/jetson-gpio

Selle Dockerfile-i abil tdmmise tegemine kais Jetsonis késuga:

docker build -t jupyterlab-killo .

Et eelmainitud pikka kasku ei peaks iga kord kui serverit vaja jooksutada sisse tritkkima,
tegin sellest kasureaskripti nimega docker_dli_run.sh ja andsin sellele 0Oigused

jooksmiseks kasuga:

chmod +x docker_dli_run.sh

Edaspidi sain seda serverit jooksutada vaid kasuga:

./Jdocker_dli_run.sh

Sama efekti oleks saanud ka kirjutades vastavasisulise Docker Compose faili, kuid selles
t6ds ma seda teed ei ldinud. Docker Compose on programm, mis lihtsustab Docker-i

tOmmiste kasutamist, eriti suure hulga argumentide korral.
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JupyterLab-i server avalikustas Nano-l pordi 8888, mille kaudu sain lokaalses vorgus
enda arvuti veebibrauserist sellele ligi. Kogu edasine t66 leidis aset minu enda arvutil,

mille abil kirjutasin JupyterLab-i keskkonnas Python-i keeles koodi. [10]

4.2 Narvivorgu treenimine

Eelkirjeldatud moel valmis seatud Nano-l klassifitseeriva narvivorgu treenimine on
vordlemisi sirgjooneline protsess. Osa minu projekti jaoks vajalikust koodist oli juba
JupyterLabi Notebookis olemas. Selle projekti jaoks vajalikud muudatused ja lisamised
tegin koodis oma vdimetele vastavalt. Kogu treenimiseks ja hindamiseks kasutatud

kood on kirjas lisas 1. Minu lisatud voi muudetud kood on seal tahistatud

Treenimine koosneb jargmistest suurematest osadest:
e Kaamerapildi kattesaamine
e Ulesande pustitus
e Sisendandmete kogumine
e Mudeli loomine
e Narvivdrgu treenimine

e LOpptulemuse hindamine

4.2.1 Kaamerapilt Jupyterlab-is

Et kasutada Nano klllge ihendatud kaamerat, kasutasin Python-i teeki nimega JetCam
[6]. See teek on tehtud just nimelt Jetson Nano jaoks, et kasutada USB ja CSI (ingl
camera serial interface) kaameraid. Peale kaamera Jetsoni kiillge Ghendamist uurisin
jargnevate kaskude abli valja, mis formaadis see kaamera suudab pilte ja videot

edastada:

sudo apt-get install v4l-utils
v412-ctl --list-formats-ext

Esimese kasu abil installeerisin vajaliku tarkvara, milleks on v4l/v4I2 ja selle tdé6riistad.
Need lihendid tdhendavad Video4Linux tarkvara kollektsiooni, kus v4l2 tdhendab selle
tarkvara teist versiooni. Nende tarkvarade abil on kasurealt voimalik uurida vajalikku
informatsiooni ja kontrollida kaameraid. Teise kasuga kuvasin koik formaadid ja
suurused, mida kasutatav kaamera on vdimeline edastama. Neid oli vaja selleks, et

JetCam-i teegile ette anda Oigete parameetritega infot. JetCam-i jaoks oli ainus sobilik
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piksliformaat sellel kaameral YUYV suurusega 640*360 pikslit ja seda formaati suutis
kaamera edastada 30 kaadrit sekundis. Kaamera valmis sattimine JupyterLab-is kais

jargnevate kaskudega:

from jetcam.usb_camera import USBCamera

camera = USBCamera(width=224, height=224, capture_width=640, capture_height=360,
capture_device=0)

Esimene rida sellest kasust on kask teegi impordiks, teine seadistab muutujale nimega
‘camera’ vastavaks Jetsoni kiljes oleva kaamera. ‘USBCamera’ parameetrid on
jarjekorras kuvatava pildi laius ja kdrgus, kaamera poolt edastatava pildi laius ja
kdrgus, ning viimaseks seadme tunnus. See viimane vastab varasemalt konteineri

kaivitamisel kasutatud parameetrile:

--device /dev/videoO \

4.2.2 Ulesande piistitus

Ulesande piistitamine on koodiblokk, kus panin paika kategooriad, mida narvivérk peab
suutma tuvastada. Nendeks kategooriateks maarasin neli erinevat kaemarki:

e poial lles

e podial alla

e kasi rusikas

e peopesa

Kaamerapildi kasutamiseks narvivorgus on seda vaja eelnevalt toddelda. Narvivorkude
treenimisel vaikse koguse treeningandmetega on oht teha mudel liialt spetsiifiline. Selle
valtimiseks on madistlik iga kord enne kui pilt narvivorku sisendiks anda seda teatud

maaral muuta. Selle saavutamiseks kasutasin transform-i reegleid Torchvision-i jaoks.

Transformid, mida sisendpiltide peal kasutatakse iga kord kui neid treenimiseks

kasutada:
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TRANSFORMS = transforms.Compose([
transforms.ColorJitter(0.2, 0.2, 0.2, 0.2),
transforms.Resize((224, 224)),
transforms.ToTensor(),

transforms.Normalize([0.485, 0.456, 0.406], [0.229, 0.224, 0.225])
1))

Siin on naha nelja erinevat transformi reeglit. Esimene neist, Colorlitter, muudab pildi
heledust, kontrasti, saturatsiooni ja varvust juhuslikult kuni defineeritud maarani. 0.2
tahendab siin kontekstis kuni 20% muutust. Teine transform teeb koik pildid 224*224
pikslit suureks. Kolmas transform teeb koigist piltidest tensorid ja neljas normaliseerib
need tensorid mis Uhes hulgas eksisteerivad. Normaliseerimiseks kasutatavad
parameetrid on parit TorchVisioni-i enda dokumentatsioonist. Esimeses blokis
normaliseerimise funktsioonist on tensorite kanalite aritmeetilised keskmised, teises
blokis on nende kanalite standardhélbed. Siin kasutatavad normaliseerimise vaartused
on need, mida nduavad Torchvision-i eeltreenitud narvivorgud. Kui kasutasin mitte
eeltreenitud narvivorku, oleksin saanud neid vaartusi muuta, kuid tegemist on

Uldkasutatavate vaartustega kuna need annavad haid tulemusi.

4.2.3 Sisendandmete kogumine

Sisendandmed narvivorgule on kaamerapildid. Et neid koguda, tekitasin JupyterLab-i
selleks otstarbeks kasutatava teegi IPyWidgets-i abil graafilise kasutajaliidese [11].
Selle liidese abil sain tekitada vajaliku hulga kategoriseeritud pilte. Iga kategooria jaoks
kogusin 50 pilti enda tehtud kdemarkidest. Piltide tegemisel Uritasin varieerida kde
asendit ja kaugust kaamerast. Kui tegemist oleks seadmega, mis peab olema igas
olukorras tookindel, oleks mdistlik olnud varieerida nii paljusid elemente sisendpiltidest
kui vOimalik. Naiteks varieeruv valgustus, taust, erinevad inimesed ja nii edasi. Kuna

kdesolev t66 pidi té6tama vaid minu arvutilaua taga, on ka pildid vastavad.
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Joonis 4.1. Pildid kategooria poial Ules treenimiseks

4.2.4 Mudeli loomine

Mudeli loomine on selle t66 raames protsess, millega pannakse paika treenimisseadme
arhitektuur ja narvivorgu tldp. Nagu eelnevalt mainitud, kasutasin siin t66s narvivorku

ResNet18. Selle paika panemine kaib Torchvisioni abil jargnevalt:

import torch

import torchvision

model = torchvision.models.resnet18(pretrained=True)

model.fc = torch.nn.Linear(512, len(dataset.categories))

device = torch.device('cuda')

model = model.to(device)

Esimesed kaks rida sellest koodist impordivad PyTorchi Pythoni teegid. Edasi toimub

Torchvisioni teegist mudeli valik, sealhulgas ka valik eeltreenitud vdi treenimata mudeli
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vahel. Jargmisel real defineerin mudelile valjundi eelse taielikult Ghendatud (ingl fully-
connected) kihi, kus eelnevatelt kihtidelt sisse tulnud 512 tunnusest ihendatakse need
lineaarselt minu defineeritud nelja kategooriaga. Peale seda defineerin ara PyTorch-i
jaoks kasutatava arhitektuuri, milleks on CUDA [12]. Selle annan ka model.to(device)

kasu abil mudeli parameetriks.

4.2.5 Narvivorgu treenimine

Vottes mudeli aluseks ja transformeeritud pildid sisendiks, saab treenida narvivorku.
Selle protsessi haldamiseks on kasutajaliidesel modned valjad. Nendeks on
treeningtstklite (ingl epochs) arvu madramiseks vali, progressiriba mis naitab iga tsikli
progressi, valjad ké&esoleva tdpsuse ja vea naitamiseks, ning nupud treenimise
alustamiseks ja hindamisprotsessi alustamiseks. Lisasin sellele liidesele ka vélja, mis
tootas stopperina. See vdimaldas mul treenimiseks kulunud aja kohta tapseid tulemusi
mOoota. Lisaks tekitasin sinna valja, kus markisin peale treenimise 16ppu keskmise tsikli

peale kulunud aja.

Et saada voimalikult tapseid modtmistulemusi, mis ei ole sdltuvad slisteemi kasutusel
olnud ajast, treenisin enne ajavotu mudeleid mitu erinevat mudelit soojenduseks. Minu
lootus on see, et kuna Jetson Nano reguleerib oma vdimsust vastavalt temperatuurile,
saavutasin nende mudelite treenimise ajaks juba tdédtemperatuuri. See ehk valistas
voimaluse, et ks mudel treenis kiiremini tanu sellele, et slisteem alustas madalamalt

temperatuurilt suurema vdimsusega.

Treenimise jaoks oli minu andmekogus nelja kategooria kohta kokku 200 pilti. Iga
treeningtsiikli alguses jaotati need 200 pilti 8 kaupa puntidesse (ingl batch). Uks punt
laks korraga transformeerimisse ning seejarel narvivorku sisendiks. Kui iga punt oli
narvivorgust labi kainud, I0ppes ka treeningtsiikkel. 200 pilti kaheksa kaupa pundis
teeb kokku 25 punti. Treenimise ajal progressiriba jalgides arvutus klappis, sest
kasutajaliides uuendas ennast peale iga pundi treenimiseks kasutamist. Oli ndha, et see
progressiriba teeb 25 sammu, enne kui I6ppu jouab ja algab uus tsiikkel. Kahesaja pildi
korral vottis iga tsikli treenimine veidi lle 20 sekundi aega. Tdpsemad tulemused on
toodud tabelis 4.1.
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Tabel 4.1. Treenimiseks kulunud aeg ja kao-funktsiooni tulem

Aeg Aeg/tsiikleid
Mudel Tsiikleid s s Kadu
Eeltreenitud ResNet18 - - - 0.1845
Eeltreenitud ResNet18 10 235 23.5 0.0002
Eeltreenitud ResNet18 30 653 21.77 0.00018
Eeltreenitud ResNet18 50 1030 20.6 0.00001
Eeltreenimata ResNet18 50 1041 20.8 0.00003

Selles tabelis on ara toodud erinevad minu treenitud mudelid ja nende treenimiseks
kulunud aeg. Lisaks on viimases tabeli tulbas ka kaofunktsiooni arvutuslik tulemus
viimase treeningtsikli jarel. Esimesel real on hindamise reziimis ihe korra k&ik pildid
narvivorgust labi lastud. Nagu naha, on kadu aaretult suur. Eeltreenitud, kuid mitte
minu poolt enda andmetega treenitud, ResNet18 nérvivorgu mudel ei olnud mingilgi

maaral voimeline hindama mis kdemarki talle naidati.

Iga rida peale esimest on néarvivorgu mudel, mille ma treenisin siis vastavalt kas
eeltreenitud voi viimasel juhul eeltreenimata mudelist. Nagu naha, siis keskmine
treenimisele kulunud aeg tsukli kohta lihenes veidi kui korraga treenida rohkem
tsukleid. Ei olnud ka suurt vahet treenimisele kulunud ajas eeltreenitud ja eeltreenimata
narvivorgul. Ootusparane on ka see, et treenides mudeleid rohkem tsiikleid kadu

vahenes.

epochs | 46 -

progress

loss | 0,00676093974186148
accuracy | 0,9782608695652174
timer | 119

time_per_ep... | 0

Joonis 4.2. Narvivorgu treenimise osa kasutajaliidesest ndhtuna treenimise ajal
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4.2.6 Lopptulemuse hindamine

Lopptulemuse hindamine toimus peale mudeli treenimist. Selle jaoks oli mitu erinevat
moodust. Esiteks, reaalajas naitas loodud kasutajaliides skoore igale toodud
kategooriale, nagu naidatud joonisel 4.3. Teine variant seisnes GPIO klemmidega
Uhendatud kahe valgusdioodi abil tulemuse naitlikustamises. Kolmas hindamise

kriteerium oli kao-funktsiooni valjund.

Varasemalt Nano seadistuse alapeatiikis kirjeldatud moel andsin konteineris jooksvatele
programmidele 0diguse kasutada GPIO klemme. Nende juhtimiseks nérvivorgu
valjundite abil koostasin eraldi programmijupi, mis vordles iga programmitstkli
tulemusel hinnatud skoore. Kui nendest kdige kdrgem skoor lletas 50% piiri, siis
kasutasin selle skoori kategooriale vastavat klemmide konfiguratsiooni, et valgusdioode

kontrollida.

thumbs_up thumbs_down fist palm

0.76 0.08 0.01 0.15

prediction | thumbs_up

Joonis 4.3. Kasutajaliides tulemuse hindamise faasis nahtuna

Kui kasutada dioode binaarsetena (sees - véljas), on vdimalik kahe dioodiga naidata
nelja erinevat konfiguratsiooni. Selles td0s sattisin kdemargi ,pdial Gles" vorduma
dioodidel sellega, et esimene oli sisse lllitatud, teine valja. ,Poéial alla® oli sellele tapselt
vastupidine. ,Rusikas" pani ideaalis pdlema mdlemad dioodid ja ,peopesa" lllitas
molemad valja. Veidi raskendav ainult dioodide abil hindamise puhul oli see, et
mdlemad dioodid panin kustuma ka juhul, kui mudel vdhemalt 50%-se kindlusega ei
suutnud Uhte kaemarki tuvastada. See on koht, kus oleks vdinud kasutada veidi

keerulisemat eristavat meetodit, naiteks dioodide kiire sisse-valja lilitamine.
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Programm reageeris muutuvatele kaemarkidele lllatavalt kiirelt, naiteks dnnestus mul
monikord ndidata sekundis mitut kdemarki, millele programm ka reageeris dioodide
vastava Umberlilitusega. Kasutajaliideses muutusid asjad Nano malupuuduse tottu

tihtipeale viivitusega.

Joonis 4.4. Mudeli hindamine peale treenimist. Pildil ndha Nano, kaks dioodi, kaamera

ja ,poial Gles” kdemark.

Tabelis 4.1 vaélja toodud mudelid said kaemarkide Kklassifitseerimisega hakkama
erinevalt. Eeltreenitud ResNet18 narvivorgu mudel ilma minupoolse treenimiseta ei
olnud mingil méaéral vdoimeline minu tehtud kdemarke klassifitseerima. Mis on ka taiesti
ootusparane tulemus. Natuke huvitavamaks laheb asi siis, kui uurida erinevate tsuklite

arvu jagu treeninud mudeleid.

Eeltreenitud narvivork, mida treenisin 10 tsliklit, sai hakkama ainult kolme kdemargiga.
Kdige edukamalt ja kindlamalt tuvastas narvivork ara ,pdial alla® kdemargi. Enam-
vahem hasti sai see hakkama ka ,poéial Ulles" ja peopesa kdemarkidega. Aga mitte

kordagi ei tuvastanud mudel ara rusikas katt.
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Eeltreenitud narvivork, mida treenisin ise 30 tslklit, oli tookindluselt véaga sarnane 10
tsiklit treeninud narvivorgule. Endiselt ei saanud mudel rusikas kae tuvastamisega

hakkama, teiste kdemarkide puhul oli margata veidi kindlamat tuvastamist.

Koige parema tulemuse andis 50 tsiklit minu poolt treenitud ResNet18 eeltreenitud
narvivork. Selle todkindlus oli tunduvalt parem kui eelmise kahe mudeli oma. See
klassifitseeris Oigesti kdik neli kaemarki, kuigi rusikas kae osas ei olnud hinnang
tavaliselt lle 70% kindlusega. Teiste kdaemarkide puhul oli mudel enamasti tdiesti

kindel, et ma neid parasjagu naitan.

Eeltreenimata ResNetl8 puhul olid tulemused peale 50 treeningtsiklit vaevu
rahuldavad. Mudel sai peaaegu 100 protsendilise kindlusega hakkama , poial tles®™ ning
~poial alla® klassifitseerimisega, kuid ei suutnud tuvastada rusikas katt. Lahtise peopesa
korral oli mudel umbes 50% kindel, et tegemist on peopesaga, sdltuvalt tépsest kae
asetusest. Oma tdédkindluse poolest meenutas see mudel kdige enam 10 tslklit

treeninud eeltreenitud narvivorgu mudelit.
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5 ARUTELU

Kaamera ees poéidla naitamise teel valgusdioodi pdlema panemine erilist vaartust ei
oma. Siiski on selles t66s kasutatavaid tehnoloogiaid ja protsesse vdimalik rakendada
suure hulga Ulesannete taitmiseks. Selles peatilikis toon mdne neist naiteks. Lisan ka

mone motte, kuhu selle projektiga edasi areneda.

5.1 Voimalikud vidljundid ja rakenduskohad

Arvutindagemine on valdkond, kus areng on pidev. Nagu esimeses peatukis sai mainitud,
on see valdkonnana eksisteerinud 1960. aastatest saadik. Kéesoleva t66 eesmark ei
olnud rajada masinndgemise teadustippude teed, vaid uurida selle kasutuselevotmise
keerukust Uhel kindlal platvormil. Olles selle t66 &ra teinud, on selge et nii vaikese
projektiga autor Nano arenduskomplekti tdit véimekust ara ei kasutanud. Jargnevalt

aga moned rakenduskohad selle t66 pdhjal.

5.1.1 Masinoppe ja arvutindgemise kursus

Jetson Nano saaks votta kasutusele kdrghariduses Oppekavadel ja ainetes, millel on
tegemist tehisintellekti, asjade interneti ja targa taristuga. Selle t66 raames selgus, et
sarnase raskusastmega t66 sobiks rihmaprojektiks. Seda kiill eeldusel, et on olemas
ka juhis, kuidas vajalikke seadistamisi teha. Lisaks peaks siis igale riihmale, kes sellist

projekti teeb, andma ka konkreetse eesmargi.

5.1.2 Interaktiivne tootuba

Sarnaselt eelmisele punktile saaks Jetson Nano peale tehtud rakendust kasutada
tootubades ja huviringides. Vdimalusi, kuidas seda tépselt realiseerida, on palju ja need
sbltuvad suuresti sihtgrupi vanusest. Uks plusspunkt Nano sellisel otstarbel
kasutamiseks on tema vaikesed mootmed. Seda on lihtne transportida ja
kasutajaliidesega variandis on talle vaja lihtsalt kilge (hendada monitor ja

klaviatuur/hiir, mille abil saab kogu tegevust vastavalt vajadusele kontrollida.

5.1.3 Hobiprojektide platvorm

Kindlasti on Jetson Nano ka suurepdrane platvorm asjaarmastajatele, kes soovivad teha

mingi pdneva lelu voi katsetada oma viimaseid ideid. Peale esmast seadistamist on selle
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arenduskomplekti kasutamine vordlemisi meeldiv kogemus. Kuna komplekt vajab
tugevat voolu tooks, voib olla selle kasutamine liikuval seadmel keerulisem kui naiteks
Arduino vOi Raspberry arendusplaatide kasutamine. Aga autori arvamus siinkohal on,

et Nano vdimekus ja kasutusmugavus trumpavad selle miinuse (le.

5.2 Edasiarendamise voimalused

Vottes selles projektis tehtud t66 aluseks on voimalik areneda mitmesse suunda. Piisava
aja ja tahtmise juures saaks GPIO klemmide kiilge ilhendada midagi kasulikumat kui
paar valgusdioodi. Sellel platvormil on piisavalt potentsiaali, et sellega ara teha vaga
huvitavaid masinOppe/tehisintellekti projekte ja lahendusi. MGned nendest lahendustest

on leitavad Nvidia Community Jetson-i lehel [13].

Teisest kiljest on variant treenida Jetson Nano abil enda vajadustele vastav narvivork
ja siis selle treenimise tulemusena saadud mudelit kasutada eesmargiparaselt
rakenduses. On vdimalus teha endale kas nditeks arvuti veebikaamera ees multimeedia
kasutamiseks puutevaba kasutajaliides. Voi teha sellest viipekeelt teksti voi kdnekeelde

tolkiv robot. Baas on selle jaoks olemas, vaja on ainult visiooni ja pealehakkamist.
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KOKKUVOTE

Arvutindagemine on suur ja keeruline valdkond. Selles t66s puudutasin vaid selle
valdkonna Uhte pinnapealset osa, milleks on piltide ja videote klassifitseerimine. Siiski
selle t66 kaigus Oppisin palju ja saavutasin eesmargid, mille endale algselt seadsin.
Omandasin hulgaliselt teadmisi arvutindgemisest ja masindppest, narvivorkudest ja

nende kasutamisest. Vaga hea oli ka minu kogemus Jetson Nano-ga tédtamisel.

Too pohiliseks eesmarkiks oli narvivorgu treenimine ja selle kasutamine kaemarkide
tuvastamiseks. Lisaks sellele oli eesmargiks tuvastatud kaemarke kasutada sisendina
flusilise objekti konfiguratsiooni muutmiseks. Need mdlemad eesmargid said taidetud.
Kasutasin alustena residuaalseid nérvivorke, mille treenisin siis enda kogutud
andmetega kdaemarke klassifitseerima. Saadud mudelit rakendasin, et kaamerapilti
sisendina kasutades lillitada sisse-valja valgusdioode vastavalt sellele, mis kaemargiga

parasjagu tegu oli.

Nvidia Jetson Nano arenduskomplekt sobib sellise raskusastmega t6d tegemiseks
suureparaselt. Tegemist on hea téodriistaga masindppe ja tehisintellekti valdkondades
katsetamiseks. Nano-l on piisavalt vdimsust, et saada vordlemisi lihikese ajaga
hakkama minu ette antud koguse treeningandmete abil nérvivérgu treenimisega. Sellel
arenduskomplektil on potentsiaali olla vaga heaks Oppevahendiks kd&rgkoolis ja

huviringides.

Selle t66 raames valminud mudeleid oleks saanud teha paremaks, kasutades suuremat
kogust treeningandmeid. Kuna tegemist on Uhe autori té6ga, siis kdigil narvivorkude
sisendandmetel on tegemist minu enda kdtega. See suurendab ohtu selleks, et teiste
inimeste jaoks see narvivorgu mudel nii hasti ei tddta. Kui sellest toost teha

edasiarendus, on see ks ohukoht, mida tuleb kindlasti jalgida.
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SUMMARY

Computer vision is a massive and complicated field of study. During this project, I only
managed to come in contact with a tiny part of this field, namely classifying pictures
and videos. Nonetheless I learned a lot and achieved my initial goals. I accumulated a
lot of knowledge about the fields of computer vision and machine learning, also of neural
networks and how to use them. Using Nvidia Jetson Nano for my project was also a

pleasant experience.

The main goal of this project was to train a neural network and use it to classify hand
signs. An extra goal was to use these hand signs as an input to change a physical
objects configuration. Both goals were met. I used residual neural networks as a base
to work on. I then trained these networks with data that I collected by myself to classify
hand signs. I put the model that was created to work when I used live feed from a

camera to signal patterns with LEDs, according to the hand signal shown.

Nvidia Jetson Nano Development Kit is a very good fit for tasks of this nature and of
such complexity. It is a great tool for practice in machine learning and artificial
intelligence fields. Nano has enough power to complete training of neural networks with
the supplied data in a relatively short amount of time. This development kit has the

potential to be a great learning tool in higher education and in extra-curricular studies.

The models that were created during this project could have been better, if bigger and
more varied data were used. Since it is a project done by one author, every piece of
input data features my own hands doing the signals. This creates a distinct possibility
that the models created will have a poorer performance for other people. Should this
project ever be used as a basis for further work, this is a potential problem that should

be looked out for.
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LISA 1. KASUTATUD KOOD

Siin lisas on ara toodud tdds narvivorkude treenimiseks kasutatud kood, koos
endapoolsete muudatustega. Enda tehtud muudatused on margitud rohelise varviga.
Iga koodiblokk on mdoeldud jooksutamiseks ulalkirjeldatud viisil liles seatud Docker-i
konteineris asuvas JupyterLab-i Notebook-is.

Kaamera iihendamine:

from jetcam.usb_camera import USBCamera

camera = USBCamera(width=224, height=224,
capture_device=0)

camera.running = True

Ulesande piistitus:

import torchvision.transforms as transforms
from dataset import ImageClassificationDataset

TASK =

CATEGORIES =
DATASETS =
TRANSFORMS = transforms.Compose([
transforms.Colorlitter(0.2, 0.2, 0.2, 0.2),
transforms.Resize((224, 224)),
transforms.ToTensor(),
transforms.Normalize([0.485, 0.456, 0.406], [0.229, 0.224, 0.225])
i),
datasets = {3}
for name in DATASETS:
datasets[name] = ImageClassificationDataset('‘camera_gpio/' + TASK + '_' + name,
CATEGORIES, TRANSFORMS)

Andmete kausta loomine:

DATA_DIR = '/nvdli-nano/data/camera_gpio/'
Imkdir -p {DATA_DIR}
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Andmete kogumise osa loomine:

import ipywidgets

import traitlets

from IPython.display import display
from jetcam.utils import bgr8_to_jpeg

dataset = datasets[DATASETS[0]]

camera.unobserve_all()
camera_widget = ipywidgets.Image()

traitlets.dlink((camera, 'value'), (camera_widget, 'value'), transform=bgr8_to_jpeg)

dataset_widget = ipywidgets.Dropdown(options=DATASETS, description="'dataset")
category_widget = ipywidgets.Dropdown(options=dataset.categories,
description="'category")

count_widget = ipywidgets.IntText(description="'count")

save_widget = ipywidgets.Button(description="add")

count_widget.value = dataset.get_count(category_widget.value)

def set_dataset(change):

global dataset

dataset = datasets[change['new']]

count_widget.value = dataset.get_count(category_widget.value)
dataset_widget.observe(set_dataset, names="'value')

def update_counts(change):
count_widget.value = dataset.get_count(change['new'])
category_widget.observe(update_counts, names="'value')

def save(c):
dataset.save_entry(camera.value, category_widget.value)
count_widget.value = dataset.get_count(category_widget.value)
save_widget.on_click(save)

data_collection_widget = ipywidgets.VBox([
ipywidgets.HBox([camera_widget]), dataset_widget, category_widget, count_widget,
save_widget

D
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Mudeli valik ja loomine:

import torch
import torchvision

model = torchvision.models.resnet18(pretrained= )
model.fc = torch.nn.Linear(512, len(dataset.categories))

device = torch.device('cuda')
model = model.to(device)

model_save_button = ipywidgets.Button(description="'save model')
model_load_button = ipywidgets.Button(description="'load model")
model_path_widget = ipywidgets.Text(description="'model path', value="/nvdli-
nano/data/camera_gpio/camera_gpio_model.pth')

def load_model(c):
model.load_state_dict(torch.load(model_path_widget.value))
model_load_button.on_click(load_model)

def save_model(c):
torch.save(model.state_dict(), model_path_widget.value)
model_save_button.on_click(save_model)

model_widget = ipywidgets.VBox([
model_path_widget,
ipywidgets.HBox([model_load_button, model_save_button])

D
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GPIO klemmide seadistus:

import RPi.GPIO as GPIO
import time

output_pinl = 17 # BCM pin 17, BOARD pin 11
output_pin2 = 18 # BCM pin 18, BOARD pin 12

output_pins = [output_pinl, output_pin2]
GPIO.setmode(GPIO.BCM)
for pin in output_pins:

GPIO.setup(pin, GPIO.OUT, initial=GPIO.LOW)

thumbs_up = [GPIO.HIGH, GPIO.LOW]
thumbs_down = [GPIO.LOW, GPIO.HIGH]
fist = [GPIO.HIGH, GPIO.HIGH]

palm = [GPIO.LOW, GPIO.LOW]

pin_configurations = [thumbs_up, thumbs_down, fist, palm]
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Treenitud mudeli hindamise osa loomine:

import threading
from utils import preprocess
import torch.nn.functional as F

state_widget = ipywidgets.ToggleButtons(options=['stop’, 'live'], description="state’,
value='stop")

prediction_widget = ipywidgets.Text(description="prediction")

score_widgets = []

for category in dataset.categories:

score_widget = ipywidgets.FloatSlider(min=0.0, max=1.0, description=category,
orientation="vertical')

score_widgets.append(score_widget)

def live(state_widget, model, camera, prediction_widget, score_widget):
global dataset
while state_widget.value == "live':
image = camera.value
preprocessed = preprocess(image)
output = model(preprocessed)
output = F.softmax(output, dim=1).detach().cpu().numpy().flatten()
category_index = output.argmax()
prediction_widget.value = dataset.categories[category_index]
for i, score in enumerate(list(output)):
score_widgets[i].value = score

def start_live(change):
if change['new'] == 'live":
execute_thread = threading.Thread(target=live, args=(state_widget, model, camera,
prediction_widget, score_widget))
execute_thread.start()

state_widget.observe(start_live, names="'value')

live_execution_widget = ipywidgets.VBox([
ipywidgets.HBox(score_widgets),
prediction_widget,
state_widget

D
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Treenimise osa loomine:

BATCH_SIZE = 8
optimizer = torch.optim.Adam(model.parameters())

epochs_widget = ipywidgets.IntText(description="epochs', value=1)

eval_button = ipywidgets.Button(description="'evaluate')

train_button = ipywidgets.Button(description="train")

loss_widget = ipywidgets.FloatText(description='loss")

accuracy_widget = ipywidgets.FloatText(description="'accuracy")

progress_widget = ipywidgets.FloatProgress(min=0.0, max=1.0, description="progress')

def train_eval(is_training):
global BATCH_SIZE, LEARNING_RATE, MOMENTUM, model, dataset, optimizer,
eval_button, train_button, accuracy_widget, loss_widget, progress_widget, state_widget

try:
train_loader = torch.utils.data.DatalLoader(
dataset,
batch_size=BATCH_SIZE,
shuffle=True

)

state_widget.value = 'stop’
train_button.disabled = True
eval_button.disabled = True

time.sleep(1)

if is_training:
model = model.train()
else:

model = model.eval()
while epochs_widget.value > 0:

i=0

sum_loss = 0.0

error_count = 0.0

for images, labels in iter(train_loader):
# send data to device
images = images.to(device)
labels = labels.to(device)

if is_training:

# zero gradients of parameters
optimizer.zero_grad()
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outputs = model(images)
loss = F.cross_entropy(outputs, labels)

if is_training:
loss.backward()
optimizer.step()

error_count += len(torch.nonzero(outputs.argmax(1) - labels).flatten())
count = len(labels.flatten())

i += count

sum_loss += float(loss)

progress_widget.value = i / len(dataset)

loss_widget.value = sum_loss / i

accuracy_widget.value = 1.0 - error_count / i

if is_training:

epochs_widget.value = epochs_widget.value - 1
else:

break

except e:
pass
model = model.eval()

train_button.disabled = False
eval_button.disabled = False
state_widget.value = 'live'

train_button.on_click(lambda c: train_eval(is_training=True))
eval_button.on_click(lambda c: train_eval(is_training=False))

train_eval_widget = ipywidgets.VBox([
epochs_widget,
progress_widget,
loss_widget,
accuracy_widget

ipywidgets.HBox([train_button, eval_button])
i),
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Koik osad koos toole:

all_widget = ipywidgets.VBox([
ipywidgets.HBox([data_collection_widget, live_execution_widget]) ,
ipywidgets.HBox([train_eval_widget, model_widget])])

D
display(all_widget)

Lopetamine:

import os
import IPython

GPIO.cleanup()
os._exit(00)
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